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ОГЛЯД НАПІВКЕРОВАНОГО НАВЧАННЯ 

Напівкероване навчання – це галузь машинного навчання, що з використанням як 

маркованих, так і немаркованих даних для виконання певних завдань навчання. 

Концептуально розташоване між керованим і некерованим навчаннями, воно дозволяє 

використовувати великі обсяги нерозмічених даних, доступних у багатьох випадках 

використання, у поєднанні з меншими наборами розмічених даних. 

В останні роки дослідження в цій галузі слідували загальним тенденціям, що 

спостерігалися в машинному навчанні, при цьому велика увага приділялася моделям на 

основі нейронних мереж та генеративному навчанню. 

Насамперед розглядатимемо завдання напівкерованої класифікації, де відбувається 

переважна більшість досліджень напівкерованого навчання. 

1. Вступ 

У машинному навчанні традиційно проводиться відмінність між двома основними 

завданнями: кероване і некероване навчання. При керованому навчанні (навчання з 

учителем) користувачеві надається набір точок даних, який складається з деякого вхідного 

значення x та відповідного вихідного значення y. Таким чином, ціль полягає в тому, щоб 

побудувати класифікатор або регресор, який може оцінити вихідне значення для раніше 

невидимих входів. З іншого боку, при некерованому навчанні (навчання без вчителя) не 

надається жодного конкретного вихідного значення. Натомість із вхідних даних 

намагаються вивести деяку базову структуру. Наприклад, при некерованій кластеризації 

мета полягає в тому, щоб вивести відображення із заданих вхідних даних (наприклад, 

вектори дійсних чисел) у групи таким чином, щоб аналогічні вхідні дані відображалися в 

одну і ту ж групу. 

Напівкероване навчання (навчання з частковим залученням вчителя) – це напрямок 

машинного навчання, метою якого є об’єднання цих двох завдань. Як правило, 

напівкеровані алгоритми навчання намагаються покращити продуктивність в одному з  

цих завдань, використовуючи інформацію, зазвичай пов'язану з іншим завданням. 

Наприклад, під час вирішення завдання класифікації можна використовувати додаткові 

точки даних, котрим мітка невідома, щоб полегшити процес класифікації. 

З іншого боку, для методів кластеризації процедура навчання може виграти від 

знання того, що певні точки даних належать одному й тому класу. 

Як і у випадку з машинним навчанням загалом, переважна більшість досліджень у 

галузі навчання із частковим залученням вчителя зосереджена на класифікації. Методи 

напівкерованої класифікації особливо підходять для сценаріїв, де розмічених даних мало. 

У таких випадках може бути важко побудувати надійний класифікатор у результаті 

навчання з учителем. Така ситуація виникає в областях додатків, де розмічені дані є 

дорогими або важкими для отримання, наприклад, комп'ютерна діагностика, відкриття 

ліків і маркування частин мови. Якщо є достатньо нерозмічених даних і за певних 

припущень про розподіл даних, немарковані дані можуть допомогти у побудові кращого 

класифікатора. На практиці напівкеровані методи навчання також застосовувалися до 

сценаріїв, в яких відсутня суттєва нестача розмічених даних: якщо нерозмічені точки 

даних надають додаткову інформацію, що стосується прогнозування, то їх потенційно 

можна використовувати для підвищення ефективності класифікації. 

Існує безліч методів навчання, кожен з яких має свої особливості, переваги та 

недоліки. 

У галузі напівкерованого навчання відбулися важливі зміни. Було запропоновано 

нові підходи до навчання, а існуючі підходи були розширені, покращені та проаналізовані 

глибше. Крім того, зростання популярності (глибоких) нейронних мереж для навчання з 

учителем призвело до появи нових підходів до напівкерованого навчання завдяки простоті 

включення некерованих втрат у функції вартості нейронних мереж. Нарешті, особлива 
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увага приділяється розробці робастних методів напівкерованого навчання, які знижують 

продуктивність, і навіть оцінці ефективності напівкерованих методів навчання з 

практичних цілей. 

Представляємо нову таксономію (класифікацію) напівкерованих методів 

класифікації, що охоплює припущення, що лежать в основі кожної групи методів, а також 

те, як вони належать до існуючих керованих методів. У цьому видається перспектива 

напівкерованого навчання, яка дозволяє глибше зрозуміти різні підходи та зв’язки між 

ними. 

Велика увага приділяється суті фундаментальних припущень, що лежать в основі 

напівкерованого навчання, і показується, як вони пов’язані з кластерним припущенням. 

2. Основні положення 

У традиційних завданнях навчання з учителем нам надається впорядкований набір l 

помічених точок даних   
1

, . 
l

L i i i
D x y


  Кожна точка даних (xi, yi) складається з об’єкта 

xi ∈ X із заданого вхідного простору X і має асоційовану мітку yi, де yi є дійсним у задачах 

регресії та категоричним у задачах класифікації. 

На основі набору цих точок даних, які зазвичай називають навчальними даними, 

методи навчання з учителем намагаються вивести функцію, яка може успішно визначити 

мітку y для деяких раніше невидимих вхідних даних x∗. 

Однак у багатьох реальних завданнях класифікації також маємо доступ до набору u 

точок даних,  
1

 ,
l u

U i i l
D x



 
  мітки яких невідомі. Наприклад, точки даних, котрим хочемо 

зробити прогнози, зазвичай звані тестовими даними, за визначенням не позначені. 

Методи напівкерованої класифікації намагаються використовувати немарковані 

точки даних для створення учня, чиї результати перевищують показники учнів, отримані 

під час використання лише розмічених даних. У частині цієї роботи будемо позначати 

через XL і XU сукупність вхідних об'єктів для маркованих і не маркованих зразків 

відповідно. 

У багатьох випадках немарковані дані можуть допомогти у побудові класифікатора. 

Розглянемо, наприклад, проблему класифікації документів, коли необхідно призначити 

теми набору текстових документів (наприклад, статтям новин). Припускаючи, що наші 

документи представлені набором слів, що у них зустрічаються, можна навчити простий 

класифікатор з учителем, який, наприклад, навчиться розпізнавати, що документи, які 

містять слово «нейтрон», зазвичай відносяться до фізики. Цей класифікатор може добре 

працювати з документами, що містять терміни, які він бачив у навчальних даних, але за 

своєю природою буде терпіти невдачу, якщо документ не містить передбачуваних слів, які 

також зустрічалися в навчальному наборі. Наприклад, якщо зустрінемо документ із 

фізики. 

 

Рис. 2.1. Базовий приклад бінарної класифікації за наявності нерозмічених даних: 
                 границя прийняття рішення контрольованого алгоритму; - - - - границя оптимального рішення 
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Немарковані точки даних пофарбовані відповідно до їх справжньої мітки. 

Кольорові незафарбовані кружки зображують контурні криві розподілу вхідних даних, що 

відповідають стандартним відхиленням 1, 2 та 3 (кольоровий рисунок онлайн).  

Наприклад, якщо зустрінемо документ з фізики про прискорювачі частинок, у 

якому немає слова «нейтрон», класифікатор не зможе розпізнати його як документ з 

фізики. Ось тут і вступає в дію напівкероване навчання. Якщо ми розглянемо немарковані 

дані, то можуть бути документи, в яких слово «нейтрон» пов’язується з фразою 

«прискорювач частинок». Наприклад, слово «нейтрон» часто зустрічається в документі, 

який також містить слово «кварк». Крім того, слово «кварк» регулярно зустрічатиметься 

разом із фразою «прискорювач частинок», що направляє класифікаторів до класифікації 

цих документів як пов’язаних з фізикою також, незважаючи на те, що ніколи не бачив 

словосполучення «прискорювач частинок» у зазначених даних. 

Деяке уявлення про використання нерозмічених даних завдання класифікації дає 

рис. 2.1. Розглядається завдання штучної класифікації із двома класами. Для обох класів 

беруться 100 вибірок із двовимірного розподілу Гауса з однаковою коваріацією матриці. 

Потім створюється позначений набір даних шляхом взяття однієї вибірки кожного класу. 

Будь-який алгоритм навчання з учителем, швидше за все, отримає як межу рішення 

суцільну лінію, яка перпендикулярна до відрізка лінії, що з’єднує дві позначені точки 

даних і перетинає його посередині. Однак це досить далеко від межі оптимального 

рішення. 

Як видно з цього рисунка, кластери, які можна вивести з немаркованих даних, 

можуть значно допомогти у розміщенні кордону рішення: якщо припустити, що дані 

походять з двох розподілів гауса, простий напівкерований алгоритм навчання може 

зробити висновок, близький до межі оптимального рішення. 

2.1. Припущення напівкерованого навчання 

Необхідною умовою навчання з частковим залученням вчителя є те, що базовий 

розподіл маргінальних (граничних) даних p(x) по вхідному простору містить інформацію 

про апостеріорний розподіл p(y|x). 

Якщо це так, можна було б використовувати немарковані дані для отримання 

інформації про p(x) і, таким чином, p(y|x). Якщо, з іншого боку, цієї умови не 

дотримується і p(x) не містить інформації про p(y|x), підвищити точність прогнозів на 

основі додаткових нерозмічених даних за своєю суттю неможливо. 

Раніше згадана умова задовольняється у більшості завдань навчання, з якими 

стикаються у реальному світі, про що свідчить успішне застосування на практиці 

напівкерованих методів навчання. Однак спосіб взаємодії p(x) та p(y|x) не завжди 

однаковий. Це спричинило передумов напівкерованого навчання, які формалізують типи 

очікуваного взаємодії. Найбільш широко визнаними припущеннями є припущення про 

гладкість (якщо дві вибірки x і x' близькі у вхідному просторі, їх мітки y і y' повинні бути 

однаковими), припущення про низьку щільність (границя рішення не повинна проходити 

через область високої щільності у вхідному просторі), і припущення про багатовид (точки 

даних на тому самому низькорозмірному багатовиді повинні мати однакову мітку). Ці 

припущення лежать в основі більшості, якщо не всіх напівкерованих алгоритмів навчання, 

які зазвичай залежать від виконання одного або декількох з них, явно або неявно. 

Протягом усієї роботи докладно зупинимося на основних припущеннях, використаних у 

кожному конкретному алгоритмі навчання. Припущення пояснюються докладніше нижче; 

візуальне уявлення показано на рис. 2.2. 

На кожному рисунку зображено розумну (обґрунтовану) межу (керованого) 

рішення з учителем, а також межу оптимального рішення, яка може бути точно 

апроксимована алгоритмом напівкерованого навчання (навчання з частковим залученням 

вчителя), що ґрунтується на відповідному припущенні. 
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                                                     а                                                            б 

Рис. 2.2. Ілюстрації припущень напівконтрольованого навчання: (а) – припущення про гладкість 
та малу щільність; (б) – припущення про багатовид: 

                границя прийняття рішення контрольованого алгоритму; - - - - границя оптимального рішення 

2.1.1. Припущення про гладкість 

Припущення про гладкість стверджує, що для двох вхідних точок x, x' ∈ X, що 

знаходяться поруч у вхідному просторі, відповідні мітки y, y’ мають бути однаковими. Це 

припущення також часто використовується у навчанні з учителем, але має додаткові 

переваги в контексті напівкерованого навчання: припущення про гладкість може бути 

застосоване транзитивно до нерозмічених даних. Наприклад, припустимо, що позначена 

точка даних x1 ∈ XL і дві немарковані точки даних x2, x3 ∈ XU існують такі, що x1 близький 

до x2 і x2 близький до x3, але x1 не близький до x3. Тоді через припущення про гладкість все 

ж таки можна очікувати, що x3 матиме ту ж мітку, що й x1, оскільки близькість – і, отже, 

мітка – транзитивно поширюється через x2. 

2.1.2. Припущення про низьку щільність 

Припущення про низьку щільність має на увазі, що межа рішення класифікатора 

переважно повинна проходити через області з низькою щільністю у вхідному просторі. 

Інакше кажучи, межа рішення має проходити через області високої щільності. 

Припущення визначається над p(x), дійсним розподілом вхідних даних. При розгляді 

обмеженого набору вибірок з цього розподілу це по суті означає, що межа рішення має 

лежати у сфері, де спостерігається мало точок даних. У цьому світлі припущення про 

низьку щільність тісно пов'язане з припущенням про гладкість; насправді його можна 

вважати аналогом припущення про гладкість базового розподілу даних. 

Припустимо, що є область низької щільності, тобто область R ⊂ X, де p(x) мало. 

Тоді очікується, що R буде містити дуже мало спостережень, і, таким чином, 

малоймовірно, що R буде спостерігатися яка-небудь пара схожих точок даних. Якщо 

помістити межу рішення в цю область з низькою щільністю, припущення про гладкість не 

буде порушено, оскільки воно стосується лише пар схожих точок даних. З іншого боку, 

для областей з високою щільністю очікується багато точок даних. Таким чином, 

розміщення межі рішення в області з високою щільністю порушує припущення про 

гладкість, оскільки в цьому випадку передбачені мітки будуть різними для однакових 

точок даних. Правильне і зворотне: якщо виконується припущення про гладкість, то будь-

які дві точки даних, які лежать близько одна від одної, мають однакову мітку. Отже, 

очікується, що в будь-якій густонаселеній області вхідного простору всі точки даних 

будуть мати ту саму мітку. Отже, можна побудувати межу рішення, яка проходить лише 

через області з низькою щільністю у вхідному просторі, що також задовольняє 

припущення про низьку щільність. Через їх тісний практичний зв’язок припущення про 

низьку щільність і припущення про гладкість показано на рис. 2.2. 
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2.1.3. Припущення про багатовид 

У задачах машинного навчання, де дані можуть бути представлені в евклідовому 

просторі, точки даних, що спостерігаються, в багатовимірному вхідному просторі 
d
 

зазвичай концентруються вздовж низькорозмірних підструктур. Ці підструктури відомі як 

багатовид: топологічні простори, локально евклідові. Наприклад, коли розглядаємо 

тривимірний вхідний простір, де всі точки лежать на поверхні сфери, можна сказати, що 

дані лежать на двовимірному багатовиді. 

Припущення про багатовид в напівкерованому навчанні свідчить, що (а) вхідний 

простір складається з кількох низькорозмірних багатовидів, на яких лежать всі точки 

даних, і (б) точки даних, що лежать на тому самому багатовиді, мають одну і ту ж мітку. 

Отже, якщо можемо визначити, які багатовиди існують і які точки даних лежать на 

якомусь багатовиді, присвоєння класів немаркованим точкам даних можна вивести з 

розмічених точок даних на тому ж багатовиді. 

2.2. Зв’язок із кластеризацією 

У дослідженнях напівкерованого навчання часто включається додаткове 

припущення – кластерне припущення, згідно з яким точки даних, що належать одному і 

тому ж кластеру, належать до того самого класу. Однак стверджуємо, що раніше згадані 

припущення та припущення про кластери не є незалежними один від одного, а швидше, 

що припущення про кластери є узагальненням інших припущень. 

Розглянемо вхідний простір X з деякими об'єктами X , взятими з розподілу 

p(x). Таким чином, кластер являє собою набір точок даних C ⊆ X, які більш схожі одна на 

одну, ніж на інші точки даних X, відповідно до деякої концепції подібності. Визначення 

кластерів відповідає знаходженню певної функції f: X→Y, яка відображає кожен вхід у x ∈ 

X у кластер з міткою y = f (x), де кожна мітка кластера y ∈ Y однозначно ідентифікує один 

кластер. 

Оскільки немає прямого доступу до p(x) для визначення відповідної кластеризації, 

потрібно покладатися на деяку концепцію подібності між точками даних X, відповідно до 

якої можна призначати кластери схожим точкам даних. 

Концепція подоби, яка вибирається, часто неявно, диктує, з чого складається 

кластер. Хоча ефективність будь-якого конкретного методу кластеризації виявлення цих 

кластерів залежить від багатьох інших чинників, концепція подібності однозначно 

визначає взаємодію між p(x) і p(y|x). Отже, приналежність двох точок одному й тому 

кластеру можна визначити з їхньої подібності одна до одної і належать до однієї і тієї ж 

групи. Припущення про гладкість, низьку щільність і багатовид зводяться до різних 

визначень подібності між точками: припущення про гладкість стверджує, що точки, 

розташовані близько один до одного у вхідному просторі, подібні; припущення про 

низьку щільність стверджує, що точки в одній і тій же області з високою щільністю 

подібні; а припущення про багатовид стверджує, що точки, що лежать на тому самому 

маломірному багатовиді, подібні. Отже, припущення напівкерованого навчання можна 

розглядати як конкретніші випадки кластерного припущення: подібні точки, як правило, 

належать до однієї і тієї ж групи. 

Можна навіть стверджувати, що припущення про кластери відповідає необхідній 

умові навчання з учителем: p(x) несе інформацію про p(y|x). Фактично, якщо припустити, 

що вихідний простір Y містить мітки всіх можливих кластерів, необхідну умову для успіху 

навчання з учителем можна розглядати як необхідну умову для успіху кластеризації. 

Іншими словами: якщо точки даних (як немарковані, так і марковані) не можуть бути 

осмислено згруповані, напівкерований метод навчання не може покращити метод 

навчання з учителем. 
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2.3. Коли працює напівкероване навчання? 

Основна мета напівкерованого навчання – використовувати немарковані дані для 

побудови ефективніших процедур навчання. Як виявилося, це не завжди легко чи навіть 

можливо. Як згадувалося раніше, нерозмічені дані корисні тільки, якщо вони несуть 

інформацію, корисну для передбачення мітки, яка не міститься тільки в розмічених даних 

або не може бути легко вилучена з них. Щоб застосувати будь-який метод навчання з 

частковим залученням вчителя практично, алгоритм повинен мати можливість отримувати 

цю інформацію. І в практиків, і в дослідників постає питання: коли це так? 

На жаль, знайти практичну відповідь це питання виявилося непросто. Мало того, 

що важко точно визначити умови, за яких може працювати той чи інший конкретний 

напівкерований алгоритм навчання, також рідко буває просто оцінити, як ці умови 

задоволені. Однак можна міркувати про застосування різних методів навчання до різних 

типів завдань. Наприклад, методи на основі графів зазвичай покладаються на локальну 

міру подібності для побудови графа по всіх точках даних. Для успішного застосування 

таких методів важливо, щоб можна було розробити значний локальний захід подібності. У 

багатовимірних даних, таких як зображення, де евклідова відстань між ознаками рідко є 

хорошим індикатором подібності між точками даних, це часто буває складно. Як видно з 

літератури, більшість напівкерованих підходів до навчання для зображень засновані на 

слабкому варіанті припущення про гладкість, яка вимагає, щоб прогнози були 

інваріантними до незначних збурень на вході. 

Напівкеровані розширення алгоритмів навчання з учителем, з іншого боку, 

зазвичай покладаються на те саме припущення, що і їх аналоги з учителем. Наприклад, як 

керовані, так і напівкеровані машини опорних векторів покладаються на припущення про 

низьку густину, яке свідчить, що межа рішення повинна лежати в області низької густини 

простору рішень. Якщо у разі добре працює класифікатор, який навчається з учителем, 

цілком природно використовувати розширення алгоритму у разі частковим залученням 

вчителя. 

Як і у випадку з алгоритмами навчання з учителем, поки не знайдено метод, що 

дозволяє апріорі визначити, який метод навчання найкраще підходить для тієї чи іншої 

конкретної задачі. Більше того, неможливо гарантувати, що запровадження нерозмічених 

даних не погіршить продуктивність. Таке зниження продуктивності спостерігалося на 

практиці, і його поширеність, ймовірно, занижена через упередженість публікацій. 

Проблема потенційного зниження продуктивності була виявлена в багатьох дослідженнях, 

але, як і раніше, важко піддається розгляду. Це особливо доречно у сценаріях, де хороші 

результати можуть бути досягнуті за допомогою класифікаторів, які повністю керуються 

вчителем. У цих випадках потенційне зниження продуктивності набагато перевищує 

потенційний виграш у продуктивності. 

Головний висновок з цих спостережень у тому, що напівкероване навчання слід 

розглядати як гарантований спосіб підвищення ефективності прогнозування з допомогою 

простого запровадження нерозмічених даних. Швидше, його слід розглядати як ще один 

напрямок у процесі пошуку та налаштування алгоритму навчання для поставленого 

завдання. Процедури напівкерованого навчання повинні бути частиною набору 

алгоритмів, що розглядаються для використання в конкретному сценарії програми, і для 

вибору підходу, який добре підходить для цієї ситуації, слід використовувати комбінацію 

теоретичного аналізу (де це можливо) та емпіричну оцінку. 

2.4. Емпірична оцінка напівкерованих методів навчання 

Оцінюючи і порівніючи алгоритми машинного навчання множини рішень впливає 

на відносну продуктивність різних алгоритмів. У навчанні з учителем до них належать 

вибір наборів даних, поділ цих наборів даних на набори для навчання, перевірки та 

тестування, а також ступінь налаштування гіперпараметрів. 
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При напівкерованому навчанні у гру вступають додаткові чинники. По-перше, у 

багатьох сценаріях порівняльного аналізу необхідно ухвалити рішення, які точки даних 

слід помітити, а які залишити без позначки. 

По-друге, можна вибрати оцінку ефективності учня на нерозмічених даних, що 

використовуються для навчання (що за визначенням має місце в трансдуктивному 

навчанні), або на наборі тестів, що повністю не перетинається. 

Крім того, важливо встановити високоякісні розмічені вихідні дані для 

забезпечення належної оцінки доданої вартості немаркованих даних. На практиці 

надмірне обмеження обсягу оцінки може призвести до нереалістичних уявлень про 

продуктивність алгоритмів навчання. Нещодавно було розроблено набір рекомендацій для 

реалістичної оцінки алгоритмів напівкерованого навчання; деякі з цих рекомендацій сюди 

включені. 

У практичних випадках поділ розмічених та нерозмічених даних зазвичай 

фіксований. У дослідженнях набори даних, які використовуються для оцінки алгоритмів 

напівкерованого навчання, зазвичай отримують шляхом простого видалення міток великої 

кількості точок даних із наявного набору даних керованого навчання. У попередніх 

дослідженнях часто використовувалися набори даних з репозиторію машинного навчання 

UCI. У пізніших дослідженнях при напівкерованій класифікації зображень популярним 

вибором були набори даних CIFAR-10/100 та SVHN. З іншого боку, для демонстрації 

життєздатності нового підходу іноді використовуються двовимірні іграшкові набори 

даних. Як правило, ці іграшкові набори даних складаються з вхідного розподілу, в якому 

точки даних кожного класу сконцентровані вздовж одномірного багатовиду. Наприклад, 

популярний набір даних півмісяця складається з точок даних, взятих з двох півкіл, що 

чергуються, кожна з яких пов'язана з іншим класом. 

Як було помічено на практиці, вибір наборів даних та їх поділ можуть мати значний 

вплив на відносну продуктивність різних алгоритмів навчання. Деякі алгоритми можуть 

працювати добре, коли кількість розмічених даних обмежена, і працювати погано, коли є 

більше розмічених даних; інші можуть досягти успіху в певних типах наборів даних, але 

не в інших. Таким чином, щоб забезпечити реалістичну оцінку напівкерованих алгоритмів 

навчання, дослідники повинні оцінювати свої алгоритми на різноманітному наборі даних з 

різною кількістю розмічених та нерозмічених даних. 

На додаток до вибору наборів даних та їх розбиття важливо, щоб для оцінювання 

ефективності напівкерованого методу навчання було обрано надійний базовий рівень. 

Зрештою, для практиків немає особливого значення, чи покращує запровадження 

нерозмічених даних продуктивність тієї чи іншої алгоритму навчання. Швидше, 

центральне питання полягає в наступному: чи робить введення нерозмічених даних 

можливість отримати учня, який краще, ніж будь-який інший учень, чи буде то навчання з 

учителем або з частковим залученням вчителя. 

Як зазначено в літературі, це вимагає включення сучасних, належним чином 

налаштованих базових керованих показників при оцінюванні продуктивності 

напівкерованих алгоритмів навчання. 

У кількох дослідженнях було проведено незалежне оцінювання ефективності різних 

методів напівкерованого навчання на різних наборах даних. Емпірично порівняли 

одинадцять різних напівкерованих алгоритмів навчання, що використовують керовані 

машини опорних векторів та алгоритм k-найближчих сусідів як основу. Вони включали 

напівкеровані машини опорних векторів, методи поширення мітки та множинної 

регуляризації із застосуванням оптимізації гіперпараметрів для кожного алгоритму. 

Порівнявши продуктивність алгоритмів на восьми різних наборах даних, було виявлено, 

що жоден алгоритм не перевершує інші за продуктивністю. 

Для деяких наборів даних спостерігалося суттєве поліпшення продуктивності 

порівняно з базовими рівнями, тоді як для інших продуктивність погіршилася. Відносна 

продуктивність також змінювалася залежно від кількості нерозмічених даних. 
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Було проведено порівняння декількох напівкерованих нейронних мереж, 

включаючи модель середнього вчителя, віртуальне змагальне навчання та метод-обгортки, 

на двох задачах класифікації зображень. В результаті було досягнуто суттєве поліпшення 

продуктивності для більшості алгоритмів і зазначено, що частота помилок зазвичай 

знижується при додаванні немаркованих точок даних (без видалення будь-яких 

розмічених точок даних). Погіршення продуктивності спостерігалися лише за наявності 

невідповідності між класами, присутніми у розмічених даних, та класами, присутніми у 

немаркованих даних. Ці результати дійсно обнадіюють: вони показують, що у задачах 

класифікації зображень нейронні мережі можуть використовувати немарковані дані для 

послідовного підвищення продуктивності. Це цікавий напрямок для майбутніх 

досліджень, щоб з'ясувати, чи можна отримати ці послідовні покращення продуктивності 

для інших типів даних. Крім того, залишається відкритим питання, чи можна 

використовувати припущення, що лежать в основі цих напівкерованих нейронних мереж 

для послідовного підвищення ефективності інших методів навчання. 

3. Таксономія напівкерованих методів навчання 

За останні два десятиліття було запропоновано велику кількість напівкерованих 

алгоритмів класифікації. Ці методи відрізняються припущеннями напівкерованого 

навчання, на яких вони засновані, тому, як вони використовують нерозмічені дані, і тому, 

як вони ставляться до керованих алгоритмів. Існуючі класифікації методів навчання із 

частковим залученням вчителя зазвичай використовують підмножину цих властивостей і, 

зазвичай, є як правило однорідними, що дозволяє виявити подібності між різними групами 

методів. Крім того, класифікація часто підлаштовується під існуючу роботу, що робить її 

менш придатною для включення нових підходів. 

Тут пропонується новий спосіб представлення спектра напівкерованих алгоритмів 

класифікації. Згрупуємо їх чітким, орієнтованим на майбутнє способом, дозволяючи 

дослідникам та практикам отримати уявлення про те, як методи напівкерованого навчання 

пов'язані один з одним, з існуючими методами навчання з учителем, та припущеннями про 

навчання з частковим залученням вчителя. Таксономія представлена на рис. 3.1. 
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Рис. 3.1. Візуалізація таксономії напівкерованої класифікації 
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Кожен лист таксономії відповідає певному типу підходу до включення 

нерозмічених даних до методів класифікації. На листі, відповідному трансдуктивним 

методам з урахуванням графів, пунктирні прямокутники представляють окремі фази 

процесу класифікації з урахуванням графів, кожна з яких має безліч варіацій. 

На найвищому рівні таксономія розрізняє індуктивні та трансдуктивні методи, що 

призводять до різних процедур оптимізації: перші намагаються знайти класифікаційну 

модель, тоді як останні пов’язані виключно з отриманням прогнозів міток для заданих 

немаркованих точок даних. На другому рівні вона розглядає спосіб включення 

нерозмічених даних у напівкеровані методи навчання. Ця різниця породжує три різних 

класи індуктивних методів, кожен із яких по-своєму пов'язаний з класифікаторами, які 

навчаються з учителем. 

Перша відмінність, яка робиться в даній таксономії, між індуктивними та 

трансдуктивними методами, яка часто зустрічається в літературі з напівкерованого 

навчання. Перші (індуктивні), як і методи навчання з учителем, дають модель 

класифікації, яку можна використовувати для передбачення позначки раніше невидимих 

точок даних. 

Останні не дають такої моделі, а натомість безпосередньо дають прогнози. Іншими 

словами, для заданого набору даних, що складається з розмічених та нерозмічених даних, 

,  L UX X  з мітками yL ∈ Yl для l розмічених точок даних, індуктивні методи дають 

модель : ,f Y  тоді як трансдуктивні методи дають передбачені мітки ˆ
Uy  для 

немаркованих точок даних у XU. Відповідно, індуктивні методи включають оптимізацію за 

моделями прогнозування, тоді як трансдуктивні методи оптимізують безпосередньо за 

прогнозами ˆUy . 

Індуктивні методи, які зазвичай розширюють керовані алгоритми (навчання з 

учителем) для включення нерозмічених даних, далі різняться в даній таксономії залежно 

від того, як вони включають нерозмічені дані: або на етапі попередньої обробки, 

безпосередньо в цільовій функції, або за допомогою етапу псевдомаркування. 

Трансдуктивні методи завжди засновані на графах; вони групуються з урахуванням 

вибору, зробленого на різних етапах процесу навчання. У частині цього розділу, що 

залишилася, докладніше зупинимося на групуванні методів навчання з частковим 

залученням вчителя, представлених у таксономії, яка формує основу для обговорення 

методів навчання з частковим залученням вчителя. 

3.1. Індуктивні методи 

Індуктивні методи спрямовані на створення класифікатора, який може генерувати 

передбачення будь-якого об'єкта у вхідному просторі. 

Немарковані дані можуть використовуватися для навчання цього класифікатора, 

але прогнози для багатьох нових, раніше небачених прикладів не залежать один від 

одного після завершення навчання. Це відповідає меті методів навчання з учителем: 

модель будується на етапі навчання і потім може використовуватися для прогнозування 

позначок нових точок даних. 

3.1.1. Методи-обгортки 

Простий підхід до розширення існуючих алгоритмів навчання з учителем до 

підходів навчання з частковим залученням вчителя полягає в тому, щоб спочатку навчити 

класифікатори на розмічених даних, а потім використати прогнози отриманих 

класифікаторів для створення додаткових розмічених даних. Потім класифікатори можуть 

бути перенавчені на цих псевдорозмічених даних на додаток до існуючих даних. 

Такі методи відомі як методи-оболонки (обгортки): немарковані дані 

псевдомаркуються процедурою-оболонкою (обгорткою), а алгоритм навчання з учителем, 
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який не знає відмінності між початково розміченими та псевдорозміченими даними, будує 

остаточний індуктивний класифікатор. Це розкриває ключову властивість методів-

оболонок (обгорток): більшість з них можна застосовувати до будь-якого заданого 

базового учня, який навчається з учителем, дозволяючи вводити немарковані дані простим 

способом. Методи-обгортки становлять першу частину індуктивної частини таксономії у 

розділі 4. 

3.1.2. Некерована попередня обробка (попередня обробка без вчителя) 

Другим напрямом індуктивної частини таксономії є методи попередньої обробки 

без вчителя, які або витягують корисні ознаки з нерозмічених даних, виконують 

попередню кластеризацію даних, або визначають початкові параметри процедури 

навчання з учителем в манері навчання без вчителя (неконтрольованим чином). Подібно 

до методів-оболонок (-обгорток), вони можуть використовуватися з будь-яким 

класифікатором, який навчається з учителем. Однак, на відміну від методів-оболонок (-

оберток), класифікатору, який навчається з учителем надаються лише початково розмічені 

точки даних. Ці методи описані у розділі 5. 

3.1.3. Внутрішні напівкеровані методи 

Останній клас індуктивних методів, що розглядаються тут, безпосередньо включає 

немарковані дані в цільову функцію або процедуру оптимізації методу навчання. Багато з 

цих методів є прямими розширеннями методів навчання з учителем в умовах навчання з 

частковим залученням вчителя: вони розширюють цільову функцію класифікатора з 

учителем, включаючи нерозмічені дані. Напівкеровані машини опорних векторів (S3VMs), 

наприклад, розширюють SVMs, які навчаються з учителем, максимізуючи запас (маржу) 

не тільки для розмічених, а й для нерозмічених даних. Це є, по суті, напівкерованими 

розширеннями багатьох відомих підходів до навчання з учителем, включаючи SVMs, 

гауссівські процеси та нейронні мережі (описується в розділі 6). Згрупуємо методи у цій 

категорії на основі припущень про навчання з частковим залученням вчителя, на які вони 

спираються. 

3.2. Трансдуктивні методи 

На відміну від індуктивних методів, трансдуктивні методи не створюють 

класифікатор для всього вхідного простору. Натомість їхня передбачувана сила 

обмежується саме тими об’єктами, з якими класифікатор стикається на етапі навчання. 

Таким чином, трансдуктивні методи не мають окремих етапів навчання та тестування. 

Оскільки методи навчання з учителем за визначенням не забезпечуються нерозміченими 

даними до етапу тестування, у навчанні з учителем немає чітких аналогій трансдуктивних 

алгоритмів. 

Оскільки у трансдуктивних учнів немає моделі вхідного простору, інформація 

повинна поширюватися через прямі з’єднання між точками даних. Це спостереження 

природним чином призводить до графового підходу до трансдуктивних методів: якщо 

можна визначити граф, у якому схожі точки даних пов’язані, інформація може бути 

поширена по ребрах цього графа. На практиці всі трансдуктивні методи, які тут 

обговорюються, або явно ґрунтуються на графах, або можуть неявно розумітися як такі. 

Зазначимо, що є й індуктивні методи з урахуванням графів (див. розділ 6.3). Індуктивні та 

трансдуктивні методи на основі графів зазвичай ґрунтуються на припущенні про 

багатовид: графи, побудовані на основі локальної подібності між точками даних, 

забезпечують низькорозмірне уявлення потенційно багатовимірних вхідних даних. 
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Трансдуктивні методи з урахуванням графів зазвичай складаються із трьох етапів: 

побудова графа, зважування графа і висновок. У першому етапі набір об’єктів X 

використовується для побудови графа, у якому кожен вузол є точкою даних, а попарно 

подібні точки даних з’єднані ребром. На другому етапі ці ребра зважуються, щоб уявити 

ступінь попарної подібності між відповідними точками даних. На третьому етапі граф 

використовується для присвоєння мітки немаркованим точкам даних. Різні методи 

виконання цих трьох кроків докладно обговорюються в розд. 7. 

4. Методи-обгортки 

Методи-обертки є одними із найстаріших і найбільш широко відомих алгоритмів 

навчання із частковим залученням вчителя. Вони використовують одного або кількох 

контрольованих базових учнів та ітеративно навчають їх за допомогою вихідних 

розмічених даних, а також раніше нерозмічених даних, які доповнюються прогнозами 

більш ранніх ітерацій учнів. Останні, зазвичай, називаються псевдомаркованими даними. 

Процедура, зазвичай, складається з двох етапів навчання, що чергуються, і 

псевдомаркування. На етапі навчання один або кілька керованих класифікаторів 

навчаються на розмічених даних та, можливо, на псевдорозмічених даних із попередніх 

ітерацій. 

На етапі псевдомаркування одержані класифікатори використовуються для 

ухвалення рішення щодо міток для раніше немаркованих об’єктів; точки даних, в яких 

учні були найбільш впевнені у своїх прогнозах, псевдомаркуються для використання у 

наступній ітерації. 

Істотною перевагою методів-обгортки є те, що їх можна використовувати 

практично з будь-яким базовим учнем з учителем. Базовий учень з учителем може зовсім 

не знати про метод-обгортки, який просто передає псевдорозмічені зразки базовому учню, 

начебто вони були звичайними маркованими зразками. Хоча деякі методи-обгортки 

вимагають, щоб базовий учнів надав імовірнісні прогнози, багато методів-обгортки, 

засновані на декількох базових учнях, цього не роблять. Для будь-якого конкретного 

методу-обгортки припущення, що лежать в його основі, про навчання з частковим 

залученням вчителя залежать від використовуваних базових учнів. У цьому сенсі метод-

обгортки не може вважатися методом навчання сам по собі: він стає повноцінним методом 

навчання лише тоді, коли він поєднується з певним набором базових учнів. 

На додаток до огляду методів-обгортки було запропоновано класифікацію та 

таксономію методів-обгорток, засновану на: (1) – скільки класифікаторів 

використовується; (2) – чи використовуються різні типи класифікаторів та (3) чи 

використовують вони дані з одним поданням або з кількома уявленнями (тобто, чи 

поділені дані на кілька підмножин ознак). Ця таксономія дає цінну інформацію про 

простір методів-оберток. Представляємо менш складну таксономію, орієнтовану на три 

відносно незалежні типи методів обгортки, які були вивчені в літературі. По-перше, 

розглядається самонавчання, яке використовує один класифікатор з учителем, який 

багаторазово перенавчається на власних достовірних прогнозах. По-друге, розглядаємо 

спільне навчання, розширення самонавчання на безліч класифікаторів, які ітераційно 

перенавчаються на найбільш достовірних прогнозах один одного. Передбачається, що 

класифікатори досить різноманітні, що зазвичай досягається за допомогою роботи з 

різними підмножинами даних об’єктів чи ознак. Зрештою, розглядаємо псевдомарковані 

методи бустингу. Як і традиційні методи бустингу, вони створюють ансамбль 

класифікаторів шляхом послідовної побудови окремих класифікаторів, де кожен окремий 

класифікатор навчається як на розмічених даних, так і на найдостовірніших прогнозах 

попередніх класифікаторів на нерозмічених даних. 
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4.1. Самонавчання 

Методи самонавчання є основними у підходах до псевдомаркування. Вони 

складаються з одного керованого класифікатора, який ітеративно навчається як на 

розмічених даних, так і даних, які були псевдорозмічені в попередніх ітераціях алгоритму. 

На початку процедури самонавчання класифікатор навчається лише на розмічених 

даних (з учителем). Отриманий класифікатор використовується для отримання прогнозів 

немаркованих точок даних. Потім найбільш достовірні з цих прогнозів додаються в набір 

даних і керований класифікатор повторно навчається як на вихідних розмічених даних, 

так і на знову отриманих псевдорозмічених даних. Ця процедура зазвичай повторюється 

до того часу, поки не залишиться немаркованих даних. 

Самонавчання було вперше запропоновано як підхід до усунення неоднозначності 

сенсу слів у текстових документах, передбачаючи значення слів на основі їхнього 

контексту. З того часу було розроблено кілька додатків та варіацій самонавчання. 

Наприклад, було застосовано самонавчання до проблем виявлення об'єктів та показано 

покращену продуктивність порівняно з найсучаснішою (на той момент) моделлю 

виявлення об'єктів. Було розроблено метод самонавчання для класифікації 

гіперспектральних зображень. При цьому було використано знання предметної області, 

щоб вибрати набір немаркованих зразків-кандидатів, і псевдомарковані найбільш 

інформативні з цих зразків прогнозами, зробленими навченим класифікатором. 

Парадигма самонавчання допускає безліч проектних рішень, включаючи вибір 

даних для псевдомаркування, повторне використання псевдомаркованих даних у пізніших 

ітераціях алгоритму та критерії зупинки. 

Процедура вибору даних для псевдомаркування має особливе значення, оскільки 

визначає, які дані потраплять у навчальну вибірку для класифікатора. У типових умовах 

самонавчання, коли цей вибір робиться на основі достовірності передбачення, якість 

оцінок достовірності суттєво впливає на продуктивність алгоритму. Зокрема, ранжування 

ймовірностей передбачення для немаркованих зразків має відображати справжнє 

ранжування достовірності. Якщо доступні добре відкалібровані ймовірні прогнози, 

відповідні ймовірності можна використовувати безпосередньо. У цьому випадку підхід до 

самонавчання є ітеративним, а не інкрементним, оскільки ймовірність міток для 

немаркованих точок даних переоцінюється на кожному етапі. У цьому випадку підхід стає 

схожим на максимізацію очікування. Він був особливо добре вивчений у контексті 

наївних байєсівських класифікаторів, які за своєю суттю є імовірнісними. Нещодавно був 

застосований напівкерований EM з наївним байєсівським класифікатором до проблеми 

виявлення підроблених відгуків про товари на сайтах електронної комерції.  

Алгоритми, які спочатку не підтримують робастних (надійних) імовірнісних 

прогнозів, можуть вимагати адаптації, щоб отримати вигоду з самонавчання. Яскравим 

прикладом цього є дерева рішень: без модифікації чи спрощення, оцінки ймовірності 

передбачення, які зазвичай розраховуються за часткою вибірок у листі з певною міткою, 

зазвичай мають низьку якість. В основному це можна пояснити тим фактом, що більшість 

алгоритмів навчання дерева рішень явно намагаються мінімізувати домішки у вузлах 

дерева, тим самим заохочуючи маленьке листя та сильно зміщені оцінки ймовірності. Цю 

проблему спробували вирішити двома різними способами. По-перше, застосовувалися 

кілька існуючих методів, таких як щеплення та виправлення Лапласа, для безпосереднього 

покращення оцінок ймовірності передбачення. По-друге, використовувалась міра на 

основі локальної відстані для визначення ранжування достовірності між екземплярами: 

достовірність передбачення немаркованої точки даних заснована на абсолютній різниці 

відстаней Махаланобіса між цією точкою та розміченими даними кожного класу. Було 

показано поліпшення продуктивності як дерев рішень, так і випадкових лісів (ансамблів 

дерев рішень) з використанням цього методу. 

Також було використано самонавчання для покращення випадкових лісів. Замість 

того, щоб помічати нерозмічені дані x ∈ XU міткою, передбаченою як найбільш 
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вірогідною, псевдовідзначають кожну точку даних нерозмічених незалежно для кожного 

дерева відповідно до передбачуваного апостеріорного розподілу p(y|x). Крім того, був 

запропонований критерій останову, заснований на помилці поза пакетом: коли помилка 

поза пакетом (є об’єктивною оцінкою помилки узагальнення) збільшується, навчання 

припиняється. 
Базові учні в самонавчанні за визначенням агностичні (науковий агностицизм існує 

як принцип у теорії пізнання, що передбачає, що оскільки отриманий у процесі пізнання 
досвід неминуче спотворюється свідомістю суб’єкта, то суб’єкт принципово не здатний 
осягнути точну та повну картину світу, тобто, хоча пізнання можливо, але воно завжди 
залишається неточним) до наявності методу-обгортки. Отже, учні мають бути повністю 
перенавчені у кожній ітерації самонавчання. Однак, коли класифікатор можна навчати 
поступово (тобто оптимізувати цільову функцію за окремими точками даних або 
підмножинами заданих даних), можна застосувати ітеративний підхід псевдомаркування, 
аналогічний до самонавчання. Замість повторного навчання всього алгоритму кожної 
ітерації, точки даних можуть бути псевдомарковані протягом усього процесу навчання. 
Цей підхід, у якому було запропоновано метод псевдомітки, був застосований до 
нейронних мереж. Оскільки псевдомітки, передбачені на більш ранніх етапах навчання, 
зазвичай менш надійні, вага псевдопомічених даних з часом збільшується. Підхід 
псевдомітки має явну подібність із самонавчанням, але відрізняється тим, що 
класифікатор не перенавчається після кожного кроку псевдомаркування: натомість він 
точно налаштовується з новими псевдомаркованими даними і, отже, технічно 
відхиляється від парадигми методу обгортки. 

Існують обмежені дослідження теоретичних властивостей алгоритмів 
самонавчання. Було проведено теоретичний аналіз кількох варіантів самонавчання та 
показано зв’язок із графовими методами. Були проаналізовані властивості збіжності 
варіанта самонавчання з кількома базовими учнями, а також розглянуто зв’язок із 
графовими методами. 

4.2. Спільне навчання 

Спільне навчання – це розширення самонавчання кількох класифікаторів, які 
навчаються з учителем. При сумісному навчанні два або більше класифікаторів з учителем 
ітеративно навчаються на розмічених даних, додаючи свої найдостовірніші прогнози до 
набору розмічених даних інших класифікаторів з учителем на кожній ітерації. Щоб 
спільне навчання було успішним, важливо, щоб базові учні не надто корелювали у своїх 
прогнозах. Якщо так, то їхній потенціал надавати один одному корисні дані обмежений. У 
літературі цю умову, зазвичай, називають критерієм багатовиду. Методи напівкерованого 
навчання, засновані на кількох базових учнях, називаються методами, заснованими на 
розбіжностях. Це випливає зі спостереження, що підходи спільного навчання 
використовують розбіжності між кількома учнями: вони обмінюються інформацією через 
немарковані дані, котрим різні учні пророкують (предсказывают) різні мітки. 
(передбачають – предвидят) 

Щоб сприяти різноманітності класифікаторів, більш ранні підходи до спільного 
навчання в основному покладалися на існування безлічі різних уявлень даних, які, 
зазвичай, відповідали різним підмножина набору ознак. Наприклад, при обробці 
відеоданих вони можуть бути природним чином розкладені на візуальні та звукові дані. 
Такі методи спільного навчання належать до ширшого класу підходів багатопрофільного 
навчання, який також включає широкий спектр алгоритмів навчання з учителем. 
Розглянемо методи спільного навчання з кількома уявленнями в розд. 4.2.1. У багатьох 
сценаріях реальних проблем апріорі не відомо жодних чітких уявлень про дані. Методи 
спільного навчання з одним уявленням вирішують цю проблему або автоматично 
розбиваючи дані на різні уявлення, або сприяючи розмаїтості самих алгоритмів навчання; 
розглянемо ці методи в розд. 4.2.2. Також коротко обговоримо методи спільної 
регуляризації, у яких кілька класифікаторів об'єднуються в єдину цільову функцію, 
розд. 4.2.3. 
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4.2.1. Спільне навчання з кількома уявленнями 

Базову форму спільного навчання було запропоновано Блюмом і Мітчеллом. У 

своїй основній статті вони запропонували побудувати два класифікатори, які навчаються 

двох різних уявленнях, тобто підмножинах ознак заданих даних. 

Після кожного кроку навчання найбільш достовірні прогнози кожного 

представлення додаються до набору розмічених даних іншого представлення. Було 

використано алгоритм спільного навчання до класифікації університетських веб-сторінок, 

використовуючи текст веб-сторінки та текст прив’язки у посиланнях на веб-сторінку із 

зовнішніх джерел, як два різні уявлення. Цей алгоритм та його варіанти успішно 

застосовувалися у кількох областях, насамперед під час обробки природної мови. 

Початковий алгоритм спільного навчання для успіху спирається на два основні 

припущення: 

1) кожна окрема підмножина ознак має бути достатньою для отримання хороших 

прогнозів на заданому наборі даних; 

2) підмножини ознак мають бути умовно незалежними з урахуванням мітки 

класу. 

Перше припущення можна зрозуміти тривіально: якщо однієї з двох підмножин 

ознак недостатньо для формування хороших прогнозів, класифікатор, який використовує 

цей набір, ніколи не зможе позитивно вплинути на загальну ефективність комбінованого 

підходу. 

Друге припущення пов’язане з критерієм багатовиду: якщо підмножини ознак 

умовно незалежні при заданій мітці класу, малоймовірно, що передбачення окремих 

класифікаторів будуть корелювати. Формально для будь-якої точки даних 

(1) (2)    ,i i i x x x  розкладеною на 
(1)  ix  та 

(2) ix  для першої та другої підмножини ознак 

відповідно, припущення про умовну незалежність зводиться до    (1) (2) (1), = .i i i i ip y p yx x x  

Було показано, що при згаданих раніше припущеннях помилка узагальнення може бути 

зменшена за рахунок досягнення згоди між окремими учнями. 

На практиці друге припущення, зазвичай, не виконується: навіть якщо існує 

природній розподіл ознак. Малоймовірно, що інформація, яка міститься в одному 

представленні, не дає інформації про інший вид, зумовлений міткою класу. Розглядаючи 

приклад класифікації веб-сторінки університету, можна очікувати, що анкорний текст 

посилання на веб-сторінку міститиме ключі до змісту веб-сторінки, навіть якщо відомо, 

що веб-сторінка класифікується як домашня сторінка викладача. Наприклад, якщо 

анкорний текст посилання є «Декан інженерного факультету», то ймовірно, знайти 

інформацію вище про декана інженерного факультету, вірогідніше, ніж про будь-яку іншу 

людину в тексті цієї сторінки. Таким чином було розглянуто кілька альтернатив цьому 

припущенню. Було показано, що слабкого припущення незалежності достатньо для 

успішного спільного навчання. Було ще більше ослаблено припущення про умовну 

незалежність, показуючи, що набагато слабше припущення, яке називають припущенням 

розширення, є недостатнім і певною мірою необхідним. Припущення про розширення 

стверджує, що дві точки зору не дуже корельовані і окремі класифікатори ніколи не 

роблять з упевненістю невірних прогнозів. 

Були вивчені емпіричні методи, щоб визначити, якою мірою справедливі 

припущення про достатність та незалежність. Було запропоновано кілька методів 

автоматичного розподілу набору ознак на два уявлення і показано, що емпірична 

незалежність і достатність, що виходить в результаті, позитивно корелюють з 

продуктивністю спільно навченого алгоритму, вказуючи на те, що розподіл ознак, який 

оптимізує достатність і незалежність, призводить до хороших класифікаторів. 
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4.2.2. Спільне навчання з одним видом 

Спільне навчання може бути успішним, навіть якщо апріорі не відомий природний 

поділ у заданому наборі ознак. Це спостереження повторюється у всій літературі щодо 

спільного навчання, і є безліч різних підходів до застосування спільного навчання у цій 

так званій обстановці єдиного погляду. 

Було зроблено спробу зменшити потребу в попередньо визначених наборах ознак, 

що не перетинаються, автоматично розбиваючи набір ознак на кожній ітерації спільного 

навчання. Було сформульовано єдине завдання оптимізації, тісно пов’язане із спільним 

навчанням, включаючи вимогу про те, що набори функцій мають бути непересічними. 

Були показані перспективні результати для цього підходу на частково синтетичному 

наборі даних, де автоматично генеруються кілька уявлень кожної точки даних. Були 

визначеніо достатні та необхідні умови для успішного спільного навчання, підходячи до 

спільного навчання з точки зору графа, де поширення міток по черзі застосовується до 

кожного, хто навчається. Недоліком цього підходу є те, що хоча він і натхненний 

спільним навчанням, його не можна застосовувати до довільного алгоритму навчання з 

учителем без модифікації: операції, що нагадують спільне навчання, закладені в цільову 

функцію, яка оптимізується безпосередньо. 

Було запропоновано кілька методів поділу наборів даних з одним поданням на 

кілька уявлень. З цією метою розроблено підхід, в якому необхідно генерувати k 

випадкових проекцій даних і використовувати їх як уявлення для різних класифікаторів. 

Було запропоновано проектувати дані на підпростір нижчого виміру, використовуючи 

аналіз головних компонентів і побудувати псевдоподання, жадібно вибираючи 

перетворені ознаки з максимальною дисперсією. В іншому підході не перетворюють дані 

в інший базис, а ітеративно вибирають ознаки для кожного представлення, віддаючи 

перевагу ознакам з високою взаємною інформацією щодо заданих міток. 

Подальші підходи до застосування алгоритмів, що нагадують спільне навчання, до 

наборів даних, де немає явних представлень, зосереджені на інших способах внесення 

багатовиду серед класифікаторів. Наприклад, можна використовувати різні 

гіперпараметри для алгоритмів навчання з учителем. Були представлені як теоретичний, 

так і емпіричний аналіз того, чому спільне навчання може працювати за умов установок 

єдиного підходу. Було показано, що багатовид між учнями позитивно корелює із 

досягненням успішного результату. Було запропоновано потрійне навчання, у якому 

почергово навчаються три класифікатори. Коли два із трьох класифікаторів погоджуються 

у своєму прогнозі для цієї точки даних, ця точка даних передається іншому класифікатору 

разом із відповідною міткою. Важливо відзначити, що потрійне навчання не покладається 

на імовірнісні прогнози окремих класифікаторів і, таким чином, може застосовуватися 

набагато ширший діапазон керованих алгоритмів навчання. 

У підході з потрійним навчанням запропоновано поширити його більш ніж на трьох 

учнів, зокрема, на випадкові ліси. Підхід, відомий як спільний ліс, починається з 

незалежного навчання дерев рішень на всіх розмічених даних. Потім на кожній ітерації 

кожен класифікатор отримує псевдорозмічені дані на основі спільного передбачення всіх 

інших класифікаторів на нерозмічених даних: якщо частка класифікаторів, що 

передбачають клас ˆ
iy  для нерозміченої точки даних xi, перевищує певний поріг, 

псевдорозмічена точка даних (xi, yi) передається класифікатору. Потім усі дерева рішень 

перенавчаються на своїх помічених та псевдопомічених даних. На наступній ітерації всі 

раніше псевдомарковані дані знову обробляються як немарковані. Зауважимо, що з 

наближенням кількості дерев до нескінченності такий підхід стає формою самонавчання. 

Спільний ліс (Co-forest) включає механізм для зменшення впливу можливо 

неправильно помічених точок даних на етапі псевдомаркування шляхом зважування знову 

помічених даних на основі достовірності прогнозу. З метою ще більше запобігти впливу 

можливо неправильно позначених точок даних, пропонується видалити «підозрілі» 
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псевдомаркування. Після кожного кроку псевдомаркування прогноз кожної 

псевдомаркованої точки даних хi порівнюється з (псевдо-) мітками її k найближчих сусідів 

(як позначених, так і псевдопозначених); у разі невідповідності псевдомітка видаляється з хi. 

Зазначаємо, що в існуючій літературі щодо спільного лісу, розмір лісу завжди 

обмежувався шістьма деревами. Емпірично було показано, що в керованих випадкових 

лісах продуктивність може суттєво підвищуватися зі збільшенням кількості дерев. Тому 

цілком імовірно, що збільшення кількості дерев у спільному лісі суттєво вплине на 

відносну продуктивність у порівнянні із випадковими лісами. 

4.2.3. Спільне регулювання 

Регуляризація (англ. regularization) у статистиці, машинному навчанні, теорії 

зворотних завдань – метод додавання деяких додаткових обмежень до умови з метою 

вирішити некоректно поставлене завдання або запобігти перенавченню. Найчастіше ця 

інформація має вигляд штрафу за складність моделі. 

Регуляризація означає зробити речі прийнятними чи регулярними. Регуляризація – 

це техніка, яка зменшує помилки моделі, уникаючи переоснащення та навчаючи модель 

правильного функціонування. 

Методи спільного навчання зменшують суперечності між класифікаторами, 

передаючи інформацію між ними у вигляді псевдорозмічених даних. З іншого боку, 

неявною метою спільного навчання є мінімізація частоти помилок ансамблю 

класифікаторів. 

Було запропоновано зробити ці властивості явними в одній цільовій функції, а 

також спільну регуляризацію, структуру регуляризації в якій одночасно оптимізують як 

якість ансамблю, так і розбіжності між базовими учнями. Ключова ідея полягає у 

використанні цільової функції, що складається з двох членів: одного, який карає невірні 

передбачення, зроблені ансамблем, та іншого, який безпосередньо карає різні 

передбачення базових класифікаторів. Щоб впоратися з шумом під час перегляду в рамках 

цієї структури, було запропоновано байєсовське спільне навчання, в якому 

використовується графічна модель для об’єднання даних з кількох уявлень та метод на 

основі ядра для спільної регуляризації. Ця модель була розширена для обробки різних 

рівнів шуму у кожній точці даних. 

Спільне навчання можна розглядати як жадібну стратегію оптимізації для мети 

спільної регуляризації. Дві складові цільової функції мінімізуються поперемінно: помилка 

передбачення ансамблю зводиться до мінімуму за рахунок незалежного навчання базових 

учнів, а розбіжності між класифікаторами зводяться до мінімуму за рахунок поширення 

передбачень від одного класифікатора до інших, нібито вони були істинними. Однак 

відзначаємо, що загальну мету спільної регуляризації не обов’язково оптимізувати за 

допомогою методу-обгортки, і багато алгоритмів спільної регуляризації використовують 

різні підходи. 

4.3. Бустинг 

Бустинг (англ. Boosting – посилення) – композиційний метаалгоритм машинного 

навчання, застосовується, переважно, для зменшення зміщення (похибки оцінки), і навіть 

дисперсії у навчанні з учителем чи з частковим залученням вчителя. Також визначається 

як сімейство алгоритмів машинного навчання (нейронних мереж), що перетворюють 

слабкі навчальні алгоритми (результати роботи окремих нейронних мереж) на сильні (для 

нейронних мереж це створення ансамблю нейронних мереж з використанням бустингу). 

Ансамблеві методи широко використовуються у контрольованій класифікації 

(навчання з учителем) завдяки здатності зменшувати індивідуальні помилки, допущені 

базовими класифікаторами. Ансамблеві класифікатори складаються з кількох базових 

класифікаторів, які навчаються, а потім використовуються для формування комбінованих 
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прогнозів. Найпростіша форма ансамблевого навчання навчає k базових класифікаторів 

незалежно один від одного і об’єднує їх прогнози. Крім цього спрощеного підходу 

існують дві основні гілки контрольованого ансамблевого навчання: бегінг та бустинг. 

Комбінація класифікаторів також корисна при напівкерованій класифікації. Причини 

цього такі: продуктивність ансамблів може бути покращена, навіть якщо окремі учні не 

можуть бути покращені з використанням немаркованих даних; коли маркованих 

екземплярів дуже мало, слід використовувати немарковані дані для створення сильного 

ансамблю; немарковані дані також можуть збільшити багатовид базових учнів. 

Отже, об’єднання групи відповідних класифікаторів у вигляді ансамблю 

класифікаторів може підвищити ефективність узагальнення порівняно з одним 

класифікатором як у керованій, так і напівкерованій класифікації. 

Як і в інших методах напівкерованої класифікації (semi-supervised classification 

(SSC)), на ефективність ансамблевого навчання сильно впливає використання 

немаркованих даних. Зокрема, для ансамблевого навчання постає важливе питання: на 

якому рівні ансамблю слід розглядати використання немаркованих екземплярів. 

Дослідження показують корисність використання немаркованих даних як на 

ансамблевому, так і на базовому рівні учнів порівняно з використанням таких даних лише 

на ансамблевому рівні. 

У літературі з SSC більшість ансамблевих методів оптимізують напівкеровану 

функцію втрат на ансамблевому рівні та використовують базові класифікатори, які 

навчаються з учителем. Тобто, немарковані дані враховуються лише для алгоритму 

ансамблю, а базові класифікатори отримують такі дані як псевдомарковані екземпляри. 

Однак, якщо ансамблевий алгоритм (наприклад, бустинг структура) неправильно 

передбачає екземпляр, опора на псевдомітки (псевдомітки – це ймовірності 

апостеріорного класу, штучно присвоєні немаркованим екземплярам будь-яким методом) 

для немаркованих екземплярів може посилити помилки в процесі оптимізації, оскільки 

керовані (навчання з учителем) базові класифікатори точно навчать класу, який 

призначений даному екземпляру. 

У цьому контексті використання напівкерованих базових учнів може полегшити цю 

проблему, опрацьовуючи псевдомарковані екземпляри як фактичні немарковані дані. 

Тобто навчання псевдомаркованих даних, представлених базовому учню з 

напівкеруванням, залежить від розподілу псевдоміток замість індивідуального навчання 

кожному екземпляру та його, можливо, помилковій псевдомітці. Отже процес оптимізації 

може поширювати попередню помилку, викликану невірною псевдоміткою, тоді як 

керований базовий класифікатор навчався саме тим міткам, які йому були представлені. 

Таким чином, такий керований базовий класифікатор генерував би неправильну границю 

рішення і поширював би помилки на частину навчання ансамблю, що залишилася. 

Щоб проілюструвати вплив неправильних псевдоміток на навчання базових 

класифікаторів, на рис. 4.1 наведено етапи навчання процедури градієнтного бустингу для 

SSC. Штучний набір даних із двома класами у формі півмісяця показаний на рис. 4.1а, 

такий набір даних має лише чотири помічені екземпляри, позначені як •. У цьому методі 

ансамбль надає псевдомітки немаркованим екземплярам, які будуть використовуватися 

для навчання базового учня. Довільно призначили прогнози дуже низької якості на 

рис. 4.1б, які розглядатимуться як прогнози поточного ансамблю (пророкування 

(передбачення) – це апостеріорні ймовірності класів, а колірна шкала означає ймовірності 

для класу, що розглядається як нижній півмісяць). 

Такі невірні прогнози йдуть за помилковим порогом у –0,4 по горизонтальній осі, 

тому маємо заздалегідь визначену границю рішення (і велику кількість неправильних 

псевдоміток) на поточному етапі оптимізації (ця ситуація може виникнути на етапі 

підвищення кваліфікації, як спостерігалося в попередніх експериментах ). 

Така межа рішення була спеціально розроблена для поділу півмісяців та 

відповідних екземплярів із мітками. Градієнтний бустинг заснований на алгоритмі 
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градієнтного спуску, тобто псевдомітки є фактичним градієнтом функції втрат по 

відношенню до (відносно) поточного виходу ансамблю. Потім псевдомітки (імовірності), 

присвоєні ансамблевим алгоритмом, які будуть використовуватися при навчанні базового 

учня показано на рис. 4.1в. 

 

                                                       а                                                             б 

 

в 

Рис. 4.1. Етапи навчання ансамблю з використанням набору даних про два півмісяці: 
(a) – справжні класи набору даних двох місяців; (б) – зумовлена неправильна межа рішення, 

що перетинає класи; (в) – псевдомітки, створені за допомогою градієнтного бустингу: 

 – представляють сусідів ■;  – представляє позначені екземпляри 

Справжні призначення класів показано на рис. 4.1а. Задана границя неправильного 

рішення, як вихідні дані ансамблю, показано на рис. 4.1б. А псевдомітки (апостеріорні 

ймовірності класу), що згенеровані градієнтним бустингом, які будуть використовуватися 

для навчання базового учня, позначені на рис. 4.1в. Примірник, позначений як ■, та його 

сусіди (позначені як ) повинні належати до одного й того ж класу (тобто, вершині 
півмісяця), однак цим екземплярам було присвоєно різні псевдомітки, що є наслідком 

неправдивої границі рішення. Імовірності класу показано на рис. на 4.2а, але в рис. 4.2б – 

границя прийняття рішення базовим учнем, які навчаються з учителем. Як і очікувалося, 

базовий класифікатор, який навчається з учителем, вивчить саме ті мітки, які йому 

представлені. Отже, базовий класифікатор вивчить неправильну границю рішення і 

поширить помилки на частину процесу оптимізації ансамблю, що залишилася (у 

градієнтному бустингу вихід ансамблю є зваженою сумою передбачень кожного базового 

класифікатора). 

Таким чином, у таких випадках використання керованого базового учня може 

погіршити ефективність узагальнення ансамблю. 

Навпаки, напівкеровані базові класифікатори, що базуються на припущенні про 

кластери, будуть звертатися до неправильної псевдомітки відповідно до її положення в 

наборі даних. Якщо екземпляр знаходиться в регіоні з високою густиною, псевдомітки 

його сусідів повинні використовуватися спільно з такою точкою. Тобто розподіл 

псевдоміток буде використовуватися для оцінки того, чи повинні два екземпляри 

належати одному й тому класу. Таким чином, напівкеровані базові учні можуть 



25 

полегшити проблему неправильної границі рішення (особливо коли вона перетинає 

області з високою щільністю), розглядаючи розподіл немаркованих даних замість 

використання тільки псевдомітки, призначеної для екземпляра. У цьому сенсі ми мали б 

більш надійне використання псевдоміток, ніж вивчення точної псевдомітки кожного 

екземпляра. Цей факт можна продемонструвати на рис. 4.3 де показано, як буде 

працювати напівкерований алгоритм при задаванні таких неправильних псевдоміток, 

представлених на рис. 4.1в. 

 

                                            а                                                                                б 

Рис. 4.2. Імовірності апостеріорного класу та результуюча границя рішення базового 

класифікатора з учителем: а – ймовірності апостеріорного класу від керованого базового учня, 

навченого псевдоміткам з рис. 4.1в; б – результуюча границя рішення 

 

                                              а                                                                       б 

Рис. 4.3. Імовірності напівкерованого базового класифікатора: a – ймовірності апостеріорного 

класу від напівкерованого базового учня, навченого за допомогою псевдоміток з рис. 4.1в; 

б – результуюча границя рішення 

Зокрема, ймовірності класу показано на рис. 4.3а, але в рис. 4.3б показано границю 

прийняття рішення базовим учням з частковим залученням вчителя. Як і очікувалося, 

базовий учень зміг подолати неправильні псевдомітки (неправильний розподіл класів, що 

забезпечується ансамблем), у даному випадку уникаючи границі рішення, яка повинна 

бути згенерована в області з високою щільністю (перетинаючи півмісяці). Точка ■ має 

сусідів (позначених як ) в обох класах (згідно з псевдомітками ансамблю, які вводять в 

оману) (рис. 4.1в). Щоб отримати уроки з цього конкретного екземпляра, напівкерований 

базовий класифікатор розглядатиме псевдомітки своїх сусідів, використовуючи 

середньозважене значення міток, і не призначатиме різні мітки екземплярам у цій галузі з 

високою щільністю. Результатом є найкраща границя рішення, як показано на рис. 4.3б, 

що покращить остаточні передбачення ансамблю. 

Останнім часом було введено різні ансамблеві алгоритми з покращеною 

продуктивністю узагальнення порівняно з одиночними класифікаторами. 
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Ансамблеве навчання успішно застосовувалося як у керованій (навчання з 

учителем), так і у частково керованій (навчання з частковим залученням вчителя) 
класифікації для покращення узагальнення порівняно з окремими класифікаторами. Однак 
використання існуючих ансамблевих методів у великомасштабних наборах даних SSC 
обмежено через вимоги щодо часу та пам’яті. Наприклад, RegBoost – це бінарний 

ансамблевий класифікатор, який при реалізації за допомогою SVM (support vector machine 
– система опорних векторів) вимагає часу O(V N log N + TS3 + TV U), де T – кількість 
базових учнів, а S – розмір вибірки, N – кількість екземплярів, V – кількість сусідів. А 

через обчислення найближчих сусідів RegBoost вимагає пам’яті O(N2), що може завадити 
його застосуванню до великих наборів даних. 

Базові класифікатори навчаються самостійно. Коли навчання завершено, їх вихідні 

дані об’єднуються на формування прогнозу ансамблю. З іншого боку, у методах бустингу 
кожен базовий учень залежить від попереднього базового учня: йому надається повний 
набір даних, але з вагами, що застосовуються до точок даних. Вага точки даних xi 
заснована на результатах попередніх базових учнів по xi, тому більша вага присвоюється 

точкам даних, які були неправильно класифіковані. Остаточний прогноз виходить як 
лінійна комбінація прогнозів базових класифікаторів. 

Технічно методи бустингу створюють зважений ансамбль класифікаторів ht 

жадібним способом. Нехай 
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  x x  позначає ансамбль класифікаторів ht із 

вагою αt у момент часу T − 1. Крім того, нехай ˆ( , )y y  позначає функцію втрат для 

передбачення мітки ŷ  для точки даних із істинною міткою y. На кожній ітерації 

алгоритму до ансамблю додається додатковий класифікатор hT із деякою вагою αT такою, 
як функція вартості 

        1

1 1

( , ) ,
l l

T T i T i T T i i

i i

L F F y F h y

 

     x x x  

зведена до мінімуму. Зауважимо, що на момент часу T ансамбль FT − 1 фіксований. За 

певного вибору функцій втрат, таких як    ˆ ˆ, exp ,y y y y    задача оптимізації дає 

задачу виваженої класифікації для визначення hT і дозволяє виразити оптимальне αT в 
термінах втрати hT на тренувальних даних. 

За визначенням, базові учні навчаються методам бегінга незалежно. Таким чином, 
єдиний по-справжньому напівкерований метод бегінга полягає у застосуванні 
самонавчання до окремих базових учнів. Проте можна побачити, що спільне навчання 

тісно пов’язане з методами бегінга: єдиний спосіб взаємодії класифікаторів – обмін 
псевдозазначеними даними; в іншому класифікатори можуть навчатися незалежно та 
одночасно. Однак у більшості методів спільного навчання не використовується 
бутстреппінг, визначальна характеристика методів бегінга. З іншого боку, при бустинг 

існує невід’ємна залежність між базовими учнями. Отже, методи бустингу можна легко 
поширити на напівкероване налаштування, вводячи псевдозазначені дані після кожного 
кроку навчання; ця ідея породжує клас напівкерованих методів бустингу.  

Протягом останніх двох десятиліть широко вивчалися напівкеровані методи 
бустингу. Успіх, досягнутий методами керованого бустингу, такими як AdaBoost, 
градієнтний бустинг та XGBoost, забезпечує достатню мотивацію для проведення 

бустингу в напівкерованій обстановці. Крім того, підхід псевдомаркування самонавчання 
та спільного навчання може бути легко поширений на методи бустингу. 

4.3.1. SSMBoost 

Перші спроби напівкерованого бустингу розширили AdaBoost до напівкерованого 

режиму. Було запропоновано напівкерований алгоритм бустингу. 
Функція втрат визначається для немаркованих даних на основі прогнозів поточного 

ансамблю і прогнозів базового учня, що будується. Провели експерименти з множинними 
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функціями втрат. Зважена помилка ɛt для базового класифікатора ht адаптується для 

включення нерозмічених точок даних, у результаті ваговий елемент αt також залежить від 
нерозмічених даних. 

Важливо, що SSMBoost не надає псевдомітки нерозміченим точкам даних. В 

результаті він вимагає, щоб базові учні, які навчаються з частковим залученням вчителя 

використовували немарковані дані, і тому він за своєю суттю є напівкерованим, на відміну 

від більшості інших напівкерованих алгоритмів бустингу, які є методами-обгортками. Тим 

не менш, SSMBoost включений сюди, тому що він формує основу для всіх інших форм 

алгоритмів напівкерованого бустингу, які не вимагають напівкерованих базових учнів.  

4.3.2. ASSEMBLE (Збірка) 

Алгоритм ASSEMBLE, скорочено від Adaptive Supervised Ensemble, псевдомаркує 

немарковані точки даних після кожної ітерації та використовує ці псевдомарковані точки 

даних при побудові наступного класифікатора, тим самим зменшуючи потребу у 

напівкерованих базових учнях). Алгоритм ASSEMBLE ефективно максимізує поле 

класифікації у функціональному просторі. 

Оскільки в алгоритмі ASSEMBLE використовуються псевдомітки, нескладно 

вирішити, які немарковані точки даних передати наступному базовому учню. Було 

запропоновано використати bootstrapping, тобто, вибірку, розподілену випадковим чином 

за рівномірним законом із заміною l точок даних із l + u маркерованих та немаркованих 

точок даних. 

4.3.3. Напівбустинг 

Напівкерований алгоритм бустингу SemiBoost вирішує проблему вибору точок 

даних, які будуть використовуватися базовими учнями, покладаючись на припущення 

багатовиду, використовуючи принципи методів на основі графів. Кожній немаркованій 

точці даних присвоюється псевдомітка, і відповідна достовірність передбачення 

розраховується з урахуванням визначеного графа сусідства, який кодує подібність між 

точками даних. Потім підмножина цих псевдопомічених точок даних додається до набору 

помічених точок даних навчання наступного базового учня. Імовірність вибору вибірки 

для цієї підмножини пропорційна достовірності її прогнозування. SemiBoost був успішно 

застосований для відстеження об’єктів у відео. 

SemiBoost використовує стандартну модель бустингової класифікації, 

висловлюючи остаточний прогноз мітки, як лінійну комбінацію прогнозів окремих учнів. 

Однак його функція витрат дуже відрізняється від раніше описаних напівкерованих 

методів бустингу. Стверджується, що успішне маркування тестових даних має відповідати 

наступним трьом вимогам. По-перше, передбачені мітки немаркованих даних мають бути 

узгоджені для немаркованих точок даних, що знаходяться близько одна від одної. По-

друге, передбачені мітки нерозмічених даних повинні відповідати міткам найближчих 

розмічених точок даних. І, по-третє, передбачені мітки для розмічених точок даних 

повинні відповідати їхнім істинним міткам. Ці вимоги виражаються як завдання 

оптимізації з обмеженнями, де перші два входять у цільову функцію, а останнє 

накладається як обмеження. Інакше кажучи, алгоритм SemiBoost використовує бустинг 

для розв’язання задачі оптимізації. 
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L A F L A F

y y i l



 

y y
                               (4.1) 

де LU та LL – функції вартості, що виражають невідповідність між нерозміченими та 

об’єднаними розміченими та нерозміченими даними відповідно, а λ ∈ R – константа, що 

визначає відносну вагу умов вартості; A – n×n – симетрична матриця, що означає попарно 
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подібності між точками даних. Нарешті, FT означає спільну функцію передбачення 

ансамблю класифікаторів у момент часу T. Зазначимо, що мета оптимізації у формулі (4.1) 

дуже схожа на функції вартості, що зустрічаються у графових методах (див. розділи 6.3 

та 7) у тому, що він віддає перевагу класифікаторам, які послідовно маркують точки даних 

на тому самому різноманітті. Однак у графових методах зазвичай не робиться різниці між 

парами маркований-немаркований та немаркований-немаркований. 

4.3.4. Інші напівкеровані методи бустингу 

Три методи, що раніше обговорювалися, складають основу багатокласового 

напівкерованого бустингу. Подальша робота у цій галузі включає RegBoost, який, як і 

SemiBoost, включає узгодженість локальних міток у свою цільову функцію. У RegBoost 

цей термін також залежить від передбачуваної локальної густини граничного розподілу 

p(x). Було зроблено кілька спроб поширити регулювання узгодженості міток на 

мультикласове налаштування. 

MCSSB виконує мультикласову класифікацію. Такий метод об’єднує інформацію 

про схожість екземплярів із передбаченнями класифікатора для отримання більш надійних 

псевдоміток. Це ансамблевий підхід з урахуванням графів. Його цільова функція має 

припущення про гладкість, різноманіття та кластерність. І він використовує керованих 

базових учнів. 

SSMB, ASSEMBLE призначені для бінарної класифікації, тому вони залежать від 

субоптимальних методів декомпозиції для вирішення проблем із кількома класами. 

Оскільки такі методи, поряд з MCSSB, намагаються знайти найбільшу різницю між 

класами, вони можуть бути чутливі до класів, що перекриваються, і до положення 

розмічених даних в регіонах з високою щільністю. SSMB та ASSEMBLE не обробляють 

частково керовані припущення явно. 

RegBoost використовує три частково керовані припущення у своєму алгоритмі 

бустингу. RegBoost використовує підхід до оцінки щільності ядра, який карає 

класифікатор, якщо він не призначає одну і ту ж мітку парі сусідніх екземплярів у регіоні 

з високою щільністю, щоб реалізувати припущення про кластер. Однак при наявності 

областей, що перекриваються, з високою щільністю RegBoost може не забезпечити 

хорошого поділу між цими областями. Понад те, цей алгоритм призначений лише бінарної 

класифікації. Метод декомпозиції, такий як один проти всіх, може використовуватися для 

розширення алгоритму до багатокласових завдань. Проте експерименти показали, що 

RegBoost дає найгірші результати при застосуванні до багатокласових наборів даних 

реального світу. 

Вищезгадані методи та ансамблі можуть генерувати класифікатори, які можуть 

бути дуже впевнені у класі немаркованих точок, навіть якщо ці немарковані точки 

класифіковані неправильно. Більше того, за винятком MCSSB, ці ансамблі не 

розроблялися спеціально для завдань з кількома класами, оскільки вони залежать від 

методів декомпозиції, які не використовують той факт, що кожен приклад стосується 

лише одного класу. А адаптація напівкерованих бінарних класифікаторів до 

мультикласового контексту включає усунення незбалансованої класифікації та різних 

масштабів виведення різних бінарних класифікаторів. 

Ці методи прямо або опосередковано використовують припущення про кластери і 

намагаються знайти найбільшу різницю між класами, тоді вони можуть бути чутливі до 

класів, що перекриваються, і до положення розмічених даних в областях з високою 

щільністю, як показано раніше. Більш того, за винятком SSMB, який використовує моделі 

Mixture як напівкерованих базових учнів, який не розглядає структуру немаркованих 

даних, а тільки збільшує псевдомаржу, як у ASSEMBLE. Ця техніка могла лише 

посилювати помилки під час навчання. Ці алгоритми покладаються на базові 

класифікатори з учителем. У цьому сенсі базовий метод вивчатиме представлені йому 
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псевдометки. У разі неправильної псевдометки цю помилку буде посилено базовим 

класифікатором і, отже, погіршить ефективність узагальнення всього ансамблю. 

Щоб подолати такі недоліки, пропонується алгоритм мультикласового бустингу, 

що базується на регуляризації кластерів (CBoost) з напівкерованими базовими 

класифікаторами. 

4.3.5. Кластерний алгоритм бустингу 

CBoost є надійним методом ансамблю для багатокласових завдань з класами, що 

перекриваються, де виконується припущення про кластери. Він забезпечує ефективний 

метод регуляризації, заснований на кластеризації розділів, який карає екземпляри з 

різними прогнозами в тому самому кластері. Така структура використовує апостеріорні 

ймовірності, що згенеровані алгоритмом кластеризації, для визначення сусідства та 

попарного штрафу для кожного екземпляра. CBoost розглядає структуру, що виникає в 

результаті алгоритму кластеризації як м’який розділ. Кожному екземпляру призначається 

ймовірність приналежності до даного кластера, на відміну жорсткого розділу, де кластери 

суворо перетинаються. Використовуючи м’яке розбиття (також відоме як м’яка 

кластеризація), можемо звертатися до невизначених екземплярів (ймовірно, в області з 

низькою щільністю, тобто на межі кластерів) інакше, ніж до більш впевнених (ймовірно, у 

найбільш щільній області кластерів). 

4.3.5.1. Градієнтний бустинг 

Градієнтний бустинг – це метод машинного навчання для регресії та класифікації. 

Він створює прогностичну машину у вигляді ансамблю базових учнів. Цей алгоритм 

навчає ансамбль жадібним поетапним способом із мінімізацією якнайшвидшим спуском. 

Він дозволяє оптимізувати довільну функцію втрат, що диференціюється. 

Такий фреймворк спочатку було розроблено для регресії. Поточний ансамбль 
tZ  на 

ітерації t є лінійною комбінацією базових учнів z. Кожен базовий навчається навчається 

(відповідно до залишків у напрямку протилежному напрямку градієнта) 
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 функції втрат L. Множник t  є результатом лінійного пошуку 

 1arg min ,t t t

n ni
L Z z y

    вздовж напрямку нового базового учня. Базові учні 

додаються до ансамблю пропорційно t  за правилом 1 ,t t t

n n nZ Z z    де η – швидкість 

навчання, що дозволяє уникнути перенавчання. У цьому сенсі на кожній ітерації 

градієнтного бустингу знаходить найкрутіший спуск, виконує лінійний пошук у цьому 

напрямку та включає базового учня, який ще більше мінімізує функцію втрат. Алгоритм 2 

зображує вихідний алгоритм градієнтного бустингу для регресії. 

У багатокласовій класифікації ансамбль виводить апостеріорні ймовірності класу 
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  які являють собою перетворення лінійного 

залишку rn, яке має бути перетворене на апостеріорні ймовірності .ny  І множник βt стає 

вектором з вагою, пов’язаним з кожним класом. У наступних розділах буде представлено 

версію цього методу для мультикласової класифікації. 
Алгоритм 2 Оригінальний градієнтний бустинг для регресії. 

Вхід: Навчальний набір   
1

, ,
N

n n n
y


x  кількість ітерацій T та швидкість навчання η. 

Вихід: Прогнозовані цілі Zt. 

1: Ініціалізувати ансамбль із константою Z0 = 0. 
2: для t = 1 до T, n = 1 до N та j = 1 до C виконати 
3: Знайдіть залишки L щодо Zn відповідно до правила 
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4: Підганяйте базового учня zn до rn 

5: Обчисліть множник βt шляхом розв’язання 

 1arg min ,t t t

n ni
L Z z y

    
6: Оновлення ансамблю 1 ,t t t

n n nZ Z z    

7: перейти на 3 

4.3.5.2. Загальна архітектура та позначення 

CBoost – це розширення ClusterReg для ансамблевого навчання. Пропонований 

нами алгоритм складається із навчання комбінації Z, де  
1
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N

n n
Z Z  та  
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кількох базових учнів використовують метод якнайшвидшого градієнтного спуску до 
виконання прогнозів як апостеріорних ймовірностей Fn. У цьому методі кожен новий член 
ансамблю сприяє покращенню поточних прогнозів ансамблю, вивчаючи напрямок 
функціонального градієнта, який мінімізує ансамбль. Цей алгоритм може дати кращу 

межу рішення ніж один класифікатор. 

Кожен новий базовий класифікатор, позначений як  
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  навчається за допомогою міток  
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y  які відповідають 

напрямку якнайшвидшого спуску функції втрат L. Оскільки використовуємо ClusterReg як 

базового учня, величина y  задовольняє 
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Для вивчення непомічених екземплярів ClusterReg розглядає значення y  як 

фіксовані псевдометки. Тобто ці кількості залишаються однаковими для всіх ітерацій 
Cluster-Reg. Розрахунковий бажаний результат un для ClusterReg фіксується протягом 

усього навчання нового базового учня. Середньозважене значення доступного 
ny  

використовується для отримання розрахункового бажаного результату un, як у рівнянні 
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Важливо відзначити, що псевдомітки – це апостеріорні ймовірності, присвоєні 

екземплярам без міток. І 
ny , і ˆ

ny
 
можна розглядати як псевдомітки, для точки даних n. 

Значення 
ny  є псевдоміткою, яка присвоюється оптимізацією якнайшвидшого спуску у 

структурі градієнтного бустингу. Воно використовується на базовому рівні навчання. Ці 

значення є напрямом негативного градієнта функції втрат, який вивчить базовий 

класифікатор. Тут величина 
ny

 
означає псевдомітки екземпляра n при оптимізації на рівні 

ансамблю. Вона оновлюється на кожній ітерації ансамблю. На рівні ансамблю це значення 

використовується для складання бажаного розрахункового результату un. 

Згенерований елемент ансамблю fni гарантовано паралельний функціональному 

градієнту, що підвищує ефективність узагальнення. Тобто fni є найбільш корельованим 

рішенням для 
L 

   Z
 з розподілу даних. 

Навчання f з мітками y гарантує, що кожен новий базовий класифікатор забезпечує 

правильний напрямок для мінімізації функції втрат. Множник  
1
,

C

i i
    зважує 

важливість f для ансамблю. Вага β оптимізується за допомогою лінійного пошуку. 

Загальну архітектуру CBoost показано на рис. 4.4, а її етапи наступні. 
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1) Видобути матрицю апостеріорних ймовірностей, згенеровану алгоритмом 

кластеризації. 

2) Парний штраф розраховується відповідно до вихідних даних алгоритму 

кластеризації. 

3) Процедура ініціалізації надає початкові псевдомітки немаркованим екземплярам 

відповідно до міток та штрафних значень, пов'язаних з кожним позначеним екземпляром 

кожного кластера. 

4) Для знаходження найближчих сусідів кожного екземпляра використовуються 

штрафні значення. Окіл даного екземпляра визначається як екземпляри з найвищими 

значеннями штрафу стосовно такого екземпляра. 

5) Маючи вихідні псевдомітки, штрафні значення та найближчих сусідів, 

виконується навчання першого базового класифікатора, що розглядається як вихідний 

ансамбль. Декілька напівкерованих базових класифікаторів навчаються за допомогою 

псевдоміток, створених ансамблевим алгоритмом. 

6) Метод ансамблю об’єднує усі навчені базові класифікатори для формування 

поточних передбачень ансамблю та оновлює псевдомітки для навчання нового базового 

класифікатора. 

 

Рис. 4.4. Архитектура CBoost 

5. Некерована попередня обробка 

Звернемося до другої категорії індуктивних методів, відомих як некерована 

попередня обробка, які, на відміну від методів-обгорток та по суті напівкерованих 

методів, використовують немарковані дані та розмічені дані на двох окремих етапах. Як 

правило, некерований етап включає або автоматичне вилучення, або перетворення 

вибіркових ознак з нерозмічених даних (вилучення ознак), некеровану кластеризацію 

даних (кластеризація, потім маркування), або ініціалізація параметрів процедури навчання 

(попереднє навчання). 

5.1. Вилучення ознак 

З перших днів машинного навчання вилучення ознак відігравало важливу роль у 

побудові класифікаторів. Методи виділення ознак намагаються знайти таке перетворення 

вхідних даних, яке покращить продуктивність класифікатора або зробить його 
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конструкцію ефективнішою у обчислювальному відношенні. Вилучення ознак – велика 

тема, але тут зосередимося на невеликій кількості особливо відомих методів. 

Здебільшого методи виділення ознак працюють без керування, тобто без 

урахування міток. Аналіз головних компонентів, наприклад, перетворює вхідні дані в 

інший базис, так що вони лінійно некорельовані, і впорядковує основні компоненти на 

основі дисперсії. Інші традиційні алгоритми виділення ознак працюють із розміченими 

даними та намагаються вилучити ознаки з високою передбачувальною силою. 

Нещодавні напівкеровані методи вилучення ознак здебільшого були зосереджені на 

пошуку прихованих уявлень вхідних даних з використанням глибоких нейронних мереж 

(у розділі 6.2.1 обговорюємо нейронні мережі). Найбільш яскравим прикладом цього є 

автоенкодер: нейронна мережа з одним або декількома прихованими шарами, метою якої 

є реконструкція вхідних даних. Включаючи прихований шар із відносно невеликою 

кількістю вузлів, який, зазвичай, називається шаром уявлення, мережа змушена шукати 

спосіб компактного представлення своїх вхідних даних. Після того, як мережа навчена, 

ознаки забезпечуються шаром уявлення. Схематичне зображення стандартного 

автоенкодера показано на рис. 5.1. 

 

Рис. 5.1. Спрощене уявлення автоенкодера: g(•) – енкодер; h(•) – декодер; прямокутники 
відповідають шарам у мережі; трапеції представляють частини енкодера та декодера мережі,  

які можуть складатися з декількох шарів 

Мережу можна розглядати як таку, що складається з двох частин: кодувальник h, 

який відображає вхідний вектор x у його приховане уявлення h(x), і декодер g, який 

намагається відобразити приховане уявлення назад у вихідне x. Мережа навчається 

шляхом оптимізації функції втрат, яка штрафує за помилку реконструкції: міру 

невідповідності між вхідними даними x та відповідною реконструкцією g(h(x)). Як тільки 

мережа навчена, приховане уявлення будь-якого x можна знайти, просто поширивши його 

через частину мережі, що кодує, щоб отримати h(x). Популярним типом автоенкодерів є 

шумоподавлюючий автоенкодер, який навчається на зашумлених версіях вхідних даних, 

штрафуючи помилку реконструкції порівняно з незашумленими оригіналами. 

Інший варіант, стислий автоенкодер, безпосередньо знижує чутливість 

автоенкодера до збурень на вході. Автоенкодери намагаються знайти низькорозмірне 

уявлення вхідного простору, не жертвуючи значною кількістю інформації. Таким чином, 

вони за своєю суттю діють, виходячи з припущення, що вхідний простір містить 

низькорозмірні підструктури, на яких лежать дані. Крім того, коли вони застосовуються 

на етапі попередньої обробки для класифікації, вони припускають, що два зразки на одній 

і тій же низькорозмірній субструктурі мають однакову мітку. Ці спостереження 

показують, що припущення, що лежать в основі автоенкодерів, тісно пов'язані з 

припущенням про напівкероване різноманіття. 
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У деяких областях дані по суті не представлені у вигляді осмисленого вектора 

ознак. Оскільки багато поширених методів класифікації потребують такого уявлення, у 
таких випадках необхідне виділення ознак. Таким чином, етап отримання ознак полягає в 
знаходженні вкладення даного об’єкта у векторний простір з урахуванням відносин між 
різними вхідними об’єктами. Приклади таких підходів можна знайти у обробці природної 

мови. 

5.2. Кластер, потім мітка 

Кластеризація та класифікація традиційно вважалися відносно розрізненими 
областями досліджень. Однак багато алгоритмів навчання з частковим залученням 

вчителя використовують принципи кластеризації для керування процесом класифікації. 
Підходи «кластеризація, потім маркування» утворюють групу методів, які явно 
приєднуються до процесів кластеризації та класифікації: спочатку вони застосовують 

некерований або напівкерований алгоритм кластеризації до всіх доступних даних і 
використовують отримані кластери для керування процесом класифікації. 

Відомий підхід, коли спочатку групують розмічені дані та підмножину 

нерозмічених даних. Потім класифікатор навчається незалежно для кожного кластера на 
розміщених у ньому розмічених даних. Нарешті, немарковані точки даних 
класифікуються за допомогою класифікаторів для відповідних кластерів. На етапі 
кластеризації за точками даних будується граф із використанням відстані Хеллінгера, 

потім до отриманого графу застосовується спектральна кластеризація з обмеженням за 
розміром. Оскільки кластеризація використовується тільки для сегментації даних, після 
чого застосовуються окремі учні для кожного кластера, підхід підтримує будь-якого 

керованого базового учня. Можна спочатку групувати дані напівкерованим чином, 
віддаючи перевагу кластерам з обмеженою кількістю домішок міток (тобто з високим 
ступенем узгодженості в мітках точок даних у межах даного кластера), і використовують 

отримані кластери класифікації. 
Було запропоновано більш складний етап попередньої обробки, застосовуючи 

карти Кохонена, що самоорганізуються, до розмічених даних ітеративним чином. Потім 
немарковані точки даних зіставляються, що дає призначення кластеру кожної з них. Якщо 

кластер, якому зіставлена немаркована точка даних xi, містить лише точки даних з такою 
самою міткою, ця мітка також призначається xi. Цей процес можна повторювати, після 
чого отримані присвоєння міток можна використовувати для навчання індуктивного 

класифікатора (багатошарового персептрону). Зазначимо, що цей підхід можна розглядати 
як метод-обгортки (див. розділ 4). 

5.3. Мультикласова напівкерована класифікація з регуляризацією на основі 

кластерів 

Наведемо алгоритм регуляризації на основі кластерів (Cluster-based Regularisation 
(ClusterReg)) для мультикласової напівкерованої класифікації (semi-supervised сlassification 
(SSC)). ClusterReg використовує м'які поділи, що згенеровані алгоритмами кластеризації, 

у новому методі (технології) регуляризації. Такий класифікатор виконує прогнози 
відповідно до кластерної структури та відповідно до обмежених розмічених даних. 
Експерименти підтвердили, що ClusterReg забезпечує хороше узагальнення реальних 
наборів даних. Коли дані відповідають кластерному припущенню, їхня продуктивність 

вища порівняно з існуючими алгоритмами. Навіть коли кластери мають перекриття та 
екземпляри з мітками, що вводять в оману, ClusterReg перевершує сучасні методи. 

5.3.1. Вступ 

Більшість підходів, що ґрунтуються на кластерах, намагаються знайти область з 

низькою щільністю для поділу класів, уникаючи створення межі рішення всередині 
кластерів (перетинаючи області з високою щільністю). Типовим прикладом є 
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трансдуктивна система опорних векторів (Transductive Support Vector Machine (TSVM)). 

Існуючі методи SSC з урахуванням кластерів погано працюють, коли класи 
перекриваються. 

Тобто алгоритм має вміти ідентифікувати розрив за відносно великої кількості 

екземплярів. 

Однак деякі алгоритми кластеризації часто можуть легко досягти більш високої 

продуктивності з класами, що перекриваються в порівнянні зі згаданими методами на 

основі методів маржі, як показано на простих синтетичних прикладах на рис. 5.2 – 5.5. 

Інтуїтивно, як бачимо на рис. 5.5а, у деяких випадках, коли між кластерами немає 

чіткого розриву, виявлення областей з високою щільністю є легшим завданням, ніж пошук 

розривів з низькою щільністю між цими областями. А алгоритм кластеризації спеціально 

розроблений для пошуку областей із високою щільністю. Тому в деяких випадках 

алгоритми кластеризації можуть давати точніші оцінки розподілу даних, ніж методи, що 

шукають найбільшу маржу. 

 

                                                  а                                                                   б 

 

с 

Рис. 5.2. Синтетичний набір даних про два півмісяці. Кожен півмісяць відповідає одному класу: 

а – справжні класи; б – прогнози TSVM; с – прогнози ClusterReg 

 
                                                 а                                                                        б 

Рис. 5.3. Два перевернуті півмісяці: а – справжні класи; б – прогнози TSVM; 

с – прогнози ClusterReg 



35 
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Рис. 5.3. Закінчення. (Див. також с. 28) 

 

                                                         а                                                            б 

 
с 

Рис. 5.4. Набір даних з одним розрідженим та одним щільним класом, які відповідають кластерам: 

а – справжні класи; б – прогнози TSVM; с – прогнози ClusterReg 

Перший набір даних (два півмісяця) на рис. 5.2а має дві позначені точки (позначені 

темними ромбами), і кожен «місяцеподібний» кластер відповідає одному класу. Як TSVM 

(рис. 5.2б), і ClusterReg (рис. 5.2в) здатні забезпечити хорошу межу прийняття рішень. 

Другий набір даних (рис. 5.3а) є іншою версією першого з одним перевернутим класом, 

який створює складніший набір даних. Оскільки TSVM чутливий до положення окремих 

позначених точок у кожному кластері (рис. 5.3б), він може знайти правильну межу 

рішення. У той час як ClusterReg, скориставшись перевагами спектральної кластеризації, 

що самоналаштовується (Self-Tuning Spectral Clustering (STSC)), зміг регуляризувати 

алгоритм для налаштування місяцеподібних кластерів, забезпечуючи згладжену границю 

рішень між класами (рис. 5.3в). Третій набір даних (рис. 5.4а) має три помічені 

екземпляри та два класи. Один клас розподілений рідко, а другий відповідає щільнішому 

кластеру всередині іншого класу. Позначені точки розміщуються довільно, щоб ввести 

класифікатори в оману. Тобто екземпляри в нижній частині розрідженого класу схильні 

бути класифікованими, оскільки належать до щільного класу. Як і очікувалося, на рис. 

5.4б TSVM не може правильно передбачити мітки екземплярів у нижній частині 
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розрідженого класу, оскільки в цій області немає позначеного екземпляра. Однак 

ClusterReg включає інформацію про розділення STSC, щоб уникнути перетину щільного і 

розрідженого кластера, що підвищує його стійкість до положення розмічених екземплярів, 

як показано на рис. 5.3в. 

Більш щільний кластер міститься у більш розріджений кластер, як показано на 

рис. 5.4. Позначені екземпляри вибрані довільно, щоб ввести класифікатори в оману. Вони 

схильні класифікувати екземпляри в нижній частині розрідженого класу як такі, що 

належать до вужчого класу. TSVM чутливий до положення екземплярів у кластерах, тому 

може знайти правильну границю рішення. ClusterReg, оскільки STSC може працювати з 

кластерами довільної форми, може враховувати такий поділ та правильно генерувати 

границю рішення. 

Двомірний набір даних із шістьма гаусіанами відповідає справжньому розподілу 

даних із шістьма класами (рис. 5.5а). Класи були спроектовані таким чином, щоб вони 

перекривалися і мали кластерну структуру. Позначені екземпляри, що позначені чорними 

ромбами, було обрано приблизно на границях класів. 

Такі дані складні для існуючих алгоритмів, оскільки між цими кластерами немає 

чіткого розриву. Кордони рішень цих алгоритмів переважно визначаються розподілом цих 

обмежених позначених екземплярів у кластерах. Цей факт може обумовлювати високу 

чутливість до таких розмічених даних, особливо за дефіцитних міток. 

 

                                                            а                                                          б 

 
в 

Рис. 5.5. Набір даних з шістьма класами, що перекриваються, взятими із ізотропних гауссіанів з 

одиничною дисперсією (N(µ, I)) і потім перетвореними: (а) – справжні класи; 

(б) – прогнози TSVM; (в) – прогнози ClusterReg 

Як приклад випадку з кількома класами, який показаного на рис. 5.5б, TSVM не 

зміг знайти відповідний розрив і згенерував границю рішення, що перетинає кластери. 

Однак алгоритми кластеризації (такі як змішані гаусові моделі (Gaussian Mixture Models 

(GMM)) або метод k-середніх, перевірені в даному випадку) можуть ідентифікувати ці 

шість кластерів. Коли застосовується кластерна структура до цього методу, він стає більш 

стійким до положення кількох міток у кластерах. Отже, алгоритми кластеризації можуть 

бути правильно використані SSC для поліпшення узагальнення. 
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Приклад, показаний на рис. 5.5, підходить для k-середніх та GMM, оскільки 

кластери мають сферичну форму. Бувають ситуації, коли ClusterReg може 

використовувати інші методи кластеризації, такі як алгоритми спектральної кластеризації, 

для оцінки структури кластера довільної форми, що має місце наборів даних на рис. 5.2a, 

5.3a і 5.4а. 

Пропонується увімкнути алгоритми кластеризації в алгоритм ClusterReg для 

подолання згаданих вище проблем. Тоді в цьому алгоритмі розглянемо ймовірність 

належності кожному кластеру, щоб регуляризувати запропоновану функцію втрат. Як 

показано на рис. 5.3в, на відміну від інших методів, заснованих на кластерах, 

запропонований метод може легко встановити границю рішення між кластерами, не 

вводячи в оману ні класами, що перекриваються, ні положенням дефіцитних міток. 

ClusterReg досягає такої надійності (рабастності) за рахунок включення алгоритму 

кластеризації у свій механізм. Цей простий випадок підтвердив переваги запропонованого 

алгоритму для класів, що перекриваються. 

ClusterReg розглядає структуру, яка виникає в результаті алгоритму кластеризації 

як м’який розподіл. Тобто кожному примірнику призначається апостеріорна можливість 

приналежності до даного кластеру, на відміну жорсткого розподілу, де кластери суворо не 

перетинаються. Використовуючи м’який розподіл (також відоме як м’яка кластеризація), 

можемо звертатися до достовірних екземплярів (ймовірно, що лежать в області з низькою 

щільністю, тобто на межі кластерів) інакше, ніж до більш впевнених екземплярів 

(найімовірніше, що лежать у щільніших областях кластерів) ). М’яка кластеризація 

допомагає алгоритму розглядати невизначені екземпляри (з низькою ймовірністю для всіх 

кластерів) як екземпляри, що лежать у проміжках, тим самим допомагаючи класифікатору 

генерувати границю рішення в такій області з низькою щільністю (відповідно до 

алгоритму кластеризації). 

Пропонується алгоритм, який використовує будь-який алгоритм кластеризації SSC, 

щоб регуляризувати його навчання. Запропонований алгоритм (1) стійкий до наявності 

меншої кількості помічених точок та стійкий до положення помічених даних у кластерах 

за рахунок природного обліку сили алгоритмів кластеризації та (2) здатний покращити 

продуктивність даного класифікатора, коли класи або кластери перекриваються порівняно 

з іншими алгоритмами на основі кластерів. 

ClusterReg може використовувати будь-який алгоритм кластеризації з відповідною 

обробкою вихідних даних. Він може використовувати будь-який класифікатор, який 

здатний мінімізувати запропоновану функцію втрат. Таким чином, ClusterReg можна 

розглядати як основу методів SSC. 

Через кластери, що перекриваються, TSVM не може знайти відповідну границю 

рішення. ClusterReg, розглядаючи розподіл за допомогою алгоритму кластеризації, може 

знайти найкращу границю рішення. 

5.3.2. Кластерний алгоритм регуляризації (алгоритм регуляризації на основі 

кластерів) 

Представляємо пропонований багатокласовий напівкерований алгоритм ClusterReg. 

По-перше, вводимо нову функцію втрат із членом регуляризації, заснованим на 

апостеріорних ймовірностях приналежності до кластера. Потім представляємо 

багатокласову версію функції втрат із перехресною ентропією (cross-entropy) для 

багатокласової класифікації. І, нарешті, запроваджуємо процедуру ініціалізації 

класифікаторів у SSC. 

5.3.2.1. Загальна архітектура та позначення 

Пропонований алгоритм використовує апостеріорні ймовірності приналежності до 

кластера, щоб регуляризувати навчання нерозмічених даних. Щоб дізнатися (навчити) 
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немаркований екземпляр n, ClusterReg використовує середньозважене значення вихідних 

даних мережі та потенційних дійсних міток у околах цього екземпляра. Таке середнє 

значення використовується як оціночна мітка для точки n. У цьому сенсі передбачається, 

що бажаний вихід, для прикладу n, аналогічний виходу та міткам його сусідів. Тобто, 

якщо мережа надає різні мітки двом схожим екземплярам (сусідам відповідно до вихідних 

даних алгоритму кластеризації), навчання буде регуляризованим. Ближчі сусіди мають 

більший вплив на оцінювану мітку. 

Вклад кожного сусіда на оцінювану мітку n зважується штрафом, який вимірює, 

наскільки схожі два екземпляри. Такий штраф розраховується відповідно до 

апостеріорних ймовірностей, призначених алгоритмом кластеризації кожному екземпляру. 

Навчання немаркованого екземпляра включає оцінку його околу, що підвищує надійність 

передбачуваної мітки, присвоєної цій точці. Крім впливу на передбачувану мітку 

екземпляра n, апостеріорні ймовірності, що згенеровані алгоритмом кластеризації, також 

зважують важливість немаркованого екземпляра n порівняно з іншими екземплярами. 

Механізм регуляризації у ClusterReg дозволяє уникнути створення границі рішення, 

що проходить через схожі екземпляри відповідно до алгоритму кластеризації. Це також 

зменшує вплив невизначених екземплярів (що потенційно лежать у областях з низькою 

щільністю) на навчання, тому дає надійне узагальнення. 

ClusterReg виконує SSC, використовуючи нейронні мережі для мінімізації функції 

втрат спеціально розробленої для багатокласового SSC. Ця функція включає як керовані, 

так і напівкеровані втрати. Щоб навчити помічені екземпляри, керовані втрати 

позначають невідповідність між ймовірностями апостеріорного класу 1  ( ) { } ,C

n n ni if  f x f
 

де 0 1, 1,.. , .ni i Cf    і 
1

1,
C

nii
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  вироблені мережею та шуканими 1= { } ,C
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1.
C

nii
y


  

Напівкеровані втрати представлені членом регуляризації, який реалізує 

припущення гладкості, так і кластерності. Оціночна мітка (також відома як псевдомітка) 

uni, наприклад, і клас i є середньозваженим значенням виходів нейронної мережі для її 

сусідів. У разі коли сусід розмічений з міткою, як показано в рівнянні (5.2). Вага, 

привласнена кожній парі екземплярів, n і k, являє собою штрафне значення γ(qn, qk), 

пов’язане з подібністю між векторами ймовірностей приналежності до кластера, qn і qk, 

обох екземплярів. Тобто, якщо класифікатор призначає різні класи для подібних 

екземплярів, регуляризація зростатиме. Крім впливу на передбачувану мітку uni, вихідні 

дані кластера qn також зважують важливість екземпляра n залежно від того, наскільки 

точно алгоритм кластеризації відноситься до кластера, призначеного цій точці. Вплив n 

зважується найбільшою ймовірністю у векторі qn, і яке позначається як max(qn). 

Позначимо матрицю апостеріорних ймовірностей приналежності до кластера (м’яке 

розбиття) як Q = [qij]N×K с K кластерами та N екземплярами, де вектор-рядок qn містить 

ймовірності екземпляра n, що належить кожному з кластерів K.  

З мінімізацією пропонованої функції втрат нейронна мережа може навчати 

позначені екземпляри та використовувати нерозмічені точки в механізмі регуляризації, 

щоб уникнути створення границі рішення в областях із високою щільністю 

(субоптимальних). Загальну архітектуру ClusterReg показано на рис. 5.6. Його кроки такі. 

1. Виконайте кластеризацію, щоб отримати матрицю Q апостеріорних 

ймовірностей. 

2. Парний штраф розраховується відповідно до апостеріорних ймовірностей, 

згенерованих алгоритмом кластеризації. 

3. Процедура ініціалізації надає початкові псевдомітки немаркованим екземплярам 

відповідно до справжніх міток, доступних у кожному кластері. 

4. Окіл цього екземпляра визначається як екземпляри з найвищими значеннями 

штрафу стосовно цього екземпляра. 
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5. Маючи під рукою початкові псевдомітки, штрафні значення та найближчих 

сусідів, класифікатор навчається за невелику кількість ітерацій із фіксованими 

псевдомітками, згенерованими процедурою ініціалізації. Потім навчання відновлюється з 

оновленими псевдомітками на кожній ітерації. 

 

Рис. 5.6. Архитектура ClusterReg 

5.3.2.2. Нова напівкерована функція втрат із кластерною регуляризацією 

(з регуляризацією на основі кластерів) 

У SSC навчальна вибірка X = L U  складається з L позначених екземплярів 
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  та U немаркованих екземплярів 
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n n L 
U = x  і N = L + U, часто .U L?  Мета SSC – покращити класифікатор порівняно з 

використанням позначених екземплярів, лише дані L. 

Пропонується новий класифікатор для включення інформації про кластеризацію 

SSC. Використовуємо вихідні дані алгоритмів кластеризації, щоб регуляризувати функцію 

втрат запропонованого алгоритму. Перший член такої функції втрат повністю керується, 

використовуючи лише позначені екземпляри для вимірювання різниці між виходом 

класифікатора та дійсними мітками. Другий член представляє напівкеровану процедуру 

регуляризації. 

Функція втрат визначає, наскільки різняться прогнози та бажані результати 

(справжні мітки). У цьому алгоритмі присвоюємо мітки немаркованим даним відповідно 

до штрафних значень та околів, визначених за допомогою алгоритму кластеризації. 

Оскільки для немаркованих даних немає дійсних міток, рівняння (5.1) позначає 

оцінюваний бажаний вихід для немаркованого екземпляра. 
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де fn означає вихідний вектор з апостеріорними ймовірностями класів класифікатора, 

наприклад, n, а C – кількість класів. Оцінка uni являє собою ймовірність класу i для даного 

екземпляра n і 0 1, 1,...,niu i C    та 
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1.
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nii
u


  Такі оцінки являють собою функцію 

ν(n), що представляє множину найближчих сусідів n. Штраф γ(qk, qn) розраховується 
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відповідно до розбиття, що забезпечується кластерним алгоритмом. По суті, якщо 

екземпляри n і k схожі (відповідно до структури методу кластеризації), цій парі буде 

призначено вищий штраф. ˆ
kiy  може бути істинною міткою yki, якщо k є позначеним 

екземпляром, або виходом fkj, якщо k не має мітки. Коли k не позначено, ˆkjy
 
також 

відомий як псевдомітка k. Тоді uni (фактично апостеріорна ймовірність класу) стає 

середньозваженим значенням поточних псевдоміток околу n. 

Результатом алгоритму кластеризації є м’яке розбиття Q. Наприклад, qn = (0,3, 0,1, 

0,6) означає, що n має 30% шансів належати до першого кластеру тощо. Отже, сума 

складових вектора дорівнює одиниці. І n належить до третього кластера, оскільки він має 

найбільшу ймовірність. Пропонована функція втрат представлена у рівнянні 
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де InL = 1, якщо n ∈ L, і 0 в іншому випадку; InU = 1, якщо n ∈ U, і 0 в іншому випадку; fni 

означає виведення класифікатора для класу i та екземпляра n; C[yni, fni] може бути будь-

якою монотонно спадною функцією вартості, наприклад середньоквадратичною 

помилкою або перехресною ентропією; γ(qn, qk) – штраф, призначений екземплярам n та k; 

параметр λ позначає компроміс між керованою втратою та напівкерованою 

регуляризацією; С – кількість класів; max(qn) визначає максимальне значення складових 

вектора qn, щоб вказати найімовірніший кластер, якому належить екземпляр n. 

5.3.2.3. Кластерна регуляризація 

Функція штрафу, яку подано у рівнянні (5.4), вимірює схожість між векторами qn 

та qk. Отже, визначаємо схожість як прямий результат алгоритму кластеризації. Така 

штрафна функція використовує міру подібності s, яка включає коефіцієнт кореляції c (у 

рівнянні (5.6)), та міру подібності d, засновану на евклідовій відстані (у рівнянні (5.7)). 

Функція штрафу відображає функцію подібності s значення штрафу в члені регуляризації. 

Функція s(qn, qk) у рівнянні (5.5) нормована [0, 1]. 

  ( , ) sin , ,
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q q = q q     (5.4) 

Параметр κ управляє крутістю відображення від подібності до штрафу. Це значення 

регулює ступінь, де границя рішення перетинає кластер. Якщо збільшимо κ, то послабимо 

припущення кластерів, дозволивши класифікатору розділити область з високою 

щільністю. З іншого боку, зменшення цього параметра змушує класифікатор уникати 

створення границі рішення усередині кластерів. Ця форма штрафу є гнучкою, дозволяючи 

застосовувати різні рівні штрафу для дуже схожих екземплярів, при цьому призначаючи 

низький штраф екземплярам з низькою схожістю відповідно до параметра κ. κ, який 

вибирається як позитивне значення. Найменші значення не призводять до штрафу за різні 

екземпляри, а вищі значення не призводять до штрафу навіть за схожі екземпляри. 

Існують різні підходи до виміру подібності між векторами. Тут зосередимося на 

коефіцієнті кореляції та евклідовій відстані (перетвореному на подібність) між векторами 

ймовірності qn та qk. Використання тільки евклідової відстані може не охоплювати всю 

інформацію між двома векторами. Припустимо, що вектори ймовірності u = (0,8, 0, 0,2),   

v = (0,5, 0,2, 0,3) і w = (0,8, 0,2, 0), можна помітити, що екземпляри, які вони 

представляють, належать одному й тому кластеру, який є кластером з найбільшою 

ймовірністю. Евклідова відстань між u та v дорівнює ||u − v|| = 0,37 та ||u − w|| = 0,28. 

Однак у v більше шансів належати до третього кластера, ніж другого, що також 

відноситься до u. У той час як для w друга за величиною ймовірність належить другому 

кластеру. У цьому сенсі v має бути точкою, більш схожою на u, а не на w. Отже, хоча всі 
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відповідні екземпляри належать одному й тому кластеру, слід враховувати кореляцію між 

їх кластерним розподілом ймовірностей. Потім використовуємо коефіцієнт кореляції 

Пірсона разом із евклідовою відстанню до розрахунку штрафу за кілька точок. 

Формально рівняння (5.8) означає запропоновану функцію подібності, яка 

нормована в [0, 1]. 

   ( , ) , , .n k n k n ks c dq q = q q q q     (5.8) 

Рівняння (5.9) показує подібність щодо кореляції між двома векторами ймовірності, 

і c(qn, qk)  знаходиться [-1, 1]. 
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де 
nq  – середнє значення вектора qn. Для другої міри подібності обчислюємо всі попарні 

евклідові відстані між векторами ймовірності та нормалізуємо їх у [0, 1]. Потім 

перетворимо евклідову відстань на кшталт, як показано в рівнянні (5.10). Тому подібні 

екземпляри мають бути близькими один до одного і сильно корельовані. 

  min

max min

, 1 ,k n

k n

d
d

d d

 




q q
q q =     (5.10) 

де dmax і dmin – максимальна та мінімальна евклідова відстані для всіх попарних відстанях 

відповідно. 

Оскільки використовуватимемо структуру, що виникає в результаті алгоритму 

кластеризації, для обчислення подібності члена регуляризації, також використовуємо 

інформацію для знаходження найближчих сусідів ν(n). Тоді найближчими сусідами n є V 

екземплярів із найбільшим γ(qk, qn). 

Дотримуючись припущення про гладкість, член регуляризації у рівнянні (5.3) карає 

класифікатор, якщо він надає різні мітки подібним екземплярам. Таке припущення 

реалізується добутком γ(qk, qn) C[fni, uni]. Тобто якщо класифікатор видає різні вихідні дані 

для двох однакових екземплярів, втрати та штрафи будуть високими, що призведе до 

значної регуляризації навчання. З іншого боку, якщо штраф невеликий (примірники не 

схожі відповідно до алгоритму кластеризації), присвоєння парі екземплярів різних міток 

буде неактуальним. 

Що стосується припущення про кластери, використовуємо інформацію про 

щільність Q, щоб упорядкувати класифікатор, слідуючи апостеріорним ймовірностям, 

згенерованим алгоритмом кластеризації. Щоб покращити припущення про кластери, 

також додаємо максимальне значення вектора ймовірності max(qn), як коефіцієнт другого 

члена функції втрат. Він зважує важливість екземпляра n як оцінку щільності у його 

регіоні. Чим вище це значення, тим вища щільність. Таким чином, штрафуємо навчання, 

якщо класифікатор надає дві різні мітки екземпляру, який необхідно навчити, n та його 

сусіду k; і штраф буде ще вищим, якщо n знаходиться в області високої щільності, 

відповідно до алгоритму кластеризації. Отже, класифікатор уникатиме отримання границі 

рішення, що перетинає кластери. 

5.3.2.4. Багатокласова функція втрат на основі кластерів 

Створюємо екземпляр ClusterReg за допомогою нейронних мереж. У багатокласовій 

класифікації вихідні вузли нейронної мережі представляють класи. У цьому сенсі кожен 

вихідний вузол означає прогнозовану ймовірність (або достовірність) для відповідного 

класу. Таким чином, вихідний вектор fn є розподілом ймовірностей, а функція крос-
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ентропії може правильно виміряти різницю між таким прогнозованим розподілом і 

бажаним розподілом. 

Крос-ентропія та функція активації softmax є природною парою, тому обидві 

функції слід використовувати в багатокласовій класифікації. У цьому сенсі можна 

конкретизувати пропоновану функцію втрат багатокласової класифікації, використовуючи 

функцію перехресної ентропії (рівняння 5.11). 
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Використовуємо функцію активації softmax (рівняння 5.12) для вихідних вузлів. 
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де zni – вхід мережі для вихідного вузла i, тобто лінійна комбінація ваг та входів вузла i, 

для екземпляра n 

1
,

C

ni nj ij n ij
z w w


    =  

де  
1

M

i ij j
w


w  – вектор-стовпець ваг,  
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    – вектор-рядок із виходом прихованих 

вузлів нейронної мережі, а M – кількість прихованих вузлів. Вихід fni знаходиться в 

діапазоні 0 1, 1,...,nif i C  
 
і 

1
1.

C

nii
f


  

5.3.2.5. Процедура ініціалізації 

Для багатьох алгоритмів SSC, якщо класифікатор призначає той самий клас 

кожному нерозміченому екземпляру, помилка навчання буде у локальному оптимумі. Цей 

факт пов'язаний з тим, що функція втрат порівнює прогнозований результат із 

аналогічними виходами його сусідів. Важливо наголосити, що втрати, пов'язані з цим 

локальним оптимумом, більші, ніж втрати бажаного рішення. Однак у деяких випадках 

класифікатор може бути не в змозі отримати менші втрати та знайти корисніші локальні 

мінімуми. Щоб подолати такий безглуздий локальний оптимум, використаємо процедуру 

ініціалізації, яка використовує розподіл розмічених точок у кластерах для присвоєння 

вихідних псевдоміток нерозміченим даним. 

У цьому сенсі запропонована процедура ініціалізації ClusterReg дуже впливає на 

результат навчання. Ця процедура гарантує, що на перших ітераціях класифікатор матиме 

надійніші оцінки міток нерозмічених екземплярів. Ці оцінки є виваженими попарними 

штрафними значеннями в кожному кластері. Без такого методу згенерована границя 

рішення була б вкрай неефективною, що погіршувало б узагальнення методу.  

Спочатку ClusterReg не має оцінюваних міток (псевдоміток) сусідів даного 

екземпляра n до виконання регуляризації. Вихід алгоритму кластеризації 

використовується для встановлення псевдоміток  
1

ˆ ˆ .
C

n ij i
y


y  Використовуємо суму 

позначок, присутніх у кластері, зважену за штрафними значеннями γ(qn, qk), щоб 

призначити псевдомітки немаркованим екземплярам у такому кластері. Якщо в кластері 

немає помічених точок, кожному класу буде надано рівні ймовірності. Для класу i 

немаркованого екземпляра n у кластері Ψ маємо: 
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Процедура попереднього навчання зі значеннями псевдоміток, що присвоюються 

немаркованим примірникам, виконується протягом певної кількості ітерацій, та не 

оновлюється протягом таких ітерацій. 

5.3.3. Кластерне регулювання з використанням мережі радіальних базисних 

функцій 

Наведемо приклад ClusterReg за допомогою RBFN. Вибираємо крос-ентропію як 

функцію втрат і softmax як функцію активації виходу, оскільки вони утворюють природну 

пару, яка призводить до більш точного узагальнення. Крім того, перехресна (cross) 

ентропія може бути стійкою до наборів даних з обмеженим обсягом даних. 

RBFN ефективна та може бути легко адаптована до даного методу. Навчання RBFN 

складається з двох етапів: навчання без учителя, коли вибираються центри вузлів у 

прихованому шарі; та навчання з учителем, де налаштовуються ваги вихідних вузлів. 

У неконтрольованому навчанні (навчання без учителя) використовується гауссова 

функція активації для прихованих вузлів. Центри таких гауссіанів збігаються з наявними 

навчальними прикладами. Ширина гауссіанів налаштовується, як описано в розділі 3.5.1. 

На етапі контрольованого навчання RBFN адаптуємо функцію втрат у рівнянні (5.3) 

та додаємо член регуляризації ваги. Вихідною функцією є функція softmax fni = 

softmax(zni), як у рівнянні (5.12). Рівняння (5.14) є функцією втрат нашого класифікатора. 
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(5.14) 

де wi – вектор ваг для вихідного вузла (класу) i, а α керує величиною регуляризації ваг. 

Алгоритмом навчання для нашого базового учня є ітераційний метод найменших 

квадратів з повторним зважуванням (IRLS). IRLS складається з T кроків алгоритму 

Ньютона–Рафсона для оновлення ваг нейронної мережі, як у рівнянні 
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де H – матриця Гессе, а 
j

L

w
 – градієнт функції втрат L щодо вектора ваг wj. 

Щоб використовувати метод IRLS (ітераційний метод найменших квадратів з 

повторним зважуванням), обчислюємо першу та другу похідні від L по wj. Розглядаємо 
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 можна отримати за допомогою ланцюгового правила в 

такий спосіб. 
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Перший множник правої частини набуває вигляду: 
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Потім, переписуючи та додаючи регуляризацію ваги, градієнт стає: 

   

   

1 1

1 1 1 1

max( )

max( )
        ,

C C
nL i nU n i

i ij j i ij j ji i
j j i

C C C C
nL nU n

i ij i j i ij i j ji i i i

L I y I u
f f f f

L f U f

I I
y y f u u f

L U

 

   

     
             

     


        

 

   

q
w

w

q
w

 

оскільки  
1

1
C

ii
y


  і 

1
1,

C

ii
u


  маємо: 

 
   

, max( )
.n n nL nU n

nj nj n nj nj n j

j

L I I
f y f y

L U

 
        



f y q
w

w  (5.16)
 

У цьому сенсі крос-ентропія і функція активації softmax є природною парою через 

те, що 
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 має вигляд fj − yj. 

Для методу Ньютона–Рафсона також обчислюємо другу похідну 
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Перший множник у правій частині: 
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І, нарешті, член регуляризації ваги стає 
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Тоді матриця Гессе являє собою блочну матрицю jk MC MC
H


   H  (M – кількість 

прихованих вузлів), де кожен блок 
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Правило оновлення у рівнянні (5.15) повторюється доти, доки не буде виконано 

критерій зупинки (наприклад, збільшення помилки валідації). Алгоритм 1 описує метод 

ClusterReg. 

У ClusterReg можна застосувати будь-який алгоритм кластеризації. У цьому розділі 

використовуються чотири алгоритми різних підходів до кластеризації, а саме k-середніх, 

STSC, GMM (GMM и Fuzzy GK Clustering (алгоритм нечіткої кластеризації Gustafson–

Kessel). При цьому k-means та GMM чутливі до ініціалізації центроїдів та компонентів 

відповідно. Запускаємо ці алгоритми п’ять разів і вибираємо результат із найменшою 

внутрішньокластерною дисперсією. 

Оскільки перші два алгоритми кластеризації не дають апостеріорних ймовірностей, 

використовуємо просту процедуру перетворення вихідного виходу gni, наприклад, n і 

кластера i, у ймовірність qni. Для k-середніх оцінюємо апостеріорні ймовірності 

приналежності до кластера з часткою кожної відстані від екземпляра n до кожного 

центроїду в сумі всіх відстаней до центроїдів від n. Таке рівняння масштабування 

виглядає так: 
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де gni – відстань від екземпляра n до центроїду кластера i. 

STSC виводить матрицю з K перетворених власних векторів з розмірами N. 

Генеруємо апостеріорні ймовірності з часткою кожного i-го власного вектора по 

відношенню до всіх перетворених власних векторів в n-й позиції, де gni – n-a позиція i-го 

власного вектора, тоді маємо: 

1

.ni

ni K

nkk

g
q

g





 

Алгоритм 1 Алгоритм ClusterReg із RBFN. 

Вхід: Навчальний набір X = L ∪ U, де     
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, , i
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n n n n Ln
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  L U  

,   найчастіше  L U U L . 

Вихід: апостеріорні ймовірності класу f. 

1: Створіть матрицю Q ймовірностей кластерів за допомогою алгоритму 

кластеризації. 

2: Обчислити попарні штрафи за допомогою 
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3: Обчислити початкові псевдомітки ˆ
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4: Знайти V найближчих сусідів екземпляра n за найбільшими штрафами  , .n k q q
 

5: Виконайте попереднє навчання. Обновіть вагу мережі wj за допомогою певної 

кількості кроків алгоритму Ньютона–Рафсона, як у рядку 10, з фіксованим значенням ˆ ,niy
 

отриманим при ініціалізації вище: 

6: поки критерій завершення не виконано 

7: Оновіть псевдомітки ˆ
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8: Оновіть бажані ймовірності uni для немаркованих екземплярів за допомогою 

 

 
( )

( )

ˆ,
.

,

k n kik v n

ni

k nk v n

y
u





 







q q

q q
 

9: Оновіть вагу мережі wj за методом Ньютона–Рафсона 
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10: перехід на початок циклу 

11: Результат: навчений RBFN. 

5.3.4. Кластерна регуляризація за допомогою багатошарового персептрону 

Пропонується класифікатор, який буде використовуватися як базовий учень для 

ансамблевих методів. У цьому сенсі створюємо версію ClusterReg для багатошарового 

персептрона (Multilayer Perceptron (MLP)) з одним прихованим шаром. 

Використовуємо алгоритм спряжених градієнтів (Scaled Conjugate Gradient (SCG)) 

для навчання багатошарового персептрона, оскільки він не залежить від параметрів 

користувача. Щоб застосувати алгоритм SCG до ClusterReg, використовуємо градієнт 

(рівняння 5.16) та матрицю Гессе (рівняння 5.17) пропонованої функції втрат. 

5.3.5. Експериментальні дослідження 

Представляємо експериментальний аналіз для порівняння запропонованого 

класифікатора з існуючими методами в літературі та вивчення продуктивності 

екземплярів ClusterReg як з мережами RBFN (ClusterReg-RBFN), так і з мережами MLP 

(ClusterReg-MLP), тут позначимо ClusterReg та загальний алгоритм, а ClusterReg-RBFN – 

як конкретні екземпляри ClusterReg з MLP та RBFN відповідно. 

Експерименти проводяться з трансдуктивними та індуктивними налаштуваннями. 

Показуємо вибір параметрів та обговорюємо результати зі штучними та реальними 

наборами даних, які були стандартизовані з нульовим середнім значенням та стандартним 

відхиленням, що дорівнює одиниці. 
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5.3.5.1. Методи та налаштування параметрів 

Щоб налаштувати параметри методів у наших експериментах, виконано сітковий 

пошук із заздалегідь визначеними значеннями параметрів, використовуючи 10-кратну 

перехресну перевірку. 

Для алгоритму SGT виконано ширший пошук з усіма комбінаціями параметрів 

наступним чином: кількість сусідів шукалася в k ∈ {10, 50, 100}; кількість перших власних 

векторів було d ∈ {10, 40, 80, 100}, а параметр помилки був c ∈ {100, 102, 103, 104}. 

Подібно до ClusterReg, TSVM має кластерне припущення. Тому, якщо набір даних 

має значну кластерну структуру, очікуємо, що ClusterReg надасть більш точні результати. 

Якщо такої структури немає, обидва алгоритми можуть мати однакову продуктивність. Як 

ядро використовувалася радіально-базисна функція, і її ширина була обрана як медіана 

попарних відстаней між екземплярами. Виконаємо ширший пошук параметра C м’якої 

маржі (він управляє компромісом між розміром маржі та неправильно класифікованими 

навчальними екземплярами) з C ∈ {100, 101, 102, 103}. У попередніх експериментах нижчі 

значення C збільшували час обчислень та знижували точність узагальнення TSVM; і вищі 

значення не покращували результати. Було здійснено мережевий пошук з усіма 

комбінаціями цих параметрів і вибрали ті, які дають найкращий результат для кожного 

набору даних. 

Оскільки багатокласовий напівкерований бустинг (Multi-Class Semi-Supervised 

Boosting (MCSSB)) використовує всі три припущення SSL, очікуємо, що ClusterReg 

перевершить MCSSB тільки на наборах даних, де виконується кластерне припущення, 

тобто на наборах даних, що мають чітку кластерну структуру стосується розподілу за 

класами. MCSSB забезпечить найкращі результати для наборів даних із неясною чи 

некластерною структурою. Як базовий класифікатор вибираємо SVM, оскільки він 

показав найкращі результати в наших попередніх експериментах. Зафіксуємо параметр    

C = 10000 (нижчі та вищі значення не покращували продуктивність). Співвідношення 

діапазону відстаней, що використовуються для побудови ядра, шукали в σ ∈ {0,01, 0,05, 

0,1, 0,15, 0,2, 0,25, 0,5, 0,8, 1}. Встановимо розмір вибірки як відношення {0,1, 0,5, 0,8, 1} 

до загальної кількості екземплярів для трансдуктивних та індуктивних контекстів. 

Кількість базових учнів було знайдено {20, 50}. 

Також для RegBoost було запропоновано пошук по сітці для найкращого поєднання 

параметрів. Кількість ітерацій було налаштовано на 20 та 50. Кількість сусідів шукали в 

діапазоні {3, 4, 5, 6}. Крок дискретизації (частота повторної вибірки) у першій ітерації 

встановлено рівною 0,1. А частота повторної вибірки в інших ітераціях шукалася {0,1, 

0,25, 0,5}. Як базовий класифікатор була обрана SVM. 

Для ClusterReg параметр λ керує ступенем регуляризації алгоритму. Таким чином, 

виконуємо пошук по сітці {0,2, 0,4, 0,6, 0,8, 1}, оскільки невідомо, чи відповідають дані 

припущенню про кластери. Рекомендується встановити це значення між 0 та 1. 

Попередні експерименти показали, що кількість сусідів V може бути рівним 30 для 

більшості наборів даних, що використовуються в цій роботі. Для наборів даних, що не 

перевищують 1500 екземплярів, ця кількість може буту всебічним пошуком міток по 

сусідству з екземпляром. Для невеликої кількості сусідів ClusterReg може не відображати 

правильну структуру позначок сусідства. Для наборів даних з більш ніж 1500 екземплярів 

V можна встановити рівним 2% від кількості екземплярів. 

Було використано чотири методи кластеризації з різних підходів до кластеризації: 

k-means, STSC, GMM та Fuzzy GK. Також було обрано алгоритм кластеризації за 

допомогою пошуку по сітці, оскільки продуктивність цих алгоритмів варіюється залежно 

від реальної базової структури класів у наборі даних та типу поділу (partition), який такі 

методи намагається знайти (k-середнє має тенденцію генерувати гіперсферичні кластери). 

Fuzzy GK здатні отримувати еліптичні кластери (у той час як STSC здатний знаходити 

кластери довільної форми). Однак експерименти показали, що ClusterReg зі STSC 

зазвичай забезпечує хорошу здатність до узагальнення для більшості наборів даних. Цей 
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факт може вказувати, що більшість цих наборів даних мають кластери довільної форми, 

які інші алгоритми можуть знайти. Тому пропонується використовувати STSC як 

алгоритм кластеризації для ClusterReg. 

Для кількості кластерів K рекомендуємо встановлювати такий параметр, як 

кількість класів. Створюватимемо максимально компактні кластери. Якщо структура 

класу не захоплюється алгоритмом кластеризації, можемо збільшити кількість кластерів, 

щоб один клас складався з декількох кластерів. ClusterReg буде уникати поділу цих 

кластерів і, отже, може мати можливість створювати границю рішення поза класом. 

Відповідно до попередніх експериментів рекомендується встановлювати K, яке дорівнює 

подвоєній кількості класів (або більш кратній кількості класів). 

Параметр κ керує важливістю кожного сусіда відповідно до його подібності 

(відповідно до алгоритму кластеризації) з екземпляром. При більшому κ послаблюється 

припущення кластерів, дозволяючи границі рішення проходити через відносно віддалених 

сусідів. Цей параметр регулює розмір частини кластера, який дозволяє перетнути границю 

рішення. Згідно з попередніми експериментами, він повинен бути встановлений між 1 та 

12 – значення в середині цього діапазону часто забезпечують хорошу продуктивність. 

Продуктивність ClusterReg погіршується для всіх наборів даних із значеннями поза цим 

діапазоном. Таким чином, зафіксували κ = 5, хоча подальше налаштування може дати 

кращі результати. 

Таблиця 5.1 

Зведення настроєних параметрів для ClusterReg 

Алгоритм 

кластеризації 

λ 

K 

Ширина центру 

Пошук по сітці с K-середніми, GMM, STSC або Fuzzy GK 

Пошук по сітці в {0,2; 0,4; 0,6; 0,8; 1} 

Пошук по сітці в {1, 2, 3, 4} кількості класів 

Пошук по сітці із співвідношенням {0,2, 0,5}   медіани парних 

відстаней 

 

Зокрема, для ClusterReg-MLP кількість прихованих вузлів було зафіксовано на рівні 

15, тому що більше число не покращувало узагальнення у попередніх експериментах 

через перенавчання, а менші значення не створювали досить складні мережі для наборів 

даних. А кількість епох у алгоритмі SCG дорівнювала 50. 

У ClusterReg-RBFN центри (приховані вузли) RBFN збігаються з екземплярами 

всього набору даних. За винятком випадків, коли кількість екземплярів перевищує 1000, у 

цьому випадку випадково вибирається 100 екземплярів у якості центрів. Ширину центрів 

розраховували як відношення медіани всіх попарних евклідових відстаней між 

екземплярами. Таке відношення шукали {0,2, 0,5}, оскільки різні значення давали нижчу 

точність узагальнення. Параметр α для регулювання ваги був зафіксований на рівні α = 0,5 

як для ClusterReg-MLP, так і для ClusterReg-RBFN. 

Поведінка помилки узагальнення для різних значень λ, V, K та κ для трьох різних 

відсотків зазначених даних у наборі даних BUPA показуємо на рис. 5.6. Вибираємо лише 

підмножину значень, яка дала хорошу продуктивність на рис. 5.6, для використання у 

наших експериментах. Таким чином, табл. 5.1 підсумовує вибір кожного параметра, що 

настроюється в ClusterReg. Подальше налаштування може підвищити точність 

узагальнення. 
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Рис. 5.6. Помилка узагальнення з 10-кратної перехресної перевірки з різними значеннями λ, V, K 
і κ для трьох різних відсотків позначених даних (5%, 10% та 20% по відношенню до загальної 

кількості екземплярів) у BUPA наборі даних: а – лямбда (); б – число найближчих сусідів V; 

в – число кластерів K; г – каппа () 

5.3.5.2. Трансдуктивне встановлення 

Визначимо переваги ClusterReg у порівнянні із класифікаторами з іншими 

припущеннями, використовуючи набори даних із різними базовими структурами класів 

(припущеннями). Крім того, порівнюємо ClusterReg-RBFN із ClusterReg-MLP. Таким 

чином, порівнюємо ClusterReg із сучасними алгоритмами трансдуктивного навчання. 

У трансдуктивному налаштуванні тестові екземпляри використовуються як 

немарковані дані на етапі навчання класифікатора – помилка узагальнення – це помилка 

навчання на немаркованих даних. Вибираємо три штучні набори даних – g241c, g241d та 

Digit1 – і чотири реальні набори даних – USPS, COIL, BCI та Text для оцінювання 

запропонованого алгоритму та інших сучасних методів з використанням наборів даних із 

різними припущеннями SSL. 

Серед штучних наборів даних припущення кластерів справедливе для g241c, 

оскільки воно було розроблено таким чином, щоб класи відповідали кластерам. У той час 

як g241d був спеціально побудований таким чином, що кластерна структура вводить в 

оману та припущення про різноманіття не виконується. Цифра 1 була створена з 

низькорозмірним багатовидом, вкладеним у багатовимірний простір, і не має кластерної 

структури. Також очікується, що в наборі даних USPS виконуються припущення як про 

кластери, так і про різноманіття. Перетворюючі набори даних мають однаково 

збалансовані класи та зведені до табл. 5.2. 

Кожен набір даних має 12 підмножин екземплярів з мітками 10 і 100, алгоритми 

запускаються 12 разів з мітками 10 і 100 і повідомляється середня помилка.  
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Таблиця 5.2 

Зведення наборів даних для трансдуктивного налаштування 

Набори даних Кількість класів Кількість екземплярів Кількість атрібутів 

g241c 2 1500 214 

g241d 2 1500 214 

Digit 1 

BCI 

2 

2 

1500 

400 

214 

114 

COIL 

USPS 

6 

2 

1500 

1500 

214 

214 

Text 2 1500 11960 

Двовимірні проекції правильних класів та передбачень ClusterReg для g241c та 

g241d з 10 поміченими екземплярами показані на рис. 5.7. Передбачення ClusterReg для першої 

підмножини з 10 помічених точок g241c та g241d представлені на рис. 5.7б та 5.7г відповідно. 

 

                                                    а                                                                            б 

 

                                                    в                                                                            г 

Рис. 5.7. Двовимірні проекції правильних класів та передбачень ClusterReg для g241c та g241d 

з 10 розміченими екземплярами, позначеними темними ромбами: а – правильні класи для g241c; б 

– передбачення ClusterReg з k-середнім, K = 2,  = 5, V = 20, для g241c; в – правильні класи для 

g241 d; г – передбачення ClusterReg з k-середнім, K = 4,  = 5, V = 20, для g241d 

5.3.5.3. Індуктивне налаштування 

На відміну від трансдуктивного навчання, класифікатори в індуктивному навчанні 

повинні вміти передбачати мітку невидимих екземплярів. Було вибрано 20 наборів даних 

із репозиторію машинного навчання UCI. Використані набори даних підсумовує табл. 5.3. 

Оскільки кількість позначених екземплярів сильно впливає на продуктивність 

класифікаторів, у цьому випадку створюємо три версії кожного набору даних. Частка 

розмічених даних NL у кожній версії становить 5%, 10% та 20%. Ці набори даних 

перетворили на напівкеровані завдання, випадково вибравши стратифіковану вибірку 

позначених екземплярів для кожного набору даних відповідно до відношення NL. 
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Позначені екземпляри кожного набору даних різні для кожної версії, так що кожна версія 

фактично є окремою проблемою. 

Для всіх наборів даних було виконано 10-кратну перехресну перевірку. Щоб 

отримати найкращу можливу оцінку помилки, були доступні всі теги в тестовому наборі. 

У реальних наборах даних неможливо заздалегідь дізнатися справжню структуру класів і 

відповідне припущення SSL, які мають такі набори даних. Успіх класифікатора 

залежатиме від правильної відповідності між його припущеннями та фактичною 

структурою класу, яка є у даних. Інтуїтивно зрозуміло, що якщо набір даних має 

структуру, подібну до багатовиду, очікується, що класифікатори, які використовують 

припущення про багатовид, забезпечать кращу продуктивність у порівнянні з іншими 

алгоритмами SSC. 

Алгоритми на основі ансамблю з кількома припущеннями можуть забезпечити 

більш високу середню продуктивність для різних наборів даних, тобто такі методи з 

більшою ймовірністю дадуть кращі прогнози, ніж спеціалізований алгоритм, який 

неправильне реалізує припущення для даного набору даних.  

Таблиця 5.3 

Зведення наборів даних для індуктивного налаштування 

 
 

5.3.5.4. Час обчислень 

Зафіксуємо час обчислень ClusterReg-RBFN та ClusterReg-MLP. На рис. 5.7 

відображаємо процесорний час (англ. process time або CPU time – час, витрачений 

процесором комп'ютера на обробку завдання (програми)) для кожного методу, що 

використовується в індуктивному налаштуванні з 5%, 10% та 20% маркованих даних, щоб 

можна було порівняти ефективність кожного методу за різної кількості міток для кожного 

набору даних. Зокрема, було обрано вісім наборів даних, у яких або ClusterReg-MLP, або 

ClusterReg-RBFN продемонстрували чудову продуктивність порівняно з поточним часом 

обчислень, а саме: силуети транспортних засобів, іоносфера, WDBC, BUPA, Transfusion, 

SPECT та Yeast (рис. 5.8a–5.8е відповідно). Щоб зробити справедливе порівняння, 

використовували лише окремі класифікатори, які використовуються в індуктивному 

налаштуванні: SGT, TSVM, ClusterReg-MLP та ClusterReg-RBFN. 

Було зафіксовано процесорний час (CPU time) всіх алгоритмів на процесорі Intel 

Core 2 Quad Q8200 із 2 гігабайтами пам'яті. ClusterReg було реалізовано за допомогою 

Matlab. Його реалізація може бути додатково оптимізована. 
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Рис. 5.8. Графіки середнього значення та стандартного відхилення часу обчислення 10-кратної 

перехресної перевірки для 5%, 10% і 20% позначених даних на наборах даних, де 

ClusterReg отримав найкращі результати 
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5.4. Попередня підготовка 

У методах попереднього навчання немарковані дані використовуються для 

спрямування границі рішення до потенційно цікавих областей перед застосуванням 

навчання з учителем. 

Такий підхід природно застосовується до методів глибокого навчання, де кожен 

шар ієрархічної моделі можна розглядати як приховане уявлення вхідних даних. Найбільш 

відомими алгоритмами, що відповідають цій парадигмі, є мережі глибокої довіри та 

стекові автокодери. Обидва методи засновані на штучних нейронних мережах і націлені 

на те, щоб направити параметри (ваги) мережі до областей, які цікавлять, в просторі 

моделі, використовуючи немарковані дані перед точним налаштуванням параметрів з 

розміченими даними. 

Підходи до попереднього навчання мають глибоке коріння в галузі глибокого 

навчання. З початку 2000-х дедалі більше уваги привертають нейронні мережі з багатьма 

прихованими шарами (глибокі нейронні мережі). Однак через велику кількість параметрів, 

що налаштовуються, навчання цих мереж було складним: збіжність, як правило, була 

повільною, а навчені мережі були схильні до поганого узагальнення. Раніше ці проблеми 

зазвичай вирішувалися за допомогою неконтрольованих методів попередньої підготовки. 

З того часу це було в основному замінено застосуванням розподілу ваги, методів 

регуляризації та різних функцій активації. Однак принципи, що лежать в основі, як і 

раніше, застосовуються і використовуються в інших методах (наприклад, у сходових 

мережах, див. розділ 6.2.2). 

Мережі глибокої довіри складаються з великої кількості штабельованих обмежених 

машин Больцмана (RBM), які жадібно навчаються шар за шаром з немаркованими 

даними. 

Отримані ваги потім використовуються як ініціалізація для глибокої нейронної 

мережі з тією ж архітектурою, доповненою додатковим вихідним шаром, що дозволяє 

навчати модель з учителем на розмічених даних. 

Стекові автоенкодери дуже схожі на мережі глибокої довіри, але як базові моделі 

вони використовують автоенкодери, а не RBM. Автоенкодери навчаються пошарово, при 

цьому кодоване h(x), створене кожним автоэнкодером, передається як вхідні дані 

наступному автоэнкодеру, який потім навчається відновлювати його з мінімальною 

помилкою. Нарешті, ці навчені автоенкодери поєднуються, додається вихідний шар (як у 

мережах глибокої довіри), і результуюча мережа навчається на розмічених даних з 

учителем. Парадигма працює з декількома типами автоенкодерів, включаючи 

шумоподавляючі та стискаючі автоенкодери. Ґрунтуючись на емпіричному аналізі мереж 

глибокої довіри та стекових автоенкодерів, було припущено, щоб навчання без вчителя 

спрямовувало модель нейронної мережі до областей у модельному просторі, які 

забезпечують краще узагальнення. Глибокі нейронні мережі часто мотивовані з погляду 

те, що вони навчають вищому рівню представлення даних на кожному шарі. Таким чином, 

можна вважати, що кожен шар мережі може розглядатись для різного представлення 

вхідних даних. І мережі глибокої довіри, і стекові автоенкодери намагаються 

спрямовувати модель під час вилучення цих ієрархічних уявлень, підштовхуючи модель 

до вилучення уявлень, які вважаються інформативними. З цієї точки зору методи 

попереднього навчання тісно пов'язані з описаними раніше некерованими методами 

отримання ознак: обидва вони використовують немарковані дані в спробі витягти значну 

інформацію з вхідних даних. Однак важливо те, що параметри для некерованої 

попередньої обробки можуть бути змінені на керованій фазі тонкого налаштування 

методів попереднього навчання, тоді як вони залишаються фіксованими після некерованої 

фази підходів виділення ознак. 
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6. Внутрішньо напівкеровані методи 

Звернімо увагу на алгоритми індуктивного навчання, які оптимізують 

безпосередньо цільову функцію з компонентами для маркованих та немаркованих зразків. 

Ці методи, які називають по суті напівкерованими, не покладаються на будь-які проміжні 

кроки або на базових учнів з учителем. Зазвичай, вони є розширенням існуючих методів 

навчання з учителем для включення немаркованих зразків у цільову функцію. 

Як правило, ці методи явно чи неявно покладаються на одне із припущень навчання 

із частковим залученням вчителя (див. розділ 2.1). Наприклад, методи максимальної маржі 

(запасу) засновані на припущенні про низьку щільність, а більшість нейронних мереж, які 

навчаються з частковим залученням вчителя, покладаються на припущення про гладкість. 

Почнемо з огляду ранніх методів класифікації з частковим залученням вчителя, а саме 

методів максимальної маржі. Далі обговоримо методи, що ґрунтуються на обуренні, які 

безпосередньо включають припущення про гладкість. Вони охоплюють більшість 

нейронних мереж, які навчаються із частковим залученням вчителя. Потім розглянемо 

методи, засновані на різноманітті, які або явно або неявно апроксимують різноманіття, на 

яких лежать дані. Зрештою, розглянемо генеративні моделі. 

6.1. Методи максимальної маржі 

Класифікатори з максимальною маржею намагаються максимізувати відстань між 

заданими точками даних та межею рішення. Цей підхід відповідає напівкерованому 

припущенню про низьку щільність: коли різниця (запас) між усіма точками даних та 

границею рішення велика (за винятком деяких викидів), межа рішення повинна 

знаходитися в області низької щільності. Таким чином, концептуально методи 

максимальної маржі добре підходять для розширення на напівкероване налаштування: 

можна використовувати знання з немаркованих даних, щоб визначити, де щільність 

низька і, отже, може бути досягнута велика маржа. 

6.1.1. Машини опорних векторів 

Найбільш яскравим прикладом класифікатора, який навчається з учителем, з 

максимальним запасом є машина опорних векторів (SVM): метод класифікації, який 

намагається максимізувати відстань від границі рішення до найближчих до неї точок, 

заохочуючи при цьому правильну класифікацію точок даних. Це був один із перших 

підходів з максимальною маржею, запропонованих в умовах навчання з частковим 

залученням вчителя, і з того часу він широко вивчався. Коротко представимо SVM, які 

навчаються з учителем. 

Мета SVM полягає в тому, щоб знайти межу рішення, яка максимізує запас 

(маржу), який визначається як відстань між кордоном рішення та найближчими до неї 

точками даних. Цей термін також зазвичай використовується для опису області, яка 

виступає за кордон рішення, в якій немає точок даних. SVM з м’якою маржею – це 

популярний варіант SVM, який дозволяє точкам даних порушувати маржу (тобто 

перебувати між відповідним кордоном запасу (маржі) та кордоном рішення або навіть 

бути неправильно класифікованими) за певну плату. SVM підтримує неявне зіставлення 

об’єктів з багатовимірними просторами ознаками з використанням так званого «трюка з 

ядром». 

Формально під час навчання SVM намагаємося знайти ваговий вектор dw  з 

мінімальною величиною та змінною зміщення b  такі як  T 1i i iy b    w x
 
для 

всіх точок даних .i LXx
 
Тут ξi ≥ 0 називається «вільною змінною (запасу)» для xi, яка 

дозволяє xi порушувати границю з деякою ціною, яка включена в цільову функцію. 
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У задачі оптимізації вільна змінна – це змінна, що додається до обмеження 

нерівності, щоб перетворити її на рівність. Введення вільної змінної замінює обмеження 
нерівності на обмеження рівності та обмеження невід’ємності для слабкої змінної. 

Змінні Slack використовуються, зокрема, у лінійному програмуванні. Як і інші 
змінні в розширених обмеженнях, змінна slack не може набувати негативних значень, 

оскільки симплексний алгоритм вимагає, щоб вони були позитивними або нульовими. 
Якщо вільна змінна, яка пов’язана з обмеженням, дорівнює нулю для певного 

рішення-кандидата, це обмеження є обов’язковим, оскільки обмеження не обмежує 

можливі зміни з цієї точки. 
Якщо змінна зависання є позитивною для певного рішення-кандидата, обмеження 

не обов’язкове, оскільки обмеження не обмежує можливі зміни з цієї точки. 

Якщо вільна змінна негативна в певний момент, то ця точка нездійсненна 
(недозволена), оскільки вона не задовольняє обмеження. 

Відповідне оптимізаційне завдання може бути сформульовано таким чином: 
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де C  є постійним коефіцієнтом масштабування для штрафу за точки даних, що 
порушують кордон. Якщо C велике, оптимальна маржа, як правило, буде вузькою, а якщо 
C мала, оптимальна маржа, як правило, буде широкою. Таким чином, C діє як параметр 
регуляризації, керуючи компромісом між складністю межі рішення та точністю 
передбачення на навчальному наборі. 

Концепція напівкерованих SVM або S3VM аналогічна: необхідно максимізувати 
маржу, необхідно правильно класифікувати розмічені дані. Однак в умовах навчання із 
частковим залученням вчителя стає актуальною додаткова мета: також необхідно 

мінімізувати кількість немаркованих точок даних, що порушують границі. Оскільки мітки 
немаркованих точок даних невідомі, а ті, що порушують (тобто лежать усередині) маржу, 
штрафуються згідно відстані до найближчої границі маржі. 

Таким чином, інтуїтивне розширення проблеми оптимізації для S3VMs набуває 
вигляду 
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де C  вартість порушення маржі, пов’язана із немаркованими точками даних. 

S3VM були запропоновані Вапником, який мотивував проблему з більш 

трансдуктивної точки зору: замість оптимізації тільки за ваговим вектором, зміщенням та 

вільним змінним, було запропоновано також оптимізувати передбачення мітки ˆ
Uy . 

Обмеження для нерозмічених даних було сформульовано аналогічно до обмеження для 

розмічених даних, але з передбаченими мітками ˆUy . Хоча це формулювання відрізняється 

на перший погляд, воно еквівалентне задачі оптимізації (6.2), наведеної вище, оскільки 

будь-яке маркування ˆUy  може бути оптимальною лише в тому випадку, якщо для кожного 

ˆ ˆ ,i Uy y  ix  знаходиться на правильній стороні границі рішення ((тобто  Tˆ 0i iy b  w x ). 

В іншому випадку краще рішення можна було б отримати, просто інвертувавши 

маркування xi. 
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Розширення SVMs до напівкерованої установки має один істотний недолік: 

проблема оптимізації, що виникає при навчанні S3VMs, стає невипуклою і NP-складною. 

Задача є NP-складною, якщо алгоритм її розв’язання може бути трансльований в алгоритм 

для розв’язання будь-якої NP-задачі (недетермінованого поліноміального часу). Таким 

чином, бути NP-складною означає «принаймні такою ж складною, як і будь-яка NP-

завдання», хоча насправді вона може бути складнішою. Отже, більшість зусиль з вивчення 

S3VMs було зосереджено на їхньому ефективному навчанні на практиці. 

Початкові спроби показали перспективні результати у застосуванні S3VMs, але 

тільки до невеликих наборів даних. Наприклад, було запропоновано використовувати 

норму L1 замість норми L2 цільової функції, і була поставлена задача змішаного цілісного 

програмування. Найраніший широко використовуваний підхід до розв’язання задачі 

оптимізації починається з випадкового призначення ˆUy  і низького значення C . Кожна 

ітерація алгоритму складається із трьох кроків. Спочатку вирішується завдання 

оптимізації SVM з учителем, що відповідає поточному призначенню мітки ˆ
Uy . Потім 

алгоритм інвертує мітки кожної пари точок даних, для яких ця інверсія покращує цільову 

функцію, доки таких пар більше не буде. Зрештою, C  збільшується. Алгоритм 

завершується, коли C  досягає визначеного значення, вказаного користувачем. 
Були запропоновані й інші підходи до рішення S3VMs. Наприклад, у кількох 

дослідженнях запропоновані опуклі релаксації цільової функції, які можна вирішити за 

допомогою напіввизначених методів програмування.  

Завдання лінійного програмування – це завдання, у якому хочемо максимізувати чи 

мінімізувати лінійну цільову функцію дійсних змінних над багатогранником. У 

напіввизначеному програмуванні замість цього використовуються вектори з дійсними 

значеннями, і нам дозволено брати скалярний добуток векторів; обмеження невід’ємності 

на дійсні змінні у лінійному програмуванні (ЛП) замінюються обмеженнями 

напіввизначеності на матричні змінні в SDP (напіввизначене програмування). 

Загалом методи оптимізації S3VMs поділяються на дві категорії: комбінаторні 

методи, знаходження присвоєння мітки ˆ
Uy , які мінімізують цільову функцію, та 

безперервні методи, що безпосередньо вирішують задачу оптимізації за допомогою 

присвоєння міток  Tˆ sign .i iy b  w x  Усі підходи, які були описані досі, відносяться 

до комбінаторної категорії. Однак постановка задачі оптимізації (6.2) відповідає 

безперервному підходу; вона лежить в основі, наприклад, увігнуто-опуклої процедури, яка 

розкладає неопуклу цільову функцію на опуклу та увігнуту складові та ітеративно 

розв’язує задачу оптимізації, замінюючи увігнуту складову лінійною апроксимацією при 

поточному розв’язанні. Інші безперервні методи можуть використовувати той факт, що 

задачу (6.2) можна переформулювати як оптимізаційну задачу без обмежень. Це пов’язано 

з тим, що якщо позначена точка i Lx X  не порушує маржу (границю), то 0i   у 

оптимальному розв’язку. Якщо це справді порушує маржу (границю), то 

 T1 .i i iy b    w x  Для немаркованої точки даних , 0i U iX  x , якщо вона не 

порушує маржу (границю), і в іншому випадку 
T1 .i i b    w x  Таким чином, задачу 

оптимізації можна переформулювати як 
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Цей підхід лежить в основі ∇TSVM, який заснований на гладкій апроксимації 

цільової функції в рівнянні (6.3), отриманої шляхом зведення в квадрат втрат для 

маркованих точок даних та шляхом апроксимації втрат для немаркованих точок даних за 

допомогою експоненційної функції. Потім ця задача оптимізації розв’язується за 

допомогою градієнтного спуску, де C  поступово збільшується від деякого значення, 

близького до нуля до передбачуваного значення. Було використано аналогічний підхід, у 

якому зберігається C  фіксованим і використовується безперервний підхід для 

перетворення цільової функції від випадку використання тільки розмічених даних до 

кінцевої цільової функції. 

Як і у випадку з більшістю методів навчання з частковим залученням вчителя, 

немає гарантії, що S3VMs працюють краще, ніж їхні конкуренти, які навчаються з 

учителем. Зокрема, якщо одне з основних припущень методу навчання із частковим 

залученням вчителя порушується, існує великий ризик зниження продуктивності під час 

запровадження некерованої цілі. У разі S3VMs може існувати множина дуже 

різноманітних границь прийняття рішень, які проходять через область з низькою 

щільністю та забезпечують розумну продуктивність класифікації розмічених даних. Отже, 

очікується, що ефективність узагальнення таких класифікаторів покаже значну дисперсію.  

Було запропоновано пом’якшити цю проблему, розглянувши множину сепараторів 

з низькою щільністю і вибравши сепаратор, який найкраще працює при найгірших 

можливих варіантах прикладів. Як і всі варіанти S3VM, їх метод заснований на 

припущенні, що границя оптимального рішення лежить в області низької щільності. Їхній 

алгоритм, названий S4VM (безпечний S3VM), складається з двох етапів. По-перше, 

будується різноманітна множина границь рішення з низькою щільністю. З цією метою 

запропоновано мінімізувати функцію вартості, яка штрафує попарну подібність між 

прогнозами міток, пов’язаними з границями рішення, використовуючи детермінований 

відпал та метод евристичної вибірки.  

Імітація відпалу (англ. Simulated annealing – (SA)) є одним із найчастіше 

використовуваних методів оптимізації і відіграє важливу роль у галузі техніки, оскільки 

багато інженерних завдань можуть бути сформульовані як завдання оптимізації. SA – 

метод стохастичної релаксації, що розглядає цільову функцію як енергію системи та за 

аналогією з процесом відпалу твердих тіл, що шукає її мінімум при зниженні температури 

системи. SA шукається випадково при високій температурі, але більш детерміновано при 

низькій температурі. Поки можна визначити окіл і температура знижується досить 

повільно, SA є методом глобальної оптимізації на розв’язання задач оптимізації. Пошук 

оптимального глобального рішення вимагає дуже багато часу через стохастичний пошук 

за кожної температури. Таким чином, SA є наближеним методом на практиці. 

Детермінований відпал (DA) – це детермінований варіант SA для алгоритму векторного 

квантування. DA характеризує завдання мінімізації цільової функції як мінімізацію 

вільної енергії системи, що залежить від температури. DA відстежує мінімум вільної 

енергії при зниженні температури. Таким чином, він може детерміністично оптимізувати 

цільову функцію при кожній температурі і ефективніший, ніж SA, але не гарантує 

оптимального рішення. Крім того, досі незрозуміло вплив функції охолодження на якість 

рішення DA. 

По-друге, в результаті навчання S4VM вибирається границя рішення з 

максимальним приростом продуктивності в гіршому випадку порівняно з контрольованою 

границею рішення. Це формулювання проблеми обмежує ймовірність того, що рішення, 

знайдене S4VM, працюватиме гірше, ніж відповідна машина опорних векторів, що 

навчається з учителем (керована SVM). 

Приріст продуктивності визначається як результуюче збільшення кількості 

правильно помічених точок даних за вирахуванням збільшення кількості неправильно 

промаркованих даних. Останній член множиться на коефіцієнт  , що визначає рівень 

ризику погіршення продуктивності, на який потрібно піти. Формально це фіксується 
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де М є множиною всіх призначень міток-кандидатів, таких, що відповідна границя 

рішення перетинає область з низькою щільністю. Через оптимізацію всіх можливих 

призначень міток це завдання оптимізації є NP-складним. Було запропоновано опуклу 

релаксацію проблеми для ефективного пошуку можливого хорошого рішення. 

Ґрунтуючись на припущенні, що справжнє призначення міток дійсно знаходиться в цій 

множині, було доведено, що при 1,   продуктивність S4VM ніколи не буде нижчою, 

ніж у відповідної керованої SVM. Цей висновок був підтверджений емпірично і було 

показано, що реалізація такого підходу дозволяє досягти поліпшення продуктивності в 

порівнянні зі стандартними SVMS аналогічними іншим підходам S3VM, але, на відміну 

від них, продуктивність ніколи не знижується значно в порівнянні з керованими SVMS. 

Формулювання другого етапу процедури оптимізації не обмежується машинами 

опорних векторів; дійсно, теоретично його можна застосувати до будь-якого іншого 

напівкерованого алгоритму навчання. Було запропоновано додатково виконувати обидві 

стадії одночасно у детермінованому підході до відпалу. 

6.1.2. Гаусовські процеси 

Поняття максимізації маржі безпосередньо включено до машин опорних векторів, і 

тому не повинно викликати подиву те, що їх легко поширити на (напівкероване) 

налаштування з частковим залученням вчителя. Менш очевидно, що аналогічні зусилля 

було здійснено і з іншими керованими методами. 

Гауссівські процеси – це сімейство непараметричних моделей, які оцінюють 

апостеріорну ймовірність функції f, що відображає точки у вхідному просторі в 

безперервний вихідний простір. При використанні їх для цілей бінарної класифікації вихід 

у свою чергу відображається в простір міток Y = {−1, 1}. На етапі навчання f 

встановлюється таким чином, щоб правдоподібність спостереження за точками даних 
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x

 
максимізується. Отриману модель можна розглядати як l-вимірний розподіл 

Гауса по вектору міток y точок вхідних даних, де l – кількість помічених точок даних. 

Передбачення, для точок даних x, що раніше не спостерігалися, потім можуть бути 

зроблені моделлю, шляхом оцінювання апостеріорної ймовірності відповідної мітки класу 

в залежності від точок даних X, які спостерігаються, пов’язаних з ними міток y і точки 

даних x, яка спостерігається. Відповідна коваріаційна матриця є матрицею Грама, яку 

отримано з усіх l + 1 точок даних з використанням деякої функції ядра k. 

Було розширено гауссівські процеси для бінарної класифікації до напівкерованого 

випадку, включивши немарковані точки даних у функцію правдоподібності. Зокрема, 

правдоподібність для немаркованої точки даних x низька, коли вона близька до границі 

рішення (тобто коли f(x) близька до 0) і висока, коли вона знаходиться далеко від границі 

рішення. Простір можливих міток розширюється, щоб увімкнути нульову категорію; 

апостеріорна ймовірність цієї нульової категорії висока поблизу границі рішення. 

Накладаючи обмеження, згідно з яким немарковані точки даних ніколи не можуть бути 

зіставлені з нульовою категорією, моделі явно не рекомендується вибирати границю 

рішення, яка проходить через високу щільність немаркованих точок даних. Іншими 

словами, немарковані точки даних мають бути далеко від границі рішення. 

Це розширення гауссовских процесів на напівкероване налаштування має цікавий 

побічний ефект: на відміну від керованих гауссовських процесів, запровадження 



59 

додаткових (немаркованих) даних може збільшити апостеріорну дисперсію. Іншими 

словами, додаткові дані можуть збільшити невизначеність. Цей ефект пов’язаний із 

спостереженням, що функція правдоподібності для однієї немаркованої точки даних x 

може бути бімодальною, якщо f (x) близько до 0. 

6.1.3. Регулювання щільності 

Інший спосіб стимулювати проходження границі рішення через область з низькою 

щільністю полягає в тому, щоб явно включити ступінь перекриття між апостеріорними 

ймовірностями класу, що оцінюються, в функцію вартості. При великій кількості 

перекриттів границя рішення проходить через область з високою щільністю, а при 

невеликому перекритті через область з низькою щільністю. Було запропоновано кілька 

підходів до використання цього припущення для регулювання цільової функції, яка 

використовується в контексті класифікації. 

Було запропоновано формалізувати це в рамках максимальної апостеріорної (MAP) 

структури, накладаючи апріорні параметри на параметри моделі, віддаючи перевагу 

параметрам, що викликають перекриття малих класів моделі прогнозування. Зокрема, 

було використано умовну ентропію Шеннона як міру перекриття класів. Апріор 

зважується константою .  Результуюча ціль зазвичай невипукла. Було запропоновано 

розв’язання оптимізаційної задачі за допомогою детермінованого відпалу. Цей метод 

регуляризації ентропії можна застосовувати до будь-якого методу навчання з учителем, 

що базується на максимальній правдоподібності; було проведено експерименти з 

використанням логістичної регресії. 

Логістична регресія застосовується для прогнозування ймовірності виникнення 

деякої події за значенням множини ознак. Для цього вводиться так звана залежна змінна  

y, що приймає лише одне з двох значень – як правило, це числа 0 (подія не відбулася) і 1 

(подія відбулася), і безліч незалежних змінних (також званих ознаками, предикторами або 

регресорами) – речових x1, x2, …, xn на основі значень яких потрібно обчислити 

ймовірність прийняття тієї чи іншої значення залежної змінної. 

Було запропоновано безпосередньо включити оцінку p(x), розподіл за вхідними 

даними, цільову функцію. Додається до цільової функції член вартості, що відображає 

впевненість у тому, що в областях з високою щільністю даних апостеріорна ймовірність y 

залежить від x не повинна змінюватися занадто сильно. З цією метою вони покривають 

весь вхідний простір X безліччю, можливо, невеликих областей, що перекриваються; 

потім розраховується член витрат як сума взаємної інформації між мітками і входами в 

кожній з цих областей, зважена щільністю, що оцінюється в області.x1, x2, …, xn на основі 

значень яких потрібно обчислити ймовірність прийняття того чи іншого значення 

залежної змінної. 

Було запропоновано безпосередньо включити оцінку p(x), розподіл за вхідними 

даними, цільову функцію. Додається до цільової функції член вартості, що відображає 

впевненість у тому, що в областях з високою щільністю даних апостеріорна ймовірність y 

залежить від x не повинна змінюватися занадто сильно. З цією метою вони покривають 

весь вхідний простір X безліччю, можливо, невеликих областей, що перекриваються; 

потім розраховується член витрат як сума взаємної інформації між мітками і входами в 

кожній з цих областей, зважена щільністю, що оцінюється в області. 

Було запропоновано включити апріорну щільність до умов поділу вузлів дерев 

рішень. При виборі гіперплощини для поділу даних у вузлі дерева рішень їх підхід карає 

області високої щільністю, використовуючи оцінки щільності ядра Гаусса для 

апроксимації p(x). Були проведені експерименти з випадковими лісами, що складаються з 

100 напівкерованих дерев рішень, і спостерігалося значне поліпшення продуктивності 

порівняно з випадковими керованими лісами для декількох наборів даних. Була 

представлена загальніша основа для використання нерозмічених даних у критерії поділу 
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шляхом побудови міри домішок для нерозмічених даних. В експериментах сприяли 

узгодженості ознак у підмножинах даних по обидві сторони межі поділу, штрафуючи 

емпіричну дисперсію для числових даних та домішка Джіні для номінальних даних. 

Домішка Джині – це функція, що визначає наскільки добре було розбите дерево 

рішень. По суті це допомагає нам визначити, який спліттер (розділювач) краще, щоб 

можна було побудувати чисте дерево рішень. Домішка Джині має значення від 0 до 0,5. 

Зазначимо, що конкретна категоризація цих методів у межах таксономії залежить 

від вибору критерію поділу. 

6.1.4. Псевдомаркування як форма максимізації маржі 

Залежно від базового учня, що використовується, підхід до самонавчання, описаний 

у розд. 4 також можна як метод максимізації маржі. Наприклад, при використанні 

самонавчання з керованими SVMs межа рішення ітеративно відсувається від 

немаркованих зразків. Незважаючи на те, що немарковані дані не включаються до функції 

втрат явно, це зводиться до використання припущення про низьку щільність, як це 

робиться у випадку S3VM. 

6.2. Методи на основі обурень 

Припущення про гладкість означає, що модель прогнозування має бути стійкою до 

локальних збурень на вході. Це означає, що коли ми обурюємо точку даних невеликою 

кількістю шуму, прогнози для зашумлених і чистих вхідних даних мають бути схожими. 

Оскільки ця очікувана схожість не залежить від істинної позначки точок даних, ми 

можемо використовувати немарковані дані. 

Існує безліч різних методів включення припущення про гладкість у даний алгоритм 

навчання. Наприклад, можна застосувати шум до точок вхідних даних та включити 

різницю між чистими та зашумленими прогнозами у функцію втрат. Як альтернатива 

можна неявно застосувати шум до точок даних, порушивши роботу самого класифікатора. 

Ці два підходи породжують категорію методів, що ґрунтуються на обуреннях.  

Методи, що ґрунтуються на обуренні, часто реалізуються за допомогою нейронних 

мереж. Через їхнє пряме включення додаткових (некерованих) умов втрат у їх цільову 

функцію вони відносно легко розширюються до напівкерованого налаштування. В останні 

роки інтерес до нейронних мереж відновився завдяки їхньому успішному застосуванню в 

різних прикладних областях. В результаті зріс інтерес і до напівкерованих нейронних 

мереж. Зокрема, нейронні мережі з багатьма шарами, звані глибокі нейронні мережі, дали 

початок цікавим розширенням напівкерованої настройки. Ці, по суті, напівкеровані 

нейронні мережі відрізняються від нейронних мереж, що використовуються для 

отримання ознак, які обговорювалися в розд. 5.1: немарковані дані включаються 

безпосередньо до цільової оптимізації, а не використовуються на окремому етапі 

попередньої обробки.  

6.2.1. Нейронні мережі 

Нейронна мережа – це формальна система, яка обчислює вихідний вектор, 

поширюючи вхідний вектор через мережу простих обробних елементів із зваженими 

зв’язками між ними. Ці прості елементи обробки називаються вузлами, і кожен із них 

містить функцію активації, яка зрештою визначає його вихід. У мережах прямого 

поширення, які тут розглядаються, вузли зазвичай групуються у шари, де вузли кожного 

рівня пов’язані лише з вузлами сусідніх верств. Вихідний вектор обчислюється шляхом 

поширення вхідного вектора через зважені мережі. Вихід кожного вузла, зазвичай званого 

його активацією, обчислюється шляхом застосування функції активації до зваженої сумі 

його входів. 
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У нейронних мережах, які навчаються з учителем, ваги мережі загалом 

оптимізуються для обчислення бажаного вихідного вектора для заданого вектора 

вхідного. Розглядаючи завдання класифікації, нехай :
Ydf  позначає 

векторнозначну функцію, змодельовану нейронною мережею, що відображає вхідний 

вектор 
dx  в Y -мірний вихідний вектор, де Y означає множину можливих класів. 

Функція f моделюється нейронною мережею, яка складається із одного або декількох 

шарів; вузли в послідовних шарах з’єднані завислими ребрами. Ваги зберігаються у 

ваговій матриці W, де елемент в позиції (i, j) позначає вагу ребра між вузлами i та j. 

Використовуємо f(x; W) для позначення вихідних даних, отриманих шляхом 

розповсюдження вхідних даних x через мережу та оцінювання активацій останнього шару. 

Потім визначається функція втрат , що обчислює вартість, пов’язану з 

активаціями вихідного шару f(x; W) для точки даних x із істинною міткою y. Тоді повна 

функція витрат визначається як  
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 x                                              (6.4) 

Явне поняття параметризації f за допомогою W часто знижується для стислості. 

Ваги W ітеративно оптимізуються шляхом проходження вхідних вибірок через 

мережу і поширення частки однієї або декількох вибірок у вартості L у зворотному 

напрямку по мережі. У цьому процесі, відомому як зворотне поширення, ваги 

оновлюються з використанням градієнтного спуску або аналогічного методу ітеративної 

мінімізації вартості. Для досягнення хорошої продуктивності (з погляду втрат) мережа 

зазвичай повинна проходити кілька разів по всьому тренувальному набору, і кожен такий 

прохід відомий як епоха. 

У літературі з нейронних мереж використовуються різні стилі позначень. Зокрема, 

θ використовується для позначення ваги мережі, а вихід відповідної мережі позначається 

через fθ(x).  

6.2.2. Нейронні мережі з напівкеруванням 

Простота та ефективність алгоритму зворотного поширення для великого розмаїття 

функцій втрат робить привабливим просте додавання неконтрольованого компонента L. 

Цей підхід, який можна розглядати як форму регуляризації нерозмічених даних, 

використовується практично у всіх напівконтрольованих методах глибокого навчання. 

Крім того, ієрархічна природа уявлень у глибоких нейронних мережах робить їх 

життєздатним кандидатом для інших напівкерованих підходів. Якщо більш глибокі шари 

в мережі виражають все більш абстрактні уявлення вхідної вибірки, можна стверджувати, 

що немарковані дані можуть використовуватися для направлення мережі до більш 

інформативних уявлень. Підходи, засновані на цьому аргументі, можуть бути легко 

реалізовані в глибоких нейронних мережах через припущення про гладкість, що 

призводить до появи так званих напівкерованих нейронних мереж, заснованих на 

збуреннях. 

6.2.3. Сходові мережі 

Першим таким підходом є сходова мережа. Вона розширює мережу прямого 

розповсюдження для включення нерозмічених даних, шляхом використання частини 

прямого розповсюдження мережі як енкодера шумоподавлюючого автоенкодера, додаючи 

декодер і включаючи член у функцію вартості, щоб штрафувати вартість реконструкції. 

Основна ідея полягає в тому, що приховані уявлення, корисні для реконструкції вхідних 

даних, також можуть сприяти прогнозу класів. 
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Розглянемо мережу прямого поширення з K прихованими шарами та вагами W. 

Позначимо входи шару k (після нормалізації) як zk, а активацію шару (тобто після 

застосування функції активації) як hk. Зверніть увагу, що для стислості, говорячи про 

входи та активації шару, явно не згадуємо ні вхідні дані xi, ні параметризацію W 

(наприклад, пишемо hk для вектора активації k-го шару в нейронній мережі з вагами W для 

точки даних xi). У звичайній мережі прямого поширення (розповсюдження) втрати для 

заданої точки даних xi обчислюються шляхом порівняння активацій кінцевого шару f(xi) = 

hK з відповідною міткою yi із (f(xi), yi). Як показано у рівнянні, остаточна функція 

вартості мережі буде тоді 
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 x                                            (6.5) 

Сходові мережі додають додатковий член L, щоб знизити чутливість мережі до 

невеликих збурень входу. Це досягається шляхом обробки всієї мережі як кодуючої 

частини шумоподавлюючого автоенкодера: до вхідних вибірок додається ізотропний 

гаусівський шум з нульовим середнім та фіксованою дисперсією, а існуюча мережа 

прямого поширення розглядається як частина, що кодує. Потім до неї додається декодер, 

який має приймати подання hK кінцевого рівня зашумленої точки даних x  і 

перетворювати його на відновлення x. Для досягнення цієї мети вартість реконструкції 

додається до функції вартості мережі. Цей за своєю суттю неконтрольований член 

вартості знижує різницю між точками вхідних даних та їх реконструкціями, що 

генеруються мережею; це стосується як розмічених, так і нерозмічених даних. 

Хоча компонент автоенкодера сходових мереж дуже схожий на звичайні 

автоенкодери з шумозаглушенням, він відрізняється від них двома моментами. По-перше, 

сходова мережа вводить шум не лише на перший шар, а й на кожен шар. Позначимо 

зашумлені входи шару k як ,k
z  а результуючі активації як .k

h  Компонента керованих 

втрат для кожної вибірки ‘omes  , :K yh  функція втрат оцінюється за вихідними 

даними для зашумленої вибірки. Зауважимо, що на етапі тестування шум не створюється в 

жодній точці мережі. 

По-друге, у сходових мережах використовується інший розрахунок вартості 

реконструкції. У той час як звичайні шумоподавлюючі автоенкодери карають 

(штрафують) лише різницю між чистим входом x та реконструйованою версією x̂  

зашумленного входа x , сходова нейронна мережа також карає локальні реконструкції 

прихованих уявлень даних. Щоб зробити це вони змушують декодер мати K шарів, тобто 

таку ж кількість шарів, як і у вихідній мережі (енкодер). Кожен із цих шарів також 

повинен мати таку ж кількість вузлів, що й відповідний шар в енкодері. Коли точка даних 

проходить через енкодер до вхідних даних кожного шару додається шум. Потім на 

кожному рівні в декодері реконструйоване подання ˆ k
z  порівнюється з прихованим 

поданням 
k

z  чистого входа x на шарі k в енкодері. Це, звичайно, вимагає, щоб кожна 

точка даних пройшла через мережу двічі: один раз без шуму (для отримання z) і один раз з 

шумом (для отримання z  та відновленого ẑ ). 

Остаточна напівконтрольована функція вартості сходових мереж тоді стає  
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де  ReconsCost .,.  визначається як квадрат норми L2 різниці між двома нормалізованими 

латентними векторами і підсумовується за розміченими та нерозміченими даними. Для 

докладної діаграми потоку інформації у сходових мережах, у якій використовуються самі 

позначення (рис. 1). 
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Шляхом покарання за помилки реконструкції сходові мережі ефективно намагаються 

підштовхнути мережу до отримання цікавих прихованих подань даних. Метод заснований 

на припущенні, що приховане подання hK, корисне для реконструкції x, може також 

сприяти передбаченню відповідної мітки класу. Було показано, що сходові мережі 

досягають найсучасніших результатів на наборах даних зображень із частково 

розміченими даними, включаючи MNIST. Цікаво, що було відзначено покращення при 

використанні лише розмічених даних. Надалі була розширена архітектура сходової мережі 

до рекурентного налаштування, шляхом додавання з'єднання між кодерами та декодерами 

послідовних екземплярів мережі. 

Надалі був запропонований простіший і ефективніший у обчислювальному 

відношенні варіант сходових мереж. Цей метод, який зазвичай називають Γ-моделлю, 

включає вартість реконструкції тільки для останнього шару. Отже, немає потреби 

створювати повний декодер. Емпірично було показано, що Γ-модель забезпечує суттєве 

покращення продуктивності порівняно з відповідною повністю керованою моделлю. 

Було проведено широке емпіричне дослідження різних компонентів сходових 

мереж. Їх дослідження показало, що вартість реконструкції на першому шарі нейронної 

мережі у поєднанні із введенням шуму в цей шар надає вирішальний вплив на загальну 

продуктивність. Зазначимо, що ця архітектура відрізняється від Γ-моделі, що розглядає 

лише останній, а не перший шар мережі в оцінці помилки реконструкції.  

6.2.4. Псевдоансамблі 

Замість явно обурювати вхідні дані, можна обурювати і саму модель нейронної 

мережі. Потім можна підвищити надійність (робастність) моделі, наклавши штраф на 

різницю між активаціями обуреної мережі та вихідної мережі для одного входу. Було 

запропоновано загальну основу для цього підходу, в якій незбурена батьківська модель з 

параметрами θ обурюється для отримання однієї або більше дочірніх моделей. У цій 

структурі, яку вони називають псевдоансамблями, обурення виходить із розподілу шуму 

Ξ. Обурена мережа  ;f x   потім генерується на основі незбуреної батьківської мережі 

 f x  та вибірки ξ із розподілу шуму. Таким чином, напівкерована функція витрат 

складається з керованої частини та некерованої частини. Перша фіксує втрати обуреної 

мережі для зазначених вхідних даних, а друга – узгодженість у обурених мережах для 

немаркованих точок даних. 

Грунтуючись на цій схемі, було запропоновано напівкеровану функцію витрат. 

Розглянемо нейронну мережу з K шарами, і нехай  kf x  та  ;kf x   позначають 

активації k-го шару необуреної і обуреної мережі відповідно. Тоді функція вартості 

псевдоансамблю для нейронних мереж набуває вигляду 

  

  

1

1 2

1
E ; ,

1
                        E ; ,

l

i ii

n K K

k k ii k

L f y
l

V f
n

 

  

 
  

 
   

 



 

x

x

 

де втрати узгодженості Vk накладають штраф на різницю між активаціями необуреної та 

обуреної мереж на k-му шарі для одного і того ж входу; λk – відносна вага цього 

конкретного члена витрат (розглядаються розподіли за вхідними даними і, отже, 

використовуються очікування їх формалізмі; для узгодженості у межах цього опитування 

було замінено ці очікування середніми значеннями за наданими даними). Пропонується 

поступово збільшувати кожен k  з часом, фактично надаючи більшу вагу керованої мети 

на ранніх ітераціях. Одним з найбільш відомих методів створення шуму є dropout, який 
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випадково встановлює нульові ваги (тобто видаляє зв’язки в нейронній мережі) на кожній 

ітерації навчання. У запропонованій формі він застосовувався лише до керованої частини 

втрат. Однак було показано, що dropout можна легко застосувати до нерозмічених даних.  

Така структура не обмежується напівкерованими налаштуваннями: контрольований член 

функції утрат може бути застосований до будь-якого завдання навчання з учителем. Крім 

того, аналогічний підхід може бути застосований до інших алгоритмів навчання, крім 

нейронних мереж, хоча порівняння активації для кожного шару має бути замінено 

відповідною альтернативою. Звичайно, оскільки нейронні мережі повністю 

параметризовані вагою сполук, вони пропонують відносно просту реалізацію обурення 

моделі. 

6.2.5. Π-модель 

Замість того, щоб порівнювати активації необуреної батьківської моделі з 

активаціями обурених моделей у функції вартості, можна також порівнювати 

безпосередньо обурені моделі. Було запропоновано простий варіант цього підходу, коли 

навчаються дві обурені моделі нейронних мереж. Вони використовують dropout як процес 

обурення та штрафують відмінності у активації останнього шару двох мереж за 

допомогою квадратних втрат. Вага некерованого члена функції вартості починається з 

нуля і поступово збільшується. Цей підхід, який вони називають Π-моделлю, можна 

розглядати як простий варіант псевдоансамблей. 

6.2.6. Тимчасове ансамблювання 

Оскільки шумовий процес, що використовується в описаних вище методах є 

стохастичним, всю модель нейронної мережі можна вважати стохастичною моделлю. У Π-

моделі мережа регуляризується за рахунок штрафування різниці виходів двох обурених 

мережевих моделей, взятих з одного й того ж розподілу на тих самих вхідних даних. Ця 

ідея може бути поширена на більш ніж дві обурені моделі. У цьому підході було зроблено 

модифікацію, яка полягала у додатковому обуренні вхідних даних випадковими 

перетвореннями. Звісно, такі попарні порівняння збільшуватимуть час виконання кожної 

ітерації навчання квадратично за кількістю обурень. Псевдоансамблі вирішують цю 

проблему, порівнюючи активацію мережі з обуренням з активаціями моделі необуреної 

мережі. 

Було запропоновано різний підхід щодо об’єднання множинних обурень мережевої 

моделі: вони порівнюють активації нейронної мережі в кожну епоху з активаціями мережі 

в попередні епохи. Зокрема, після кожної епохи вони порівнюють вихід мережі з 

експоненційним ковзним середнім виходом мережі в попередніх епохах. Оскільки ваги 

з’єднань змінюються на кожній ітерації, це не можна вважати формою 

псевдоансамблювання, але концептуально це пов'язано, оскільки вихідні дані мережі 

згладжуються по множині обурень моделі. 

Цей підхід, який отримав назву тимчасового ансамблю, оскільки він штрафує 

різницю у вихідних даних мережі у різні моменти часу в процесі навчання, можна вважати 

розширенням моделі. Однак замість порівняння  ;if x  стосовно  ;if x  для 

, ,    він використовує порівняння з експоненціальним ковзним середнім активацій 

останнього шару в попередні епохи. Оскільки функція втрати для непомічених точок 

даних залежить від вихідних даних мережі на попередніх ітераціях, тимчасове 

ансамблювання тісно пов'язане з методами псевдомаркування, такими як підхід 

псевдометки та самонавчання. Однак принципова відмінність полягає в тому, що весь 

набір активацій останнього рівня порівнюється з активаціями попередньої мережевої 

моделі, тоді як підходи самонавчання та псевдометки перетворять ці вихідні дані на одне 

жорстке передбачення (псевдометка). 
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6.2.7. Злий учитель 

Під час навчання нейронної мережі з використанням тимчасового ансамблю 

немарковані точки даних входять у процес навчання з великими інтервалами. Оскільки 

активації кожного входу генеруються лише один раз за епоху, потрібно багато часу, щоб 

активації непомічених точок даних вплинули процес виведення. Було зроблено попутку 

подолати цю проблему, розглядаючи ковзні середні за вагами з’єднань, а не ковзні середні 

активації мережі. 

Зокрема, було запропоновано обчислювати експоненційну ковзну середню ваг на 

кожній ітерації навчання та порівнювати результуючі активації останнього шару з 

активаціями останнього шару при використанні останнього набору ваг. Крім того, вони 

накладали шум на вхідні дані для підвищення роботності. Формально розглянемо 

нейронну мережу з вагами Wt на ітерації t та безліччю усереднених ваг ˆ .tW  Таким чином, 

функція втрат  для немаркованого входу розраховується як 

   
2

ˆ ˆ( ) ; ; ,t tf W f W x x x  де x  та x  дві версії x із додаванням шума. Після 

розрахунку Wt+1. використовуючи зворотне поширення, 1
ˆ

tW   розраховується як 

1 1
ˆ ˆ (1 ) ,t t tW W W     , де α – швидкість загасання. Таку модель із усередненими 

вагами Ŵ  називають моделлю вчителя, а останню модель з вагами Wt – моделлю учня. Ця 

термінологія була прийнята в літературі при побудові напівкерованих нейронних мереж. 

6.2.8. Навчання віртуальному протистоянню 

Більшість підходів, що ґрунтуються на обуренні, які обговорювались досі, 

спрямовані на підвищення робастності до невеликих обурень вхідних даних. При цьому 

вони не враховують спрямованість обурення: шум, що вводиться, зазвичай ізотропний. 

Однак у кількох дослідженнях було висловлено припущення, що чутливість нейронних 

мереж до збурень на вході часто залежить від напряму цих збурень. 

Було запропоновано процедуру регуляризації, яка враховує напрямок обурення. 

Для кожної точки даних, позначеної чи не позначеної, обурення апроксимується 

відповідними вхідними даними, які призведуть до найбільшої зміни вихідних даних 

мережі (так званий шум змагань). Потім у функцію втрат включається член, який штрафує 

різницю у виходах даних мережі для обурених та необурених вхідних даних. Для 

незбуреної точки даних використовуються ваги попередньої ітерації оптимізації. 

Формально функція змагальних (англ. adversarial loss) втрат для вибірки x може бути 

визначена як  

    ˆ( ) ; , ; ,adD f W W  x x x  

де D – певна міра дивергенції; 
ad  – «ворожий» шум (advesarial noise), а Ŵ  – ваги 

попередньої мережі. Їхній підхід називається віртуальним змагальним навчанням, на честь 

методу керованого змагального навчання. В останньому підході вихідні дані для 

обуреного входу порівнюються з відповідними справжніми вихідними даними, а не 

вихідними даними мережі для необуреного вхідного сигналу. Таким чином, регулярні 

змагальні тренування можуть застосовуватися лише за умов навчання з учителем. 

Змагальне навчання і віртуальне змагальне навчання мають велику подібність зі 

стискаючими автоэнкодерами: там чутливість мережі до збурень на входах карається 

шляхом прямої оцінки похідних вихідних даних мережі по відношенню до вхідних даних. 

Надалі було запропоновано поєднувати концепції віртуального змагального 

навчання з Π-моделлю (див. Розділ 6.2.5). Замість того, щоб обурювати непомічені точки 
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даних ворожим шумом, застосовується змагальна маска dropout (adversarial dropout mask) 

до ваги мережі. По-перше, вибираємо випадкову маску dropout ϵs. Потім на деякій 

максимальній відстані від ϵs знаходимо маску dropout ϵadv, яка максимізує різницю між 

незбуреним виходом мережі та виходом мережі при застосуванні маски dropout. Тоді їхня 

функція втрат визначається як               

    ( ) ; , , ; , ,s adD f W f W   x x x  

де мережа параметризована вагами W, а також маскою dropout.  

6.2.9. Mixup з напівкеруванням 

Нейронні мережі, засновані на обуреннях, які ми досі обговорювали, покладаються 

на особливо сильну конкретизацію припущення про гладкість: вони заохочують 

передбачення мережі бути ідентичними для незначних збурень на вході, незалежно від 

напрямку обурення. 

Нещодавно кілька дослідників розглянули можливість застосування до входу 

великих збурень. У цьому сценарії напрямок обурення зазвичай має значення: коли 

обурення вказує на межу рішення, вихідні дані нейронної мережі (але не обов'язково 

результуюче присвоєння класу) зазвичай повинні змінюватися більше, ніж коли воно 

вказує на сторону від кордону рішення. 

Цей підхід був формалізований у методі керованого mixup (змішування), (Mixup – 

це метод навчання нейронної мережі, який генерує нові вибірки шляхом лінійної 

інтерполяції кількох вибірок та їх міток. Метод змішаного тренування має кращу 

здатність до узагальнення, ніж традиційний метод мінімізації емпіричного ризику) ERM)). 

У методі керованого mixup постулюється, що в надійному (робастному) класифікаторі 

передбачення для лінійної комбінації векторів ознак повинні бути лінійною комбінацією 

їх міток. Це включається шляхом навчання на доповнених точках даних на додаток до 

позначених вихідних зразків. З цією метою випадково вибираються пари точок даних (x, 

y) та (x', y') під час навчання та коефіцієнт інтерполяції λ із симетричного бета-розподілу 

Beta(α, α), де α – заданий гіперпараметр. Потім мережа навчається контрольованим чином 

(з учителем) на лінійно інтерполірованій точці даних  ˆ ˆ,x y  де 

 

 

ˆ 1 ,

ˆ 1 .

   

   

x x x

y y y
 

В результаті було досягнуто значного підвищення продуктивності в кількох 

сценаріях навчання. Найкращі результати були отримані, коли гіперпараметр бета-

розподілу відносно низький, що призводить до сильного зміщення розподілу в бік крайніх 

значень (тобто λ = 0 і λ = 1). Отже, переважна більшість інтерпольованих вибірок 

лежатиме дуже близько до будь-якої з двох вибраних точок даних. 

Інтерполяцію, що використовується при змішуванні (mixup), можна застосовувати і 

до немічених зразків шляхом інтерполяції пророків, а не істинних міток. Подальший 

розвиток цей похід отримав у результаті об'єднання mixup з підходом середнього вчителя 

(див. Розділ 6.2.7), визначивши цільову мітку для точки доповнених даних як лінійну 

інтерполяцію прогнозів моделі вчителя. При цьому інтерполяція застосовувалася лише до 

пар немаркованих точок даних, а не до змішаних пар маркованих та немаркованих точок 

даних. Надалі була запропонована напівкерована нейронна мережа, що складається з 

декількох керованих та напівкерованих компонентів, включаючи напівкероване 

розширення mixup. При виборі точок даних для інтерполяції не розрізняються марковані 

та немарковані точки даних. Потім для маркованих точок даних при інтерполяції 

використовується ця мітка; для немаркованих точок даних використовується мітка.  
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Mixup показує подібність із графовими методами (див. розділи 6.3 і 7): замість 

точкових обурень вони застосовують обурення, засновані на комбінаціях різних точок 

даних. Однак, на відміну від методів на основі графів, попарна схожість між точками 

даних не береться до уваги. Точні наслідки цього є цікавим напрямом для майбутніх 

досліджень. 

6.3. Багатовиди (Manifolds) 

Методи, що ґрунтуються на обуренні, безпосередньо використовують припущення 

про гладкість, знижуючи відмінності в поведінці класифікатора для невеликих змін 

вхідних даних або самого класифікатора. Однак можна припустити, що не всі дрібні зміни 

на вході повинні давати аналогічні дрібні зміни на виходах. Зокрема, якщо дані лежать на 

багатовидах меншої розмірності, можна очікувати, що класифікатор нечутливий лише до 

незначних змін уздовж багатовиду. Це спостереження відповідає припущенню про 

багатовид, який формує основу значної кількості алгоритмів навчання із частковим 

залученням вчителя. 

m-мірний багатовид– це підпростір вихідного вхідного простору, що локально 

нагадує евклідовий простір 
m

. 

Повторюючи визначення з розд. 2, припущення про багатовид свідчить, що (а) 

вхідний простір складається з безлічі багатовидів більш низької розмірності, на яких 

лежать всі точки даних, і (б) точки даних, що лежать на тому самому багатовиді більш 

низької розмірності, мають одну і ту ж мітку. Формально перша частина припущення про 

багатовид стверджує, що кожен умовний розподіл ймовірностей p(x|y) має структуру, яка 

відповідає об'єднанню одного або декількох ріманових багатовидів M. Друга частина, 

таким чином, встановлює, що точки на тому самому рімановому багатовиді М повинні 

мати таку ж мітку. Якщо ці припущення правильні, інформація про багатовиди, які 

присутні у вхідному просторі, може бути корисною для класифікації. 

У цьому розділі розглядатимуться два основних типи методів, що базуються на 

припущенні про багатовиди. 

По-перше, розглядаються методи регуляризації багатовидів, які визначають граф за 

точками даних та неявно карають відмінності у прогнозах для точок даних із невеликою 

геодезичною відстанню. По-друге, розглядаються методи апроксимації багатовиду, які 

явно оцінюють багатовиди M, на яких лежать дані, та відповідним чином оптимізують 

цільову функцію. 

6.3.1 Регуляризація багатовиду 

Розглянемо марковану точку даних xi та немарковану точку даних xj і припустимо, 

що xi лежить на деякому багатовиді M. Якщо xj також лежить на M, припущення про 

багатовид має на увазі, що воно, ймовірно, матиме ту ж мітку, що і xi. Крім того, 

припускаючи, що дані зосереджені на багатовидах меншої розмірності, можна очікувати, 

що на M буде більше точок даних x∗. 

Якщо є досить багато точок даних, можна, таким чином, очікувати, що існує 

певний «шлях», так званий геодезичний, від xj до xi, що проходить через інші розмічені 

або нерозмічені зразки, тому кожен сегмент шляху буде відносно коротким. Можна 

формалізувати це поняття шляху, визначивши граф по всіх точках даних, з'єднуючи пари 

точок даних, які знаходяться близько один до одного у вихідному просторі за допомогою 

ребра. Ваги ребер можуть використовуватися для вираження подібності. Це ключовий 

принцип, що лежить в основі методів на основі графів, які також становлять основу 

навчання з частковим залученням вчителя (див. розділ 7). 

Наслідуючи цю мотивацію, було сформульовано загальну основу для регуляризації 

індуктивних учнів з урахуванням багатовидів. Було розглянуто ядро K : X × X →  
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відповідним простором гіпотез HK та асоційованою нормою || · ||K. Для завдання навчання 

з учителем було сформульовано наступне загальне завдання оптимізації: 

  
2

1

minimize  , ,
K

l

i i Kf H
i

f y f




      x  

для деякої функції втрат ℓ  на маркованих даних. Тут γ позначає відносний вплив члена 

згладжування. Ця цільова функція одночасно карає за неправильну класифікацію та 

сприяє плавності функції передбачення. Для напівкерованої настройки було додано 

некерований член регуляризації, який штрафує відмінності у присвоєнні міток для пар 

точок даних, які мають пряме ребро між ними на графі. 

Таким чином, неявно вони заохочують точки даних на тому самому багатовиді 

отримувати однакові прогнози міток. 

Цей член некерованої регуляризації породжує клас методів регуляризації 

багатовиду. Розглянемо граф подібності із симетричною зваженою матрицею суміжності 

W, де W ij позначає схожість між точками даних xi та xj (W ij = 0, якщо точки не пов’язані). 

Нехай D позначає матрицю ступенів, яка є діагональною матрицею з 
1
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регуляризації багатовиду 2|| ||If   визначається як 
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Член регуляризації може бути виражений як fT · L · f, де L = D − W це лапласіан 

графа, а f ∈ 
n
 – вектор оцінок f для кожного xi. Остаточна задача оптимізації, включаючи 

член регуляризації багатовиду із рівняння (6.6), стає 

  
2

1

minimize  , ,
K

l

i i Kf H
i

f y f




      x                                (6.7) 

де γU визначає відносний вплив члена регуляризації багатовиду. Ця загальна схема 

призводить до частково керованих розширень популярних алгоритмів навчання з 

учителем, таких як машини опорних векторів Лапласа (LapSVM), де функція втрат  

визначається як завісні втрати, тобто    ˆ ˆ, max 1 ,0 .y y yy 
 

 

Рис. 6.1. Графік функції завісних втрат (англ. hinge loss) 

На графіку функції завісних втрат (англ. hinge loss) (синій, виміряний по вертикалі) 

в порівнянні з втратою нуль-один (вимірений по вертикалі; неправильна класифікація, 

зелений): y < 0) для t = 1 та змінної y (виміряної по горизонталі). 

https://uk.wikipedia.org/wiki/%D0%90%D0%BD%D0%B3%D0%BB%D1%96%D0%B9%D1%81%D1%8C%D0%BA%D0%B0_%D0%BC%D0%BE%D0%B2%D0%B0
https://uk.wikipedia.org/wiki/%D0%90%D0%BD%D0%B3%D0%BB%D1%96%D0%B9%D1%81%D1%8C%D0%BA%D0%B0_%D0%BC%D0%BE%D0%B2%D0%B0
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Зверніть увагу, що завісні втрати карають передбачення y < 1, що відповідає 

поняттю запасу в машині опорних векторів. По осі y відкладено завісну втрату  y , а по 

осі x відкладено параметр t. 

Завісні втрати у машинному навчанні – це функція втрат, що використовується для 

навчання класифікаторів. Завісні втрати використовують для максимальної класифікації 

поділу, переважно для опорних векторних машин (ОВМ). Для поміченого виходу t = ±1 та 

оцінки класифікатора y завісна втрата передбачення y визначається як  

   max 0,1 .y t y    

Слід зазначити, що у y є «сирим» значенням функції прийняття рішення у 

класифікаторі, а чи не міткою класу. Наприклад, у лінійних ОВМ y b  w x  де ,bw  є 

параметрами гіперплощини та х – точка, яку слід класифікувати. 

Зрозуміло, що коли t та y мають однаковий знак (що означає, що y вказує 

правильний клас) та 1,y   тоді завісні втрати   0y  , а коли вони мають різні знаки, 

то  y  зростає лінійно від y (одностороння помилка). Пояснення, чому завісні втрати 

дають кращу оцінку втрат, ніж нуль-один представлено на рис. 6.1. 

Керована ціль LapSVM максимізує запас (маржу), а некерована ціль максимізує 

узгодженість прогнозів по багатовидам, що оцінюються. Було запропоновано вирішувати 

отриману задачу мінімізації втрат у її подвійній формі: аналогічно популярним методам 

рішення SVM з учителем за часом O(n3). Надалі було запропоновано вирішувати задачу 

оптимізації у її вихідній формі. Поєднуючи критерій ранньої зупинки з попередньо 

обумовленим сполученим градієнтом, була зменшена тимчасова складність до O(с ⋅ n2) 

для деякого c, яке, як показано емпірично, значно менше n. Наступною модифікацією 

даного підходу було розширення «близнятових» SVM (оптимізують дві цільові функції, 

подібні до SVM), щоб отримати дві непаралельні межі рішень (по одній для кожного 

класу), щоб включити член регуляризації LapSVM. Надалі було запропоновано розширити 

регулювання багатовиду до структури спільної регуляризації (див. розділ 4.2). У 

результаті будувалися два класифікатори, використовуючи цільову функцію, аналогічну 

функції LapSVM для двох різних уявлень. Було проведено теоретичний аналіз структури 

регуляризації багатовиду та проаналізовано його корисність у навчанні з частковим 

залученням вчителя. 

Надалі було запропоновано включити член регуляризації багатовиду до 

генеративної моделі. Розподіл, що генерує дані, було виражено як змішана модель, де 

багатовид локально апроксимується компонентом змішаної моделі. Їхня функція втрат 

складається з регуляризатора над графом та генеративної складової. Було запропоновано 

включити множинний термін регулювання в глибокі нейронні мережі. Було 

запропоновано кілька методів включення структури багатовиду за допомогою 

допоміжного завдання вбудовування (англ. embedding task), що спонукає приховані 

уявлення в нейронній мережі схожими на аналогічні вхідні дані. Крім того, було 

запропоновано включити член регуляризації, який явно розсуває приховані уявлення 

несхожих точок даних (визначаються як сусідні в базовому графі) далі один від одного. 

Цей підхід було застосовано до класифікації гіперспектрального зображення. Нещодавно 

було запропоновано використовувати функцію втрат, яка заохочує точки даних з 

однаковими мітками, або передбаченими (для немаркованих точок даних), або істинними 

(для маркованих точок даних), щоб мати аналогічні приховані уявлення в 

передостанньому шарі. Крім того, він заохочує несхожість прихованих уявлень точок 

даних із різними передбаченими мітками. 

Процес побудови графа нетривіальний і включає безліч гіперпараметрів. 

Наприклад, можна використовувати різні критерії зв'язності та схеми зважування ребер. 
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Це робить ефективність різних методів регуляризації багатовиду сильно залежним від 

налаштувань гіперпараметрів. Цю проблему намагалися подолати шляхом попереднього 

вибору набору лапласіянів-кандидатів, використовуючи різні параметри гіперпараметрів. 

Потім було поставлено задачу оптимізації як знаходження лінійної комбінації лапласіянів, 

яка мінімізує ціль регуляризації багатовиду. Формально нехай є m кандидатів-лапласіанів 

L1, ..., Lm. Припустимо, що оптимальний багатовид L∗ лежить у опуклій оболонці L1, ..., Lm, 

тобто 
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 і  µj ≥ 0 для j = 1,...,m. Оскільки кожен Lj є допустимим 

графовим лапласіаном, їхня лінійна комбінація також є допустимим графовим 

лапласіаном. Використовуючи експоненційні ваги в лапласіані, член регуляризації 
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f  – член регуляризації багатовиду для лапласіана-кандидата Lj. Цей остаточний 

член регуляризації потім використовується у вихідному задачі оптимізації з рівняння (6.7), 

з додаванням члена регуляризації ||µ||2 для запобігання перенавчання оптимізатора на один 

багатовид та обмеження 
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Потім цільова функція оптимізується щодо µ і f, що було запропоновано зробити в 

стилі EM (тобто по черзі виправляючи одне та оптимізуючи інше). Було 

продемонстровано, що цей підхід, який називається регуляризацією ансамблевого 

багатовиду, перевершує LapSVM стосовно цільової функції SVM як на синтетичних, так і 

на реальних наборах даних. 

Методи побудови графів переважно вивчалися у тих трансдуктивного 

напівконтрольованого навчання. Докладно розглянемо ці методи розд. 7. 

6.3.2 Апроксимація багатовиду 

Методи регуляризації багатовиду вводять член регуляризації, який безпосередньо 

відбиває той факт, що багатовиди локально являють собою евклідове простір меншої 

розмірності. Однак можна розглянути двоетапний підхід, коли багатовид спочатку явно 

апроксимується, а потім використовується в задачі класифікації. Це підхід, який 

використовується методами апроксимації багатовиду, які будують явне уявлення 

багатовиду. Зауважимо, що такі підходи мають тісний зв'язок, а в деяких випадках навіть 

можуть розглядатися як попередня обробка із частковим залученням вчителя (див. 

Розділ 5). 

Було розроблено підхід, у якому багатовиди спочатку оцінюються з використанням 

стискаючих автоенкодерів (англ. contractive autoencoders (CAE)), а потім використовується 

алгоритм навчання з частковим залученням вчителя. Стискаючі автоенкодери – це варіант 

автоенкодерів, які, на додаток до звичайного члена вартості реконструкції в 

автоенкодерах, штрафують похідні вихідних активацій по відношенню до вхідних 

значень. Вчиняючи таким чином, вони штрафують чутливість вивчених ознак до 

невеликих збурень вхідних даних, не покладаючись на вибірку цих збурень (як це роблять 

автоенкодери з шумом придушення). При цьому CAEs не просто штрафують чутливість 

до невеликих збурень у вхідних даних, але й штрафують невеликі збурення вхідних даних 

вздовж багатовиду. Цей ефект виникає через баланс між сприянням реконструкції та 

штрафуванням чутливості до вхідних даних. В основі цього підходу лежить припущення 

про багатовиди. 
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Функція втрат L, використовувана стискаючими (англ. contractive) автоенкодерами 

з функцією вартості реконструкції (.,.) , що дорівнює 
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де ||J||F – норма Фробеніуса матриці Якобі виходів по відношенню до входів, тобто сума 

квадратів часних похідних для кожної активації виходу по відношенню до кожного 

вхідного значення. Надалі було додатково запропоновано штрафувати гесіан вихідних 

значень. 

Через обчислювальну складність точного обчислення гесіана його пропонують 

апроксимувати як різницю між якобіанами, що відповідають малим обуренням входу.  

Використовуючи розкладання за сингулярними числами, оцінюють дотичну 

площину в кожній вхідній точці, щоб апроксимувати фактичні багатовиди. В результаті 

відстань між двома точками даних вздовж багатовиду може бути оцінена і згодом 

використано в класифікації, наприклад, за допомогою алгоритму k-найближчих сусідів. 

Крім того, запропоновано використовувати глибоку нейронну мережу, попередньо 

навчену з кількома складеними стискаючими автоенкодерами, де до функції втрат 

додається додатковий член, щоб явно оштрафувати чутливість вихідних даних до обурень 

уздовж дотичної площини. 

Багатовид можна описати як набір діаграм, що перекриваються, кожна з яких має 

просту геометрію, які разом охоплюють все різноманіття. Така збірка карт відома як атлас. 

Було запропоновано явно апроксимувати ці карти, пов'язуючи кожну з афінним 

підпростором. Вони чергуються між присвоєнням точок даних діаграм (charts) і вибором 

афінного підпростору, найкращим чином відповідним даним кожної діаграми. Діаграми 

ініціалізуються з використанням аналізу основних компонентів на наборі випадкових 

підпросторів. Звідси виходить набір діаграм і м'яке присвоєння точок діаграм (оскільки 

точки можуть бути пов'язані з більш ніж однією діаграмою). Нарешті, з цих діаграм та 

м'яких завдань генеруються ядра, які потім використовуються у SVM, яка навчається з 

учителем. 

6.4. Генеративні моделі 

Усі вищезгадані методи є дискримінативними: їх єдина мета – вивести функцію, 

яка може класифікувати точки даних. У деяких випадках вони дають імовірнісні прогнози; 

в інших вони дають лише найімовірніший клас для призначення. У всіх випадках вони 

підходять до проблеми класифікації без явного моделювання будь-яких розподілів, що 

генерують дані. Навпаки, основною метою методів, що базуються на генеративних 

моделях, є моделювання процесу, що генерує дані. Коли така генеративна модель 

обумовлена даною міткою y, її також можна використовувати для класифікації. 

6.4.1. Змішані моделі 

Якщо доступні попередні знання про p(x, y), генеративні моделі можуть бути дуже 

сильними. Наприклад, розглянемо випадок, коли відомо, що наші дані p(x, y) складаються 

із суміші k розподілів Гаусса, кожне з яких відповідає певному класу. Більшість 

дискримінаційних методів не зможуть належним чином включити цю попередню 

інформацію. Натомість можна було б найкраще просто зафіксувати модель як суміш k 

гауссівських компонентів. Кожна компонента j = 1,...,k має три параметри: вага πj (де 

1
1

k

jj
  ), вектор середнього µj та коваріаційна матриця ∑j. 

Потім можна вивести найімовірніші параметри, наприклад, за допомогою 

максимізації очікування. Ця модель є генеративною: вона моделює розподіл p(x, y), з 

якого можуть бути взяті приклади (x, y). Потім модель також можна використовувати для 

https://uk.wikipedia.org/wiki/%D0%90%D0%BD%D0%B3%D0%BB%D1%96%D0%B9%D1%81%D1%8C%D0%BA%D0%B0_%D0%BC%D0%BE%D0%B2%D0%B0


72 

класифікації: оскільки процедура виведення дає оцінку  p̂ x y  умовного розподілу p(x|y), 

можна просто привласнити непоміченою точкою даних xi ∈ XU клас c, який максимізує 

 ˆ ( ).i i ip y c p y c  x  У разі гаусових змішаних моделей, описаних раніше, p(yi = c) = πc. 

Застосування змішаних моделей до генеративного моделювання пов'язане з 

кількома застереженнями. По-перше, змішана модель має бути ідентифікованою: вибір 

кожного окремого параметра змішаної моделі повинен визначати окремий спільний 

розподіл аж до перестановки компонентів суміші. По-друге, змішані моделі ґрунтуються 

на критичному припущенні, що передбачувана модель вірна. Якщо модель неправильна, 

тобто справжнє розподіл p(x, y) відповідає передбачуваної моделі, нерозмічені дані 

можуть зашкодити продуктивність, а чи не поліпшувати її. У реальних програмах 

припущення про правильність моделі рідко виконується. Отже, використання змішаних 

моделей для генеративного моделювання довести складно. Існують деякі підходи до 

пом'якшення цих проблем; наприклад, варіювання впливу немаркованих даних на EМ. 

Однак жорсткість змішаних моделей змусила звернути увагу на гнучкіші класи 

генеративних моделей. 

6.4.2. Генеративно-змагальні мережі 

Нещодавно було запропоновано новий тип парадигми навчання, відомий як 

генеративно-змагальні мережі (GAN), заснований на ідеї одночасного створення 

генеративних та дискримінативних учнів. Як правило, реалізований з використанням 

нейронних мереж цей підхід одночасно навчає генеративну модель, якій доручено 

генерувати точки даних, які важко відрізнити від реальних даних, і дискримінативний 

класифікатор, якому доручено передбачення того, чи є дана точка даних «реальною» або 

«фальшивою» (тобто штучно згенерованою). 

Дискримінатор D із параметрами θ(D) і генератор G с параметрами θ(G) одночасно 

навчаються оптимізації однієї цільової функції. Зауважимо, що мета дискримінатора – 

мінімізувати цільову функцію, а мета генератора – максимізувати її. Дискримінативна 

функція D виражає ймовірність того, що точка даних x є реальною; генеруюча функція G 

генерує точку даних x із вектора шуму z, обраного з деякого розподілу p(z). 

Тоді функція вартості складається із двох членів; перший з них виражає здатність 

дискримінатора ідентифікувати справжні точки даних як такі, та його оптимізація включає 

лише дискримінатор. 

Другий член виражає здатність дискримінатора ідентифікувати підроблені точки 

даних, і його оптимізація включає як дискримінатор, так і генератор. Формально 

розглядаючи реальні дані як приклади (зразки) з деякого базового розподілу ймовірностей 

p(x) задачу оптимізації можна сформулювати як  

    x (x) ( )min max ( , ) E log ( ) E log 1 ( ) ,p p
G D

V D G D D G    z zx z                  (6.8) 

де параметризації D за допомогою θ(D) та G через θ(G) опущені для стислості. 

Генератор та дискримінатор проходять навчання по черзі. На кожному етапі 

навчання з даних про навчання взято кілька реальних даних, а кілька підроблених точок 

даних генеруються за допомогою G за допомогою вибірки з p (z). 

Потім відповідні параметри θ(D) та θ(R) Дискримінатор та генератор налаштовані 

незалежно з метою оптимізації емпіричної функції цілі відповідно до зразків, що 

використовують градієнтний спуск. 

Зазвичай, GANS навчається без вчителя: вони складаються з генеративної моделі, 

навченої за необґрунтованими даними, у поєднанні з дискримінаційним класифікатором, 

який використовується для оцінки якості генератора. 

Однак є розширення для підтримки класифікації в GANS. Ці методи також 

використовують генератор та дискримінатор, але вони вчать дискримінатора 
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ідентифікувати різні класи, а не просто відрізняти реальні точки даних від підроблених. 

Таким чином, GANS, природно, поширюється у випадку навчання з частковою участю 

вчителя: суто дискримінаційний компонент члена втрат (перший член вартості в рівнянні 

(6.8)) може бути легко розширений, щоб включити справжні позначки, коли вони є 

відомий. 

Було запропоновано розширити дискримінатор GAN для використання |Y| виходів, 

відповідних |Y| можливим класам. У своєму методі, названому CatGAN, вони адаптують 

функцію вартості GAN, щоб увімкнути член крос-ентропійної вартості, який штрафує 

дискримінатор за неправильну класифікацію реальних даних. Здатність дискримінатора 

відрізняти реальні точки даних від підроблених оцінюється з урахуванням ентропії його 

вихідних даних: для підроблених даних дискримінатор повинен бути невпевнений у тому, 

який клас слід призначати, тоді як він має бути впевненим у своєму прогнозі для реальних 

точок даних. Крім того, вони додають член вартості, щоб спонукати генератор призначати 

рівну ймовірність генерації кожного класу. Зазначається, що CatGAN також можна 

використовувати серед налаштувань без вчителя, якщо виключити термін крос-

ентропійної вартості. 

Надалі розширили GAN до налаштування із частковим залученням вчителя, 

використовуючи виходи |Y| + 1, де виходи 1, ..., |Y| відповідають окремим класам, а вихід 

|Y| + 1 використовується для позначення підроблених точок даних. Функція втрат 

адаптується включення перехресних ентропійних втрат прогнозу, дають справжню мітку 

для розмічених точок даних. В іншому випадку функцію втрат не потрібно суттєво 

змінювати: при поданні немаркованої точки даних оцінка дискримінатором того, що точка 

даних не є помилковою, може бути розрахована як 
1

( )
Y

c cD
 x  для точки даних x, де Dc(x) 

– значення виходу з дискримінатора. Було показано, що для того, щоб метод покращив 

продуктивність порівняно з дискримінатором сам по собі, розподіл, змодельований 

генератором, повинен доповнювати справжнє розподілення даних: він повинен 

призначати високу щільність ймовірності областям у вхідному просторі, які мають низьку 

щільність у розподілі. 

Замість того, щоб використовувати дискримінатор для визначення як класу, так і 

справжності точок даних, можна використовувати окрему дискримінативну модель для 

кожної задачі. Це підхід, що використовується в потрійних змагальних мережах, де 

використовується один дискримінатор для класифікації точок даних, а іншому доручено 

відрізняти дані від підроблених. 

6.4.3. Варіаційні автоенкодери 

Крім GANs, останніми роками були зроблені подальші зусилля щодо створення 

напівкерованих моделей глибокої генерації. Одним із примітних прикладів є пропозиція 

варіаційних автоенкодерів (англ. variational autoencoders(VAE)) та їх застосування в 

машинному навчанні з частковим залученням вчителя. 

Запропоновані варіаційні автоенкодери є типом моделі прихованих змінних, яка 

розглядає кожну точку даних x, як згенеровану з вектора прихованих змінних z. 

Традиційні моделі з прихованими змінними, такі як автоенкодери, зазвичай дають модель 

з дуже складним розподілом p(z), що дуже ускладнює їхнє використання для 

семплювання. 

Навпаки, VAEs обмежують p(z) простим розподілом, таким як стандартний 

багатовимірний розподіл Гауса, з якого семплювання виконується безпосередньо. Потім 

перетворення від p(z) до деякого складнішого розподілу p(x|z) залишається за декодером. 

Під час навчання енкодер використовується для визначення параметрів розподілу 

p(x|z) на основі точки даних x. Щоб згенерувати реконструкції x, приховані вектори z 

можуть бути семпльовані з цього розподілу і пропущені через декодер. Декодер і енкодер 

спільно навчаються, шляхом мінімізації комбінованої функції вартості, що складається з 



74 

(6.1) дивергенції (розбіжності) Кульбака–Лейблера між апостеріорним розподілом p(z|x) і 

деяким простим апріорним розподілом p(z) та (6.2) – вартість реконструкції виходів 

автоенкодера для вхідних даних Перший член вкрай важливий: він дозволяє 

використовувати декодер як генеративну модель, приймаючи приховані вектори, які 

безпосередньо вибираються з p(z). 

Для стислості не будемо вдаватися до подробиць, що стосуються процедури 

навчання VAEs, яка включає нетривіальний етап зворотного поширення через процедуру 

семплювання. 

Пропонується двокрокова модель використання VAEs для напівкерованого 

навчання. На першому кроці VAE навчається як на немаркованих, так і на маркованих 

даних, щоб отримати значні приховані уявлення з точок даних. Саме це можна розглядати 

як некерований етап попередньої обробки, що дозволяє використовувати приховані 

уявлення будь-яким класифікатором з учителем. 

На другому етапі вони реалізують VAE, в якому приховане уявлення доповнюється 

вектором міток yi, який містить справжні мітки гарячого кодування для помічених точок 

даних і обробляється як прихована додаткова змінна для немаркованих даних. Крім того, в 

декодер вводиться класифікаційна мережа, яка виводить прогнози міток. 

7. Трансдуктивні методи 

Усі напівкеровані методи навчання, описані в попередніх розділах, були 
індуктивними алгоритмами: їхня основна мета полягала в тому, щоб використовувати як 

розмічені, так і нерозмічені дані для побудови процедури, здатної надавати прогнози 
міток для точок даних у всьому вхідному просторі. Для індуктивних учнів можемо чітко 
розрізняти фазу навчання та фазу тестування: на фазі навчання для побудови 
класифікатора використовуються марковані дані (XL, yL) і немарковані дані XU. На фазі 

тестування цей класифікатор використовується для незалежної класифікації немаркованих 
або інших невидимих точок даних. 

У цьому розділі обговоримо трансдуктивні алгоритми, які становлять другий 

основний клас методів навчання із частковим залученням вчителя. На відміну від 
індуктивних алгоритмів, трансдуктивні алгоритми не створюють провісник, який може 
працювати у всьому вхідному просторі. Натомість трансдуктивні методи дають набір 

прогнозів для безлічі немаркованих точок даних, наданих алгоритму навчання. Таким 
чином, на відміну від індуктивної установки, не можемо розрізняти фазу навчання та фазу 
тестування: трансдуктивні алгоритми одержують марковані дані (XL, yL) та немарковані 

дані XU виводять виключно прогнози ˆUy  для немаркованих даних. 

Трансдуктивні методи зазвичай визначають граф за всіма точками даних, як 

маркованими, так і немаркованими, кодуючи попарну подібність точок даних за 
допомогою можливо зважених ребер. Потім визначається та оптимізується цільова 
функція для досягнення двох цілей: 

1. Для позначених точок даних передбачені мітки мають збігатися з дійсними 

мітками. 
2. Подібні точки даних, як визначено за допомогою графа подібності, повинні мати 

однакові передбачення міток. 

Іншими словами, ці методи сприяють узгодженим прогнозам для аналогічних точок 

даних з урахуванням відомих міток. Існує близька подібність між цими методами та 

індуктивними методами на основі різноманіття з розд. 6.3. Обидва методи будують граф 

за точками даних та використовують попарну подібність між точками даних для 

апроксимації більш складних структур. Єдина суттєва різниця між ними полягає в тому, 

що індуктивні методи прагнуть отримати класифікатор, який може працювати у всьому 

вхідному просторі, тоді як трансдуктивні методи дають прогнози лише для заданого 

набору немаркованих точок даних. Спільно ці методи часто називають методами з 

урахуванням графів. 
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У розділі 6.3 ми зосередилися на інтерпретації та мотивації методів на основі 

графів, виходячи з теоретичної перспективи різноманіття. Проте розвиток методів з 

урахуванням трансдуктивних графів, зазвичай, безпосередньо залежить від двох критеріїв 

оптимізації, що викладено вище. Цей розділ, в якому обговорюється трансдуктивне 

навчання з частковим залученням вчителя, дотримується цієї лінії міркувань. 

7.1. Загальна основа для методів на основі графів 

Методи навчання з частковим залученням вчителя на основі графів зазвичай 

включають три окремі етапи: створення графа, зважування графа та висновок. На 

першому етапі вузли (що представляють точки даних) у графі з'єднуються один з одним 

на основі певної міри подібності. На другому етапі отримані ребра зважуються, що дає 

вагову матрицю. Перші два кроки разом зазвичай називають фазою побудови графа. Після 

побудови графа ми маємо граф, що складається з безлічі вузлів V = {v1,...,vn}, відповідних 

точок даних, та n×n ваговій матриці W, що містить ваги ребер для всіх пар вузлів, де 

нульова вага ребра вказує на відсутність ребра. У частині цього розділу терміни «вузол» і 

«точка даних» використовуються взаємозамінно в контексті методів на основі графів.  

Після того, як графік побудований, він використовується для отримання 

передбачень
 
ˆ

Uy  для немаркованих точок даних. Загальна форма цільових функцій для 

трансдуктивних методів на основі графів містить один компонент для штрафування 

передбачуваних міток, які не відповідають справжній мітці, і ще один компонент для 

штрафу за відмінності в прогнозах міток для пов'язаних точок даних. Формально, задаючи 

функцію втрат з учителем ℓ  для розмічених даних та функцію втрат для навчання з 

частковим залученням вчителя ℓU для пар маркованих або немаркованих точок даних, 

трансдуктивні методи на основі графа намагаються знайти маркування ŷ , яка мінімізує 
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                                    (7.1) 

де λ визначає відносну важливість керованого члена. Крім того, деякі методи, що 

базуються на графах, накладають додатковий унарний член регуляризації на немарковані 

передбачення. Ця загальна структура для методів з урахуванням графів допускає безліч 

варіацій кожному зі своїх кроків. Формулювання є звичайним у графових методах, і 

можна показати, що більшість алгоритмів виведення на основі графів вписуються в цю 

структуру. Він також присутній у структурі регуляризації різноманіття, що обговорюється 

в розд. 6.3. 

Для побудови графа більшість методів на основі графів покладаються на локальну 

схожість між точками даних у вхідному просторі, пов'язуючи точки даних зі схожими 

ознаками. В цьому випадку вони неявно покладаються на припущення про гладкість на 

додаток до припущення про різноманіття. Можна провести паралель між такими 

графовими методами та керованими методами найближчих сусідів. Останні пророкують 

мітку немаркованої точки даних, дивлячись на мітки схожих (тобто близьких) позначених 

точок даних; Методи з урахуванням графів також враховують подібність між парами 

немаркованих точок даних. Використовуючи цю інформацію, мітки можуть поширюватися 

транзитивно від маркованої точки даних до немаркованої точки даних через інші точки 

даних, як марковані, так і немарковані. У цьому сенсі можна побачити деякі засновані на 

графах методи, як напівкеровані розширення методів найближчого сусіда. 

Спектр методів навчання з частковим залученням вчителя на основі графів може 

бути ефективно структурований на основі різних підходів на двох основних етапах, тобто 

побудови графа та логічного висновку. Рання робота з методів з урахуванням графів було 

зосереджено переважно другий фазі, тобто. залишивши побудову графа маловивченою 

темою. Було зазначено, що цей дисбаланс може бути несправедливим і побудова графа 

може вплинути на ефективність класифікатора. У пізнішій роботі цей дисбаланс було 

усунуто, і з того часу побудова графів стала предметом значного дослідницького інтересу.  
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Трансдуктивні методи з урахуванням графів було запроваджено на початку 2000-х, 

а методи виведення з урахуванням графів особливо інтенсивно вивчалися у наступне 

десятиліття. Значна частина досліджень, проведених у цій галузі, відбито у огляді 

навчання з частковим залученням вчителя. 

7.2. Виведення на графах 

Процес виведення у трансдуктивних методах складається з формування прогнозів 

ˆ
Uy  для немаркованих точок даних XU. Якщо передбачені мітки маркованих даних не 

прив'язані до істинних міток у процесі виведення, оптимізація продовжується за всією 

множиною міток ŷ . 

Було запропоновано багато підходів для оптимізації виразу (7.1); як правило, вони 

відрізняються конкретним вибором функцій втрат ℓ і ℓU та параметром компромісу λ. Крім 

того, деякі методи роблять висновок тільки про найбільш ймовірне присвоєння мітки ŷ , 

тоді як інші оцінюють граничні розподілу ймовірностей. Спільно ці варіації породжують 
безліч різних методів виведення з урахуванням графів. 

Хоча загальна цільова функція з виразу (7.1) застосовна і до багатокласового 
налаштування, багато заснованих на графах методів природно не виходять за рамки 
бінарної класифікації. Методи висновку, на яких ми зосередимося надалі, переважно 

розглядають випадок бінарної класифікації. 

7.2.1. Призначення жорстких міток: граф min-cut 

Перший напівкерований метод класифікації на основі графа був пов’язаний із 

побудовою графа з використанням алгоритму k найближчих сусідів та ε-околиці (що 

з'єднують пари точок даних з відстанню менше ніж ε). При цьому ваги ребер були 

фіксованими та однаковими, але експериментували зі зміною ваги ребер між 

немаркованими точками даних порівняно з іншими ребрами. 

Після того, як граф збудований, до проблеми оптимізації підходять з погляду min-

cut перспективи. Зокрема, додається один вузол-джерело ν+, пов'язаний з нескінченною 

вагою з позитивними точками даних, і один вузол-приймач ν–, пов'язаний з нескінченною 

вагою з негативними точками даних. Таким чином, визначення min-cut відповідає 

знаходженням безлічі ребер з мінімальною сукупною вагою, видалення яких призводить 

до отримання графа без шляхів від вихідного вузла до вузла-приймача. Усі немарковані 

вузли в результувальному графі, що знаходяться в компоненті, що містить ν+, 

позначаються як позитивні, а всі немарковані вузли, що знаходяться в компоненті, що 

містить ν–, позначаються як негативні. 

Идею min-cut можно выразить по другому: а именно как задачу графового 

сокращения (min-cut также известного как st-cut). Другой вариант перевода min-cut – 

минимальный разрез. В бинарном случае положительные метки действуют как источники, 

а отрицательные – как приемники. Цель состоит в том, чтобы найти минимальное 

множество ребер, удаление которых блокирует все потоки от истоков к стокам. Узлы, 

соединяющиеся с источниками, затем помечаются как положительные, а узлы с 

приемниками – как отрицательные. Эквивалентно mincut – это мода марковского 

случайного поля с бинарными метками (машина Больцмана). 

Можна бачити, що підхід min-cut мінімізує загальну цільову функцію виразу (7.1) у 

міру того, як λ наближається до нескінченності (фіксація передбачень помічених точок 

даних до їхніх істинних міток) і    ˆ ˆ
ˆ ˆ, 1 ,

i j
i j y y

y y


  де 1 – індикаторна функція. Зауважимо, 

що якщо використовуються мітки 0 і 1, функція втрат для немаркованих даних відповідає 

квадратичної вартості, тобто. 
   

2

ˆ ˆ
ˆ ˆ1 , .

i j
i jy y

y y


  Відповідну цільову функцію можна 

записати як 
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                                       (7.2) 

Цю цільову функцію можна записати в альтернативній формі, використовуючи 

лапласіан графа L = D – W (де D – діагональна матриця, що містить ступінь для вузла i в 

Dii) наступним чином: 

 
2

1
ˆ ˆ ˆ2 .

l

i ii
y y L


     Ty y  

Запропонували використовувати метод мінімального розрізу для класифікації в 
контексті аналізу настроїв. Було зазначено, що замість того, щоб прив’язувати 
передбачені мітки розмічених даних до їхніх істинних міток, можна також привласнити 

кінцеву вагу ребрам, що з’єднує вузли джерела та приймача з позначеними точками 
даних, вказуючи на впевненість у будь-якій класифікації з точки зору перспективи 
окремої точки даних. 

Підхід з мінімальним розрізом може легко призвести до вироджених розрізів, що 

дає рішення, в якому майже всі немарковані дані потрапляють до одного і того ж 
компонента графа. Така поведінка відбувається через те, що більш збалансовані розрізи 
зазвичай мають більше потенційних ребер для розрізання: коли розріз призводить до 

поділу на негативні вузли ν– і позитивні вузли ν+, кількість ребер, які необхідно розрізати, 
потенційно дорівнює | ν+|·| ν–|. Було запропоновано нормалізувати цільову функцію 
мінімального розрізу на основі потенційної кількості ребер, що розрізаються, 

використовуючи спектральні методи для вирішення отриманої задачі оптимізації.  
Оскільки алгоритм мінімального розрізу оптимізує двійковий вектор, він дозволяє 

витягувати граничні ймовірності. Щоб вирішити цю проблему, було запропоновано 
побудувати ансамбль min-cut класифікаторів, кожен з яких знаходить мінімальний розріз 

на випадково обуреному варіанті збудованого графа, отриманого додаванням шуму до ваг 
ребер. Потім ймовірності передбачення просто розраховуються як частка класифікаторів, 
що передбачають цю мітку. 

7.2.2. Імовірнісні присвоєння міток: марківські випадкові поля 

Відсутність принципового та ефективного способу оцінки ймовірностей 
класифікації є фундаментальним недоліком методу min-cut для виведення на основі графа. 
У багатьох випадках необхідно оцінити ймовірність P(yi = c) того, що немаркована точка 

даних xi має мітку c. Проте стандартний min-cut забезпечує лише жорстку класифікацію 
(тобто виводить лише мітки класів, а чи не ймовірності). Підхід до графових методів з 
погляду марківських випадкових полів забезпечує потенційне вирішення цієї проблеми. 

Далі, з невеликим зловживанням позначення, використовуємо X і x для позначення 
випадкових змінних та їх реалізації відповідно, а не точок даних. 

Теорема Хаммерслі–Кліффорд (Hammersley–Clifford) стверджує, що розподіл 
ймовірностей P(X = x) для випадкових величин X1, ..., Xn відповідає марківському 

випадковому полю, якщо існує граф G такий, що спільна функція ймовірності P(X = x) 
може бути факторизована за (максимальними) кліками групи G. Іншими словами, P(X = x) 
відповідає марківському випадковому полю, утвореному G, якщо 

1
( ) ( ),

G

c c

c C

P X x x
Z 

     

де Z – константа нормалізації, CG – множина кліків в G, ψc – довільна функція, xc містить 

реалізації випадкових змінних у кліку c. Використовуючи теорему Хаммерслі–Кліффорда, 
можна показати, що загальна мінімізація для графових методів, сформульована у виразі 
(7.1), може бути виражена у вигляді марковського випадкового поля. Нехай G позначає 

граф з ваговою матрицею W, отриманий на етапі побудови графа, та нехай  1
ˆ ˆ ˆ,..., nY Y Y  – 

набір випадкових величин, що відповідають передбаченим міткам (тобто 0 або 1) для 
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точок даних x1, ..., xn. Розширимо G, з'єднавши кожен вузол ˆ
iY , який відповідає позначеній 

точці даних xi, з допоміжним вузлом 
iY   який відповідає випадковій змінній, яка може 

отримати лише справжню мітку yi. Позначимо весь набір випадкових величин, або вузлів, 

як ˆ ,Y Y Y    де Y   містить усі допоміжні вузли (технічно ˆ,Y Y   і Y є списками, а не 

множинами, але, слідуючи загальноприйнятій практиці у літературі з машинного 

навчання, надалі використовуємо позначення множини). Так як допоміжні вузли можуть 

отримати тільки відповідну справжню мітку, ˆ ˆ( ) ( ),P Y P Y  y y  де ŷ  – множина 

прогнозів для наших (маркованих та немаркованих) даних. 

Цю ситуацію зображено на рис. 7.1. Зафарбовані вершини Ŷ  та ребра між ними 

відповідають вихідному графу G; незафарбовані вузли, відзначені знаками плюс і мінус, є 

допоміжними вузлами. Y   та пов'язані тільки з відповідним зафарбованим вузлом.    

 

Рис. 7.1. Приклад неорієнтованої графічної моделі для класифікації з урахуванням графів 

Нагадаємо, що кліка (англ. clique) – це підмножина вузлів, всередині якого кожна 

пара вузлів з’єднана ребром. Таким чином, максимальна кліка – це кліка, яку не можна 

розширити, тобто в яку не можуть бути додані вузли таким чином, що підмножина, що 

результує, вузлів також утворює кліку. Зазначаємо, що кожна пара вузлів, з’єднана 

ребром, є частиною хоча б однієї кліки. 

Різниця між клікою та максимальною клікою визначається наступним чином. Якщо 

додається третій вузол, це навіть не кліка. Червоний підграф першого графа перестав бути 

клікою, оскільки у ньому є дві вершини, не з’єднані ребром. Червоний підграф другого 

графа є клікою, але оскільки у великому графі є вершина, сполучена з усіма трьома 

вершинами підграфа, це максимальна кліка. Червоний підграф третього графа є 

максимальною клікою, тому що це кліка, і остання вершина, що не входить до підграфа, 

не відправляє ребро в кожну вершину підграфа. Червоний підграф четвертого графа є 

максимальною клікою, тому що це кліка, і жодна з вершин, що не входять до підграфа, не 

відправляє ребро в кожну вершину підграфа. Звернемо увагу, що третій та четвертий 

червоні підграфи є максимальними кліками, хоча третій червоний підграф більше. У папці 

є рисунок, що ілюструє цей текст. Таким чином, якщо можна знайти вираз вигляду 

{ , }

( , )

1
({ , })u v

u v E

u v
Z 

   

для ˆ ˆ( ),P Y  y  розподіл ймовірностей відповідає марковському випадковому полю. Можна 

висловити функцію вартості виразу (7.1) так, щоб її мінімізація відповідала максимізації 

ймовірності ˆ ˆ( ).P Y  y  Можна розрізняти ребра двох різних типів: ребра між двома 

нормальними вузлами u, v з Ŷ  і ребра між нормальним вузлом та його допоміжним 

вузлом (u із Ŷ , v із Y   чи навпаки). Визначимо ψ(·)для цих двох випадків незалежно: 
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ˆˆ ˆ ˆ({ , }) exp ,          якщо    , ,

ˆˆ ˆ({ , }) exp ,                     якщо    , ,
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Тоді ймовірність ˆ ˆ( )P Y  y  стає 
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де константа нормалізації Z може бути обчислена шляхом підсумовування всіх можливих 

конфігурацій Y. Хоча це занадто затратно у обчислювальному відношенні для всіх 

практичних цілей, константа нормалізації не має значення в контексті оцінки 

максимальної правдоподібності. Тоді негативний логарифм ненормованої ймовірності 

точно дорівнює загальної функції втрат для графових методів з виразу (7.1). 

Максимізуючи ймовірність P(Y = y), отримуємо моду марковського випадкового поля, т. 

е. найімовірнішу конфігурацію. Це саме те рішення, яке було знайдено за мінімізації мети 

min-cut. 

У індуктивної напівкерованої класифікації передбачення класифікатора незалежні, 

тобто 
1 1 2 2

ˆ ˆ ˆˆ ˆ ˆ ˆ( ) ( ) ( ) ... ( ).n nP Y p Y y p Y y p Y y     y  Проте, у трансдуктивних методах з 

урахуванням графів це, зазвичай, негаразд: передбачення залежать друг від друга. Тому 

найімовірніше присвоєння мітки ŷ  зазвичай не відповідає присвоєнню мітки, що 

мінімізує очікувану оцінку помилки. Щоб знайти останнє, кожній точці даних xi необхідно 

присвоїти мітку, яка максимізує граничну ймовірність цієї точки даних. На жаль, 

знаходження граничних ймовірностей випадкового поля не є тривіальним завданням. Була 

зроблена спроба обчислити граничні ймовірності за допомогою семплювання 

Марківського ланцюга Монте–Карло (Markov chain Monte Carlo (MCMC)). Експерименти 

проводилися з вибірками Metropolis та Swendsen-Wang, які показали низьку 

обчислювальну ефективність. Надалі був використаний мультиканонічний метод MCMC 

для обчислення граничних ймовірностей.  

7.2.3. Ефективне ймовірнісне присвоєння міток: гауссівські випадкові поля 

Не існує рішення у закритій формі для обчислення граничних ймовірностей у 

випадковому марковському полі з бінарними мітками, описаними раніше. Однак, коли 

випадкові змінні Ŷ  ослаблены, чтобы принимать действительные значения, существует 

решение в закрытой форме. Цей підхід включає фіксування міток помічених точок даних 

та використання квадратичної вартості для пар прогнозів ˆ ˆ, .i jy y   У результаті 

виходить цільова функція, ідентична тій, що використовується у формулюванні min-cut 

(див. вираз 7.2), за винятком релаксації пророцтв до дійсних чисел. ˆ ˆ( )P Y  y  є 

багатовимірним розподілом Гауса. Таким чином, рішення в замкнутій формі для режиму 

поля, що дорівнює його середньому значенню, існує. Крім того, граничний розподіл 

ймовірностей ˆ ˆ( )i iP Y y  також є гаусовим, що дозволяє обчислювати прогнози міток, 

зводячи до мінімуму частоту помилок. Ось чому випадкове поле називається гаусовим 

випадковим полем. Нагадаємо з розд. 6.3 було визначено лапласіан графа як L = D − W, 

де D – матриця ступенів (тобто діагональна матриця зі ступенями вершин на діагоналі). 

Було показано, що функція передбачення є гармонійною, тобто в немаркованих точках 

даних і дорівнює істинній мітці маркованих точках даних. Прогнозована мітка у кожному 

немаркированной точці даних дорівнює середньому значенню прогнозів її сусідів, тобто 
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де N(vi) позначає окіл вузла vi, тобто N(vi) = {vj : Wij ≠ 0}. Крім того, рішення єдине та 

 ˆ 0,  1iy   для кожного i. Таким чином, передбачення міток можуть бути легко отримані із 

рішення з використанням порогової обробки. Обчислення маргіналів (граничних значень) 

марковського випадкового поля включає інверсію підматриці LU, яка відповідає 

непоміченим точкам даних у лапласіані графа. Це потребує великих обчислювальних 

ресурсів великої кількості немаркованих точок даних. Було запропоновано кілька інших 

підходів для знаходження рішення гармонійної функції, у тому числі циклічне поширення 

довіри (англ. Loopy Belief Propagation) та метод спряжених градієнтів. (loopy graphs-граф, 

який містить петлі) Перш ніж запропонувати підхід випадкових гаусових полів до методів 

на основі графів, був представлений алгоритм поширення міток для виведення на графах. 

Це ітераційний алгоритм, який обчислює присвоєння м'яких міток ˆ
iy   шляхом 

проштовхування (розповсюдження) оціненої мітки у кожному вузлі на сусідні вузли на 

основі ваг ребер. Інакше кажучи, нова передбачувана мітка у кожному вузлі обчислюється 

як зважена сума міток його сусідів. У матричних позначеннях нехай 
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позначають матрицю переходу. Алгоритм поширення мітки складається з двох кроків, які 

повторюються доти, доки не зійдеться присвоєння мітки ˆ .y  Починаючи з первісного 

присвоєння мітки ˆ ,y  яка є випадковою для немаркованих точок даних і дорівнює 

істинним міткам для маркованих точок даних: 

1. Поширити мітки від кожного вузла до сусідніх вузлів: Tˆ ˆ.Ay y  

2. Знову встановити прогнози маркованих точок даних на відповідні мітки. 

Було показано, що алгоритм гарантовано сходиться до рішення гармонійної 

функції, яку описано раніше. Було також показано, що підхід розповсюдження мітки 

можна інтерпретувати як випадкове блукання з матрицею переходу A, яке зупиняється 

при попаданні у вказаний вузол. Ця процедура була застосована до структури, яка була 

названа випадковими блуканнями, що частково поглинаються, де вони замість 

детерміністичної зупинки при попаданні в маркований прихований вузол (англ. labelled 

node is hit) стохастично визначають, чи слід зупинитися (тобто використовувати його як 

мітку) або продовжити випадкове блукання. 

Підхід із поширенням міток тісно пов'язаний із підходом марківських випадкових 

блукань. Надалі був запропонований метод випадкових блукань, при якому блукання 

виникають у немаркованих вузлах, а марковані вузли є поглинаючими станами. 

Імовірність того, що немарковані точки даних досягають певної мітки, потім виводиться з 

ймовірності того, що блукання, що починається з немаркованого вузла, закінчується в 

маркованому вузлі відповідного класу, коли довжина випадкового блукання наближається 

до нескінченності. 

7.2.4. Обробка шуму міток та нерегулярних графів: локальна та глобальна 

узгодженість 

Метод гаусових випадкових полів має два недоліки. По-перше, оскільки справжні 

мітки прив'язані до маркованих точок даних, він погано справляється з шумом міток. По-

друге, у нерегулярних графах вплив вузлів з високим ступенем відносно великий. Було 

запропоновано підхід, тісно пов'язаний із методом гаусових випадкових полів, який 

вирішує ці дві проблеми. Цей підхід широко відомий як метод локальної та глобальної 
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узгодженості (LGC), посилаючись на спостереження, що методи на основі графів  

сприяють узгодженості міток на різноманіттях (глобальні) і поблизу у вхідному просторі 

(локальні). Зауважимо, що надалі передбачається Y = {−1, 1}. 

Щоб вирішити першу проблему, LCF не прив'язує справжні мітки до позначених 

точок даних, а скоріше штрафує квадрат помилки між міткою і оціночною міткою. LCF-

код – система позначень у комбінаторній математиці, розроблена Ледербергом та 

розширена Коксетером і Фрухтом, для представлення кубічних графів, які є 

гамільтоновими. Оскільки графи гамільтонові, вершини можна розташувати на колі, яке 

задає два ребра для кожної вершини. Третє ребро можна тепер описати кількістю позицій, 

на які відстоить кінець ребра від початку (з плюсом за годинниковою стрілкою та мінусом 

проти годинникової стрілки). Часто в результаті отримуємо послідовність чисел, що 

повторюється, в цьому випадку виписується тільки частина, яка повторюється, а число 

повторень показується верхнім індексом (на зразок ступеня). 

Друга проблема вирішується шляхом регуляризації члена штрафу для 

немаркованих точок даних за ступенями вузла. Крім того, прогнози для немаркованих 

точок даних регуляризуються шляхом їхнього наближення до нуля. Відповідну цільову 

функцію можна записати у загальному вигляді як 
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де λU визначає вагу штрафу за невідповідності у передбаченнях міток між сусідами у 

графі. 

Зауважимо, що, як і для цілей min-cut і MRF, останній член цільової функції може 

бути виражений з використанням матричних позначень. Єдина відмінність полягає в тому, 

що LGC використовує нормалізований лапласіан графа 
1 1

2 2L D L D
 

    замість 

ненормалізованого лапласіана L = D – W у цьому терміні. Подібно до гаусівських 

випадкових полів, ця формалізація допускає рішення в замкнутій формі і щодо 

ефективний ітеративний підхід до оптимізації. У цьому алгоритмі вектор міток 1
ˆ

ty  на 

ітерації t + 1 обчислюється на основі цього на ітерації t з використанням правила 

оновлення 

1
ˆ ˆ ˆ(1 ) ,t tL       y y y  

де y дорівнює 0 для немаркованих точок даних, а α визначає відносну важливість 

обчисленого вектора мітки порівняно з базовим вектором мітки y. Цей алгоритм часто 

називають поширенням міток. 

7.2.5. Подальші дослідження на основі графів 

Раніше описані підходи і, зокрема, поширення міток, були де-факто стандартним 

підходом до фази виведення напівкерованої класифікації на основі графів. Було 

запропоновано кілька варіантів та розширень цього підходу, які коротко підсумовуються 

тут. 

Були застосувані методи на основі графів до рекомендаційних систем (зокрема 

відео-пропозиції користувачам). Вони запропонували адсорбцію, евристичний алгоритм 

для передбачення мітки ˆ iy  вузла i шляхом виконання випадкового блукання, починаючи з 

вузла vi. На кожному кроці випадкового блукання процес може або продовжуватися до 

наступного кроку (англ. continue), або прийняти мітку маркованого вузла як передбачення 

(впорскування, англ. injection), або явно передбачити відсутність мітки (відмова). 

Останній варіант відповідає фіктивному прогнозу, який вказує на те, що алгоритм 

навчання не може дати впевнений прогноз. Варіант, вибраний алгоритмом, залежить від 
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двох гіперпараметрів, які керують відносними частотами трьох варіантів. Було 

запропоновано евристичні підходи до оптимізації гіперпараметрів. Алгоритм був успішно 

застосований до відеорекомендацій, але його важко аналізувати теоретично завдяки 

множині евристичних компонентів. 

Було виявлено, що немає цільової функції, що мінімізується алгоритмом адсорбції, 

і запропоновано модифікацію алгоритму, для якої така цільова функція існує. 

Раніше описані методи на основі графів можуть бути чутливими до дисбалансу 

класів. Для пом'якшення цієї проблеми було запропоновано кілька підходів. Перший 

підхід – запропоновано налаштовувати поріг класифікації таким чином, щоб пропорції 

міток, що передбачали, відповідали заздалегідь заданим пропорціям міток. Другий підхід 

– розроблена схема оптимізації, яка менш чутлива до шуму в справжніх мітках та 

пом'якшує проблему чутливості до дисбалансу класів шляхом зміни впливу маркованих 

зразків на основі пропорцій міток. Була модифікована цільова функція, щоб оптимізувати 

прогнози з дійсними значеннями, а також призначені двійкові мітки; цей підхід штрафує 

різницю між дійсними та бінарними передбаченнями. Потім він переходить до оптимізації 

цільової функції шляхом поперемінної оптимізації речових та двійкових призначень 

міток. Пізніше було розглянуто той самий підхід з погляду максимального розрізу графа. 

При навчанні структурованого виходу, мітки точок даних не можуть бути отримані 

з використанням простих двійкових або речових уявлень. Наприклад, у деяких випадках 

вихідні мітки могли б бути краще представлені гістограмами або розподілом 

ймовірностей (наприклад, при прогнозуванні відносної щільності трафіку в певному місці 

протягом 24-годинного циклу). Було запропоновано поширити дискретні розподіли 

ймовірностей за графом на основі KL-розбіжності (розбіжність Кульбака–Лейблера) між 

розподілами різних вузлів. Як альтернатива KL-дивергенції було запропоновано 

використовувати відстань Вассерштейна (Wasserstein) для вимірювання подібності між 

дискретними розподілами сусідніх вузлів. 

7.3. Побудова графа 

Можливо, побудова графа є найважливішим аспектом методів з урахуванням 

графів: у тому, щоб висновок працював, побудований граф повинен точно відбивати 

локальні подібності. Початкові дослідження методів на основі графів були зосереджені на 

етапі логічного висновку, а побудова графів не було добре вивчено. Проте останніми 

роками це змінилося. Було проведено великі експерименти з різними алгоритмами 

побудови графів, і запровадили нові методи. 

Оскільки вузли графа відповідають точкам даних (як маркованим, так і не 

маркованим), фаза побудови графа зводиться до формування ребер між вузлами (що дає 

матрицю суміжності) та присвоєння їм ваги (отримання матриці ваги). У багатьох 

випадках міра подібності, що управляє зв'язком між вузлами, також використовується для 

побудови ваги матриці. 

7.3.1. Побудова матриці суміжності 

Першим кроком у побудові графа є створення матриці суміжності, елементи якої 

свідчать про наявність ребер між парами вузлів. Існують три популярні методи 

визначення ребер, які описані нижче. Зауважимо, що перші два методи, ϵ-околиці та k-

найближчих сусідів є локальними в тому сенсі, що безліч сусідів може бути визначена 

незалежно для кожного вузла. Іншими словами, побудова околиці для вузла vi не впливає 

на побудову околиці для іншого вузла vj (якщо тільки vi не сусід vj).  

З іншого боку, третій метод, b-відповідність, оптимізує глобальну мету, і вузли, що 

є далеко друг від друга, можуть суттєво проводити можливість підключення друг друга.  

ϵ-окіл. Одним з перших методів побудови графів був ϵ-метод сусідства, який просто 

з'єднує кожен вузол з усіма вузлами, відстань до яких не перевищує ϵ. Іншими словами, 
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ребро між xi та xj створюється тоді і лише тоді, коли d(xi, xj) ≤ ϵ, де d(·, ·) – деяка міра 

відстані (зазвичай евклідова відстань). Структура результуючого графа залежить від 

вибору ϵ і відстань. Крім того, оскільки ϵ фіксовано, це не працює добре, якщо масштаб 

прикладів варіюється в заданих вхідних даних. Через ці обмеження метод ϵ-околу 

практично використовується рідко. 

k-найближчих сусідів. Найбільш поширеним методом побудови графа для 

трансдуктивних методів є метод k-найближчих сусідів, де кожен вузол з'єднується зі 

своїми k-найближчими сусідами у вхідному просторі відповідно до певної міри відстані.  

Однак використання ванільних (англ. vanilla) k-найближчих сусідів породжує 

проблему: оскільки k-найближчих сусідів несиметричні, для отримання неорієнтованого 

графа часто потрібна додаткова обробка. Зазвичай розглядаються два варіанти: один 

(симетричні k-найближчі сусіди) будує ребро, якщо i знаходиться в k-околі j або навпаки, 

а інший (взаємні k-найближчі сусіди) будує ребро, якщо i та j обидва перебувають у k-

околі один одного. Різниця між методами ϵ-околу та k-найближчих сусідів була ретельно 

вивчена в контексті методів кластеризації. 

b-відповідність (порівняння). Крок постобробки, що використовується при побудові 

графа з k-найближчими сусідами, зазвичай призводить до графа, в якому не всі вузли 

мають рівно k сусідів. При використанні симетричних k-найближчих сусідів часто буває, 

що деякі вузли мають набагато вищі ступені, ніж інші. Було показано, що це може 

вплинути на остаточну продуктивність класифікатора. Було запропоновано метод 

побудови ребер, який забезпечує регулярність побудованого графа, тобто гарантує, що 

кожен вузол має однакову кількість сусідів і, що вузли мають точно запрошену кількість 

ребер. Цей підхід надихається зіставленням, концепції теорії графів, де намагаються 

знайти підмножину ребер у графі, таких, що ребра не мають спільних вершин. 

У цьому методі, званому b-відповідністю (співставленням), мета полягає в тому, 

щоб знайти таку підмножину ребер в повному графі, що: 

1) кожен вузол має ступінь b; 

2) сума ваг ребер максимізується. 

Звернемо увагу, що замість максимізації суми ваг ребер мета полягає в тому, щоб 

мінімізувати суму відстаней між ребрами, що залишилися. Однак, оскільки вони 

визначають матрицю відстаней C як 2ij ii jj ijC W W W    ці поняття еквівалентні. 

Відповідне оптимізаційне завдання формулюється як 
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Можна показати, що це відповідає задачі оптимізації, яка розв'язується алгоритмом 

k-найближчих сусідів, з додаванням обмеження Aij = Aji, яка забезпечує побудову 

симетричного графа без необхідності кроку постобробки. Однак найбільш ефективний із 

відомих алгоритмів для задачі оптимізації b-відповідності має складність за часом O(n2,5) і 

вимагає кількох припущень, які завжди виконуються в реальних сценаріях. 

7.3.2. Зважування графа 

Фаза зважування графа, що утворює другий крок побудови графа, визначає ваги для 

ребер у графі. У багатьох випадках ваги відповідають мірі подібності, що 

використовується для побудови ребер. Наприклад, ядро Гауса часто використовується для 
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визначення зв'язності графа через найближчих сусідів, а також ваги ребер. У цьому 

випадку процес побудови графа зазвичай сприймається як такий, що складається з 

зважування і синтаксичного аналізу. По-перше, повна матриця суміжності K будується з 

використанням деякої функції ядра k для всіх пар вузлів, таких, як Kij = k(xi, xj); тоді 

вагова матриця W утворюється розрідженням, тобто видаленням ребер з K. У літературі 

було запропоновано кілька методів зважування ребер. Однією з найпопулярніших схем 

зважування є зважування за Гауссом, де 

2

2
exp ,

2

i j

iiW

  
 
 
 

x x
 

і σ2 – дисперсія ядра Гауса. Зауважимо, що це відповідає ізотропному гауссівському ядру; 

також можна використовувати неізотропне ядро Гауса. Було запропоновано локальний 

варіант зважування ребер Гауссом для побудови графа k-найближчих сусідів, де дисперсія 

для пари вузлів i і j заснована на максимальній відстані до найближчих сусідів i і j. Вони 

визначають вагу як 
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 x x  тобто максимальний квадрат відстані між i та його сусідами. 

Запропоновано змінити важливість різних ознак під час розрахунку подібності на основі 

отриманої інформації. Провели експерименти з двійковими вагами, де Wij = 1, якщо вузли i 

і j з'єднані, і Wij = 0 в іншому випадку. 

Зазначимо, що у всіх описаних вище вагових схемах Wij = 0 для незв'язаних вузлів. 

Описані вище підходи визначають ваги ребер Wij виключно на основі попарної подібності 

вузлів xi і xj. Проте також можна враховувати весь окіл вузла щодо ваг ребер. Було 

представлено алгоритм лінійного розповсюдження околами (англ. linear neighbourhood 

propagation (LNP)), який заснований на припущенні, що граф має бути побудований таким 

чином, щоб будь-яка точка даних xi могла бути 
( )j i

i ii j i

v N v

W


   x x

 

для деякого вектора 

i  малої величини. У цьому рівнянні невідомими є ваги Wij вкладів кожного сусіда в 

апроксимацію xi. Інший підхід полягає в оцінці W таким чином, щоб різниця між 

апроксимованими та дійсними точками даних була мінімізована, гарантуючи, що ваги 

позитивні і що ваги ребер для кожного вузла в сумі дорівнюють 1. Це призводить до 

наступної проблеми оптимізації: 
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 x x  є реконструкцією xi. Це формулювання ідентичне локально-

лінійному вкладенню з додаванням двох обмежень. LNP можна розв’язати за допомогою 

серії задач квадратичного програмування (по одній для кожного вузла). Важливо 

відмітити, що це залежить від того факту, що вагова симетрія ребер не дотримується, 

тобто не обов'язково, Wij = Wji; тому ваги Wij не залежать від Wkj якщо k ≠ i. 

У наступному підході об'єднали локальне лінійне вкладення з мірою локальної 

подоби для отримання ваг ребер. Зокрема, для заздалегідь побудованого графа 
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(наприклад, з використанням алгоритму k-найближчих сусідів) обчислюється вага між 

двома зв'язковими вузлами з використанням ядра Гаусса з діагональною матрицею 

коваріаційної. Ця матриця будується шляхом знаходження коефіцієнтів, які мінімізують 

локальну помилку відновлення. 

Була побудована вагова матриця за допомогою модифікації симетричного методу k-

найближчих сусідів: два вузли пов'язані, якщо один з них знаходиться в k-околиці іншого, 

але ваги двох з'єднань підсумовуються, якщо вони обидва знаходяться по сусідству один з 

одним. Іншими словами, модифікована вагова матриця W будується на основі вихідної 

вагової матриці Ŵ  наступним чином: 

ˆ ˆ ,      якщо  ( )  та  ( ),

ˆ ,              якщо  ( )  та  ( ),

ˆ ,              в іншому випадку.

ij ji i j j i

ij ji i j j i

ij

W W v N v v N v

W W v N v v N v

W

   


  



 

Було проведено порівняння впливу кількох із цих методів на продуктивність 

трансдуктивних алгоритмів. Зокрема, проведено порівняння гаусового зважування (де 

ребра зважуються з використанням ізотропного ядра гауса), підходу локального 

нормалізованого гаусового зважування і LNP; Дещо несподівано, найкращі результати 

були отримані з використанням зважування по Гауссу. 

7.3.3. Одночасна побудова та зважування графа 

Алгоритм LNP, описаний раніше (див. розділ 7.3.2), передбачає, що структура 

графа (тобто набір ребер) відома і фіксована, і визначає ваги ребер для кожного вузла 

локально, виходячи з припущення, що кожен вузол може бути представлений як лінійна 

комбінація його сусідів. Однак замість того, щоб фіксувати структуру графа, можна 

одночасно вивести структуру графа і ваги ребер шляхом лінійної реконструкції вузлів на 

основі всіх інших вузлів. 

Такий підхід ґрунтується на методі розрідженого кодування, сформульованого для 

розпізнавання осіб. Ідея полягає в тому, щоб знайти для кожного вузла xi вектор 

коефіцієнтів ,na  позначає внесок всіх інших вузлів у відновлення xi. Потім ця 

реконструкція обчислюється як T( ) ,i X  x a  де 
n dX   позначає повну матрицю даних, 

але з рядком нулів в індексі i (оскільки вузол не може брати участь у своєму відновленні). 

Зауважимо, що на відміну від відновлення LNP із завдання (7.3) вище, де у відновлення 

роблять внесок лише заздалегідь визначені сусіди, тут можна використовувати всі n − 1 

інших вузлів. 

Відповідне основне завдання оптимізації намагається мінімізувати для кожної 

точки даних норму вектора помилок
 

,i i i  x x  виражаючу різницю між відновленими та 

дійсними даними. Важливо, що на відміну від LNP, який використовує норму L2 і, таким 

чином, просуває нерозріджені рішення. У цьому замість норми L2 можна використовувати 

норму L1. 

Щоб у деяких випадках уникнути недовизначеної системи рівнянь, остаточне 

завдання оптимізації штрафує як норму коефіцієнтів відновлення, так і вектор шуму. 

Нехай   ,
T

dB X I 
 

 буде склеюванням матриці даних X та d × d одиничної матриці Id. 

Тоді кожна точка даних xi може бути виражена як .i B  x a  Тут a  складається із вектора 

коефіцієнтів  1,..., na a a  і вектор помилок  1,...,n n da a 
   . Тоді остаточна задача 

оптимізації для знаходження оптимальних коефіцієнтів визначається наступним чином 

для кожного вузла xi: 
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                                                  (7.4) 

де 
1
  – норма L1. Тепер нехай ai позначає вектор коефіцієнтів, знайдений для вузла i. 

Остаточний граф будується шляхом простого додавання ребра між вузлами i та j тоді і 

тільки тоді, коли aij ≠ 0, і установки ваг ребер рівними величині коефіцієнта, тобто Wij = 

|aij|. Зауважимо, що цей підхід не дає неорієнтованого графа. Було запропоновано варіант 

методу розрідженого кодування у якому накладається обмеження те що, що всі 

коефіцієнти невід'ємні для цілі із задачі (7.4). 

Вектор коефіцієнтів a можна розглядати як кодування xi. З цієї точки зору можна 

було б очікувати, що аналогічні точки даних матимуть аналогічні кодування. Це 

припущення було використано для побудови матриці A зі всіх кодувань a1, ..., an та 

упорядкування цільової функції за рангом A. На основі відомого методу кластеризації, яке 

називають представленням низького рангу, член регуляризації штрафує матриці 

коефіцієнтів високого рангу. Низький ранг матриці фіксує глобальні структури даних, а 

розрідженість фіксує локальну структуру серед точок даних. Задача оптимізації, яку 

одержуємо в результаті, включає обмеження невід'ємності і штрафує L0-норму 

коефіцієнтів, є NP-важкою; було запропоновано опуклу релаксацію, що веде до цільової 

функції, ідентичної цільової функції розрідженого кодування із задачі (7.4), але з 

додаванням обмеження невід'ємності та замінника члена рангової регуляризації.  

Хоча цей підхід дає хороші емпіричні результати, мотивація використання 

коефіцієнтів вкладу a, як ваги графа залишається дещо неясною. В якості альтернативи 

було використано відновлення коефіцієнтів пар точок даних для вимірювання їхньої 

подібності. Зокрема, будується матриця векторів кодування, яка є розрідженою і має 

низький ранг, і схожість точок даних ґрунтується на відстані між їх кодуванням. Крім 

того, накладається обмеження на те, що всі вузли мають однакову міру, щоб сприяти 

розрідженості та регулярності графа. 

7.4. Масштабоване трансдуктивне навчання 

Багато з методів побудови графів і висновків, що обговорювалися досі, страждають 

недоліком масштабованості. Методи побудови графів, зазвичай, мають тимчасову 

складність O(n2) (наприклад, k-найближчих сусідів має тимчасову складність O(k · n2)); 

методи виведення зазвичай мають тимчасову складність O(n3) для отримання точних 

рішень та O(n) для наближених рішень. Це може утруднити застосування методів на 

основі графів у реальних додатках з великими обсягами нерозмічених даних. 

Для вирішення проблеми масштабованості було запропоновано кілька ефективних 

підходів побудови менших графів, на яких потім може бути виконано вивід. Ці підходи 

засновані на пошуку множини m n  прототипів або опорних точок для вираження 

структури моделі даних більш компактно. Ці опорні точки використовуються на етапі 

виведення, після чого немарковані точки даних класифікуються на основі передбачуваних 

міток найближчих опорних точок. 

Широко використовуваний підхід, що називається регуляризацією якірного графа, 

спрямований на пошук набору опорних точок u1,...,uk та відповідних призначень міток, 

щоб кожну точку даних можна було виразити як лінійну комбінацію міток найближчих 

опорних точок. Вони вибирають положення точок прив'язки, використовуючи 

кластеризацію k-середніх, і будують граф, що з'єднує кожну точку даних з найближчими 

точками прив'язки. Відповідні ваги визначаються за допомогою локально-лінійного 

вкладення (див. розділ 7.3.2); потім вони використовуються для побудови графа за всіма 

точками даних. Процес виведення опосередковано оптимізує прогнози для точок даних 

шляхом оптимізації заснованої на графі цільової функції, визначеної за прогнозами для 
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опорних точок. Було запропоновано використовувати апроксимацію матриці суміжності у 

терміні неконтрольованих витрат на етапі виведення. 

7.5.  Від трансдукції до індукції 

Щоб отримати прогноз для раніше невидимої точки даних, необхідно повністю 

перезапустити алгоритми перетворення. Оскільки трансдуктивні методи часто вимагають 

значних обчислювальних ресурсів, це небажано у багатьох сценаріях реальних проблем, 

де потрібна оперативна класифікація нових точок даних. Питання адаптації та розширення 

трансдуктивних алгоритмів для індуктивної класифікації докладно не вивчалося у 

літературі, але було запропоновано деякі потенційні рішення. 

Перший тип підходу полягає у пошуку оптимального завбачення міток для раніше 

невидимих точок даних на основі цільової функції трансдуктивного алгоритму. Такі 

підходи фіксують трансдуктивні прогнози та використовують отриманий граф для 

прогнозування міток раніше невидимих точок даних. Зважаючи на загальну цільову 

функцію з виразу (7.1), можна ефективно розрахувати оптимальне призначення мітки для 

нової точки даних xi: припускаючи, що можна вирахувати ваги графа Wij для  j = 1, ..., n, 

можна оптимізувати цільову функцію за допомогою відносно передбачуваної мітки нової 

точки даних. Присвоєння мітки ˆ
iy , що мінімізує функцію вартості, потім дається 

зваженою більшістю «голосів» сусідів точки даних:  

ˆ( )

ˆ argmax  .
j j j

i ij
c y v N v y c

y W
   

   

Другий тип підходу до побудови індуктивного класифікатора полягає в тому, щоб 

розглядати прогнози із псевдомаркуванням як справжні мітки та навчати класифікатор із 

учителем на основі цих прогнозів. У цьому підході використано min-cut підхід, для 

отримання оптимальних міток та навчання керованої SVM, використовуючи комбіновані 

марковані та немарковані дані. Можна розглянути можливість використання 

трансдуктивного підходу з оцінками ймовірності, щоб немарковані зразки могли бути 

зважені в алгоритмі навчання з учителем. Цей підхід також може бути застосований до 

індуктивних учнів, які мають обчислювально витратну фазу прогнозування: можна 

навчити індуктивний метод із частковим залученням вчителя на всіх доступних даних і 

передати його прогнози для немаркованих даних разом з маркованими даними більш 

ефективному класифікатору в обчислювальному відношенні. Потім ефективний предиктор 

можна використовувати для прогнозування нових, раніше невидимих точок даних. 

7.6. Класифікація мережевих даних 

У деяких реальних завданнях дані за своєю суттю подаються у вгляді графа. Такі 

дані, які зазвичай називають мережевими даними, виникають у контексті соціальних 

мереж, наукового співробітництва, поширення інфекційних захворювань, структур 

компаній, тощо). Область, що вивчає такі дані, відома як мережева наука. 

У таких мережевих даних трансдуктивні методи з урахуванням графів є дуже 

підходящими кандидатами до виконання логічного висновку. Зокрема, класифікацію 

вузлів можна вважати звичайним трансдуктивним завданням навчання з частковим 

залученням вчителя, і вона широко застосовується у завданнях аналізу соціальних мереж 

та обробки природної мови. Незважаючи на те, що ці галузі багато в чому перетинаються, 

навчання із частковим залученням вчителя та мережеві наукові спільноти (спільності) 

діяли досить незалежно. Звичайно, між даними, спочатку заданими у вигляді мережі, та 

графами, отриманими з вхідних векторів на основі певної міри подібності, також існують 

значні відмінності. 

Було представлено огляд методів логічного висновку для класифікації вузлів у 

мережевих даних. Існує різниця між локальною класифікацією, коли кожен вузол 
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класифікується індивідуально з урахуванням його сусідів (можливо, ітеративно), і 

глобальної класифікацією, у якій оптимізується глобальна спільна цільова функція. 

Зокрема, розглядався ітеративний алгоритм класифікації, який будує локальний 

класифікатор на основі навчання з учителем для кожного вузла та надає вузлу найбільш 

вірогідну мітку на основі його сусідів та їх міток. Ця процедура повторюється доти, доки 

прогнози у всій мережі не стабілізуються. Було запропоновано підхід на основі нейронної 

мережі, який одночасно передбачає мітку вузла та його контекст, тобто (властивості) 

сусідніх вузлів у мережі, використовуючи вбудовування вузлів. 

Цей підхід був поширений на індуктивне налаштування, висловлюючи вкладення 

як функцію ознак даного вузла (а не його контексту). Контекст передбачається за 

допомогою випадкового блукання; аналогічні підходи до цієї проблеми вивчались раніше. 

Було запропоновано кілька підходів для узагальнення архітектур згорткових нейронних 

мереж на мережеві дані. 

Мережеві методи, зазвичай, намагаються знайти спосіб представлення заданих 

мережевих даних як векторів, що дозволяє робити індуктивний вивід. Цікаво, що це можна 

вважати зворотною задачею того, що намагаються зробити більшість напівкерованих 

методів з урахуванням графа, тобто побудувати граф з урахуванням векторних даних. Ці 

підходи, які взаємодоповнюються, підкреслюють різницю між «стандартними» 

табличними даними та даними, заданими від самого початку у вигляді мережі.  

8. Пов'язані (суміжні) області 

Хоча переважну більшість досліджень з частковим залученням вчителя було 

зосереджено на класифікації з частковим залученням вчителя, також вивчалися й інші 

проблеми. Напівкерована регресія, де простір міток Y є дійсним, а не категоріальним, 

особливо тісно пов'язана з напівкерованою класифікацією. 

Напівкерована кластеризація, яка вважатиметься аналогом напівкерованої 

класифікації, також докладно розглядається далі у розділі. 

Області, пов'язані з напівкерованою класифікацією, включають область активного 

навчання, де алгоритм навчання може запитувати у користувача мітки раніше 

немаркованих точок даних. Отже, можуть бути отримані нові марковані дані. Оскільки 

маркування даних, зазвичай, потребує великих витрат, проблема полягає у виборі 

немаркованих точок даних, маркування яких буде найбільш інформативним. Навчання на 

позитивних та немаркованих даних, яке є частинним випадком навчання з частковим 

залученням вчителя, коли алгоритм має доступ до набору немаркованих точок даних, але 

де всі помічені точки даних належать одному класу не розглядається.   

8.1. Напівкерована регресія 

У задачах класифікації простір міток y категоріально; з іншого боку, завдання 

регресії простір вихідних значень є безперервним. Хоча завдання класифікації та регресії 

пов'язані з передбаченням вихідних значень для точок вхідних даних, більшість методів 

напівкерованої класифікації не можуть бути природно застосовані до налаштування 

регресії. 

Клас методів, які можна легко поширити на налаштування регресії, – це методи, 
засновані на графах (див. розділ 7). Багато таких методів моделюють дійсну функцію на 
проміжному етапі і включають дійсно значущі передбачення в член регуляризації у 

цільовій функції. Ці дійсні передбачення можна легко використовувати у сценарії регресії.  
Другий клас методів, які природно пристосовані для вирішення проблем регресії, – 

це клас методів-обертки (див. розділ 4). Хоча в цьому напрямку було проведено відносно 

мало досліджень, методи-обгортки, такі як самонавчання та спільне навчання методам 
регресії, можуть бути легко застосовані в умовах напівкерованої регресії. Фактично, як і у 
разі методів класифікації з учителем, будь-який керований регресор (навчання з учителем) 
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може використовуватися в методі-обгортки. Було запропоновано алгоритм спільного 

навчання для напівкерованої регресії, в якому будуються два регресори k-найближчих 
сусідів за маркованими даними, які потім ітеративно передають один одному 
псевдомарковані дані. Достовірність маркування, яка використовується для вибору точок 
даних для псевдомаркування, заснована на роботі регресорів, отриманих при додаванні 

псевдомаркованої точки даних до навчального набору як міри розмічених даних.  

8.2. Напівкерована кластеризація 

Напівкерована класифікація – це чітко визначене завдання, у якій представлені 
повністю розмічені дані, і навіть повністю нерозмічені дані. Однак при напівкерованій 

кластеризації керована інформація може набувати різних форм. Наприклад, може бути 
обмеження обов'язкового зв'язку (відомо, що дві вибірки перебувають у одному кластері) і 
неможливості зв'язку (відомо, що дві вибірки перебувають у різних кластерах). Також 

можливо, деякі призначення кластерів відомі заздалегідь. 
Прикладом включення останнього типу інформації є використання маркованих 

даних заповнення кластерів. Було запропоновано ініціалізувати кластери на основі точок 

даних, для яких відомі призначення кластерів. Для кожного кластера ініціалізують кластер 
центроїд для алгоритму k-середніх до середніх значень точок даних, про які відомо, що 
вони належать цьому кластеру. Існує альтернатива цьому підходу, коли кластерні 
призначення маркованих точок даних залишаються фіксованими у процедурі k-середніх. 

Як і напівкерована регресія, напівкерована кластеризація є відносно невеликою 
областю досліджень у порівнянні з напівкерованою класифікацією. На сьогоднішній день 
існують докладні огляди методів кластеризації із частковим залученням вчителя.  

9. Висновки та перспективи на майбутнє 

Ця робота охоплює методи машинного навчання початку 2000-х років та пізніші 
досягнення. 

Була представлена нова таксономія напівкерованих методів класифікації, що 

розрізняють основну мету підходу (трансдуктивне або індуктивне навчання) та спосіб 
використання немаркованих даних (тобто методи-обгортки, некерована попередня 
обробка та напівкеровані методи). 

Ранні дослідження в галузі навчання з частковим залученням вчителя в основному 
були зосереджені на методах-обгортки (розділ 4) та напівкерованих розширеннях 
традиційних алгоритмів з учителем (таких як SVM, див. розділ 6). Методи на основі графів 
(розділи 6.3 та 7) широко досліджувалися протягом останніх двох десятиліть. Це, мабуть, 

найінтуїтивніший метод навчання з частковим залученням вчителя, який явно і принципово 
враховує схожість різних немаркованих точок даних. Тим не менш, вони, як і раніше, 
створюють обчислювальні проблеми. В останні роки навчання з частковим залученням 

вчителя розвивалося тим самим шляхом, що й навчання з учителем: зокрема, велика увага 
приділялася напівкерованим нейронним мережам у формі некерованої попередньої обробки 
(розділ 5.3), а також напівкерованої регуляризації (розділ 6.2). Крім того, глибокі 

генеративні моделі були розширені до напівкерованого налаштування (розділ 6.4). 

Однією з найважливіших проблем, які необхідно вирішити під час навчання з 

частковим залученням вчителя, є потенційне зниження продуктивності, що викликане 

запровадженням немаркованих даних. Хоча цьому питанню приділялося відносно мало 

уваги в літературі, багато напівкерованих методів навчання працюють краще, ніж їхні 

колеги з учителем або базові учні, лише у певних випадках. В інших випадках керовані 

базові рівні, які використовуються для емпіричної оцінки ефективності методів навчання з 

частковим залученням вчителя, відносно слабкі, що призводить до спотвореного уявлення 

про переваги включення немаркованих даних. Більше того, потенційне зниження 

продуктивності, як правило, найбільш значимо, ніж потенційне поліпшення, особливо в 

завданнях машинного навчання, де досягається висока продуктивність із суто керованим 
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навчанням. Це одна з основних причин недостатнього застосування методів навчання із 

частковим залученням вчителя на практиці порівняно з навчанням із учителем. 

Помітними винятками є нещодавні досягнення в області напівкерованих нейронних 

мереж, які зазвичай ґрунтуються на збуреннях (див. розділ 6.2). Вони включають відносно 

слабке припущення про гладкість (тобто незначні зміни у вхідному просторі повинні 

викликати лише незначні зміни у вихідному просторі). Емпірично було показано, що ці 

методи незмінно перевершують контрольовані аналоги. Істотною перевагою 

використання нейронних мереж для навчання з частковим залученням вчителя є те, що 

відносно просто включити некеровані втрати у функцію вартості, яку можна оптимізувати 

за допомогою зворотного поширення помилки. Ця гнучкість також дозволяє включати 

складніші члени витрат, полегшуючи, наприклад, регулювання на основі графів. З цих 

причин очікується, що популярність напівкерованих нейронних мереж продовжуватиме 

зростати в найближчому майбутньому. 

Другий потенційний засіб від недостатньої надійності методів навчання із 

частковим залученням вчителя полягає у застосуванні автоматизованого машинного 

навчання (AutoML) до напівкерованого налаштування. Останнім часом різко зріс інтерес 

до автоматичного вибору та зміни алгоритмів навчання для цієї задачі класифікації. Ці 

підходи включають метанавчання та пошук нейронної архітектури, а також автоматичний 

вибір алгоритму та оптимізації гіперпараметрів. У той час як методи AutoML широко та 

успішно застосовувалися у навчанні з учителем, методи з частковим залученням вчителя 

ще не застосовувалися. 

Ще одним важливим кроком на шляху впровадження навчання із частковим 

залученням вчителя на практиці є розробка стандартизованих програмних пакетів. Існує 

кілька дуже популярних наборів інструментів для навчання з частковим залученням 

вчителя, таких як scikit-learn, але в галузі навчання з частковим залученням вчителя 

набагато менше стандартизації. Зазначається, що деякі загальні набори інструментів справді 

існують; пакет програмного забезпечення KEEL включає модуль навчання з частковим 

залученням вчителя, а реалізації деяких трансдуктивних методів на основі графів існують в 

scikit-learn. Для нейронних мереж зазвичай відносно просто реалізувати напівкеровані 

члени втрат у популярних програмних пакетах, таких як PyTorch та TensorFlow. 

Передбачається, що сильна відмінність між кластеризацією та класифікацією 

зникне. По суті, обидва підходи можна розглядати як окремі випадки навчання з 

частковим залученням вчителя, в яких присутні або лише марковані дані, або тільки не 

марковані дані. З упевненістю можна міркувати про зв'язки між граничним розподілом 

p(x) та умовним розподілом p(y|x), алгоритми навчання можуть ефективно 

використовувати як немарковані, так і марковані дані. 

Нещодавнє зростання популярності генеративних моделей (див. розділ 6.4) можна 

розглядати як свідчення цього зсуву парадигми. Зрештою, очікується, що включення 

немаркованих даних стане життєво важливим кроком у розвитку машинного навчання та 

його додатків. Щоб розкрити заплутані та складні структури, що лежать в основі моделі 

даних, машина повинна мати можливість виводити закономірності між спостереженнями, 

з яких вона не одержує явної розміченої інформації. Навчання із частковим залученням 

вчителя, метою якого є створення механізмів для створення таких зв'язків, стане 

важливим інструментом досягнення цієї мети. 
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