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ВСТУП 

 

Актуальність теми магістерської дисертації полягає в тому, що 

системи комп’ютерної автоматизованої діагностики є перспективною галуззю в 

медичній кібернетиці і дають змогу підвищити якість визначення патологій 

людини, таких як рак простати. Щорічно повідомляється більше 1 мільйона 

нових діагнозів, рак простати є другим за поширеністю онкологічним 

захворюванням серед чоловіків у всьому світі, що призводить до понад 350 000 

смертей щорічно. Класичним методом діагностики та прогнозування є система 

оцінки Глісона. У цьому процесі патологоанатоми вручну аналізують зразки 

біопсії простати під мікроскопом, що займає багато часу і не виключає ризику 

отримання невірного результату. Для допомоги патологоанатомам були 

розроблені алгоритми глибинного навчання для виявлення раку. Багато сучасних 

моделей є згортковими нейронними мережами на основі патчів. Системи на 

основі патчів зазвичай вимагають детальних анотацій на рівні пікселів для 

ефективного навчання. Однак такі анотації рідко є доступними, на відміну від 

клінічних звітів паталогоанатомів, які містять мітки на рівні зображень. Таким 

чином, розробка алгоритмів, які не потребують ручних піксельних анотацій, але 

можуть використовувати лише клінічний звіт, була б значним прогресом у цій 

галузі. Проте ці анотації є важливими для надійної роботи систем комп'ютерної 

діагностики, оскільки вони дають пояснення результатів і дають впевненість 

патологоанатомам, що модель зосереджена на важливих ознаках зображення. 

Тому ми пропонуємо нову weakly-supervised модель глибинного навчання, 

основану на самонавчальних згорткових нейронних мережах, які 

використовують тільки глобальну оцінку Глісона гігапіксельних зображень під 

час навчання, щоб точно виконувати класифікацію патернів на рівні патчів. В цій 

статті ми пропонуємо використати підхід який використовує самотреновані (self-
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supervised) згорткові нейронні мережі на основі  парадигми машинного  навчання 

за набором зразків. 

Мета роботи: Розробка автоматизованого алгоритму для класифікації 

зображень раку простати. 

Задачі  

1. Ознайомитись з відповідною літературою та доступними 

технологіями, які допоможуть реалізувати алгоритм. 

2. Розглянути і описати методи, шо використовувалися для 

класифікації гістологічних зображень раку простати. 

3. Провести розвідувальний аналіз даних. 

4. Визначити архітектуру нейронної мережі та метрики оцінки якості 

класифікації. 

5. Реалізувати та протестувати алгоритм. 

Об’єктом дослідження є рак простати. 

Предметом дослідження є алгоритми для класифікації зображень біопсії 

раку простати. 

Методи дослідження. Комп’ютерний зір, згорткові нейронній мережі, 

методи машинного навчання. 

Практичне значення одержаних результатів. Створений алгоритм 

призначений для того, щоб автоматизувати та підвищити якість діагностики 

онкологічних захворювань таких як рак простати.  

Наукова новизна одержаних результатів полягає у використанні нових 

підходів у класифікації зображень у випадках, коли дані не повністю розмічені.  

Особистий внесок здобувача. Усі теоретичні та практичні результати, що 

виносяться на захист, отримані автором самостійно. Пошук та аналіз 

літературних джерел за тематикою магістерського дисертаційного дослідження, 

розроблення методів для класифікації гістологічних зображень раку простати 

виконано автором особисто. 
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РОЗДІЛ 1 

ОГЛЯД ЛІТЕРАТУРНИХ ДЖЕРЕЛ 

  

1.1 Розуміння проблематики 

1.1.1 Патологія раку простати 

Рак передміхурової залози- одне з основних онкологічних  захворювань у 

світі. На його частку припадає 14,5% усіх онкологічних захворювань у чоловіків 

[1], і, відповідно до Всесвітньої організації охорони здоров’я, щорічна 

захворюваність зростатиме до 1,8 млн. випадків цього десятиліття [2]. 

Рак – це серйозне захворювання, що полягає у необмеженому та 

неконтрольованому рості аномальних клітин в організмі. Рак простати (ракова 

пухлина передміхурової залози, РПЗ) – це злоякісне новоутворення, що 

розвивається з епітелію передміхурової залози та вважається одним із найбільш 

поширених онкологічних захворювань серед чоловіків. 

Зазвичай ракова пухлина передміхурової залози росте повільно. Цей тип 

раку виявляють переважно у чоловіків, яким понад 65 років. Згідно з 

результатами численних досліджень, більшість чоловіків мають певні форми 

раку простати без жодних зовнішніх симптомів захворювання, і саме це 

ускладнює діагностику на ранніх стадіях. Однак важливо пам’ятати, що вчасна 

діагностика та лікування може бути досить ефективним для чоловіків, у яких цей 

тип раку розвивається досить швидко. 

Як правило, до групи підвищеного ризику розвитку раку простати 

відносять чоловіків старшого та похилого віку, а також тих, у кого виявлена 

спадкова генетична схильність до цього захворювання, оскільки хтось із їхніх 

близьких родичів страждав від РПЗ. Тому ми радимо чоловікам, які можуть 

відноситися до даної групи, дізнатися більше про це онкологічне захворювання 

та проконсультуватися із лікарем щодо можливості чи необхідності проведення 

тесту на визначення рівня простат специфічного антигену (ПСА) [3]. 
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1.1.2. Симптоми раку простати 

У різних людей виникають різні симптоми раку простати (РПЗ) а інколи, 

як ми вже зазначали вище, абсолютно відсутні будь-які зовнішні прояви розвитку 

цього захворювання. 

До найпоширеніших симптомів раку передміхурової залози належать: 

• Різні розлади та порушення сечовипускання: слабкий або перерваний 

потік сечі, часте або прискорене сечовипускання (переважно вночі), важко 

почати сечовипускання, неповне спорожнення сечового міхура, біль або печіння 

під час сечовипускання. 

• Кров в сечі або спермі. 

• Біль в області спини, стегна або тазу, яка не зникає. 

• Болісна еякуляція. 

При виявлені одного чи декількох перелічених вище симптомів, потрібно 

негайно проконсультуватися із лікарем. Важливо пам’ятати, що усі ці симптоми 

не завжди є проявами раку передміхурової залози, а можуть бути пов’язані й з 

іншими серйозними захворюваннями [3]. 

1.1.3. Фактори ризику розвитку раку простати 

Згідно з даними численних досліджень, найбільш поширеними факторами 

ризику розвитку раку простати (РПЗ) є: 

• Вік. Як правило, ризик розвитку раку простати збільшується 

пропорційно до віку чоловіка. 

• Спадкова генетична схильність. Існують гени (сімейний анамнез), які 

успадковуються від батьків та можуть підвищити ризик захворювання на рак 

простати (РПЗ). Результати жодного із проведених на сьогоднішній день 

досліджень не доводять, що конкретний ген підвищує або знижує ризик 

виникнення раку передміхурової залози. Однак немає сумніву, що чоловіки, у 

яких хтось із близьких родичів (батько, брат чи син) хворів на рак простати, в 2– 

3 рази частіше страждають від цього типу раку. 
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• Расова приналежність. Представники негроїдної раси (темношкірі 

чоловіки африканського походження) хворіють на РПЗ значно частіше, ніж 

представники інших расових чи етнічних груп. Крім того, у них зазвичай 

діагностують захворювання у порівняно молодому віці та вже на пізніх стадіях. 

Медики з усього світу не можуть пояснити причин такої статистики. 

Дослідники не полишають спроб зрозуміти реальні причини розвитку раку 

передміхурової залози та визначити ефективні методи профілактики цього 

захворювання. Крім того, існує й безліч протиріч щодо потенційних факторів 

підвищення або зниження ризику розвитку РПЗ [3]. 

1.1.4. Скринінг та діагностика раку простати 

Онкологічний скринінг – це спеціальне обстеження осіб, які не мають 

клінічних симптомів захворювання, з метою виявлення раку на більш ранній 

стадії. 

Ректальне пальцеве дослідження простати є обов'язковим обстеженням, під 

час якого можуть бути виявлені ущільнення простати, наявність яких виключає 

злоякісну пухлину. 

Одним із поширених видів медичних досліджень для діагностики раку 

передміхурової залози є аналіз крові для визначення рівня ПСА. Проте, 

підвищення рівня ПСА може вказувати як на рак простати, так і на інші серйозні 

захворювання або порушення (наприклад, збільшення розміру передміхурової 

залози або наявність інфекції). Крім того, рівень ПСА в крові може зрости 

внаслідок прийому певних ліків або після деяких медичних процедур. 

Зважаючи на наявність різноманітних причин відхилення у нормі рівня 

ПСА в крові, не припиняються дискусії щодо необхідності проходження даного 

тесту для чоловіків без зовнішніх проявів симптомів даного онкологічного 

захворювання: одні організації рекомендують цю процедуру, а інші – 

категорично проти. Перші обґрунтовують своє твердження тим, що діагностика 

захворювання на ранній стадії є досить важливою передумовою ефективності 
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лікування, а інші спростовують цю думку та підкреслюють той факт, що рак 

простати часто розвивається дуже повільно та немає негативного впливу на 

якість життя чоловіка (звісно, крім психологічного стану, оскільки постановка 

самого діагнозу викликає різного роду хвилювання та страх за життя). Крім того, 

бувають випадки, коли одразу після підтвердження діагнозу лікарі призначають 

променеву терапію чи хірургічне втручання, а таке лікування не є необхідним в 

конкретному випадку і тільки завдає ще більшої шкоди організмові пацієнта. 

Однак представники медичної галузі погоджуються, що чоловіки усіх 

вікових категорій повинні бути добре проінформовані щодо ризику розвитку 

раку простати, варіантів лікування, можливих ускладнень та наслідків. 

Одним із способів дізнатися, чи саме пухлина стала причиною відхилення 

від норми результату аналізу на ПСА є біопсія – сучасний швидкий метод забору 

клітин з передміхурової залози для мікроскопічного дослідження з метою 

підтвердження попереднього діагнозу. Наявність ракових клітин підтверджує 

діагноз, після чого лікар пропонує варіанти лікування. 

За результатами біопсії робиться розрахунок “суми Глісона” (від 6 до 10 

балів), що теж необхідний для визначення ефективного методу лікування. Даний 

показник використовують для прогнозування розвитку та форми протікання 

хвороби. Чим нижчий результат, тим менша вірогідність росту пухлини. 

Усі вищенаведені методи дослідження цього онкологічного захворювання 

також використовують для визначення стадії розвитку та прогресування раку. Ця 

інформація важлива, оскільки досить часто рак простати ніяк себе не проявляє на 

ранніх стадіях, а класичні зовнішні симптоми починають виникати при 

поширенні злоякісної пухлини та появі метастазів [3]. 

1.1.5. Види лікування раку простати 

Не існує єдиної стандартної тактики лікування раку простати, оскільки на 

різних стадіях розвитку захворювання необхідні різні методи дослідження та 

лікування. Крім того, при виборі та призначенні ефективного методу лікування 
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прийнято враховувати вік чоловіка, період та форму протікання захворювання, 

ризик ускладнень та наслідків, а також побажання хворого. 

Серед найбільш поширених видів лікування  раку простати виділяють 

наступні: 

Активне спостереження. Моніторинг неагресивних пухлин простати 

передбачає проведення регулярних досліджень та обстежень (УЗД простати і тест 

на рівень ПСА в крові), а також призначення остаточного виду лікування у разі 

необхідності. Інколи застосовують лише метод спостереження, який полягає у 

відсутності будь-якого лікування до тих пір, поки злоякісна пухлина не проявить 

себе симптоматично[3]. 

Хірургічне втручання - радикальна простатектомія це повне хірургічне 

видалення передміхурової залози. Ця операція є основним хірургічним 

втручанням при локалізованих формах раку простати і може виконуватися 

відкритим шляхом або малоінвазивним (лапароскопічним або робот-асистованим 

методом). Особливу перевагу від хірургічного лікування отримують молоді (до 

65 років) пацієнти високого ризику, коли оперативне втручання виступає 

складовою частиною мультимодального підходу до лікування. 

Променева терапія. Для руйнування злоякісної тканини використовують 

радіаційне опромінення двох типів: зовнішнє та внутрішнє. Проведення першого 

типу променевої терапії викликає порушення структури ДНК опромінюваних 

клітин, які згодом втрачають здатність до відтворення, старіють і гинуть. 

Внутрішньотканинна променева терапія (брахітерапія) полягає в імплантуванні 

джерела опромінювання безпосередньо в товщу пухлини, що дозволяє 

опромінювати її не зовні, а зсередини. Завдяки цьому вдається уникнути 

виникнення багатьох побічних ефектів променевої терапії, які розвиваються у 

зв'язку з неминучим опроміненням розташованих поблизу здорових тканин [3]. 

Гормональна терапія. Оскільки рак простати є типом гормонально-

залежної пухлини, цей вид терапії полягає у блокуванні постачання необхідних 
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для росту пухлини гормонів. Гормональна терапія застосовується лише у тому 

разі, коли інші методи лікування провести неможливо. Такий вид лікування 

застосовується, як правило, у пацієнтів з метастатичним захворюванням. 

Існують також деякі експериментальні методи лікування раку простати, 

наприклад кріотерапія (руйнування пухлини під впливом низьких температур), 

та метод впливу сфокусованим ультразвуком високої інтенсивності (HIFU-

терапія). 

Хіміотерапія (лікування за допомогою отрути або токсинів, що згубно 

впливають на клітини злоякісних пухлин при порівняно меншій негативній дії на 

організм людини) використовується у пацієнтів з метастатичним захворюванням 

в комбінації з гормональною терапією. Нова імунотерапія (лікування 

імунобіологічними препаратами з метою боротьби з раком та зменшення 

кількості негативних наслідків після інших типів лікування) показала свою 

ефективність в лікуванні запущених форм раку простати, але нажаль є дуже 

високовартісною і не застосовується широко в світі  [3]. 

1.1.6. Рак простати в Україні  

В Україні сьогодні спостерігається тенденція до збільшення нових випадків 

захворювання на рак простати серед чоловічого населення. За даними 

Національного Канцер Реєстру, в 2015 році виявлено 6898 нових випадків 

захворювання. 

Показники смертності від раку простати в Україні – це 41 випадок на 

100 тис населення. У світі цей показник  становить 18,7 на 100 тис. Така 

статистика передусім пов’язана з  тим, що чоловіки досить рідко звертаються до 

фахівця – у нас відсутня культура профілактичних оглядів у уролога. Тут треба 

враховутавати також той факт, що на ранніх стадіях рак простати проходить 

безсимптомно. 

В Україні сьогодні метастатичне захворювання виявляється в 21% серед 

вперше діагностованих хворих. У США такий показник складає лише 5%. Все це 
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обумовлює високу смертність протягом першого року після встановлення 

діагнозу – 16.5% за матеріалами свіжого випуску Канцер Реєстру [3]. 

 

1.2. Проблематика діагностики раку простати 

1.2.1. Оцінка Глісона 

Шкала оцінки Глісона [4] є основним інструментом для діагностики та 

прогнозування. Ця система описує різні стадії раку на основі морфології біопсії 

простати. Процес оцінки складається з пошуку та класифікації ракової тканини 

на так звані шаблони Глісона (3, 4 або 5) на основі архітектурних моделей росту 

пухлини (рис. 1.1). Після того, як біопсії присвоєно оцінку Глісона, вона 

конвертується на оцінку ISUP за шкалою 1-5. Система оцінки Глісона є 

найважливішим прогностичним маркером для раку простати і ступінь ISUP 

відіграє вирішальну роль при вирішенні того, як слід лікувати пацієнта. Існує як 

ризик не виявлення раку при його наявності, так і великий ризик його розвитку, 

що призведе до непотрібного лікування. Однак система страждає від значної 

мінливості, що обмежує її корисність для окремих пацієнтів. 

 

Рисунок 1.1.  Ілюстрація процесу оцінювання за Глісоном біопсії, що містить 

рак простати. [5] 

 

Для того, щоб поставити діагноз раку простати, патологи отримують 
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невеликі ділянки тканини, які обробляються за допомогою спеціального розчину. 

Потім за допомогою мікроскопу зразки тканини ретельно аналізуються на 

наявність характерних візерунків (шаблонів) відповідно до шкали Глісона. 

Визначаються найбільш поширені типи шаблонів. Наприклад, найбільш 

поширений візерунок Глісона зі значенням 3 відповідно до шкали та другий за 

поширеністю візерунок Глісона зі значенням 4, присутні в біопсії, визначають 

глобальну оцінку Глісона 3+4=7 для цієї біопсії, яка, у свою чергу, 

перетворюється на ISUP ступені 2 згідно з рекомендаціями Міжнародного 

товариства урологічної патології. Якщо рак відсутній ступінь ISUP дорівнює 0. 

На жаль, цей процес займає багато часу і дуже залежить від спеціаліста 

який проводить аналіз. Тому ці обмеження спонукають для створення 

автоматичних інструментів якісної і точної діагностики. 

1.2.2. Роль комп'ютерної діагностики 

 Системи комп'ютерної діагностики на основі алгоритмів комп'ютерного 

зору здатні підтримувати патологоанатомів у щоденному аналізі біопсії простати. 

Однак розробка цих додатків обмежена, головним чином через високу 

вимогливість до даних для підготовки алгоритму глибинного навчання (deep 

learning), великий розмір оцифрованих біопсій (відомий як цілі зображення 

слайдів (WSI)) і труднощі з отриманням міток на рівні пікселів для гістологічних 

зображень [6]. Сучасні системи комп'ютерної діагностики зазвичай розроблено 

для класифікації місцевих ракових областей, які остаточно об’єднуються в 

глобальний рейтинг. У випадку раку передміхурової залози для цього необхідна 

ручна анотація з використанням графічних інтерфейсів користувача з високою 

роздільною здатністю для того щоб точно розмежувати ракові структури за 

допомогою системи класифікації Глісона. Це трудомісткий процес, схильний до 

помилок, які можуть включати упередження ставлення анотатора до певних 

закономірностей. Крім того, гетерогенний епітеліальний рак, наприклад рак 
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простати вимагає великої кількості зразків, щоб охопити широкий діапазон 

можливих шаблонів, який важко досягти на анотованих наборах даних. 

1.2.3. Whole slide image 

 Базові навички перегляду та аналізу медичних зразків – невід'ємна частина 

роботи лікарів. Більше 2 століть з цією метою використовували світловий 

мікроскоп. Світлова мікроскопія (СМ) – класичний базовий метод навчання 

біології, морфології, гістології та патологічної анатомії. Як і будь-яка технологія, 

СМ має свої недоліки. По-перше, це витрати на підготовку та збереження архіву 

зразків. По-друге, складність оцінки навички орієнтування в зразку. По-третє, 

неможливість одномоментного перегляду кількома лікарями зразку за 

мікроскопом. Розуміння цих обмежень є давно. Пошук рішень призвів до 

стрімкої еволюції перегляду гістологічних та цитологічних зразків за останні 100 

років від світлової мікроскопії до цифрової патології (digital pathology) [7]. 

 Сучасні тенденції переходу на цифрові носії призвели до появи наприкінці 

XX ст. технології сканування всього гістологічного зразка [8]. За допомогою 

спеціальних сканерів вирішено основну проблему телепатології (telepathology) - 

отримати єдиний цифровий знімок зразка з можливістю вибрати довільне 

збільшення будь-якої області цього зразка. Технологія одержала назву Whole 

slide imaging (WSI, повнослайдові зображення) [9]. Синонім WSI-технології – 

віртуальна мікроскопія (virtual microscopy). WSI-технологія дозволяє повністю 

імітувати перегляд гістологічного/цитологічного зразка за світловим 

мікроскопом, виводячи зображення на монітор, проектор або мобільний 

пристрій. WSI близька, по суті, до стандарту, що вже активно використовується 

в променевій діагностиці Digital imaging and communications in medicine (DICOM) 

[10]. Це дозволяє комбінувати методи WSI та DICOM на одній платформі для 

підвищення якості подання обговорюваного випадку під час діагностики або 

консиліуму. 
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 У літературі все частіше зустрічаються звіти медичних навчальних закладів 

різних країн щодо використання WSI [11]. Докладно розбираються всі можливі 

варіанти використання та технічні обмеження. Робота з WSI дозволяє 

сконцентруватися на вивченні зразка і не витрачати час на налаштування 

мікроскопа. Компоненти засобів перегляду WSI дозволяють виводити на екран 

вікно з оглядовим знімком всього зразка. Структури гістологічного або 

цитологічного зразка у будь-якому полі зору завжди знаходяться у фокусі, і не 

потрібно коригувати зображення окулярів мікроскопа під конкретного 

спостерігача. Окремо варто звернути увагу на роль WSI у міждисциплінарному 

спілкуванні та навчанні. Tumor board (онкологічний консиліум) – формат 

консиліуму, коли лікарі суміжних спеціальностей (клініцист, морфолог, 

рентгенолог тощо) представляють свою точку зору на вирішення проблеми 

комплексної діагностики [12]. Саме тут стають незамінними технологічні 

платформи WSI та DICOM, що дозволяють надати доступ одночасно до всіх 

наявних клінічних, променевих та морфологічних даних на одному екрані для 

фахівців, що знаходяться у будь-якій точці світу. Подібні рішення є максимально 

ефективними для навчання морфології молодих фахівців клінічних 

спеціальностей в онкології, оскільки вони щодня стикаються з питаннями 

морфологічної верифікації біопсійного матеріалу та аналізом літературних даних 

[13]. Поєднання всіх цифрових даних про пацієнта з різних джерел в одному місці 

призвело до впровадження в практику понять "цифровий випадок" (digital case) 

та "мультдисциплінарна команда" (multidisciplinary team, MDT). Приклад такого 

зображення (рис. 1.2). 

Основний недолік WSI – відносно високі первинні витрати на придбання 

всієї системи. Крім самого сканера, буде потрібно сервер з великим обсягом 

жорстких дисків, оскільки слайди у високій роздільній здатності займають багато 

місця. Наприклад, один слайд, зроблений з використанням об'єктива х20, 

потребує від 700 Мб до 2 Гб. Цей параметр використовується для розрахунку 



18 
 

обсягу жорсткого диска сервера. Для якісної роботи користувачів потрібне 

високошвидкісне підключення до Інтернету (для віддаленого доступу) або 

локальна мережа (для роботи в навчальному закладі). Проектування та 

обслуговування такої системи підвищує навантаження на ІТ-відділ [15]. 

 

 

Рисунок 1.2. WSI зображення [14] 

 

Висновки до розділу 1  

 

В розділі розглянуто проблематику захворювання раку простати. Описано 

проблеми діагностики раку простати з використанням комп’ютерних систем на 

основі алгоритмів комп’ютерного зору. Розглянуто та проаналізовано сучасні 

технології, які використовуються для визначення ступеня раку простати. 

  



19 
 

РОЗДІЛ 2 

ТЕОРЕТИЧНА ЧАСТИНА 

 

Класифікація зображень є дуже поширеною задачею в галузі комп'ютерниї 

діагностики. Література, що описує використання глобальної шкали Глісона для 

розробки систем комп'ютерної діагностики для класифікації біопсії простати не 

є такою поширеною. Основне обмеження існуючих підходів полягають у тому, 

що вони зосереджуються на оцінці на глобальному рівні, в той час як проблема 

класифікації локальних ділянок біопсії розглядається не так часто.  

У цій роботі ми пропонуємо weakly-supervised навчання для  виконання як 

глобальної оцінки біопсії, так і класифікації локальних ракових структур у 

тканині. По-перше, ми пропонуємо архітектуру згорткових нейронних мереж, яка 

здатна виявляти ракові випадки з високою достовірністю. Потім ми пропонуємо 

самонавчальний фреймворк, який застосовує набір даних для виконання завдання 

для псевдокерованого способу машинного навчання. Ми емпірично 

продемонструємо, що weakly-supervised моделі навчені на великих наборах даних 

здатні краще застосувати шкалу Глісона на рівні патчів порівняно з моделями 

керованого (supervised) навчання, які навчаються на менших базах даних із 

піксельними анотаціями. Нарешті, ми спрогнозуємо глобальну оцінку біопсії на 

основі сукупності оцінок отриманих на локальних ділянках біопсії 

 

2.1. Deep Learning 

 

Глибоке навчання - це використання глибоких нейронних мереж (тобто 

нейронної мережі з кількома прихованими шарами) для вирішення різноманітних 

проблем, починаючи від природних обробки мови до комп'ютерного зору та 

розпізнавання мовлення [16]. Ця технологыя зростала протягом багатьох років, з 

моменту публікації статті, що описує архітектуру глибокої згорткової нейронної 

мережі, що називається AlexNet, яка перемогла у конкурсі ImageNet у 2012 році 
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зі значним відривом проти традиційних методів (наприклад, попередні сучасні 

алгоритми) [17]. Ефективність цих мереж зараз вища за ефективність людей [18]. 

Приклади задач, які можуть виконувати нейронні мережі на основі deep learning 

(рис 2.1). 

 

 

Рисунок 2.1. Приклади випадків використання глибокого навчання з 

оцінкою пози, виявленням об’єктів і сегментація об'єктів за допомогою 

відповідних моделей KeypointRCNN, MaskRCNN і DeepLabV3 [19]. 

 

Ці моделі можна використовувати для виявлення різноманітних об’єктів із 

зображень із незначними змінами, наприклад, намалювати обмежувальну рамку 

навколо об’єкта або створити маску сегментації для об’єкта. Існує багато різних 

застосувань для цих моделей, і вони варіюються від біомедичних застосувань [20] 

до автономних транспортних засобів [21] та відеоопису [22]. 

З цих методів класифікація є однією з більш успішних застосувань у 

біомедичних областях, таких як класифікація ракових уражень [23], що є однією 

з основних проблем, що застосовуються до раку передміхурової залози, яку 

намагається вирішити ця робота. Цей розділ та відповідні підрозділи зосереджені 
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на необхідних основах глибокого навчання, щоб мати можливість розв’язувати 

запропоновані проблеми. 

2.1.1. Штучні нейронні мережі 

 Деякі обчислювальні алгоритми були побудовані на основі певної 

біологічної системи. Один з цих алгоритмів, який називається штучними 

нейронними мережами, був натхненний природними нейронами, присутніми в 

біологічних системах, таких як мозок людини. 

 Подібно до того, що можна спостерігати в природі, штучна нейронна 

мережа має основний блок — штучний нейрон. Однак з історичних причин 

одиницю іноді називають персептроном (риc. 2.2.). Кілька з цих штучних 

нейронів можна поєднати вертикально або горизонтально, щоб створити 

складніші одиниці, здатні навчитися апроксимувати нелінійні функції. 

 

 

Рисунок 2.2. Штучний нейрон (також відомий як персептрон), основна одиниця 

нейронної мережі, з 2 вхідними значеннями та одним вихідним значенням, що 

підлягає функції f(x). 

 

 Щоб взаємодіяти з персептроном, необхідно подати йому вхідні значення 

𝑥⃗, які подабться на вхід до функції 𝑓(𝑥⃗), що створює вихідні значення 𝑦⃗ . 𝑥⃗ і 

𝑦⃗ можуть бути представлені одним або кількома значеннями. Як згадувалося 

раніше, ці структури навчаються апроксимувати нелінійні функції, однак, 𝑓(𝑥⃗), 
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застосована функція, є лише представленням лінійної функції 𝑓(𝑥⃗) = 𝑤𝑡𝑥⃗ + 𝑏, де 

обидва b і w –позначені відповідно як вектор зсуву та вагова матриця. 

 Тому, намагаючись апроксимувати ці нелінійні функції, дослідники ввели 

нелінійності після кожної функції, які називають функціями активації. Деякі з 

найпопулярніших функцій активації - це функція Tanh, функція Sigmoid, функція 

Softmax і випрямлений лінійний вузол (ReLU) [24], і хоча nfrj; широко 

використовуються деякі інші активації, такі як Mish [25] і Leaky rectified linear 

Unit (Leaky ReLU) [26]. 

 Кожна з цих активацій має особливості, або в діапазоні вихідних даних, 

обчисленнях, похідній, або обставинах, коли вони вважаються особливо 

корисними. ReLU часто використовується як активація, яка слідує за згортковим 

шаром (convolutional layer), оскільки було показано, що вони зазвичай 

покращують навчання глибоких нейронних мереж [27]. Обчислення, необхідні 

для розрахунку цієї активації та її похідної, мінімальні, а вихідні дані 

коливаються від [0, ∞]. Хоча діапазон ReLU не обмежує максимальне значення 

на виході проте, як сигмоїдна, так і softmax функції обмежують вихід значенням 

в інтервалі [0, 1]. Сигмоїдна функція активації є особливо корисною та 

популярною для задач бінарної класифікації, наприклад, коли класифікується, чи 

є на зображення собака чи ні, вихідні дані від 0 до 1 можна інтерпретувати як 

ймовірність того, що це собака. З іншого боку, активація softmax широко 

використовується в задачах багатокласової класифікації через дві особливі 

характеристики. По-перше, це її діапазон, а по-друге, той факт, що вона є 

функцією всіх вихідних значень, таким чином, що сума softmax всіх вихідних 

значень має дорівнювати 1. Таким чином, можна інтерпретувати її як ймовірність 

що екземпляр належить до цього класу, іншими словами, вона нормалізує вихідні 

дані одного вузла на основі значення всіх вузлів. 

На рис. 2.3 можна спостерігати поведінку трьох нелінійних функцій і 

порівнювати їх з лінійною функцією. Варто також зазначити, що незважаючи на 
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однаковий масштаб на осі x на всіх графіках, кожна з них має окремий масштаб 

на осі y. 

 

Рисунок 2.3. Поведінка ReLU, сигмоїди та softmax функцій активацій 

порівняно з лінійною функцією 

 

Це особливо актуально під час порівняння діапазонів функцій, їх 

прогресування та впливу, який може мати на навчання (наприклад, якщо всі 

значення дорівнюють 0 до того, як будуть передані функції ReLU). Однак, 

незважаючи на те, що це дозволяє мережі вивчати більш складні функції, 

введення нелінійності перетворює задачу оптимізації в більш складний процес 

[28]. 

Штучна нейронна мережа характеризується не тільки кількістю вхідних 

значень, кількістю прихованих шарів з відповідною кількістю вузлів і кількістю 
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вихідних значень, а й тим, як ці шари та кожен вузол укладаються та з'єднуються 

з іншими. Однією з найстаріших і найпопулярніших нейронних мереж є нейронна 

мережа прямого поширення, і вона містить кілька шарів, вхідний і вихідний 

шари, а також стек з одного або кількох прихованих шарів. Однак кожен шар 

також має набір штучних нейронів (або вузлів), збільшення кількості вузлів 

збільшує складність засвоєної функції, але також ускладнює процес навчання. Те 

ж саме відбувається, коли кількість прихованих шарів збільшується. Шари цієї 

мережі зазвичай позначаються як повністю зв’язані шари в результаті того, що 

кожен вузол шару n подає свій вихід усім вузлам шару n + 1 як вхід. Іншими 

словами, це означає, що проста мережа, як показано на рис. 2.4, містить, якщо 

ігнорувати всі зсуви, 35 параметрів, які слід навчити в процесі оптимізації. 

 

 

Рисунок 2.4. Проста нейронна мережа прямого поширення з 4 вхідними 

значеннями, 1 прихованим шаром, який складається з 5 нейронів та 3 вихідними 

значеннями. 
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2.1.2. Оптимізація нейронних мереж 

Оптимізацію штучної нейронної мережі неможливо вирішити за 

допомогою аналітичного математичного виразу. Замість цього необхідно 

використовувати алгоритм, який є окремим випадком зворотного накопичення, 

який називається зворотним поширенням (back propagation) [29]. Цей алгоритм 

вирішує значення параметрів (вагових коефіцієнтів) нейронної мережі в 

ітераційному двоетапному процесі, прямому та зворотному. Зворотне поширення 

часто використовує переваги алгоритму градієнтного спуску, щоб оновити вагові 

коефіцієнти та спробувати знайти рішення [30]. Незважаючи на те, що ретельне 

налаштування гіперпараметрів зазвичай дозволяє алгоритму отримати рішення, 

яке має необхідну продуктивність на практиці, немає ніяких гарантій щодо 

пошуку оптимального рішення або навіть рішення, близького до оптимального. 

Оптимізація нейронних мереж зазвичай називається навчанням мережі, і лише 

під час навчання обчислюється крок назад. 

Щоб знати, як оновити мережу, і щоб мати можливість інтегрувати 

градієнтний спуск, необхідно поставити ціль процесу оптимізації. Тому під час 

навчання, окрім входу, 𝑥⃗ і виходу, 𝑦⃗, необхідно мати мітку, що представляє 

очікуване значення для  𝑦⃗ [31]. Часто ця мітка згадується як основна істина. Деякі 

оптимізації не вимагають міток (наприклад, навчання без вчителя) [32], проте в 

рамках цієї дипломної роботи охоплюється лише контрольоване навчання 

(supervised learning). У задачах supervised learning під час навчання метою є 

отримання результату кожної ітерації ближче до мітки об’єкту, а наскільки 

результат є дійсним обчислюється за допомогою функції втрат. Функції втрат 

генерують те, що можна розглядати як числову помилку, яку можна 

використовувати для аналізу продуктивності моделі. Належний алгоритм 

оптимізації може, шляхом мінімізації помилки, оновити вагові коефіцієнти 



26 
 

мережі таким чином, щоб краще апроксимувати оптимальну функцію та 

генерувати результати, які більше відповідають міткам.  

Існує безліч різноманітних функцій втрат, кожна з яких має різні 

властивості, переваги та недоліки, і, можливо, більше підходить для одного типу 

проблеми, ніж для інших. Деякі з них можна побачити в табл. 2.1 з посиланням 

на тип проблем машинного навчання, де вони часто використовуються. 

Таблиця 2.1 

Функції втрат і тип проблем машинного навчання, де вони часто 

використовуються 

Назва Тип проблеми 

Cross-Entropy loss Класифікація 

Mean Square Error Регресія 

Dice loss Сегментація 

Logistic loss Класифікація 

 

Пряме поширення було описане раніше, і це процес, який використовується 

для генерування виходу з входу. Після обчислення результату під час навчання 

наступним кроком є порівняння його з мітками шляхом обчислення помилки, 

використовуючи, як згадувалося раніше, функцію втрат. Далі зворотне 

поширення використовує переваги техніки динамічного програмування для 

обчислення за ланцюговим правилом градієнтів вхідних даних щодо функції 

втрат. Цей процес йде від останнього шару до першого, обчислюючи кожен 

градієнт за одну цілу ітерацію, і, наприклад, не повторює зайвих обчислень, щоб 

обчислити градієнти якогось шару [33]. Потім градієнти подаються в алгоритм 

градієнтного спуску, який виконає крок градієнта, який використовується для 

остаточного оновлення вагових коефіцієнтів [34]. Можуть використовуватися 

різні варіації градієнтного спуску, наприклад mini-batch градієнтний спуск, який 
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використовує невелику вибірку навчального набору на кожному кроці градієнта, 

або стохастичний градієнтний спуск, який використовує лише одну вибірку на 

крок градієнта [35]. Ці варіації часто знижують витрати на обчислення 

(наприклад, не всі дані завантажуються в пам’ять або в GPU) і допомагають 

уникнути локальних оптимумів, однак швидкість збіжності зменшується [35]. 

Після етапу навчання нейронної мережі, нові вибірки надаються 

алгоритму, які називають тестовими. Після навчання мережа повинна мати 

можливість узагальнювати і мати похибки в нових даних. Коли цього не 

відбувається, кажуть, що мережа перенавчена (overfitted), щоб уникнути цієї 

проблеми, можна використати різні методики, такі як, зменшення складності 

мережі або використання регуляризації до функції втрат або значного збільшення 

кількості навчальних вибірок [36]. 

Batch normalization. 

 Навчання глибоких нейронних мереж є складним завданням, яке вимагає 

вирішення кількох проблем. Незважаючи на свій величезний потенціал, вони 

можуть бути повільними і схильними до переобладнання. Таким чином, 

дослідження методів вирішення цих проблем є постійними в дослідженнях Deep 

Learning. 

Batch normalization – зазвичай скорочується як batch norm – є одним із цих 

методів. В даний час це широко використовувана техніка в області глибокого 

навчання. Це покращує швидкість навчання нейронних мереж і забезпечує 

упорядкування, уникаючи перенавчання [37]. 

Нормалізація – це метод попередньої обробки, який використовується для 

стандартизації даних. Іншими словами, наявність різних джерел даних в одному 

діапазоні. Відсутність нормалізації даних перед навчанням може спричинити 

проблеми в нашій мережі, що значно ускладнить навчання та зменшить 

швидкість навчання. 
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Наприклад, уявіть, що у нас є служба прокату автомобілів. По-перше, ми 

хочемо спрогнозувати справедливу ціну для кожного автомобіля на основі даних 

конкурентів. Для кожного автомобіля ми маємо дві характеристики: вік у роках 

та загальну кількість кілометрів, які він проїхав. Можуть мати дуже різні 

діапазони, від 0 до 30 років, а відстань може сягати від 0 до сотень тисяч 

кілометрів. Ми не хочемо, щоб функції мали такі відмінності в діапазонах, 

оскільки значення з більшим діапазоном може зміщувати наші моделі, щоб 

надати їм завищену важливість. Існує два основні методи нормалізації даних. 

Найпростіший метод - це масштабувати його в діапазоні від 0 до 1, як на 

формулі 2.1 [38]. 

 

𝑥𝑛𝑜𝑟𝑚𝑎𝑙𝑖𝑧𝑒 =
𝑥 − 𝑚

𝑥𝑚𝑎𝑥 − 𝑥𝑚𝑖𝑛
 

 

(2.1) 

Де 𝑥 точка даних для нормалізації, 𝑚 середнє значення набору даних, 𝑥𝑚𝑎𝑥 

найвище значення та 𝑥𝑚𝑖𝑛 найнижче значення. Ця техніка зазвичай 

використовується при введенні даних. Ненормовані точки даних із широкими 

діапазонами можуть викликати нестабільність нейронних мереж. Відносно 

великі вхідні сигнали можуть каскадувати вниз до шарів, викликаючи такі 

проблеми, як вибухаючий градієнт [39]. 

Інша техніка, яка використовується для нормалізації даних, полягає в тому, 

щоб точки даних мали середнє значення 0 і стандартне відхилення 1, 

використовуючи формулу 2.2. 

 

𝑥𝑛𝑜𝑟𝑚𝑎𝑙𝑖𝑧𝑒𝑑 =
𝑥 − 𝑚

𝑠
 (2.2) 

 

Де 𝑥 точка даних для нормалізації, 𝑚 середнє значення набору даних і 𝑠 

стандартне відхилення набору даних. Тепер кожна точка даних імітує 
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стандартний нормальний розподіл. Маючи всі функції цієї шкали, жодна з них не 

матиме упередження, а отже, наші моделі будуть краще навчатися. 

Batch norm — це метод нормалізації, який виконується між шарами 

нейронної мережі, а не в необроблених даних. Це робиться за допомогою міні-

пакетів замість повного набору даних. Він служить для прискорення навчання та 

використання вищих темпів навчання, що полегшує навчання [40]. 

На рис. 2.5 представлено звичайну нейронну мережу з прямим зв'язком: 𝑥𝑖  

це входи, 𝑧 вихід нейронів, 𝑎 вихід функцій активації та 𝑦 вихід мережі. 

 

 

Рисунок 2.5. Приклад нейронної мережі [43] 

 

Batch norm – на зображенні, представлено червоною лінією – 

застосовується до виходу нейронів безпосередньо перед застосуванням функції 

активації. Зазвичай нейрон без batch norm обчислюється наступним чином у 

формулі 2.3: 

 

𝑧 = 𝑔(𝑤, 𝑥) + 𝑏; 𝑎 = 𝑓(𝑧) (2.3) 

  

де 𝑔() лінійна трансформація нейрона, 𝑤 вагові коефіцієнти нейрона, 𝑏 

зсув нейронів і 𝑓() функція активації. Додавання в систему batch norm виражено 

в фомулі 2.4. 
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𝑧 = 𝑔(𝑤, 𝑥); 𝑧𝑁 =
(𝑧 − 𝑚𝑧)

𝑠𝑧
∗ 𝛾 + 𝛽; 𝑎 = 𝑓(𝑧𝑁) 

(2.4) 

𝑧𝑁 результат batch norm, 𝑚𝑧 середнє значення нейронів, 𝑠𝑧 стандартне 

відхилення, 𝛾 та 𝛽 навчальні параметри batch norm [41].  

Параметри 𝛽 і 𝛾 зсув середнього і стандартного відхилення відповідно. 

Таким чином, вихідні дані batch norm над шаром призводять до розподілу із 

середнім значенням і стандартним відхиленням . Ці значення вивчаються за 

епохи та інші параметри навчання, такі як вага нейронів, щоб зменшити втрату 

моделі [42].  

Існують різні причини, чому вважається, що норма партії впливає на все 

це. Тут ми розкриємо інтуїцію найважливіших причин. По-перше, ми можемо 

побачити, як нормалізація вхідних даних, щоб прийняти подібний діапазон 

значень, може прискорити навчання. Одна проста інтуїція полягає в тому, що 

Batch Norm робить подібне зі значеннями в шарах мережі, а не тільки на входах 

[44]. 

По-друге, у своїй оригінальній роботі [45] стверджують, що пакетна норма 

зменшує внутрішній коваріатний зсув мережі. Коваріатний зсув — це зміна 

розподілу даних. Наприклад, повертаючись до нашого прикладу про послугу 

прокату автомобілів, уявіть, що ми хочемо включити інші мотоцикли. Якщо ми 

подивимося лише на наш попередній набір даних, який містить лише автомобілі, 

наша модель, швидше за все, не зможе передбачити ціну мотоциклів. Ця зміна в 

даних (тепер містить мотоцикли) називається коваріатним зсувом, і вона 

привертає увагу, оскільки є поширеною проблемою в реальних проблемах. 

Внутрішній коваріатний зсув — це зміна вхідного розподілу внутрішнього шару 

нейронної мережі. Для нейронів внутрішнього шару вхідні дані, отримані (з 

попереднього шару), постійно змінюються. Це пов’язано з численними 

обчисленнями, зробленими перед цим, і вагами в процесі навчання [46]. 

Застосування пакетної норми гарантує, що середнє та стандартне 

відхилення введених даних шару завжди залишаться незмінними; і , відповідно. 
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Таким чином, зменшується величина зміни розподілу вхідних шарів. Більш 

глибокі шари мають більш надійну основу для того, якими будуть вхідні 

значення, що допомагає під час процесу навчання. Нарешті, схоже, що пакетна 

норма має ефект упорядкування.  

Оскільки він обчислюється за міні-пакетами, а не для всього набору даних, 

розподіл даних моделі кожного разу має певний шум. Це може діяти як 

регулювач, який може допомогти подолати переобладнання та допомогти краще 

навчатися. Однак доданий шум досить малий. Таким чином, зазвичай 

недостатньо для належної упорядкування самостійно і зазвичай 

використовується разом з Dropout [47]. 

Пакетна норма працює дуже схожим чином у згорткових нейронних 

мережах. Хоча ми могли б зробити це так само, як і раніше, ми повинні 

дотримуватися властивості згортки.  

У згортках ми маємо спільні фільтри, які йдуть вздовж карт об’єктів 

вхідних даних (на зображеннях карта об’єктів зазвичай має висоту та ширину). 

Ці фільтри однакові на кожній карті об’єктів. Тоді доцільно нормалізувати 

вихідні дані таким же чином, поділяючи їх на карті об’єктів. Іншими словами, це 

означає, що параметри, які використовуються для нормалізації, розраховуються 

разом із кожною всією картою об’єктів [48].  

У звичайній batch norm кожна функція матиме різне середнє значення та 

стандартне відхилення. Тут кожна карта об’єктів матиме єдине середнє значення 

та стандартне відхилення, які використовуються для всіх об’єктів, які вона 

містить. 

Dropout. 

 Dropout – це техніка регуляризації. На кожній ітерації ми випадковим 

чином вимикаємо деякі нейрони (одиниці) на кожному шарі і не використовуємо 

ці нейрони як для прямого, так і для зворотного поширення. Оскільки одиниці, 

які будуть випадати на кожній ітерації, будуть випадковими, алгоритм навчання 
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не матиме уявлення, які нейрони будуть відключені на кожній ітерації; отже, 

змусити алгоритм навчання розподілити ваги і не зосереджуватись на деяких 

конкретних ознаках (одиницях) [49]. Крім того, відсівання допомагає покращити 

помилку узагальнення: 

• Оскільки ми скидаємо деякі одиниці на кожній ітерації, це призведе 

до меншої мережі, що, в свою чергу, означає простішу мережу (регуляризацію). 

• Можна розглядати як наближення до техніки мішування. Кожну 

ітерацію можна розглядати як різну модель, оскільки ми випадковим чином 

скидаємо різні одиниці на кожен шар. Це означає, що похибка буде середнім 

значенням помилок з усіх різних моделей (ітерацій). Таким чином, усереднення 

помилок з різних моделей, особливо якщо ці помилки не корельовані, зменшить 

загальні помилки. У гіршому випадку, коли помилки ідеально корелюють, 

усереднення між усіма моделями зовсім не допоможе; однак ми знаємо, що на 

практиці помилки мають певний ступінь некореляції. Як результат, це завжди 

покращує помилку узагальнення [50]. На рис. 2.6. представлено схематично 

нейронну мережу з droupout та без. 

 

Рисунок 2.6. Dropout [51] 
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2.1.3. Згорткові нейронні мережі 

 Застосування глибокого навчання та глибоких штучних нейронних мереж 

для задач комп’ютерного зору призвело до виявлення проблеми з моделями 

прямої подачі. Навіть маленькі зображення мають велику кількість пікселів, 

наприклад, зображення 128x128x3 (висота х ширина х колірні канали) містить 

128 x 128 x 3 = 49, 152 пікселі, які представляють кількість вузлів у вхідному шарі. 

Вплив цих пікселів погіршується, якщо врахувати, що наступний шар з’єднає всі 

вузли з цими вхідними вузлами, і що для складних завдань потрібно більше 

вузлів. Таким чином, модель, яка отримує це зображення, має 100 вузлів у 

другому шарі та п’ять вихідних даних на загальну суму 49, 152 ∗ 250 + 250 ∗ 5 = 

12,289,250 параметри, які підлягають оптимізації. Оптимізація такої великої 

кількості параметрів досить складна, незважаючи на те, що показана мережа 

навіть не є глибокою нейронною мережею [52]. 

Щоб побудувати реальні мережі, які працюють із зображеннями в якості 

вхідних даних, дослідники почали замінювати більшість повністю пов’язаних 

шарів на згорткові. Мережі з цими шарами називаються згортковими 

нейронними мережами (CNN). Натхнена біологічними рецептивними полями, 

CNNarchitecture певною мірою імітує цю особливість зорової кори тварин [53]. 

Вищезгадане рецептивне поле використовується тваринами як детектори, щоб 

виявити особливі характеристики зображення, наприклад краї. Апроксимація 

може бути досягнута за допомогою згорткового оператора [54]. 

Згортковий шар, основний будівельний блок згорткових нейронних мереж, 

зазвичай визначається набором фільтрів/ядер, які є представленням їх вагових 

коефіцієнтів. Незважаючи на те, що ці фільтри проходять через всі вхідні дані, 

зазвичай вони значно менші за їх розмір. Щоб виявити просторові 

характеристики вхідних даних, кожен фільтр використовується для обчислення 
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добутку між фільтром і зображенням по всій ширині та висоті, генеруючи 

матрицю активації, подібну до тієї (рис. 2.7.). 

 

Рисунок 2.7. Візуальне відображення згортки, що відбувається у матриці 

розміром 6x6. Ця згортка має розширення 0, крок 3, заповнення 0 і розмір 

фільтру 3. Вихід має розмір 2x2 [55] 

 

Цей процес також можна назвати операцією згортки. Крім того, він також 

включає третій вимір, канали, де розмір цього виміру представляє кількість 

фільтрів, які будуть використані в згортки. Використання цього виміру дозволяє 

одному згортковому шару мати можливість вивчати кілька ознак у просторовому 

представленні вхідних даних в одній згортці. Ці характеристики можуть бути 

корисними для майбутніх шарів для розуміння та вивчення більш складних 

просторових форм [56]. 

Крім розмірів фільтрів і кількості каналів, вихідна форма цих шарів 

контролюється іншими гіперпараметрами, які вимагають ретельної уваги та 

налаштування. Три гіперпараметри: розширення (dilation), крок (stride) і нульове 

заповнення (zero-padding): 

• Крок (stride) - Представляє переміщення фільтра повздовж висоти і 

ширини зображення, це впливає на розмір виходу, оскільки більший крок буде 

представляти собою вихід меншого розміру [57]. Якщо фільтр розглядається як 
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ковзне вікно, яке переміщується навколо вхідних даних. Якщо крок менший за 

розмір ядра, це означає, що активації на виході будуть перекриватися, інакше 

буде один і той самий вхідний піксель перебувати більше ніж в одній активації. 

• Розширення (dilation) - Фільтр зазвичай згортається на певний розмір 

послідовних пікселів, однак, іноді корисно використовувати певний тип згорток, 

які називаються розширеними згортками [58]. Цей параметр, розширення, 

представлений цілим числом, є інтервалом між кожним пікселем, який потрібно 

згорнути, тобто звичайна згортка має розширення 0, оскільки між кожним 

пікселем, який потрібно згорнути, є 0 пікселів інтервалу у вхідних даних. 

• Нульове заповнення - Деякі випадки використання вимагають, щоб 

до вхідних даних було додано заповнення 0, що збільшує розмір введення і 

зазвичай використовується для того щоб керувати просторовим розміром виводу, 

наприклад, коли потрібно, щоб вихідний розмір був таким самим як розмір входу. 

У згорткових шарах процес оптимізації не намагається оптимізувати 

ваговий коефіцієнт кожного окремого нейрона, він оптимізує існуючі значення у 

ковзному вікні. Існує припущення, що якщо значення фільтру можуть 

отримувати інформацію в деякому просторовому положенні, вони повинні мати 

можливість робити те ж саме в інших. Іншими словами, це означає, що якщо 

згортковий шар складається з п’яти каналів, кожен з яких має фільтр розміром 

4x4, і він отримує на вхід зображення розміром 128x128x3, кількість параметрів 

шару буде 5 х 3 х 4 х 4 = 240. Ця характеристика, яка згадується як спільне 

використання параметрів, сприяє двом основним аспектам, які можуть 

покращити обчислювальну продуктивність та отримані результати. По-перше, це 

робить внесок у характеристики інваріантності перекладу, яка часто асоціюється 

з CNN. По-друге, вони вимагають значно менше параметрів, що полегшує 

оптимізацію мережі та дозволяє її дизайну бути глибоким (тобто включати 

більше шарів) [59]. Оптимізація згорткових нейронних мереж може бути 
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виконана, подібно до мереж прямого поширення, із зворотним поширенням і 

градієнтним спуском. 

Окрім згорткових шарів, згорткові нейронні мережі часто мають 

max/min/average шари об’єднання, які намагаються зменшити просторове 

представлення зображення за допомогою ковзаючого вікна та операцій max, min 

чи average для вибору вихідного значення. 

Для завершення архітектури згорткової мережі зазвичай додається один 

або кілька повністю підключених шарів для високорівневих міркувань. Це 

працює подібно до того, що було показано раніше щодо штучних нейронних 

мереж, включаючи активації. Включення кількох із цих шарів може мати 

негативний вплив на обчислювальні витрати, тому зазвичай лише один-три шари 

додаються після кількох шарів згорток і об’єднань [60]. 

Хоча цей підрозділ зосереджено на згорткових нейронних мережах, що 

працюють у двох вимірах, архітектура не обмежується цим. Можливі згортки в 

трьох вимірах, і вони працюють аналогічно, однак замість ковзаючого вікна (2-d 

фільтр) використовується ковзаючий куб (3-d фільтр). На рис. 2.8. можна 

спостерігати простий випадок того, як ці згортки працюють для створення одного 

запису вихідної матриці. 

 

Рисунок 2.8. Візуальне відображення згортки, що відбувається для 3-

вимірної матриці розміром 6x6x1 за допомогою розміру фільтру 3x3x1 [61] 
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2.2. Методи 

Основні глибинні нейронні моделі, що застосовуються в обчислювальній 

гістопатології, поділяються на одну з наступних груп: 

• Supervised learning. 

• Weakly supervised learning. 

• Unsupervised learning. 

• Transfer learning. 

Наведені вище схеми можуть бути реалізовані різними нейронними 

архітектурами, такими як різні типи згорткових (CNN) або рекурентних 

нейронних мереж (RNN), а також автокодерів (AE) і генеративні змагальні 

мережі (GAN), або більш складна система, що складається з них, відповідно. 

Останні огляди глибоких нейронних моделей у гістопатологічній 

діагностиці раку представлені, наприклад у роботах [62], [63], а також [64] 

Показано, що сучасні підходи, орієнтовані на дані з глибокими нейронними 

мережами, перевершують раніше розроблені методи, засновані на 

запропонованих експертами характеристиках, які визначалися вручну. Багато 

дослідників використовували класифікацію раку на основі патчів сканування 

WSI [65], [66]. У всіх таких системах важливою частиною є підготовка 

навчальних наборів даних із належним маркуванням патчів. 

У цій роботі ми пропонуємо weakly supervised навчання для  виконання як 

глобальної оцінки біопсії, так і класифікації локальних ракових структур у 

тканині. По-перше, ми пропонуємо архітектуру згорткових нейронних мереж, яка 

здатна виявляти ракові випадки з високою достовірністю. Потім ми пропонуємо 

самонавчальний фреймворк, який застосовує набір даних для виконання завдання 

для псевдокерованого способу машинного навчання. Ми емпірично 

продемонструємо, що weakly supervised моделі навчені на великих наборах даних 

здатні краще застосувати шкалу Глісона на рівні патчів порівняно з моделями 
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керованого (supervised) навчання, які навчаються на менших базах даних із 

піксельними анотаціями. Нарешті, ми спрогнозуємо глобальну оцінку біопсії на 

основі сукупності оцінок отриманих на локальних ділянках біопсії [67]. 

2.2.1. Self-supervised learning 

В контексті цієї роботи було розглянуто self-supervised (самонавчальний) 

метод машинного навчання, який має на меті використати знання про модель, яка 

була вперше навчена (зазвичай називається “вчителем”) у другу модель (відому 

як “студент”). Інтерес до цієї техніки зростав останнім часом через 

багатообіцяючі результати, отримані під час напівконтрольованого (semi-

supervised) та слабо контрольованого (weakly-supervised) сценаріїв навчання. 

Наприклад, у підходах напівпідконтрольного навчання, учитель 

використовується для отримання псевдоміток з неанотованих даних, після цього 

модель тренується на анотованих даних [68], [69], [70]. Згодом, модель “студент” 

навчається шляхом інтеграції псевдоміток у набір навчальних даних. Для 

навчання більш надійних моделей “студентів” вноситься шум у дані. У контексті 

слабокерованого навчання у деяких роботах використовується модель “вчителя” 

для вибору регіонів, що представляють інтерес, із зображень для навчання моделі 

“студент” за допомогою спрощеного набору даних [71]-[73]. 

Базуючись на попередніх роботах, ми використовуємо стратегію 

самонавчання, щоб точно класифікувати екземпляри за допомогою міток на рівні 

зображень WSI. Тим не менш, наша робота відрізняється від них тим, що наша 

стратегія: (1) тренує модель викладача на глобальних мітках зображень, (2) 

використовує прогнози моделі «викладача» для створення псевдоміток на 

немічених екземплярах на рівні патчів, і (3) навчає модель «студента», такої ж 

складності, на псевдомітках, створених «викладачем». 

2.2.2. Multiple Instance Learning 

Метод полягає в тому, що екземпляри даних групуються в набори, які ще 

називаються мішками, Х. Кожен мішок має мітку, Y, яка відома. У простому 
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випадку двійкової класифікації мішок може бути позначений негативним, якщо 

всі екземпляри в ньому негативні. З іншого боку, мішок позначається 

позитивним, якщо в ньому є хоча б один екземпляр, який є позитивним. 

MIL розглядає проблеми з неповними знаннями міток у навчальних 

наборах. Точніше, у навчанні за набором зразків навчальний набір складається з 

міток «мішка», кожен з яких є сукупністю нерозмічених екземплярів. Мета MIL 

— передбачити розмітку для нових мішків, які раніше не зустрічались. Останні 

роботи з ННЗ присвячені проблемі сегментації за допомогою weakly-supervised 

методу навчання. У цих випадках використовуються методи на основі 

вбудовувань (embeddings) для отримання прогнозів на рівні пікселів за 

допомогою градієнтних методів. 

2.2.3. Основний метод 

 Основним методом запропонованого підходу є самоконтрольовані 

згорткові нейронні мережі, здатні оцінювати гістологічні зображення фрагментів 

передміхурової залози, використовуючи лише оцінку Глісона на рівні біопсії під 

час навчання. 

Алгоритм поділяється на 2 моделі «вчителя» та «студента».  Перша модель 

класифікує достовірні патчі використовуючи парадигму навчання на основі 

зразків (multiple instance learning) з додаванням шуму. У цьому контексті біопсія 

передміхурової залози розглядається як мішок Xb, що містить екземпляри xb,i, і 

мета – передбачити мітки на рівні екземпляра yb,i, коли відомі лише мітки на рівні  

біопсії Yb. Yb отримують з використанням первинної та вторинної оцінок біопсії 

за Глісоном, зазначених у шкалі Глісона. Потім, під час другого кроку, модель 

«студента» (θs) використовує псевдомітки на рівні екземпляра, передбачені 

моделлю «вчителя», для навчання на псевдонаглядовому (pseudo-supervised) 

наборі даних. 

Модель «вчителя» а має на меті оцінити достовірні патчі за допомогою 

навчальних міток на рівні біопсії. Позначимо кожен окремий мішок як Xи = {xb,1, 
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..., xb,I}, де xb,i – i-ий екземпляр, а I позначає загальну кількість патчів, тобто 

екземплярів, на зображенні. Отже, метою стає передбачити глобальну оцінку 

Глісона з екземплярів. 

Щоб зробити прогнози на рівні екземплярів, процес навчання заснований 

на агрегації передбачень на рівні патчів. Таким чином, для кожного екземпляра 

xb,i в сумці модель учителя прогнозує оцінку Глісона. 

У контексті цієї роботи ми використовуємо об’єднання (pooling) як 

функцію агрегації. Важливо зазначити, що функція об’єднання повинна бути 

надійною для характеристик ННЗ. Клас на рівні мішка може бути позитивним, 

якщо лише один із екземплярів є позитивним для цього класу. Наприклад, 

використання об’єднання за середнім значенням (average pooling) призведе до 

зменшення глобальної активації ракових класів, якщо зображення містить велику 

кількість неракових патчів. Базуючись на властивостях, які спостерігаються в 

операції максимального об’єднання (max-pooling) в задачах сегментації із 

слабким контролем [74], ми пропонуємо використовувати max-pooling. Ця 

архітектура забезпечує класифікацію лише екземплярів з високою достовірністю, 

оскільки градієнти в мережі поширюються назад лише на екземплярах з 

найбільшою ентропією. 

Для оцінки градієнту використовується бінарна крос-ентропія, як функція 

втрат. Короткий зміст навчання моделі «вчителя» проілюстровано (рис 2.9.). 

Модель «студента» має на меті виконати прогнозування оцінки Глісона на 

рівні патчів на основі псевдоконтрольованого набору зображень, 

використовуючи передбачення моделі “вчителя” як псевдомітки. 
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Рисунок 2.9. CNN «вчитель» для передбачень локальних оцінок Глісона за 

допомогою фреймворку на базі MIL. GG: Gleason grade (Шкала Глісона) [75] 

 

По-перше, всі екземпляри з набору даних прогнозуються за допомогою 

моделі ”вчителя”. Потім виконується процес уточнення мітки на основі прогнозів 

моделі “вчителя” на рівні патчів та відомих глобальних міток на рівні зображень. 

Під час цього процесу мітки змінюються, а патчі відкидаються. Таким чином, 

тільки ті патчі які отримали якусь оцінку за шкалою Глісона зберігаються для 

подальшого навчання моделі “студент”. Що стосується неракових патчів, то їх 

отримують лише з відомих доброякісних предметних. Процес уточнення міток 

разом із спрощенням проблеми від ННЗ до псевдоконтрольованої структури 

дозволяє моделі “студента” краще вивчати ознаки на рівні патчів. Нарешті, 

модель “студента”, яка має ту ж архітектуру, що й модель “вчителя”, навчається, 

мінімізуючи категоріальну перехресну ентропію між передбаченнями та 

псевдомітками. Запропонований робочий процес, який складається з моделі 

«вчителя» та «студента», представлена на рис. 2.10. 
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Рисунок 2.10. CNN, що самонавчається, для слабоконтрольованої 

класифікації за Глісоном локальних ракових патчів на зображеннях. NC: non-

cancerous (неракові патчі), GS: оцінка Глісона, GG: шкала Глісона  

 

2.3. Медичні зображення. 

  

Зображення, які використовуються в нашій роботі мають формат TIFF. 

Tagged Image File Format (TIFF) формат растрового зображення зі змінною 

роздільною здатністю, розроблений компанією Aldus (тепер частина Adobe) у 

1986 році. TIFF дуже поширений для транспортування кольорових або сірих 

зображень у програми макета сторінки, але менш підходить для доставки веб-

вмісту [76]. 

 Причини використання цього формату: 

• Файли TIFF великі та дуже високої якості. Базові зображення TIFF 

дуже портативні; більшість графічних, настільних видавничих програм і програм 

для обробки текстів їх розуміють. 

• Специфікація TIFF легко розширюється, хоча це коштує певної її 

портативності. Багато програм включають власні розширення, але більшість 

програм розпізнає ряд розширень, не залежних від програми. 

• Доступні чотири типи базових зображень TIFF: дворівневий (чорно-

білий), шкала сірого, палітра (тобто індексована) і RGB (тобто справжній колір). 
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Зображення RGB можуть зберігати до 16,7 мільйонів кольорів. Палітра та 

зображення у відтінках сірого обмежені 256 кольорами або відтінками. Загальне 

розширення TIFF також дозволяє використовувати зображення CMYK. 

• Файли TIFF можуть бути стиснуті або ні. Для стиснення файлів TIFF 

можна використовувати ряд методів, включаючи алгоритми Хаффмана і LZW. 

Навіть стислі файли TIFF зазвичай набагато більші, ніж подібні файли GIF або 

JPEG. 

• Оскільки файли дуже великі та існує так багато можливих варіантів 

кожного типу файлів TIFF, лише деякі веб-браузери можуть відображати їх без 

плагінів. 

 У деяких форматах зображень дані зображення мають фіксовану кількість 

можливої інтенсивності. Наприклад, зображення можна визначити як uint8 (ціле 

число без знака 8 біт), що означає, що кожен піксель може мати значення 

(інтенсивність) від 0 до 255, і кожна інтенсивність є цілим числом (ціле число) у 

цьому діапазоні. Таким чином, це дає 256 можливих рівнів інтенсивності. Інший 

спосіб інтерпретувати це – шари. Зображення типу RGB (червоно-зелено-синє) 

використовує три шари для визначення кольору (один шар визначає 

великомасштабне зображення, деякі типи зображень містять більше 3 шарів). Для 

кожного пікселя визначено 3 рівня інтенсивності, по 1 для кожного кольору, і 

разом (використовуючи своєрідне змішування кольорів) вони визначають колір 

цих пікселів. Аналогічно для відтінків сірого може бути два рівні, тобто чорний і 

білий [77]. 

2.3.1. Семплінг та квантування 

 Семплінг – це процес, який визначає розмір зображення, яке потрібно 

отримати. Він має справу з кількістю пікселів цифрового зображення, тобто 

розміром матриці. Збільшення розміру цифрового зображення називається 

«upsampling», а зменшення – «downsampling». Ви часто можете побачити слово 

просторовий під час дослідження процесу вибірки. Відбір проб – це просторовий 
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процес. Тому що він має справу з розміром зображення, повністю незалежним від 

змісту зображення або значень, які воно матиме [78]. 

Квантування — це процес, який визначає значення кожного пікселя на 

зображенні. Перш за все, визначається базовий рівень сірого, тобто діапазон 

значень, які може мати піксель. Потім за значенням, що надходить від 

безперервного сигналу, розраховується значення пікселя в цифровому 

зображенні. Якщо рівень сірого зображення становить n біт, його діапазон 

відтінків сірого матиме значення 2ⁿ. Наприклад, діапазон значень, які пікселі 

можуть мати на рівні сірого в 3 біти, становить [0–7], тоді як діапазон значень, 

які пікселі можуть приймати на рівні сірого в 8 біт, становить 0–255. Значення, 

які мають пікселі, також називаються «інтенсивністю» цього пікселя [79]. 

Іншим важливим моментом тут є те, що дискретний сигнал не несе всю 

інформацію в безперервному сигналі. Наприклад замість того, щоб отримувати 

всю інформацію в безперервному сигналі, ми отримали лише 16 частин 

інформації, тому ми отримали 16-піксельне зображення як вихідне зображення 

(рис 2.11.). Чим більший розмір вихідного зображення, тобто чим більша вибірка, 

тим ближче вихідне зображення до сцени з меншою втратою інформації. 

Аналогічно, чим більше рівень сірого, тим ближче значення пікселя у вихідному 

зображенні буде до значення в реальній сцені. 

Хоча ліве зображення вище показує оригінальну версію зображення, ми 

бачимо різні приклади вибірки цього зображення. Оскільки кількість пікселів, які 

використовуються для вибірки, зменшується, розмір вихідного зображення 

зменшується, якість зображення ми отримати зменшується. Насправді процес — 

це не що інше, як отримання нового зображення, маючи все менше інформації з 

тієї ж сцени. 
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Рисунок 2.11. Семплінг 

 

У той час як на лівому зображенні нище показано чорно-біле зображення 

типу uint8 (тому значення матриці зображення можуть бути будь-якими 

значеннями від 0 до 255), на рисунку 13 показано вихідні дані того самого 

зображення на різних рівнях квантування. Коли ми розглядаємо рисунок 13, коли 

рівень сірого становить 1 біт, тобто значення в матриці зображень можуть 

приймати лише одне зі значень 0 або 1, вихідні дані показують, що контраст 

зображення знаходиться на найвищому рівні і якість зображення на найнижчому 

рівні. Коли рівень сірого досягає 8 біт, ми бачимо, що вихідне зображення має ту 

ж якість, що і вхідне зображення, оскільки рівень квантування на тому ж рівні, 

що й вихідне зображення. 

На рис. 2.12. починаючи з 5-бітового рівня сірого зображення майже однакової 

якості. Але якщо потрібно вивчити матрицю зображення, можна побачити, що 

значення матриці знаходяться в діапазоні 0–32 на 5-бітовому рівні сірого, 

значення матриці в діапазоні 0–64 на 7-бітовому рівні сірого та в діапазон 0–128 

на 7-бітовому рівні сірого. 
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Рисунок 2.12. Квантування 

 

2.3.1. Покращення зображення 

 Процеси, що застосовуються для отримання іншої версії зображення на 

зображенні, що не має жодної деформації за своєю суттю, включені в операції в 

категорії Поліпшення зображення. Це може включати зміну інтенсивності світла 

зображення, зміну його контрасту, маніпулювання параметрами кольору тощо. 

Так, саме за цими операціями ви можете бачити своє зображення в різних 

кольорах і різних налаштуваннях одним натисканням кнопки в таких програмах, 

як Instagram тощо. 

 Розглянемо покращення зображення у 2 різних категоріях. Якщо 

зображення обробляється піксель за пікселем, тобто якщо процес застосовано до 

кожного пікселя окремо, воно розглядається в перетвореннях рівня сірого, а якщо 

процеси застосовуються до груп пікселів розміром більше 1 пікселя, воно 

розглядається в категорії фільтрування.  

 Лінійне перетворення. Коли розглядаємо матрицю зображення, яка може 

приймати значення від 0 до 255,  пікселі, ближчі до 0, ближчі до чорного, а ті, що 

ближче до 255, ближче до білого. На рис. 2.13. зображено приклад лінійного 

перетворення. 
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Рисунок 2.13. Лінійне перетворення 

 

Відповідно, було б розумно збільшити значення пікселів, коли ми хочемо 

освітлити зображення, і зменшити значення пікселів, коли ми хочемо його 

затемнити, чи не так? Збільшення або зменшення значення кожного пікселя на 

постійне число x є лінійним процесом. 

 Інший лінійний процес — знімання негативу зображення. Цей процес 

полягає у відніманні кожного пікселя з його доповнення (найбільше значення, 

яке піксель на зображенні може отримати відповідно до діапазону відтінків 

сірого). Наприклад, використання негативу 8-бітового зображення рівня сірого 

дорівнює відніменню кожного пікселя з 255.  

Іншим процесом, який використовується для зміни інтенсивності світла, є 

логарифмічне перетворення. Пікселі вихідного зображення отримують шляхом 
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застосування кожного пікселя до наступного процесу: 𝑠 = 𝑐 ∗ 𝑙𝑜𝑔(1 + 𝑟). Тут c – 

коефіцієнт, який визначатиме ефект процесу, а r – відповідний піксель. На 

рис. 2.14 приклад логарифмічного перетворення. 

 

 

Рисунок 2.14. Логарифмічне перетворення 

 

Інший процес, який використовується для зміни освітленості зображення, — 

це степеневе перетворення, також відоме як гамма-корекція. Пікселі вихідного 

зображення отримуються шляхом роботи з кожним пікселем за формулою 2.5: 

 

𝑠 = 𝑐𝑟𝛾 (2.5) 

  

де c і γ — два різні коефіцієнти, r — відповідний піксель. 

Гамма-корекція змінює не тільки кількість світла, але й налаштування 

контрастності зображення. Тому що для кожного пікселя береться коефіцієнт 
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гамма, і він зменшує або збільшує відстань між значеннями пікселів залежно від 

того, чи знаходиться це число в діапазоні 0 -1 або більше 1. На рис. 2.15. приклад 

гамма корекції. 

 

 

Рисунок 2.15. Гамма-корекція 

 

Коли ми застосовуємо гамма-корекцію до нашого самого основного 

зображення, ми бачимо, що отримуємо марні зображення у випадках гамма > 1, 

оскільки початкова контрастність зображення вже висока, і ми отримуємо 

зображення з нижчою контрастністю з корекцією гамми у випадку 0 <гама <1. 

 Також варто згадати про перетворення контрастності. Контрастність 

зображення — це величина інтенсивності — різниця значень між його пікселями. 

Якщо пікселі мають значення, близькі один до одного, контраст зображення 

низький, якщо вони мають значення, віддалені один від одного, контраст 

високий. Основний процес, який застосовується для збільшення або зменшення 

контрасту формула 2.6. 

 

𝑎(𝑟 − 𝑠) + 𝑠 (2.6) 
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У цій формулі r: відповідний піксель s: a коефіцієнт a:> 1 – це коефіцієнт, який 

перетворює застосований процес у збільшення контрасту, а якщо 0 <= a <1, 

застосований процес для зменшення контрасту. На рис. 2.16 зображено 

контрастні перетворення.  

 

 

Рисунок 2.16. Контрастні перетворення 

 

 Однією з операцій, що використовуються для зміни параметрів 

контрастності зображення, є розтягування контрасту. Він змінює діапазон 

розподілу та співвідношення значень пікселів у зображенні, щоб гістограма 

зображення (яка буде детально розглянута в наступному підрозділі) мала більш 

пропорційний розкид. Підсумовуючи, це можна виразити як врівноваження, а не 

як збільшення чи зменшення контрасту. Цей процес застосовується за наведеною 

нижче формулою 2.7. 
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𝐽(𝑟, 𝑐) = (𝑀𝐽 − 𝑚𝐽)
𝐼(𝑟, 𝑐) − 𝑚𝐼

𝑀𝐼 − 𝑚𝐼
+ 𝑚𝐽 

(2.7) 

  

де 𝑚𝐼 - мінімальне значення пікселя на зображенні, 𝑀𝐼 - максимальне значення 

пікселя на зображенні, 𝑚𝑗 мінімальне значення, яке може мати піксель у 

вихідному зображенні, 𝑀𝐽 - максимальне значення, яке піксель може мати на 

зображенні, 𝐼(𝑟, 𝑐)- будь-який піксель значення на малюнку. На рис. 2.17 

зображено приклад контрастного розтягування. 

 

 

Рисунок 2.17. Контрастне розтягування 

 

 Інша операція – порогове значення контрасту. У цьому процесі як порогове 

значення вибирається фіксоване значення, і, призначаючи 1 значенням, вищим за 

цей поріг, і 0 меншим значенням, отримують висококонтрастні двійкові вихідні 

зображення. Існує 2 поширених методи визначення порогового значення. 
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Перший — це просто вибрати фіксоване число (глобальний поріг), а другий — 

використовувати середнє значення пікселів як поріг (середнє глобальне порогове 

значення) (рис. 2.18). 

 Не менш важливим поняттям в обробці зображень є гістограми зображень. 

Гістограма зображення є дискретною функцією з рівнем сірого по осі x, а по осі 

y — загальною кількістю пікселів із відповідним бітом відтінків сірого 

зображення. Хоча гістограми дають нам уявлення про різні проблеми, пов’язані 

з зображенням, яке ми маємо, вони є основою багатьох операцій, що виконуються 

в просторовій області. 

 

 

Рисунок 2.18. Використання порогових значень 

 

 На рис. 2.19 представлено гістограму чорно-білого (1-канального) 

зображення. Рівень сірого зображення становить 8 біт, тобто його пікселі можуть 

приймати значення від 0 до 255. Таким чином, вісь x знаходиться в діапазоні від 

0 до 255, а вісь y складається з чисел, які описують кількість пікселів від кожного 

значення в цьому діапазоні. Наприклад, на цій картинці ми бачимо, що пікселів 

зі значенням 0 немає, тоді як зі значенням 14 більше 1500 пікселів. 
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Рисунок 2.19. Гістограма для сірого зображення 

 

На рис. 2.20 представлено гістограму RGB (3-канального) зображення. 

Рівень сірого знову становить 8 біт. Відмінність від чорно-білого зображення 

вище полягає в тому, що числа, які утворюють вісь y, розраховуються і 

збираються окремо для пікселів у 3 різних каналах. Наприклад, значення x = 69 y 

= 10780 говорить нам, що це зображення має загальну кількість 10780 пікселів зі 

значенням 69 у 3 різних каналах. 

 

 

Рисунок 2.20. Гістограма для RGB зображення 
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Також можна переглядати гістограми кожного каналу окремо в RGB-

зображеннях. Отже, на рис. 2.21 ми бачимо загальну кількість кожного каналу 

всередині себе, а не загальну кількість пікселів 3 каналів на осі Y. 

Кольорові зображення, які ми звикли бачити в повсякденному житті 

більше, ніж чорно-білі зображення, насправді є зображеннями, де 3 різні матриці 

об’єднуються, щоб створити 1 цифрове зображення. Усі різні кольори, які 

сприймаються нашим оком, насправді є сумішшю трьох основних кольорів: 

червоного, зеленого та синього. Зображення RGB — це зображення, які мають 

окрему матрицю для цих 3 основних кольорів, а значення пікселя в позиції x 

виходить із суміші значень у цих 3 матрицях. Ми сказали, що на чорно-білих 

знімках піксель наближається до 0, наближається до чорного, а піксель, що 

наближається до 255, наближається до білого. 

 

 

Рисунок 2.21. Гістограма для 3 каналів зображення 

 

Для 3-канальних зображень у червоному каналі піксель, що наближається 

до 0, наближається до чорного, а піксель, що наближається до 255, наближається 

до червоного; у зеленому каналі піксель, що наближається до 0, наближається до 
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чорного, а піксель, що наближається до 255, наближається до зеленого; у синьому 

каналі піксель, що наближається до 0, наближається до чорного, а піксель, що 

наближається до 255, наближається до синього. У поєднанні цих 3 каналів, яка 

матриця має найвище значення для відповідного пікселя, цей колір буде 

домінуючим у цьому пікселі. Ми бачимо, що піксель зображення близький до 

білого, де 3 кольори мають однакові пікселі високого значення, а де 3 кольори 

мають однакові пікселі низького значення, піксель зображення ближчий до 

чорного. 

3 різні матриці розміром 3 x 9, які послідовно утворюють червоний, 

зелений і синій канали зображення та отримане зображення розміром 3x9 

пікселів (рис. 2.22). Ви можете досліджувати кольори, створені комбінацією 

різних значень пікселів у 3 каналах, і ви можете проводити власні експерименти 

за посиланням на код, яке буде надано в кінці цього розділу. 

 

Рисунок 2.22. RGB зображення 
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2.3.2. Вирівнювання гістограм 

Це процес балансування розподілу на гістограмі зображення. Кожен 

піксель на зображенні проходить через кроки, описані нижче, що призводить до 

більш збалансованої гістограми, а потім більш збалансованого зображення. Якщо 

розподіл контрасту зображення вже достатньо збалансований, на знімку не 

спостерігається значних змін. 

1. Для кожного значення рівня сірого розраховується загальна кількість 

пікселів на зображенні. 

2. Для кожного значення рівня сірого розраховується ймовірність появи 

у випадковому пікселі. Для цього розрахунку загальна кількість кожного 

значення рівня сірого на попередньому кроці ділиться на загальну кількість 

пікселів на зображенні. Ці обчислення ще називають щільність неперервної 

випадкової величини. 

3. Розрахунок функції розподілу ймовірностей виконується за 

значеннями функції щільності ймовірності. Кумулятивне значення щільності 

розраховується шляхом додавання значення ймовірності кожного значення 

градації сірого з попереднім значенням. 

4. Кумулятивне значення кожного значення рівня сірого множиться на 

найвище значення відтінків сірого та округляється до найближчого цілого 

значення для обчислення кумулятивної функції розподілу. 

У цей момент отримані значення проти значень відтінків сірого 

обмінюються вихідними значеннями відтінків сірого, а значення пікселів 

отримуються зі збалансованою гістограмою нового зображення. Нижче на 

рис. 2.23 представлено просту матрицю зображень 3x3, де всі ці кроки 

виконуються один за іншим і як виходить збалансоване зображення. 
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Рисунок 2.23. Початкове зображення і вихідна діаграма [80] 

 

На рис. 2.24 показано початкове зображення та його гістограма, а потім 

вихідна (вирівняна) гістограма та зображення.  

 

 

Рисунок 2.24. Початкове та вирівняне зображення 
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Висновки до розділу 2 

 

В розділі розглянуто технології та методики, які використовувалися для 

подібної задачі. Було розглянуто методи обробки і покращення зображень. Було 

обрано алгоритм на основі multiple instance learning фреймворку. Основна 

перевага цього підходу це те, що на відміну від supervised learning, обраний нами 

алгоритм не потребує міток для всіх зображень, а може генерувати псевдоміток. 

Також було обґрунтовано доцільність використання методики, яка визначена 

основною в цій роботі.   
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РОЗДІЛ 3 

АНАЛІТИЧНА ЧАСТИНА 

 

Головними завданнями поставлених в рамках цієї роботи є дослідити та 

зрозуміти моделі класифікації зображень, знайти набір даних, який буде 

використовуватись для побудови моделі, визначити метрики оцінки якості 

класифікації. Також потрібно визначити архітектуру нейронної мережі та набір її 

гіперпараметрів. 

 

3.1. Розвідувальний аналіз даних 

 

Що стосується наборів даних, які використовуються для перевірки 

ефективності класифікаторів, набір даних MICCAI 2020 PANDA [81] 

використовується для оцінки запропонованих алгоритмів. Цей набір даних 

складається з 10 415 зображень передміхурової залози, чиї первинні та вторинні 

оцінки за Глісоном були позначені фахівцями-патологами.  

Гігапіксельні зображення були повторно дискретизовані до 10-кратної 

роздільної здатності та випадковим чином згруповані в три групи для навчання, 

перевірки та тестування. Отримані розбивки для набору даних PANDA, а також 

розподіл балів Глісона в обох наборах даних представлені.  

Розглянемо розподіл даних за шкалою ISUP (рис. 3.1). Згідно розробленої 

нами стовпчастої діаграми бачимо, що найбільше зображень відносяться до 

класів у яких значення за шкалою ISUP дорівнює 0 та 1. 

Варто згадати, що дані були зібрані в Karolinska Institute та Radboud 

University Medical Center. Вони використовували різні сканери з дещо різною 

максимальною роздільною здатністю мікроскопів і працювали з різними 

патологоанатомами для маркування своїх зображень. Більш того кожен 

університет використовував різні мітки. 

Згідно даних Radboud University Medical Center визначено такі мітки: 
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• 0: фон (без тканини) або невідомий 

• 1: строма (сполучна тканина, неепітеліальна тканина) 

• 2: здоровий (доброякісний) епітелій 

• 3: раковий епітелій (Gleason 3) 

• 4: раковий епітелій (Gleason 4) 

• 5: раковий епітелій (Gleason 5) 

Згідно даних Karolinska Institute визначено такі мітки: 

• 0: фон (без тканини) або невідомий 

• 1: доброякісна тканина (строма та епітелій разом) 

• 2: ракова тканина (строма та епітелій разом) 

 

 

Рисунок 3.1. Розподіл за ISUP 

 

Як бачимо з графіку зображення які відносяться до класу в якому значення 

за шкалою ISUP дорівнюють 0 та 1 є найбільшими. Згідно з описом, коли пацієнт 

отримує оцінку 0 то це означає, що у нього відсутні ракові клітини. 
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Розглянемо також параметри зображень залежно від провайдера даних 

(рис. 3.2). 

 

 

Рисунок 3.2. Розподіл зображень за розміром 

 

Зображення, які були отримані в Radboud University Medical Center мають 

в середньому менший розмір, приблизно 2 мільйони пікселів. Що ж до зображень 

від Karolinska Institute вони мають в середньому розмір 3 мільйонів пікселів. 

Також перевіримо розподіл даних за шкалою Глісона (рис. 3.3) і згрупуємо 

дані за провайдером даних (рис. 3.4).  

 

 

Рисунок 3.3. Розподіл зображень за шкалою Глісона 



62 
 

 

Рисунок 3.4. Розподіл зображень за шкалою Глісона і провайдером даних 

 

Найбільшими класами за шкалою Глісона виявилися класи «0+0» та «3+3», 

більша частина даних була надана від Karolinska Institute.  

Проаналізувавши дані, також було зроблено такі висновки: 

• Розміри зображення досить великі (зазвичай від 5 000 до 40 000 

пікселів як по осі x, так і y). 

• Кожне зображення має 3 рівні, які ви можете завантажити, що 

відповідають зниженню дискретизації на 1, 4 і 16. Проміжні рівні можна створити 

шляхом зниження дискретизації більш високого рівня роздільної здатності. 

• Розміри кожного рівня відрізняються залежно від розмірів вихідного 

зображення. 

• Біопсія може бути зображена під різними кутами. Цей поворот не має 

клінічної цінності і залежить лише від того, як біопсія була зібрана в лабораторії. 

• Існують помітні відмінності в кольорі біопсії, це дуже часто 

зустрічається при патології і викликається різними лабораторними процедурами. 
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Крім мітки на рівні зображення, майже всі слайди в навчальному наборі 

мають пов’язану маску з додатковою інформацією про мітки. Ці маски 

безпосередньо вказують, які частини тканини є здоровими, а які злоякісними 

(рис. 3.5).  

 

 

Рисунок 3.5. Маски зображень 

Ці маски надаються, щоб допомогти з розробкою стратегій для вибору 

найбільш корисних фрагментів зображень. Значення маски залежать від 

постачальника даних. 

Порівняння оригінального зображення і його маски показано рис. 3.6. 
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Рисунок 3.6. Зображення і їх маски 

 

 На зображенні вище показано два приклади масок із набору даних. Перша 

маска від Radboud University Medical Center і показує два різні ступені раку 

(показано жовтим та оранжевим). Друга маска з Karolinska Institute, що містить 

рак, виділений зеленим кольором. Зауважте, що у другому прикладі, хоча біопсія 

містить рак, не вся епітеліальна тканина має бути раковою. Таким чином, біопсія 

може містити суміш ракової та здорової тканини. 

Тепер візуалізуємо ракові та неракові області зображення (рис. 3.7) при 

тому що маски різні для різних постачальників даних, потрібно враховувати це. 
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Рисунок 3.7. Ракові та неракові області 

 

Тепер, коли ми візуалізували маски та відобразили їх поруч, давайте 

накладемо їх на відповідні зображення. Оскільки маски мають той самий розмір, 

що й зображення, ми можемо накладати маски на тканину, щоб безпосередньо 

побачити, які ділянки є раковими.  

 

 

Рисунок 3.8. Зображення з накладеними масками 
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Це накладення може допомогти вам визначити різні моделі зростання. Для 

цього ми завантажуємо і маску, і біопсію та об’єднуємо їх за допомогою PIL 

бібліотеки Python (рис. 3.8). 

 

3.2. Метрики 

 

Основною метрикою для оцінки точності класифікації було обрано 

зважений коефіцієнт Каппа Коена. Каппа або Каппа Коена схожа на точність 

класифікації, за винятком того, що вона нормалізується на базовій лінії 

випадкових шансів у вашому наборі даних: вона в основному говорить вам, 

наскільки краще працює ваш класифікатор порівняно з продуктивністю 

класифікатора, який просто вгадує випадковим чином відповідно до частоти 

кожного класу. Квадратична зважена Каппатвимірює узгодженість двох 

результатів. Цей показник зазвичай варіюється від 0 (випадкова згода) до 1 (повна 

згода). Якщо випадково буде менше згоди, ніж очікувалося, показник може 

опуститися нижче 0. 

Квадратична зважена Каппа розраховується за формулою 3.1 наступним 

чином. Спочатку будується N x N матриця 𝑂 так, що 𝑂𝑖,𝑗 відповідає кількості 𝑖 

(фактичних) оцінок за шкалою ISUP, які отримали передбачене значення 𝑗. 

Матриця ваг N на N, 𝑤, розраховується на основі різниці між фактичними і 

прогнозованими значеннями. 

 

𝑤𝑖,𝑗 =
(𝑖 − 𝑗)2

(𝑁 − 1)2
 (3.1) 

  

Матриця N x N очікуваних результатів, E, розраховується за умови 

відсутності кореляції між значеннями. Це розраховується як зовнішній добуток 
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між фактичним вектором результатів і прогнозованим вектором результатів, 

нормованим таким чином, що E і O мають однакову суму. 

Нарешті, з цих трьох матриць квадратична зважена Каппа обчислюється за 

формулою 3.2: 

 

𝜅 = 1 −
∑ 𝑤𝑖,𝑗𝑂𝑖,𝑗𝑖,𝑗

∑ 𝑤𝑖,𝑗𝐸𝑖,𝑗𝑖,𝑗
 (3.2) 

  

де 𝑤 - зважена матриця, 𝑂 - матриця гістограми, а 𝐸 - очікувана матриця. 

 

Висновки до розділу 3 

 

В розділі 3 виконано розвідувальний аналіз даних. Цей аналіз дав змогу 

визначити особливості даних. Було обрано оптимальні метрики для оцінки 

точності класифікації нейронної мережі.  
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РОЗДІЛ 4 

ПРАКТИЧНА ЧАСТИНА 

 

4.1. Архітектура нейронної мережі 

 

Для побудови алгоритму класифікації за основу було обрано архітектуру 

VGG16. Розглянемо у чому особливості даної архітектури. 

VGG16 – модель згорткової нейронної мережі запропонована K. Simonyan 

і A. Zisserman із Оксфордського університету в статті “Very Deep Convolutional 

Networks for Large-Scale Image Recognition” [82]. Модель досягає точності 92.7% 

- топ-5, при тестуванні на ImageNet в задачах розпізнавання об’єктів на 

зображеннях.  

ImageNet – набір даних, який складається із більше чим 15 мільйонів 

розмічених високоякісних зображень, розділених на 22000 категорій. 

Зображення були взяті з інтернету та розмічені вручну людьми за допомогою 

краудсорсингового майданчика Mechanical Turk від Amazon. У 2010 році, як 

частина Pascal Visual Object Challenge, розпочалося щорічне змагання – ImageNet 

Large-Scale Visual Recognition Challenge (ILSVRC). У ILSVRC використовується 

вибірка з ImageNet розміром 1000 зображень у кожній з 1000 категорій. Таким 

чином, тренувальний сет складався приблизно з 1.2 мільйонів зображень, 

перевірочний - 50000 зображень, тестовий - 150000 зображень. Так як ImageNet 

складається з зображень різного розміру, їх необхідно було привести до єдиного 

розміру 256х256. Якщо зображення є прямокутником, то воно масштабується і з 

нього вирізається центральна частина розміром 256х256. 

Архітектура VGG16 представлена на рис. 4.1. На вхід шару conv1 

подаються RGB зображення розміру 224х224. Далі зображення проходять через 

стек згорткових шарів, в яких використовуються фільтри з дуже маленьким 

рецептивним полем розміру 3х3 (який є найменшим розміром для отримання 

уявлення про те, де знаходиться право/ліво, верх/низ, центр). В одній із 
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конфігурацій використовується згортковий фільтр розміру 1х1, який може бути 

представлений як лінійна трансформація вхідних каналів (з наступною 

нелінійністю). 

 

 

Рисунок 4.1. Архітектура VGG16 [83] 

 

Згортковий крок фіксується на значенні 1 піксель. Просторове доповнення 

(padding) входу згорткового шару вибирається таким чином, щоб просторова 

роздільна здатність зберігалася після згортки, тобто доповнення дорівнює 1 для 

3х3 згорткових шарів. Просторовий пулінг здійснюється за допомогою п'яти max-

pooling шарів, які слідують за одним із згорткових шарів (не всі згорткові шари 

мають наступні max-pooling). Операція max-pooling виконується на вікні розміру 

2х2 пікселів із кроком 2. Після стеку згорткових шарів (який має різну глибину в 

різних архітектурах) йдуть три повнозв'язні шари: перші два мають по 4096 

каналів, третій — 1000 каналів (оскільки у змаганні ILSVRC потрібно 

класифікувати об'єкти за 1000 категоріями; отже, класу відповідає один канал). 

Останнім іде soft-max шар. Конфігурація пов'язних шарів одна й та сама у всіх 

нейромережах. Всі приховані шари мають ReLU. Зазначимо також, що мережі (за 
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винятком однієї) не містять шару нормалізації (Local Response Normalisation), 

оскільки нормалізація не покращує результату на датасеті ILSVRC, а веде до 

збільшення споживання пам'яті та часу виконання коду. 

VGG16 істотно перевершує у продуктивності минулі покоління моделей у 

змаганнях ILSVRC-2012 та ILSVRC-2013. Досягнутий VGG16 результат можна 

порівняти з переможцем змагання з класифікації (GoogLeNet з помилкою 6.7%) 

у 2014 році та значно випереджає результат Clarifai переможця ILSVRC-2013, 

який показав помилку 11.2% із зовнішніми тренувальними даними та 11.7% без 

них. Що стосується однієї мережі, архітектура VGG16 досягає найкращого 

результату (7.0% помилки на тесті), випереджаю одну мережу GoogLeNet на 

0.9%. Порівняння результатів різних моделей представлено на рис. 4.2. 

 

 

Рисунок 4.2. Порівняння  результатів [84] 

 

4.2. Деталі реалізації моделі 

  

Моделі «вчитель» та «студент» основані на VGG16. Модель «вчителя» на 

вхід приймає зображення розміром 256х256. Тоді як топ-модель 

використовується глобальне середнє об’єднання (global-average pooling) та 

щільний шар (dense layer) із активацією soft-max. Через різну кількість 
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екземплярів у біопсії 𝐼 архітектуру не можна навчити за допомогою mini-batch 

стратегії. Таким чином, процес навчання здійснювався з використанням batch 

(пакета) розміром 1го зображення. Кількість патчів на слайд варіюється від 40 до 

300 у навчальному наборі. Щоб уникнути обчислювальних обмежень, на кожній 

ітерації було використано до 200 випадкових патчів. На етапі навчання модель 

«учителя» навчалася протягом 30 епох за допомогою оптимізатора SGD. 

Коефіцієнт швидкості навчання (𝜂) був ініціалізований як 1·10-2, значення якого 

зменшується на 10 після половини ітерацій. Потім протягом останніх 5 епох було 

застосовано експоненційний спад, щоб стабілізувати вагові коефіцієнти таким 

чином, що коефіцієнт швидкості навчання відповідав формулі 4.1. 

 

𝜂 = 1 ⋅ 10−3 ⋅ 𝑒 −0.1⋅𝑡 (4.1) 

 

 де t — номер епохи. Модель «студента» навчалася за тією ж процедурою, що й 

модель «вчителя», тобто з такою ж кількістю епох, оптимізатором і коефіцієнтом 

швидкості навчання. 

 Глобальна оцінка біопсії була проведена з використанням ознак, виділених 

моделлю «студента». 

Щоб порівняти запропонований нами підхід з попередніми 

найсучаснішими моделями, базові методи реалізовані як для локальної оцінки, 

так і для оцінки на рівні біопсії. По-перше, щодо слабкоконтрольованої оцінки на 

рівні Глісона, була реалізована модель, подібна до [85] для класифікації MIL. 

Цей метод, надалі званий глобальним призначенням, полягає у призначенні 

глобальної мітки кожному патчу WSI та навчанні CNN за допомогою цього 

псевдоконтрольованого набору даних. Для зменшення шуму на псевдоетикетках 

під час навчання використовувалися лише слайди з однією унікальною оцінкою 

за Глісоном. Що стосується використовуваної мережі, ми навчали модель, 

використовуючи ту саму архітектуру, оптимізатор і швидкість навчання графік, 
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ніж ми використовували в нашій студентській моделі. Крім того, у моделі 

викладача були використані найсучасніші методи для агрегації MIL для 

порівняння із запропонованою операцією максимального об’єднання. Конкретно, 

останні методи зосереджені на використанні механізмів на основі уваги для 

вбудовування на основі агрегації в завданнях бінарної класифікації MIL. 

 Запропоновані методи були реалізовані за допомогою середовища Jupyter 

Notebook. Мовою програмування було обрано Python 3.6. Побудова і 

конфігурація нейронної мережі виконувалася завдяки бібліотеці Pytorch. 

 

4.3. Результати 

  

При оцінці локальних патернів ми зосередимося на обговоренні отриманих 

результатів при використанні різних параметрів у weakly-supervised learning і 

проаналізуємо поведінку пари вчитель-учень для цього завдання. В таблиці 4.1 

наведено ці результати. Можемо спостерігати, що модель викладача досягла на 

тестових наборах даних 0.75 і 0.71 за метрикою Коена Каппи (κ), 

використовуючи max і MIL як функції агрегації відповідно. 

Таблиця 4.1 

 Результати досліджень 

Метод ACC F1 k 

NC GG3 GG4 GG5 Avg. 

Вчитель Max 0.7055 0.7263 0.7356 0.6827 0.666 0.7026 0.7567 

Студент Max 0.722 0.8453 0.7653 0.6230 0.7029 0.7341 0.7930 

Вчитель MIL 0.698 0.2531 0.7329 0.647 0.7253 0.5895 0.7162 

Студент MIL 0.632 0.1342 0.7125 0.6273 0.7333 0.5518 0.6891 

 

Також модель «вчителя», демонструє перспективні результати для 

диференціації оцінок Глісона. Зокрема, AttMIL досягає значення F1 між 
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наборами даних 0.731, 0.631 і 0.698 для GG3, GG4 і GG5 відповідно. Це показує 

переваги використання механізмів MIL під час навчання моделі «викладача», що 

змушує модель зосереджуватися на різних виправленнях, щоб об’єднати 

передбачення на рівні екземпляра. 

Тим не менш, результати змінюються під час навчання моделі «студента», 

використовуючи передбачення моделі викладача як псевдомітки. Ми можемо 

помітити, що модель студента з використанням максимальної агрегації 

отримала значення κ 0.79 і F1 0.73, що є покращенням на 8% і 12% відповідно, 

порівняно з відповідною моделлю «викладача». З іншого боку, модель 

«студента» не демонструє жодних покращень при використанні AttMIL як 

функції агрегації. У інтерпретації цих результатів процес уточнення міток між 

моделями «вчителя» та «студента» відіграє фундаментальну роль. У цьому 

процесі хибнонегативні патчі з позитивних пакетів відкидаються під час 

тренування, тоді як хибнопозитивні випадки не можуть бути виявлені. Ці 

випадки, помилково класифіковані моделлю «вчителя» як ракові, є основним 

джерелом шуму в навчанні моделі «студента». Крім того, ми спостерігаємо, що 

агрегація максимального об’єднання призводить до точності при виявленні 

ракових випадків 0.95, тоді як агрегація AttMIL отримує лише 0.26.  

Цю різницю можна пояснити тим фактом, що операція максимального 

об’єднання на рівні зображень в архітектурі моделі викладача створює зворотне 

поширення ваг лише для злоякісних моделей, які модель класифікує з високою 

впевненістю. Хоча це явище збільшує кількість помилково негативних 

класифікацій для ракових класів, ці зразки відкидають під час вищезгаданого 

процесу уточнення мітки. Таким чином, запропонована нами структура, що 

використовує max-poolimg як функцію агрегації MIL в моделі викладача, не 

створює шуму під час процесу псевдомаркування, що призводить до кращої 

продуктивності моделі «студента». На рис. 4.3 представлено матрицю помилок. 
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Рисунок 4.3. Матриця помилок для прогнозування оцінок Глісона на рівні 

патчів, виконана моделлю «студент» 

 

 Розглянемо також результати класифікації на рівні біопсії. У таблиці 4.2 

наведено результати, отримані за допомогою запропонованих підходів на основі 

характеристик моделі «студента», а також за результатами базових методів.  

Таблиця 4.2 

 Результати досліджень на рівні біопсії 

Метод Gleason 

score 

Grade Group 

GG% + kNN 0.7936 0.8152 

GG% + MLP 0.8054 0.8229 

Features + Average + kNN 0.773 0.7927 

Features + Average + MLP 0.7954 0.8245 

 

Також вказуються результати попередніх робіт. Аналогічно, матриці 

матриця помилок для цієї моделі зображена на рис. 4.4. 
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Запропонована нами модель, заснована на агрегуванні ознак на рівні патчів 

і класифікаторі kNN досягаючи точності 0.80. Етап класифікації нейронних 

мереж показав переналаштування до характеристик навчального набору як у 

розрахунку відсотка оцінки Глісона (на основі класифікації на рівні патчів), так і 

в прогнозуванні глобального балу з використанням функцій моделі «студента». 

Отримані результати є багатообіцяючими. Крім того, модель добре 

диференціювала критичні випадки, такі як групи 2 та 3, основна відмінність яких 

полягає в балансі між 3 та 4 ступенями за Глісоном у тканині.  

 

 

Рисунок 4.4. Матриця помилок прогнозу групи оцінок на рівні біопсії, 

зробленого моделлю «студент» і класифікатором k-найближчих сусідів 

 

Висновки до розділу 4 

  

У цьому розділі ми провели описання архітектури, яка використовувалася 

як основа для побудови алгоритму. Також було розкрито деталі реалізації 

нейронної мережі. Найкращий результат на рівні патчів дала модель «студента» 

з використанням функції агрегації max-pooling, точність моделі за зваженим 

коефіцієнтом Коена Каппи становить 0.7930. Потім функції, засвоєні за 

допомогою навчених моделей на рівні патчів, використовувалися для 
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прогнозування глобальної групи оцінок за допомогою середньої агрегації та 

рівня лінійної класифікації. Метод був протестований та досягнув точності 0.82. 
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РОЗДІЛ 5 

СТАРТАП АНАЛІЗ ПРОЕКТУ 

 

Стартап-проект за темою магістерської дисертації являє собою розробку 

алгоритму класифікації гістологічних зображень раку простати.  

Метою даного розділу є проведення аналізу стартап-проекту, а саме його 

маркетингової цінності, потенційної бази клієнтів, можливості інтегрування 

цього проекту на ринку технологій в медицині та охороні здоров'я. 

 

5.1 Резюме проекту 

 

Головною ідеєю  є розробка високоточного алгоритму для класифікації 

зображень біопсії раку простати, який можливо буде інтегрувати в медичний 

апарат, що дасть змогу прискорити діагностику онкологічних захворювань та 

зменшити ризик людського фактору. Завдяки цьому алгоритму лікарі зможуть 

проводити якісну діагностику і полегшити процес визначення лікування для 

пацієнта. 

Алгоритм буде орієнтований на використання в приватних або державних 

клініках. Для початку потрібно провести тестове впровадження технології у 

декількох лікарнях, для того, щоб лікарі мали змогу ознайомитися з 

ефективністю розробленого алгоритму. 

Перевагою цієї моделі є в тому, що її легко можна інтегрувати, як 

програмне забезпечення і встановити на будь-який комп'ютер.  

Планується, що для того, щоб виконати діагностику за допомогою нашої 

технології потрібно буде сплатити $50. Прибутковість проекту планується 

$20000 в рік. Приблизно через 3 роки технологія почне приносити дохід і покриє 

витрати на розробку, тестування і дослідження. 
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5.2 Організація проекту 

 

Проект реалізується на базі Київського Політехнічного Інституту імені 

Ігоря Сікорського. Автором проекту є студент 6го курсу факультету біомедичної 

інженерії. 

Дата створення проекту – листопад 2021 року. 

Адреса – м. Київ, вул. Металістів 4. 

 

5.3 Канва бізнес-моделі проекту 

 

Ключові партнери: 

Ключовими партнерами є компанії, які спеціалізуються на створенні 

медичних апаратів, такі як німецька Sartorius або американська Pfizer. 

Ключові види діяльності: 

- Збір даних 

- Розробка та тестування технології 

- Проведення промо заходів для популяризації технології 

Ключові ресурси:  

Ключовими ресурсами є високоякісні дані з достатньою кількістю міток та 

звичайно людські ресурси, які будуть розробляти даний алгоритм. 

Ціннісні пропозиції: 

Продукт призначений для вирішення задач автоматизованої комп'ютерної 

діагностики. 

Продукт дає змогу вивести медицину на новий рівень в якому рішення все 

менше опираються на досвід лікаря. 

Взаємовідносини зі споживачами: 

Компанія збирається поширювати інформацію про цінність та 

революційність даної технології у діагностиці онкозахворювань. 



79 
 

Споживчі сегменти: 

Державні та приватні клініки, компанії, які розробляють медичну 

апаратуру. 

Канали збуту:  

Збувати нашу продукцію можливо 2 основними способами: завдяки участі 

в державних тендерах або партнерства з приватними компаніями і корпораціями. 

Структура витрат: 

Основними витратами є витрати на дослідження у сфері діагностики 

онкозахворювань, на отримання великого об'єму даних, які не завжди можуть 

бути у відкритому доступі і звичайно витрати на розробку технології. 

Потоки надходження доходів: 

Доходи будуть надходити за рахунок інвестицій у розробку, а також 

завдяки надходженням від пацієнтів, які будуть проходити діагностику. 

 

5.4 Ключові види діяльності проекту 

 

Вид проекту за характером інновації  

За характером інновації проект є дослідно-технологічною роботою. Для 

реалізації основного алгоритму була проведена велика кількість науково-

дослідницької роботи. 

Спрямованість проекту 

• Випуск високоякісної продукції. 

• Реформація традиційних методів діагностики. 

• Автоматизація і підвищення якості діагностики 

Ключовою метою для проекту є впровадження нових підходів у 

комп'ютерній діагностиці онкологічних захворювань, а саме методів штучного 

інтелекту, які є перспективною галуззю. Ми націлені не тільки на фінансовий 

успіх нашого проекту на ринку України і не тільки, а й в успіху в науковій сфері, 
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адже ми також націлені на популяризацію подібних технологій. У таблиці 5.1 

описано основні бізнес-процеси проекту 

Таблиця 5.1 

Основні бізнес-процеси проекту 

Група процесів Бізнес-процес 

Ступінь опрацювання бізнес-

процесу 

є реалізованим буде 

реалізованим 

Розробка 

продукції 

розробка та конструювання 

продукції 

+  

Вимоги 

споживачів  

дослідження розвитку ринку +  

організація маркетингу і 

продажів 

+  

тендерне розміщення 

замовлень 

+  

Виконання 

замовлень 
забезпечення і матеріально-

технічний збут 

 - 

Обслуговуванн

я споживача 
консультація персоналу 

лікарень 

 - 

технічна підтримка додатку  - 

 

5.5 Ціннісні пропозиції та споживачі 

 

У таблиці 5.2 представлено ключові переваги потенційного товару.  

Таблиця 5.2 

Ключові переваги потенційного товару 

No Потреба Вигода, яку пропонує 
Ключові переваги перед 

конкурентами 

1. 
Проста можливість 

інтеграції 

Можливо застосувати для будь-

якого програмного забезпечення 

Гнучка у використанні 

технологія 

2. Швидкість роботи 
Класифікація проходить за декілька 

секунд 

Автоматизована 

діагностика 
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Продовження таблиці 5.2 

No Потреба Вигода, яку пропонує 
Ключові переваги перед 

конкурентами 

3. 
Автоматична 

обробка даних 

Опрацювання даних, класифікація та 

визначення стадії раку простати 

Всі обчислення 

проводяться 

автоматично.  

 

5.6  Характер формування споживчої цінності проекту 

 

Покращення задоволення існуючих потреб:  

• відносно низька вартість;  

• автоматизованість;  

• швидкість роботи; 

• проста інтеграція; 

 

5.7  Зміст ідеї проекту 

 

На таблиці 5.3 представлено зміст ідеї проекту 

Таблиця 5.3 

Зміст ідеї проекту 

Зміст  

ідеї 

Напрямки  

застосування 

Сегменти  

споживачів  

Цінність для 

споживачів 

Автоматизований 

алгоритм діагностики і 

виявлення раку простати 

за допомогою 

гістологічних зображень 

біопсії 

Встановлення 

діагнозу пацієнта 

Державні та приватні 

лікарні, компанії, які 

спеціалізуються на 

виробництві 

медичного 

обладнання 

Швидка, 

автоматизована 

та високоякісна 

діагностика, яка 

допомагає 

мінімізувати 

ризик 

виникнення 

помилок через 

людський фактор 
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У таблиці 5.4 представлено технологічний аудит проекту. 

Таблиця 5.4 

Технологічний аудит ідеї проекту 

№  
Ідея  

проекту 

Технології  

її реалізації 

Наявність  

технологій 

Доступність 

технологій 

1. Алгоритм 

класифікації 

гістологічних 

зображень раку 

простати 

Бібліотека для побудови 

нейронних мереж Pytorch 

та мова програмування 

Python 

Наявна Доступна 

Обрана технологія реалізації ідеї проекту: мова програмування Python 

 

У таблиці 5.5 наведено SWOT аналіз проекту. 

Таблиця 5.5 

SWOT-аналіз проекту 

Сильні сторони (S): 

– Автоматизована діагностика 

– Швидке отримання результатів 

 

Слабкі сторони (W): 

– Потреба у великій кількості даних з 
високою якістю 

 

Можливості (O): 

– Інтеграція технології в різне медичне 
обладнання 

– Реформація традиційних підходів у 
діагностиці 

– Перспектива виходу на міжнародний 
ринок 

 

Загрози (T): 

– Більш точні алгоритми 
запропоновані конкурентами 

– Нестача фінансування від держави 
та інвесторів 

– Скептичне ставлення до 
автоматизованої діагностики зі 
сторони лікарів 

 

 

У таблиці 5.6 представлено взаємовідносини зі споживачами та канали 

збуту 
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Таблиця 5.6 

Взаємовідносини зі споживачами та канали збуту 

№ 
Сегмент 

споживачів 
Особливості 

поведінки  
Вимоги 

споживачів 
Канали  
збуту 

Інші аспекти 
взаємовідноси

н 

1. Державні та 

приватні 

лікарні, 

компанії, які 

спеціалізую-

ться на 

виробництві 

медичного 

обладнання  

Комунікація 
проходить через 
приватні та 
державні клініки 

Технологія 
повинна мати 
високу точність 
класифікації 

-Державні 
замовлення 
-Контракти з 
приватними  
клініками  
- Контракти з 
компаніями 

 

 

5.8 Обгрунтування ресурсів та витрат проекту 

 

У таблиці 5.7 наведено визначення ціни продукту. 

Таблиця 5.7 

Визначення ціни 

№  
Рівень цін  
на товари-
замінники 

Рівень цін  
на товари-

аналоги 

Рівень доходів 
цільової групи 
споживачів 

Верхня та нижня 
межі встановлення 
ціни на продукцію 

Розрахун-
кова ціна 
продукції 

1. - - Державне 
фінансування 

$50 - 70 $60 

 

У таблиці 5.8 наведено розрахунок загальних початкових інвестиційних 

витрат. 

Таблиця 5.8 

Розрахунок загальних початкових інвестиційних витрат 

№ Назва етапу Терміни виконання 
Обсяги фінансування, тис. 

грн. 

1. Проведення досліджень 
01.06.2020 - 
01.12.2020 

$650 

2. Опис бізнес процесів 
01.12.2020 - 
31.12.2020 

$100 

3. Проектування архітектури системи 
01.01.2021 - 
01.03.2021 

$2000 
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Продовження таблиці 5.8 

№ Назва етапу 
Терміни 

виконання 
Обсяги фінансування, 

тис. грн. 

4. Реалізація алгоритму класифікації 
01.03.2021 - 
01.06.2021 

$3500 

6. Alpha тестування 
01.06.2021 - 
01.08.2021 

$2000 

7. Beta тестування 
01.08.2021 - 
01.09.2021 

$2500 

Разом  $10750 

 

У таблиці 5.9 наведено розрахунок виробничих витрат. 

Таблиця 5.9 

Розрахунок виробничих витрат 

№ 
з/п 

Стаття  
витрат 

Сукупні витрати за період, тис. грн. 

2021 2022 2023 2024 2025 

1. Загальногосподарські витрати $5000 $8000 $9000   

1.
1. 

витрати на оренду та утримання 
приміщень, обладнання 

$3000 $4000 $4000   

1.
2. 

комунальні витрати 
$1023 $1235 $1233   

1.
3. 

витрати на збут, просування та 
рекламу 

$5000 $3500 $4500   

2. 
Витрати на матеріальні ресурси 
(комплектуючі. сировина) 

$2000 $6000 $4000   

3. Витрати на оплату праці $10000 $15000 $15000   

Разом: $26023 $37735 $37733   

 

У таблиці 5.10 наведено розрахунок загальних витрат на реалізацію 

проекту по роках. 

Таблиця 5.10 

Розрахунок загальних витрат на реалізацію проекту по роках 

Показник 
Значення по роках 

Разом 
2021 2022 2023 2024 2025 

Інвестиційні витрати  $12500      
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Продовження таблиці 5.10 

Показник 
Значення по роках 

Разом 
2021 2022 2023 2024 2025 

Виробничі витрати $17000 
$29000 $29000 

   

Обсяг загальних витрат,  
в тому числі за рахунок 

$29500 

$29000 $29000 

   

– власних коштів $10000 
$19000 $20000 

   

–  коштів інвестора $19500 
$10000 $9000 

   

 

У таблиці 5.11 наведено грошовий потік та оцінка вартості проекту. 

Таблиця 5.11 

Грошовий потік та оцінка вартості проекту 

№ Показник 
Значення по роках 

Разом 
2021 2022 2023 

1. Надходження від проекту 
(виручка від реалізації продукції, 
послуг) (D) 

$10000 $50000 $100000 $160000 

2. Загальні витрати  $29500 $29000 $29000 $87500 

3. Грошовий потік (3 = 1 – 2) (CF) $-19500 $21000 $71000 $72500 

 

Висновки до розділу 5 

 

Проект є дуже привабливим для інвестицій з точки зору сучасних медичних 

компаній та виробників біотехнологічної електроніки, а також для держави. 

Оскільки основною темою проекту є допомога хворим людям, то проект може 

вважатися соціально значимим, і може розраховувати не тільки на інвестиції від 

інвесторів що планують у майбутньому отримати прибуток та акції компанії, а й 

на небайдужих людей та компанії що сприяють розвитку медицини в Україні. 
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ЗАГАЛЬНІ ВИСНОВКИ 

 

В даній роботі було проаналізовано та визначено особливості 

захворювання раку простати. Також було описано технології за допомогою яких 

виконується діагностика даного захворювання. За основу для реалізації 

алгоритму класифікації було обрано згорткові нейронні мережі. У цій роботі ми 

запропонували нову методику класифікації зображень раку простати. 

Пропонований нами підхід складається з моделі «викладача», заснована на 

максимальному об’єднанні висновків на рівні патчів оцінок за Глісоном, здатна 

виконувати локальну класифікацію класу за Глісоном за допомогою міток на 

рівні біопсії. На основі результатів моделі «викладача» та постобробки уточнення 

мітки ми пропонуємо підготовку моделі «студента» на рівні патчів на 

псевдоконтрольованому наборі даних. Студентська модель досягає точності за 

коефіцієнтом квадратичної каппи Коена  0.79 і за показником в сердньому f1 0.73. 

Запропонований нами слабоконтрольований метод узагальнює краще, ніж 

контрольовані методи для локальної оцінки за Глісоном, завдяки відсутності 

упередження анотаторів і можливості навчання на великих наборах даних. 

Потім функції, засвоєні за допомогою навчених моделей на рівні патчів, 

використовувалися для прогнозування глобальної групи оцінок за допомогою 

середньої агрегації та рівня лінійної класифікації. Метод був протестований на та 

досягнув точності  0.79. Наша модель, заснована на функціях, показала, що вона 

досить якісно узагальнює біопсії, які оцінюють патологоанатомом. 

Хороші результати, представлені в цій роботі, є значним успіхом у 

літературі з гістології простати. Використовуючи навчання зі слабким 

контролем, можна оцінювати локальні закономірності в гігапіксельних WSI, що 

перевершують контрольовані методи, які вимагають трудомістких анотацій 

експертів-патологоанатомів. Подальші дослідження будуть зосереджені на 

вивченні та вдосконаленні процесу нормалізації зображення гістологічних 
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зразків передміхурової залози для використання систем комп’ютерної 

діагностики у різних наборах даних, що є життєво важливим кроком для успішної 

класифікації. Крім того, запропоновані моделі зі слабким контролем будуть 

удосконалені, щоб зменшити кількість біопсій, необхідних під час навчання. 

Також було виконано стартап аналіз проекту і визначено основні складові 

і вимоги до проекту. 
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