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МАШИННЕ НАВЧАННЯ, РЕКОНСТРУКЦІЯ ЗОБРАЖЕНЬ, ПРЕПРОЦЕСИНГ ЗОБРАЖЕНЬ, НЕЙРОННА МЕРЕЖА
Об’єкт дослідження – методи відновлення зображень, отриманих з безпілотних літальних апаратів та супутників, які піддаються різним типам і ступеням корупції.
Предмет дослідження – універсальна модель відновлення зображень, що включає контрастивний енкодер деградацій та мережу відновлення, керовану деградацією.
Мета роботи – розробити всеохоплюючий метод, здатний відновлювати зображення з різних невідомих типів і ступенів корупції, зосереджуючи увагу на фотографіях, отриманих з безпілотних літальних апаратів та супутників. Запропонована модель повинна мати дві основні переваги: по-перше, вона повинна слугувати універсальним рішенням для відновлення різних деградованих зображень у межах однієї мережі; по-друге, вона не повинна покладатися на попередні знання про типи та рівні корупції, а використовувати лише саме пошкоджене зображення для прийняття висновків. Такі переваги забезпечують більшу гнучкість та економічну ефективність у реальних сценаріях, де важко передбачити характер корупції, а деградація може змінюватись з часом та простором.
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Master's thesis: 101 p., 17 figures, 6 tables, 33 references, 1 appendix.
MACHINE LEARNING, IMAGE RECONSTRUCTION, IMAGE PREPROCESSING, NEURAL NETWORK
Object of the research – methods for restoring images obtained from unmanned aerial vehicles and satellites that are subject to various types and degrees of corruption.
Subject of the research – a universal image restoration model that includes a contrastive-based degraded encoder and a degradation-guided restoration network.
Purpose of the work – to develop a comprehensive method capable of recovering images from various unknown types and degrees of corruption, with a specific focus on photos obtained from unmanned aerial vehicles and satellites. The proposed model should have two main advantages: first, it should serve as a universal solution for restoring diverse degraded images within a single network; second, it should not rely on prior knowledge of the types and levels of corruption but use only the corrupted image itself to make conclusions. These advantages ensure greater flexibility and cost-effectiveness in real-world scenarios, where it is challenging to predict the nature of corruption, and degradation can vary over time and space.
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У сучасному світі безпілотні літальні апарати (БПЛА) відіграють значну роль у багатьох сферах діяльності, зокрема у військовій[2], цивільній[1] та комерційній розвідці. Одним із ключових завдань БПЛА є зйомка місцевості для збору інформації, що має бути оброблена для подальшого аналізу. Проте якість зображень, отриманих з БПЛА, може значно погіршуватися через різні види спотворень, такі як атмосферні явища (дощ, туман), спотворення, викликані рухом апарату, проблеми з експозицією та низька якість знімків.
Актуальність теми дослідження зумовлена необхідністю розробки ефективних методів препроцесингу зображень, які б дозволили покращити якість даних, що надходять з БПЛА, забезпечуючи точніший аналіз та прийняття рішень. Особливо важливим є одночасне оброблення кількох видів спотворень, що дозволить значно підвищити якість зображень і, відповідно, ефективність розвідувальних операцій.
Препроцесинг зображень є однією з ключових задач у сфері комп'ютерного зору та обробки зображень. Дослідження в цій галузі зосереджені на розробці методів та алгоритмів, що дозволяють поліпшити якість зображень шляхом видалення різноманітних спотворень та збільшення роздільної здатності знімків та відео. Багато досліджень присвячені окремим аспектам цієї проблеми, таким як усунення шуму[3, 4, 5], корекція якості[6, 7], усунення спотворень від погодних явищ[8, 9, 10, 11, 12].
Зокрема, методи глибокого навчання, і згорткові нейронні мережі (CNN), стали основним інструментом для вирішення задач обробки зображень. Такі дослідження, як "Image Super-Resolution Using Deep Convolutional Networks" [13] та "Deep Learning for Image Super-Resolution: A Survey"[14], демонструють високу ефективність CNN у відновленні деталей зображень та поліпшенні їх якості. 
Робота присвячена розробці інтелектуальної системи препроцесингу зображень, яка здатна одночасно обробляти кілька видів спотворень.
Для досягнення цієї мети були визначені наступні етапи:
· аналіз існуючих методів: було проведено детальний аналіз сучасних підходів до обробки зображень, зокрема методів глибокого навчання та класичних алгоритмів відновлення зображень;
· розробка методів: на основі аналізу було запропоновано нові підходи до одночасного усунення кількох видів спотворень, використовуючи комбінацію згорткових нейронних мереж та інших методів машинного навчання;
· впровадження: розроблені методи були реалізовані у вигляді програмного забезпечення;
· тестування та оцінка: було проведено тестування та порівняння системи з існуючими рішеннями на реальних зображеннях, отриманих з БПЛА, з метою оцінки якості та ефективності запропонованих методів;
· аналіз результатів: результати тестування були детально проаналізовані, визначено переваги розробленої системи, а також можливі напрями подальших досліджень.
7
Таким чином, дана робота має на меті розробку нових ефективних методів препроцесингу  для усунення  спотворень  зображень, отриманих за допомогою безпілотних літальних систем та супутникових знімків.
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У сучасному світі технології розпізнавання та обробки зображень відіграють ключову роль у багатьох галузях, зокрема у військовій, медичній, автомобільній промисловості, та в індустрії розваг. Безпілотні літальні апарати (БПЛА) стали невід'ємною частиною розвідувальних операцій, де висока якість зображень є критично важливою для успішного виконання завдань. Однак, якість зображень, отриманих з БПЛА, може значно погіршуватися через різноманітні види спотворень, що ускладнює подальший аналіз та прийняття рішень.
Зображення, отримані з розвідувальних БПЛА, можуть мати кілька типів спотворень, включаючи атмосферні явища (дощ, туман), геометричні спотворення, викликані рухом апарату, та проблеми з експозицією. Такі спотворення можуть суттєво знижувати якість зображень, роблячи їх непридатними для детального аналізу.
1. Атмосферні спотворення. Дощ, туман та інші атмосферні явища можуть суттєво вплинути на видимість та якість зображень. Наприклад, дослідження показують, що туман може знижувати контрастність зображень, ускладнюючи виявлення об'єктів на місцевості. Для вирішення цієї проблеми розроблено методи, які дозволяють усувати ефекти туману з зображень, підвищуючи їх чіткість і контрастність. Одним із таких методів є використання темного каналу, який дозволяє значно зменшити вплив туману на зображення [1].
2. Геометричні спотворення. Рух БПЛА може призводити до виникнення геометричних спотворень на зображеннях, що потребують корекції для відновлення правильних пропорцій та форм об'єктів. Ці спотворення можуть виникати через нестабільність польоту або зміни кута зйомки. Методи вирівнювання зображень та корекції геометричних спотворень дозволяють відновити правильну форму об'єктів на зображеннях, що є критично важливим для точного аналізу місцевості [2].
3. Проблеми з експозицією. Неправильна експозиція може призводити до занадто темних або занадто світлих зображень, що ускладнює розпізнавання деталей. Методи покращення експозиції дозволяють збалансувати освітлення на зображеннях, що забезпечує краще виявлення об'єктів і їх характеристик. Наприклад, методи злиття експозицій дозволяють комбінувати зображення з різною експозицією для отримання зображень з оптимальною яскравістю та контрастністю [3].
Інтелектуальна попередня обробка зображень має на меті автоматизувати процес виправлення спотворень, що дозволить значно підвищити якість зображень та ефективність їх подальшого аналізу. Використання методів глибокого навчання та згорткових нейронних мереж (CNN) є особливо перспективним напрямком у цій галузі. Згорткові нейронні мережі вже довели свою ефективність у багатьох задачах обробки зображень, зокрема у відновленні деталей та усуненні шумів. Наприклад, дослідження показують, що CNN можуть значно покращити роздільну здатність зображень, відновлюючи деталі з низької якості зображень [4].
У розвідувальних операціях використання інтелектуальних систем попередньої обробки зображень може суттєво підвищити точність і швидкість прийняття рішень. Зображення високої якості дозволяють аналітикам точніше ідентифікувати об'єкти та оцінювати ситуацію. Наприклад, у військових операціях це може сприяти більш ефективному плануванню та виконанню місій, знижуючи ризики та підвищуючи успішність операцій. 

Використання технологій попередньої обробки дозволяє зменшити вплив спотворень і отримати більш інформативні зображення, що є критично важливим для забезпечення надійного аналізу та прийняття рішень у реальному часі.
Розробка інтелектуальних систем попередньої обробки зображень є динамічною галуззю, що потребує постійних досліджень та інновацій. Серед перспективних напрямків можна виділити розвиток адаптивних методів, які можуть автоматично підлаштовуватися під різні умови зйомки та типи спотворень. Крім того, інтеграція з іншими технологіями, такими як доповнена реальність та інтернет речей (IoT), дозволить створити більш комплексні та ефективні рішення для обробки зображень. Подальші дослідження у цій сфері мають великий потенціал для розвитку нових методів і технологій, що зможуть ще більше підвищити ефективність обробки зображень.
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Попередня обробка зображень є важливим етапом у багатьох системах комп'ютерного зору та обробки зображень. Вона включає ряд процедур, спрямованих на покращення якості зображень та усунення різних видів спотворень, що дозволяє підвищити ефективність подальшого аналізу та розпізнавання об'єктів. У цьому розділі ми розглянемо основні підходи до попередньої обробки зображень, включаючи класичні методи та сучасні підходи, засновані на глибокому навчанні.
Класичні методи попередньої обробки зображень включають різноманітні алгоритми фільтрації, корекції контрасту, вирівнювання гістограм, та усунення шуму. Ці методи мають багаторічну історію та широко використовуються у практичних застосуваннях:
· фільтрація: одним із найпоширеніших методів усунення шуму є фільтрація. Середньоквадратичні та медіанні фільтри використовуються для згладжування зображень та видалення випадкових шумів [12]. Середньоквадратичний фільтр замінює кожний піксель середнім значенням його сусідів, що дозволяє зменшити шум, проте може розмивати деталі. Медіанний фільтр замінює кожний піксель медіанним значенням його сусідів, що дозволяє зберегти краї об'єктів;
· корекція контрасту та вирівнювання гістограм: для покращення видимості деталей на зображеннях використовуються методи корекції контрасту, такі як лінійна корекція та нелінійні методи. Вирівнювання гістограм дозволяє перерозподілити інтенсивності пікселів для покращення контрасту зображень [13].
Сучасні методи попередньої обробки зображень базуються на використанні алгоритмів машинного навчання, зокрема глибокого навчання. Згорткові нейронні мережі (CNN) стали основним інструментом для багатьох задач обробки зображень, включаючи попередню обробку. Вони дозволяють автоматично виділяти характеристики зображень та ефективно усувати різні види спотворень.
1. Усунення атмосферних спотворень. Атмосферні явища, такі як туман і дощ, можуть значно знижувати якість зображень. Сучасні методи усунення цих спотворень включають використання глибоких нейронних мереж для відновлення чистоти зображень. Наприклад, методи, засновані на використанні темного каналу, дозволяють ефективно видаляти туман з зображень, забезпечуючи високу чіткість і контрастність [14].
2. Корекція геометричних спотворень. Рухомі об'єкти, такі як БПЛА, можуть створювати геометричні спотворення на зображеннях. Методи вирівнювання зображень та корекції перспективи дозволяють відновити правильну форму об'єктів на зображеннях. Використання згорткових нейронних мереж для автоматичного вирівнювання та корекції спотворень стало ефективним рішенням цієї задачі [15].
3. Покращення експозиції. Проблеми з експозицією можуть призводити до занадто темних або занадто світлих зображень. Методи злиття експозицій, які використовують зображення з різною експозицією, дозволяють отримати зображення з оптимальною яскравістю та контрастністю. Глибокі нейронні мережі використовуються для автоматичного визначення та корекції експозиційних спотворень [16].
Класичні методи попередньої обробки зображень є ефективними для базових задач, проте вони мають обмежені можливості щодо усунення складних спотворень. Вони можуть розмивати деталі або не враховувати взаємодію між різними типами спотворень. Сучасні методи, засновані на глибокому навчанні, дозволяють автоматично виявляти та усувати різноманітні спотворення, забезпечуючи високу якість зображень. Вони можуть одночасно обробляти кілька типів спотворень, що є значною перевагою для використання в розвідувальних операціях з БПЛА.
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Процес препроцесингу зображень включає в себе кілька послідовних етапів, кожен з яких має на меті покращення якості зображення та підготовку його для подальшого аналізу. У цьому розділі ми розглянемо основні етапи процесу препроцесингу зображень, враховуючи як класичні методи, так і сучасні підходи, засновані на глибокому навчанні.
Першим етапом процесу препроцесингу є збір та оцифровка зображень. Зображення можуть бути отримані з різних джерел, таких як камери, сканери, супутники або безпілотні літальні апарати (БПЛА). Оцифровка зображень передбачає перетворення аналогових сигналів у цифрову форму, що дозволяє подальшу комп'ютерну обробку. Важливо забезпечити високу якість оцифровки для збереження деталей та точності зображення [17].
Одним з основних етапів препроцесингу є усунення шуму, що може виникати під час зйомки або оцифровки зображень. Шум може суттєво знижувати якість зображення, роблячи його менш чітким. Для усунення шуму використовуються різні фільтри, такі як середньоквадратичні та медіанні фільтри. Середньоквадратичний фільтр замінює кожен піксель середнім значенням його сусідів, що дозволяє зменшити шум, проте може розмивати деталі. Медіанний фільтр замінює кожен піксель медіанним значенням його сусідів, що дозволяє зберегти краї об'єктів [18].
Геометричні спотворення можуть виникати через рух камери або об'єкта під час зйомки. Вони можуть спотворювати форми об'єктів на зображенні, роблячи їх непридатними для подальшого аналізу. Для корекції геометричних спотворень використовуються методи вирівнювання зображень та корекції перспективи. Ці методи дозволяють відновити правильні пропорції та форми об'єктів на зображенні. Згорткові нейронні мережі також можуть бути використані для автоматичного вирівнювання та корекції спотворень [19].
Неправильна експозиція може призводити до занадто темних або занадто світлих зображень, що ускладнює розпізнавання деталей. Методи корекції експозиції дозволяють збалансувати освітлення на зображеннях, що забезпечує краще виявлення об'єктів і їх характеристик. Вирівнювання гістограм та методи злиття експозицій дозволяють оптимізувати яскравість та контрастність зображень. Глибокі нейронні мережі використовуються для автоматичного визначення та корекції експозиційних спотворень [11].
Атмосферні явища, такі як туман, дощ і дим, можуть суттєво знижувати якість зображень. 
Методи усунення атмосферних спотворень включають використання спеціалізованих алгоритмів, що дозволяють відновити чіткість та контрастність зображень. Наприклад, метод темного каналу дозволяє ефективно видаляти туман з зображень, забезпечуючи високу якість кінцевого результату [2].
Розмиття може виникати через рух об'єкта або камери під час зйомки. Для зменшення розмиття використовуються різні методи, такі як методи деконволюції, що дозволяють відновити чіткість зображення. Використання згорткових нейронних мереж також може бути ефективним для автоматичного виявлення та усунення розмиття [8].
Підвищення роздільної здатності зображень є важливим етапом препроцесингу, особливо для зображень з низькою якістю. Методи суперрезолюції, засновані на глибокому навчанні, дозволяють відновити деталі зображень, підвищуючи їх роздільну здатність. Наприклад, використання згорткових нейронних мереж для суперрезолюції дозволяє досягти високої якості зображень навіть з низькою початковою роздільною здатністю [5].
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Інтелектуальні системи попередньої обробки зображень знаходять широке застосування у різних галузях завдяки своїй здатності автоматично покращувати якість зображень та усувати різноманітні спотворення. Використання таких систем дозволяє значно підвищити ефективність аналізу зображень і прийняття рішень у багатьох сферах, таких як медицина, автомобільна промисловість, безпека, розваги та військові операції. 
У цьому розділі ми розглянемо основні галузі, де інтелектуальні системи препроцесингу зображень демонструють свою ефективність та важливість.
У медичній сфері інтелектуальні системи препроцесингу зображень використовуються для обробки медичних зображень, таких як рентгенівські знімки, МРТ та КТ. Ці системи дозволяють автоматично покращувати якість зображень, видаляючи шум і артефакти, що можуть виникати під час зйомки. Наприклад, методи усунення шуму та підвищення контрастності дозволяють покращити візуалізацію анатомічних структур, що є критично важливим для точної діагностики та планування лікування [18]. Глибокі нейронні мережі використовуються для автоматичного виявлення патологій на зображеннях, що значно підвищує точність та швидкість діагностики [6].
В автомобільній промисловості інтелектуальні системи препроцесингу зображень використовуються для розробки автономних транспортних засобів та систем допомоги водіям. Системи комп'ютерного зору, що базуються на глибокому навчанні, дозволяють розпізнавати дорожні знаки, пішоходів та інші транспортні засоби, забезпечуючи безпеку на дорогах. Для цього використовуються методи усунення атмосферних спотворень, таких як дощ і туман, що дозволяють покращити видимість на зображеннях та забезпечити точніше розпізнавання об'єктів [15]. Крім того, системи підвищення роздільної здатності дозволяють покращити якість зображень з камер низької роздільної здатності, що використовується в багатьох автомобільних додатках [10].
У сфері безпеки інтелектуальні системи препроцесингу зображень використовуються для аналізу зображень з камер спостереження, що дозволяє виявляти потенційні загрози та запобігати злочинам. Системи відеоспостереження, що використовують методи глибокого навчання, можуть автоматично розпізнавати обличчя, виявляти підозрілу поведінку та аналізувати потоки людей у реальному часі [11]. Використання методів усунення шуму та покращення контрастності дозволяє значно підвищити якість зображень з камер спостереження, що є важливим для точного аналізу та прийняття рішень.
У індустрії розваг інтелектуальні системи препроцесингу зображень використовуються для обробки фотографій та відео, забезпечуючи високоякісні візуальні ефекти та покращення зображень. 
Методи усунення шуму, корекції експозиції та підвищення роздільної здатності дозволяють створювати більш реалістичні та привабливі зображення, що використовуються у фільмах, відеоіграх та інших медіапроектах [12]. Глибокі нейронні мережі також використовуються для автоматичного створення та редагування контенту, що значно спрощує процес виробництва.
У військових операціях інтелектуальні системи препроцесингу зображень використовуються для аналізу зображень, отриманих з безпілотних літальних апаратів (БПЛА) та супутників. Ці системи дозволяють автоматично видаляти спотворення, покращувати якість зображень та виявляти об'єкти на місцевості, що є критично важливим для розвідувальних та бойових операцій [13]. Використання методів корекції геометричних спотворень, усунення атмосферних впливів та підвищення роздільної здатності забезпечує точний аналіз ситуації та ефективне прийняття рішень.
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Сфера препроцесингу зображень постійно розвивається завдяки новим досягненням у галузі комп'ютерного зору та машинного навчання. Сучасні дослідження спрямовані на розробку більш ефективних та точних методів для усунення різних типів спотворень, покращення якості зображень та підвищення їх інформативності. У цьому розділі ми розглянемо основні сучасні напрямки досліджень у сфері препроцесингу зображень.

Одним з найбільш актуальних напрямків досліджень у сфері препроцесингу зображень є використання глибокого навчання та згорткових нейронних мереж (CNN). CNN дозволяють автоматично виділяти характеристики зображень та усувати різні типи спотворень, забезпечуючи високу якість кінцевого результату. 
Наприклад, методи суперрезолюції, засновані на CNN, дозволяють відновлювати деталі зображень, підвищуючи їх роздільну здатність [16]. Також CNN ефективно використовуються для усунення шуму, корекції експозиції та відновлення зображень, спотворених атмосферними явищами, такими як туман і дощ [17].
Генеративно-змагальні мережі (GAN) є ще одним перспективним напрямком досліджень у сфері препроцесингу зображень. GAN складаються з двох нейронних мереж – генератора та дискримінатора, які працюють разом для створення реалістичних зображень з заданими характеристиками. Генератори вчаться створювати зображення, які дискримінатори не можуть відрізнити від реальних. Цей підхід дозволяє досягати високої якості відновлення зображень та усунення різних типів спотворень [18]. Наприклад, GAN можуть використовуватися для усунення шуму, підвищення роздільної здатності та відновлення втрачених частин зображень [19].
Сучасні дослідження також зосереджені на розробці адаптивних методів та гібридних підходів, які можуть автоматично підлаштовуватися під різні умови зйомки та типи спотворень. Адаптивні методи використовують контекстну інформацію для визначення оптимальних параметрів обробки зображень у реальному часі [12]. Гібридні підходи, що поєднують класичні методи та глибоке навчання, дозволяють досягти високої ефективності та точності препроцесингу зображень. Наприклад, поєднання фільтрації з використанням нейронних мереж дозволяє одночасно усувати шум і зберігати деталі зображень [16].
Інтеграція препроцесингу зображень з іншими сучасними технологіями, такими як доповнена реальність (AR) та інтернет речей (IoT), відкриває нові можливості для обробки зображень. Використання AR дозволяє накладати додаткову інформацію на зображення в реальному часі, що може бути корисним для розвідувальних операцій та медичних застосувань [11]. Інтернет речей дозволяє збирати та аналізувати великі обсяги зображень з різних джерел, забезпечуючи більш повний та точний аналіз ситуації [15].
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Розробка інтелектуальної системи препроцесингу зображень, здатної ефективно обробляти різні типи спотворень на зображеннях, є актуальною та важливою задачею у багатьох галузях, зокрема у військових та розвідувальних операціях з використанням безпілотних літальних апаратів (БПЛА). У цьому розділі ми детально розглянемо постановку задачі, що включає визначення основних вимог, обмежень та очікуваних результатів.
Використання БПЛА для зйомки місцевості в реальному часі є критично важливим для збору розвідувальної інформації. Проте якість зображень, отриманих з БПЛА, може значно погіршуватися через різноманітні спотворення, такі як атмосферні явища (дощ, туман), геометричні спотворення, викликані рухом апарату, та проблеми з експозицією. Наявність таких спотворень ускладнює подальший аналіз зображень та прийняття рішень. Таким чином, розробка системи, здатної автоматично усувати ці спотворення, є вкрай актуальною задачею.
Основною метою роботи є розробка інтелектуальної системи препроцесингу зображень, яка здатна одночасно обробляти кілька видів спотворень, зокрема:
· Атмосферні спотворення (дощ, туман);
· Геометричні спотворення (викривлення перспективи, рух апарату);
· Експозиційні спотворення (надмірна або недостатня освітленість).
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Розділ 1 присвячено детальному дослідженню предметної області інтелектуальної попередньої обробки зображень. Ми розглянули основні аспекти цієї галузі, починаючи з її історичного розвитку і закінчуючи сучасними напрямками досліджень та аналізом існуючих сервісів і інструментів.
Історичний огляд показав, як інтелектуальна обробка зображень еволюціонувала від базових методів фільтрації та корекції контрасту до сучасних методів, заснованих на глибокому навчанні та генеративно-змагальних мережах (GAN). Ці інноваційні підходи дозволяють досягати значно вищої якості обробки зображень, автоматично виділяти характеристики та усувати різноманітні спотворення, забезпечуючи високий рівень точності та ефективності.
Розглянуто різноманітні сучасні напрямки досліджень, що включають використання глибокого навчання, адаптивних методів та інтеграцію з іншими технологіями, такими як доповнена реальність та інтернет речей. Ці напрямки відкривають нові можливості для подальшого розвитку та вдосконалення систем попередньої обробки зображень.
Аналіз існуючих сервісів та інструментів, як комерційних, так і відкритих, показав, що кожен з них має свої переваги та недоліки. Комерційні інструменти, такі як Adobe Photoshop та Topaz Labs, пропонують високу ефективність і зручність використання, але потребують фінансових витрат. Відкриті інструменти, такі як OpenCV та ImageMagick, забезпечують гнучкість та доступність, проте можуть вимагати додаткових знань програмування. Хмарні сервіси, такі як Google Cloud Vision API та Amazon Rekognition, пропонують потужні можливості для обробки та аналізу зображень у реальному часі, але їх використання може бути дорогим.
Таким чином, дослідження предметної області підтвердило важливість та актуальність розробки інтелектуальної системи попередньої обробки зображень, здатної одночасно обробляти кілька видів спотворень. Така система матиме значний вплив на підвищення якості зображень та ефективність їх подальшого аналізу, що є критично важливим для багатьох галузей, зокрема для розвідувальних операцій з використанням безпілотних літальних апаратів (БПЛА). Подальші дослідження та розробки у цій сфері обіцяють нові досягнення та можливості, що сприятимуть підвищенню ефективності обробки зображень і прийняття рішень.
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Енкодер-декодер являє собою тип архітектури нейронних мереж, що використовується для послідовного навчання. Він складається з двох частин: енкодера та декодера. Енкодер обробляє вхідну послідовність, щоб створити набір контекстних векторів, які потім використовуються декодером для генерації вихідної послідовності. Ця архітектура дозволяє виконувати завдання, такі як машинний переклад, підсумовування текстів, генерація підписів до зображень та інші. Основна ідея полягає в тому, щоб мати можливість приймати один тип даних і перетворювати його в інший. Це дозволяє машинам навчитися розуміти складні взаємозв'язки між різними типами даних та використовувати їх для більш ефективної обробки[15].
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Рисунок 2.1 – Візуалізація архітектури енкодер-декодерів

Енкодер є першою частиною архітектури енкодер-декодер. Він приймає вхідну послідовність і обробляє її, щоб створити набір контекстних векторів, які потім використовуються декодером. Процес кодування залежить від типу застосування. 
Наприклад, для текстових додатків, таких як машинний переклад або реферування, слова у кожному реченні перетворюються на числові значення, які математично їх представляють. Ці числа пропускаються через серію шарів, що зменшують їхню розмірність, зберігаючи при цьому важливу інформацію про їхні взаємозв'язки в структурі речення. Це "закодоване" представлення кожного речення передається до декодера для подальшої обробки.
Декодер відповідає за перетворення цього закодованого представлення назад у його оригінальну форму (або щось подібне). Щоб це здійснити, між закодованою інформацією і тим, що потрібно реконструювати, має бути певний зв'язок; інакше це було б просто випадкове здогадування. Для встановлення цього зв'язку більшість сучасних архітектур використовують механізми уваги, які дозволяють окремим частинам вхідної послідовності (наприклад, окремим словам) впливати на те, як пізніші частини обробляються або інтерпретуються моделлю. Це фактично надає більшу вагу або значення певним елементам при генеруванні вихідних послідовностей з закодованих вхідних даних. Таким чином, моделі стають набагато точнішими у створенні вихідних даних, які точно відображають їхні вхідні джерела, і можуть навіть вивчати різні шаблони у різних наборах даних без потреби в додаткових циклах навчання або налаштуванні параметрів після цього. 
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Застосування енкодер-декодерів також досліджувалися у сфері генерації підписів до зображень. Використовуючи архітектуру енкодер-декодер, модель може приймати вхідне зображення і генерувати підпис, який точно описує його вміст. 
Це досягається шляхом кодування кожного пікселя зображення для створення набору контекстних векторів, які потім використовуються декодером для створення вихідних послідовностей (наприклад, слів). Завдяки використанню механізмів уваги між цими двома частинами, моделі стають набагато точнішими у описі зображень на основі їхнього вмісту, а не просто випадково генеруючи речення з нуля.
Інші застосування енкодер-декодерів включають завдання, такі як машинний переклад або реферування, де вони можуть використовуватися для перекладу тексту з однієї мови на іншу, зберігаючи його зміст, або для стислого викладу довгих документів без втрати важливої інформації. Крім того, дослідники почали вивчати, як цей тип архітектури можна потенційно використовувати у медичній діагностиці та додатках обробки природної мови; хоча для повного розкриття його потенціалу в цих сферах потрібні додаткові дослідження.
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Однією з основних переваг використання архітектури енкодер-декодер є її підвищена продуктивність. Такий тип моделі може навчатися складним взаємозв'язкам між різними типами даних і використовувати їх для обробки інформації набагато швидше, ніж традиційні методи. Крім того, оскільки вона не покладається на ручне створення ознак, вона може швидко адаптуватися до змін вхідних даних без необхідності додаткових циклів навчання або налаштування параметрів. В результаті це призводить до швидшого навчання в порівнянні з іншими архітектурами і дозволяє моделям досягати кращих результатів з меншими витратами ресурсів.
Іншою перевагою використання архітектури енкодер-декодер є її здатність добре узагальнюватися на різних наборах даних і завданнях. Завдяки використанню механізмів уваги між її двома частинами, модель може точно виявляти шаблони в різних наборах даних без необхідності масштабного перенавчання після введення кожного нового набору; що робить її надзвичайно корисною для таких застосувань, як машинний переклад, де потрібно підтримувати кілька мов однією системою. Крім того, це означає, що будь-які зміни, внесені під час розробки, є простішими та ефективнішими, оскільки вони вимагають лише незначних коригувань, а не повної переробки через швидке навчання моделі нових концепцій з існуючих джерел даних.
Енкодер-декодери також мають значний потенціал при застосуванні в медичній діагностиці або завданнях обробки природної мови, таких як підсумовування тексту або генерація підписів до зображень; хоча необхідно провести додаткові дослідження, перш ніж їхні повні можливості в цих областях зможуть бути реалізовані. Отже, поєднуючи підвищену продуктивність з швидким навчанням і сильною здатністю узагальнювати на різних наборах даних/завданнях, легко зрозуміти, чому енкодери-декодери стали настільки популярними серед дослідників останніми роками.
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Одним із основних обмежень архітектур енкодер-декодер є їхня здатність обробляти завдання обробки природної мови (NLP). Цей тип моделі сильно залежить від попередньої обробки даних, щоб точно розуміти та інтерпретувати текст, що може бути складним і трудомістким процесом. Наприклад, при роботі з великими наборами даних, що містять складні речення або фрази з кількома рівнями граматики або синтаксису, сам процес кодування може бути досить складним, що ускладнює моделям точне захоплення всієї релевантної інформації у вхідній послідовності. Крім того, оскільки механізми уваги використовуються між двома частинами архітектури енкодер-декодер, важливо правильно їх налаштувати, щоб не надавати занадто великої ваги певним елементам порівняно з іншими; інакше це може призвести до створення вихідних послідовностей, які не точно відображають свої вхідні дані.
Інше обмеження, пов'язане з використанням архітектури енкодер-декодер, стосується питань попередньої обробки даних. Оскільки більшість сучасних застосувань вимагають вхідних наборів даних у числових форматах, а не у вигляді сирого тексту чи зображень, це означає, що потрібно виконати додаткові кроки перед початком навчання. Наприклад, якщо ви хочете навчити вашу модель перекладати з англійської на іспанську, спочатку потрібно перетворити кожне речення на числові значення, що представляють слова обох мов; інакше система буде просто випадково здогадуватись, без будь-якого контексту, намагаючись зрозуміти вхідну послідовність, надану користувачем або програмістом. Таким чином, підвищена увага на цьому етапі є важливою для забезпечення точних результатів у майбутньому після початку навчання, що робить використання енкодер-декодерів дещо складнішим у порівнянні з іншими доступними сьогодні системами штучного інтелекту.
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Дана модель складається з Енкодера Деградації на Основі Контрастів (CBDE,  (·)) та Мережі Відновлення на Основі Деградації (DGRN,  (·)), як показано 


Для заданого пошкодженого зображення x, модель спочатку подає його у  (·) для навчання латентного представлення деградації z =  (x). Потім x та z додатково передаються через  (·) для отримання відновленого зображення y' =  (x, z). Без втрати загальності, ми розглядаємо три популярні види деградації як приклади у цій статті, а саме, шум, туман та дощ. У наступному підрозділі буде спочатку представимо загальну функцію втрат, а потім детально розглянуто дві підмережі з відповідною функцією втрат.
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Рисунок 2.2 – Візуалізація архітектури запропонованої для модифікації моделі [16]
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Щоб видалити пошкодження з спостережуваного зображення, ми пропонуємо наступну цільову функцію:



де – це втрата реконструкції між вихідним зображенням y і відновленим чистим зображенням y0. 
Друга втрата  – це контрастивна втрата для CBDE.

Для заданого пошкодженого зображення x,  спрямована на мінімізацію L1-відстані між y і відновленим чистим зображенням y0 = f(x) через модель. Математично:

, 

де T – кількість пікселів у x;
 i – індекс пікселя.

На відміну від , м є специфічною втратою для CBDE, яка спрямована на навчання представлення для різних деградацій, зберігаючи їх можливі відмінності. Детальніше це буде представлено в наступному розділі.
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Енкодер деградації на основі контрастів має на меті витягти латентне представлення деградації z із вхідного зображення x. Щоб AirNet міг справлятися з множинними неспецифічними деградаціями, очікується, що z матиме наступні дві властивості. По-перше, z повинно бути адаптивним до різних деградацій. Іншими словами, для вхідних даних з різними деградаціями відповідне z повинно бути різним, навіть якщо вміст зображення однаковий. Для цього ми використовуємо контрастивне навчання, щоб навчити z, максимізуючи узгодженість двох вхідних даних з однаковою деградацією (тобто позитивних зразків) і мінімізуючи узгодженість між різними деградаціями (тобто негативних зразків). 
Конкретно, для представлення деградації q, k+ і k−i є відповідними позитивними та негативними аналогами. Тоді, Lcl може бути переформульовано як:

, 

де τ – температурний гіперпараметр згідно [14, 48];
K – кількість негативних зразків.

Детальніше, для заданого вхідного x, ми випадковим чином обрізаємо два фрагменти з x, названі xq і xk+. Оскільки деградації в одному зображенні повинні бути узгодженими, ми розглядаємо xq і xk+ як позитивні пари. Навпаки, фрагменти з інших зображень розглядаються як негативні xk− щодо xq. Отримані пари ми пропускаємо через CBDE і отримуємо відповідні проміжні представлення vq, vk+ і vk−, які далі подаються у двошаровий MLP для отримання q, k+ і k−. Щоб навчити простір деградації, в якому зберігається відмінність різних деградацій, використовується рівняння 3.
Завдяки нашому рішенню на основі контрастивного навчання, навчене представлення деградації має наступну перевагу. Воно не залежить від математичної моделі, яка явно визначає зв'язок між пошкодженими і чистими зображеннями, як це роблять існуючі методи [10, 17]. Тому воно не вимагає знання такого пріору, і його продуктивність не залежить від точного визначення. Особливо наш метод є більш конкурентоспроможним, коли зв'язок завжди невідомий або неточний через змішані множинні деградації або деградації природного походження, наприклад, дощ і туман. З іншого боку, наш метод об'єднує різні деградації в одному підпросторі, зберігаючи їх відмінність. На відміну від цього, існуючі методи з однією або кількома деградаціями навчають представлення для різних деградацій з різних підпросторів, втрачаючи порівнянність і взаємозв'язок деградацій. Наприклад, гаусівський шум з коефіцієнтом пошкодження 0.1 і 0.2 повинен бути близьким у латентному просторі порівняно з пошкодженнями від туману. Очевидно, що наше контрастивне представлення деградації може володіти такою властивістю, що є вирішальним для обробки даних з множинними деградаціями.
По-друге, z повинно зберігати якомога більше просторової структури для сприяння відновленню зображень. Для цього ми використовуємо вихід першого, а не останнього шару CBDE як z. Іншими словами, z є тензором, а не вектором, і таким чином може зберігати контекстну інформацію. Крім того, оскільки z має ті ж розміри, що і вхідні дані та виходи проміжних шарів, воно гнучко може бути об'єднано з іншими ознаками і сумісне з існуючими нейронними мережами, такими як DCN [18] і SFT [19].
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Завдяки z, навченому CBDE, DGRN використовується для відновлення чистого зображення з вхідного із невідомою деградацією. Як показано на рис. 2.1.
DGRN складається з п'яти Груп Керування Деградацією (DGG), кожна з яких містить п'ять Блоків Керування Деградацією (DGB). У кожному DGB використовуються два Модуля Керування Деградацією (DGM) для відновлення чистих зображень під керівництвом z.
Як було зазначено раніше, DGM є базовим модулем DGRN, який складається з шару Деформованої Конволюції (DCN) і шару Перетворення Просторових Ознак (SFT). Математично:

 , 

де  – DGM стосовно b-того DGB g-ї DGG;
  – вихід (m-1)-го DGM стосовно b-того DGB g-ї DGG;
  і  – шари DCN і SFT.

  , 

де  – ознаки на локації p з карт ознак ;
  і  – навчені зміщенням і модулюючим скаляром для k-ї локації, відповідно. 

У цих реалізаціях модель навчає ∆pk і ∆mk за допомогою шару конволюції conv(·), входом якого є об'єднання  і z. Тобто,

, 

де concat(·) – оператор об'єднання.

По-друге, оскільки різні пошкоджені зображення мають різні латентні розподіли, запропонована модель повинна зменшувати розрив розподілу для покращення здатності до відновлення при множинних деградаціях. Для цього DGM використовує SFT [19] як компонент для коригування розподілів F на основі z, тобто,

.

Детально, шар SFT має на меті навчити функцію відображення M, яка видає параметри модулювання (γ і β) для заданого z. 
Потім SFT здійснює афінне перетворення, масштабуючи і зміщуючи ознаку  з (γ і β). Математично,

,

де * – покомпонентне множення;
 (γ, β) = M(z).
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Цифрові зображення піддаються різноманітним спотворенням під час зйомки, обробки, стиснення, зберігання, передачі та відтворення, будь-яке з яких може призвести до зниження візуальної якості. Для застосувань, у яких зображення зрештою мають переглядатися людьми, єдиний «правильний» метод кількісного визначення візуальної якості зображення – це суб'єктивна оцінка. На практиці, однак, суб'єктивна оцінка зазвичай надто незручна, тривала і дорога. Метою дослідження об’єктивної оцінки якості зображення є розробка кількісних методів, які можуть автоматично передбачати сприйняту якість зображення.
Об’єктивна метрика якості зображення може відігравати різноманітні ролі в додатках обробки зображень. По-перше, її можна використовувати для динамічного моніторингу та регулювання якості зображення. Наприклад, мережевий цифровий відеосервер може перевіряти якість переданого відео, щоб контролювати та розподіляти ресурси для потокового передавання. По-друге, її можна використовувати для оптимізації алгоритмів і налаштувань параметрів систем обробки зображень. 


Наприклад, у системі візуального зв’язку метрика якості може допомогти в оптимальному проектуванні алгоритмів попередньої фільтрації та розподілу бітів на енкодері, а також в оптимальному відновленні, маскуванні помилок і постфільтраційних алгоритмах на декодері. По-третє, її можна використовувати для порівняння систем і алгоритмів обробки зображень.
Об’єктивні метрики якості зображень можна класифікувати залежно від наявності оригінального (без спотворень) зображення, з яким порівнюється спотворене зображення. Більшість існуючих підходів відомі як повнореференційні, тобто передбачається, що відоме повне референційне зображення. Однак у багатьох практичних застосуваннях референційне зображення недоступне, і бажаним є підхід оцінки якості без референції або «сліпий». У третьому типі методів референційне зображення доступне лише частково у вигляді набору витягнутих ознак, які використовуються як додаткова інформація для оцінки якості спотвореного зображення. Це називається оцінкою якості зі зниженою референцією. 
Найпростіша та найширше використовувана повно-референційна метрика якості – це середньоквадратична помилка (MSE), яка обчислюється шляхом усереднення квадратів різниць інтенсивності спотворених і референційних пікселів зображення, разом із пов'язаною величиною пікового співвідношення сигнал/шум (PSNR). Вони привабливі, оскільки їх легко обчислити, вони мають зрозумілі фізичні значення і математично зручні в контексті оптимізації. Але вони не дуже добре співвідносяться зі сприйнятою візуальною якістю. За останні три десятиліття багато зусиль було докладено до розробки методів оцінки якості, які враховують відомі характеристики людської візуальної системи (HVS). Більшість запропонованих моделей оцінки якості на основі сприйняття дотримувалися стратегії модифікації заходів MSE так, щоб помилки каралися відповідно до їхньої видимості. 
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Індекс структурної схожості (SSIM) є методом вимірювання схожості між двома зображеннями. SSIM призначений для покращення традиційних методів, таких як середньоквадратична помилка (MSE) і пікове відношення сигнал/шум (PSNR), які можуть не враховувати складність людського зорового сприйняття. SSIM забезпечує більш точний показник того, як зображення сприймається людським оком. Архітектура та основна філософія SSIM засновані на ідеї, що людська зорова система дуже пристосована до вилучення структурної інформації зі сцени
SSIM є метрикою повної відповідності, яка розглядає деградацію зображення як сприйняті зміни структурної інформації, а не помилки в пікселях. На відміну від MSE, який обчислює абсолютну різницю між відповідними пікселями двох зображень, SSIM оцінює моделі інтенсивності пікселів, які були нормалізовані для світлості і контрасту, отже, зосереджується на структурних змінах.
Індекс SSIM включає порівняння трьох основних компонентів між тестовим та довідковим зображеннями.
1. Світлість (l): це вимірює близькість середньої світлості двох зображень. Вона розраховується за формулою:

,

де і  – середня світлість зображень x та y відповідно;
  – мала стала для уникнення ділення на нуль.

2. Контраст (c): цей компонент порівнює контраст двох зображень за допомогою їхніх стандартних відхилень:
,

де  і  – стандартні відхилення зображень x і y.

3. Структура (s): вимірює коефіцієнт кореляції між двома зображеннями, який кількісно визначає, наскільки схожі їхні структури:

,

де  – варіація x і y;
  – мала стала.

Загальний індекс SSIM є комбінацією цих трьох факторів:

,

де ,  і  – параметри, які регулюють відносну важливість трьох компонентів.

SSIM зазвичай застосовується локально до різних областей зображення для врахування нерівномірності якості зображення по всій його площі. Кожен локальний SSUM-бал потім усереднюється для визначення глобального показника якості. SSIM широко використовується в різних задачах, включаючи стиснення зображень, передачу зображень та оцінку алгоритмів обробки зображень.
SSIM забезпечує більш чутливо значущу метрику порівняно з традиційними метриками, такими як MSE та PSNR. Зосереджуючись на структурній інформації, SSIM більш точно відповідає характеристикам людської зорової системи. Він враховує той факт, що спостерігачі дуже чутливі до змін у структурній інформації, що можуть бути проігноровані традиційними метриками.
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Пікове відношення сигнал/шум (PSNR) є однією з найпоширеніших метрик для оцінки якості зображень та відео. Воно використовується для кількісної оцінки ступеня збереження якості зображення після його обробки, наприклад, після стиснення. PSNR заснований на розрахунку середньоквадратичної помилки (MSE) між оригінальним та обробленим зображеннями.
PSNR вимірює відношення між максимально можливою потужністю сигналу та потужністю спотворюючого шуму, що впливає на точність його представлення. Обчислення PSNR включає наступні кроки.
Середньоквадратична помилка (MSE):

,

де  – інтенсивність пікселя в позиції (i, j) оригінального зображення,  – інтенсивність пікселя в позиції (i, j) обробленого зображення
 і  – кількість пікселів по горизонталі та вертикалі відповідно.

PSNR:

,

де  – максимальне можливе значення інтенсивності пікселя (наприклад, 255 для 8-бітного зображення).

PSNR виражається в децибелах (dB). Високе значення PSNR означає, що зображення після обробки є дуже подібним до оригінального зображення, тобто має високий рівень якості. Низьке значення PSNR вказує на значну втрату якості.
Пікове відношення сигнал/шум (PSNR) є основною метрикою для оцінки якості зображень та відео, що забезпечує простий і швидкий спосіб порівняння різних методів обробки зображень. Хоча PSNR має свої обмеження, його простота і загальноприйнятність роблять його важливим інструментом у багатьох галузях обробки зображень і відео.
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Обробка зображень може призвести до втрати якості. Методи оцінки якості зображень поділяються на суб'єктивні (базуються на людському судженні) та об'єктивні (використовують числові критерії). Суб'єктивні методи оцінки якості зображень ґрунтуються на людському сприйнятті і не мають явних критеріїв [21, 22]. Об'єктивні методи базуються на порівнянні з використанням числових критеріїв, таких як еталон або попередні знання, виражені у вигляді статистичних параметрів і тестів [23, 24]. У цій статті розглядається взаємозв'язок між SSIM та PSNR для зображень у відтінках сірого (8 біт) [25, 26].
PSNR оцінює відношення між максимально можливою потужністю сигналу та потужністю шуму. Формула для PSNR:
,

де 

Значення PSNR наближається до нескінченності, коли MSE наближається до нуля, що вказує на високу якість зображення. З іншого боку, низьке значення PSNR означає великі числові відмінності між зображеннями 
SSIM оцінює схожість між двома зображеннями, враховуючи три основні фактори: втрату кореляції, спотворення світлості та спотворення контрасту. SSIM визначається як:

.

Позитивні значення індексу SSIM знаходяться в діапазоні [0,1]. Значення 0 означає відсутність кореляції між зображеннями, а 1 означає, що . Позитивні константи  та  використовуються для уникнення нульового знаменника [27].
Для встановлення зв'язку між SSIM і PSNR, спочатку виведемо зв'язок між SSIM та MSE:

,

де  і  – дисперсії зображень  і  
 – варіація між  і .
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Рисунок 2.3 –  Варіація PSNR як функції SSIM для різних фіксованих значень 

SSIM можна переписати як:

,

де







Припустимо, що  і , тоді отримуємо:



Це підтверджує зауваження Доссельмана [26], який експериментально помітив існування можливого зв'язку між MSE (а отже, і PSNR) і SSIM. На рис 2.3, де видно, що всі криві мають однакову форму.
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Рисунок 2.4 – (a) Абсолютна помилка між реальним та наближеним значенням PSNR у інтервалі [0.2, 0.8]. (b) Відносна помилка (24).

Переваги PSNR:
· простота використання: PSNR базується на простій формулі, яка легко обчислюється і зрозуміла, це робить її зручною для швидкої оцінки якості зображень;
· чіткі фізичні значення: значення PSNR мають чітке фізичне значення, що спрощує інтерпретацію результатів;

· чутливість до шуму: PSNR є дуже чутливим до адитивного білого шуму Гауса, що робить її ефективною для оцінки якості зашумлених зображень.
Недоліки PSNR.
1. Неврахування людського зорового сприйняття: PSNR не враховує особливості людської зорової системи (HVS), що може призводити до неточностей у оцінці якості зображення з точки зору сприйняття.
2. Погана чутливість до структурних спотворень: PSNR не завжди корелює з візуальною якістю, оскільки вона не розрізняє різні типи спотворень однаково. Наприклад, різні види спотворень можуть давати однакові значення MSE, але значно відрізнятися за візуальною якістю.
3. Чутливість до глобальних відмінностей: PSNR дуже чутливий до глобальних змін у яскравості або контрасті, що може не відповідати сприйняттю людського ока.
Переваги SSIM.
1. Врахування людського зорового сприйняття: SSIM враховує особливості HVS, що робить її більш коректною з точки зору сприйняття людиною якості зображень.
2. Чутливість до структурних змін: SSIM більш чутливий до структурних спотворень, таких як стиснення JPEG, що дозволяє краще оцінювати якість зображень у випадках, коли важливі саме структурні особливості.
3. Локальна оцінка якості: SSIM проводить локальну оцінку якості зображення, що дозволяє більш точно виявляти і оцінювати регіональні відмінності у якості зображення.



Недоліки SSIM.
1. Складність обчислення: Формула SSIM складніша, ніж PSNR, що може вимагати більше ресурсів для обчислення і бути менш зручною для швидких оцінок.
2. Чутливість до дрібних деталей: SSIM може бути менш ефективним для виявлення дрібних деталей або шумів у зображеннях, оскільки вона зосереджена на великих структурних елементах.
3. Потреба у налаштуванні параметрів: SSIM включає кілька параметрів (C1, C2, C3), які можуть вимагати налаштування для оптимальної роботи у різних умовах, що може бути додатковим ускладненням.
Обидві метрики, PSNR і SSIM, мають свої переваги та недоліки, і вибір між ними залежить від конкретного завдання. PSNR є більш зручним для швидких і простих оцінок, тоді як SSIM забезпечує більш точну оцінку якості зображення з точки зору людського сприйняття, особливо для структурних спотворень.
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Передавальне навчання стало важливим інструментом у галузі машинного навчання, особливо у контексті обробки та реставрації зображень. Завдяки можливості використовувати попередньо навчені моделі, цей підхід дозволяє досягати високих результатів навіть при обмеженій кількості навчальних даних у цільовій задачі. У цьому розділі ми розглянемо основні аспекти передавального навчання, його застосування у задачах обробки та реставрації зображень, а також детально проаналізуємо сучасні досягнення та виклики у цій галузі.
Передавальне навчання дозволяє використовувати знання, отримані в одній задачі, для покращення продуктивності моделі в іншій, спорідненій задачі. Це особливо корисно в умовах, коли цільовий набір даних є малим або важкодоступним, як це часто буває у задачах обробки та реставрації зображень [28]. Головна ідея полягає в тому, щоб спочатку навчити модель на великому загальному наборі даних, а потім адаптувати її до специфічного цільового завдання.
Реставрація зображень включає широкий спектр задач, таких як усунення шуму, виправлення геометричних викривлень, підвищення роздільної здатності, і багато іншого. Передавальне навчання виявилося ефективним інструментом для покращення якості зображень у цих задачах завдяки можливості використовувати попередньо навчені моделі, які вже володіють знаннями про загальні особливості зображень [28].
Deep Image Prior (DIP) є одним з методів, що використовують глибоке навчання для реставрації зображень без необхідності в попередньому навчанні на великому наборі даних [30]. В основі цього підходу лежить використання структурних особливостей глибоких нейронних мереж для побудови апріорної моделі зображення. Модель DIP генерує зображення, яке відповідає вихідному зображенню, шляхом мінімізації функції втрат, яка порівнює вихідне та згенероване зображення. Це дозволяє ефективно відновлювати деталі та структури, зберігаючи при цьому природність зображення [31].
Convolutional Neural Networks (CNNs) є основним будівельним блоком багатьох сучасних методів обробки та реставрації зображень. Вони дозволяють ефективно виділяти особливості зображення на різних рівнях абстракції [29]. У контексті передавального навчання CNNs часто використовуються для попереднього навчання на великих наборах даних, таких як ImageNet, після чого вони донавчаються на специфічних задачах реставрації зображень. Це дозволяє моделі краще розуміти контекст та структуру зображень, що сприяє покращенню якості реставрації [30].
Переваги передавального навчання.
1. Ефективність навчання. Передавальне навчання дозволяє зменшити час і ресурси, необхідні для навчання моделей, оскільки початкове навчання проводиться на великих наборах даних, а потім модель донавчається на меншому цільовому наборі даних [29].
2. Покращення якості результатів. Використання попередньо навчених моделей дозволяє досягати високих результатів навіть при обмеженій кількості навчальних даних у цільовій задачі [31].
3. Зменшення вимог до розмітки даних. Передавальне навчання дозволяє використовувати вже наявні великі набори даних з розміткою, що зменшує потребу у створенні нових розмічених наборів даних [28].
Можливі виклики при використанні передавального навчання.
1. Негативне перенесення. У випадках, коли початкова так цільова задачі занадто різні, використання передавального навчання може призвести до погіршення якості результатів через негативне перенесення [31].
2. Вибір оптимальних гіперпараметрів. Налаштування гіперпараметрів для передавального навчання може бути складним завданням, особливо у випадках з обмеженими навчальними даними [29].
3. Обмеженість специфічних знань. Попередньо навчені моделі можуть не володіти достатніми знаннями про специфічні особливості цільової задачі, що може вимагати додаткового донавчання або використання спеціалізованих методів.
Основними архітектурами, що використовуються для передавального навчання у задачах реставрації зображень, є Convolutional Neural Networks (CNNs) та трансформери. CNNs є більш популярними через їхню здатність ефективно працювати з зображеннями різних типів та розмірів. 

Трансформери, що спочатку були розроблені для задач обробки природної мови, також починають застосовуватися для задач обробки зображень завдяки їх здатності захоплювати довготривалі залежності між пікселями [28].
Процес передавального навчання зазвичай включає два основні етапи: попереднє навчання та донавчання. На першому етапі модель навчається на великому наборі даних, наприклад, ImageNet. На цьому етапі модель вчиться виділяти загальні особливості зображень, які можуть бути корисними для різних задач [30]. На другому етапі модель донавчається на специфічному наборі даних, що відповідає цільовій задачі. Це дозволяє моделі адаптуватися до специфічних особливостей цільового набору даних [28].
У сучасній літературі є багато прикладів застосування передавального навчання для задач обробки та реставрації зображень. Наприклад, у роботі [31] було показано, що використання передавального навчання дозволяє значно покращити якість відновлення зображень порівняно з методами, що використовують випадкову ініціалізацію ваг.
Передавальне навчання є потужним інструментом для обробки та реставрації зображень, дозволяючи ефективно використовувати знання, отримані на великих загальних наборах даних, для вирішення специфічних задач. Незважаючи на певні виклики, такі як негативне перенесення та вибір оптимальних гіперпараметрів, переваги цього підходу роблять його незамінним у сучасних системах обробки зображень. Подальші дослідження у цій галузі сприятимуть покращенню методів передавального навчання та розширенню їх застосування у різних областях.
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У сучасних дослідженнях машинного навчання та комп'ютерного зору, збільшення обсягів даних (data augmentation) є критичним елементом для підвищення точності та надійності моделей. Одним із потужних інструментів для цього є генеративно-змагальні мережі 
Використання GANs дозволяє створювати нові, синтетичні зразки даних, які мають високу схожість із реальними даними, що особливо важливо в умовах обмеженого доступу до великого обсягу анотаційованих зображень. В даному розділі розглянемо застосування GAN для штучного збільшення кількості фотографій, отриманих з дронів, що є важливим завданням для підвищення точності алгоритмів аналізу зображень.
Генеративні змагальні мережі складаються з двох основних компонентів: генератора та дискримінатора. Генератор навчається створювати синтетичні зображення, які схожі на реальні зображення, тоді як дискримінатор навчається розрізняти реальні зображення від синтетичних. Обидва компоненти навчаються одночасно у змагальній манері: генератор намагається обдурити дискримінатор, а дискримінатор прагне правильно класифікувати зображення[32].
Основні етапи алгоритму GAN.
1. Підготовку даних. Збір та попередня обробка навчальних даних.
2. Генератор: це нейронна мережа, яка перетворює випадковий вектор шуму на синтетичне зображення.
3. Дискримінатор: це нейронна мережа, яка класифікує зображення як реальні або синтетичні.
4. Змагальне навчання. Генератор і дискримінатор навчаються одночасно, вдосконалюючи свої навички у процесі змагання.

5. Генерація синтетичних даних. Після завершення навчання генератор використовується для створення нових синтетичних зображень, які використовуються для збільшення обсягу навчальних даних.
Для експериментів використовується набір зображень, отриманих з дронів. Важливим кроком є попередня обробка даних, що включає змінення розмірів зображень до стандартного розміру, нормалізацію значень пікселів та видалення нерелевантної інформації. 
Цей етап є критичним, оскільки якість та різноманітність даних значною мірою впливають на ефективність навчання GAN.
1. Генератор. Генератор створює синтетичні зображення на основі випадкового шуму. Цей процес може бути описаний формулою:

,

де – генератор;
 – випадковий вектор шуму.

2. Дискримінатор. Дискримінатор оцінює, чи є зображення реальним чи синтетичним:

,

де  – дискримінатор;
 – вхідне зображення.

3. Змагальне навчання. Генератор і дискримінатор навчаються одночасно, використовуючи функцію втрат:



Після завершення процесу навчання генератор здатний створювати синтетичні зображення, які можуть бути використані для збільшення обсягу навчальних даних. Ці синтетичні дані можуть значно покращити точність та надійність моделей машинного навчання, оскільки вони дозволяють моделі бачити більше різноманітних прикладів під час навчання.
GANs можуть бути використані для збільшення кількості фотографій, отриманих з дронів, що дозволяє підвищити точність алгоритмів аналізу зображень місцевості. Це особливо корисно в умовах, коли отримання великої кількості зображень є складним або дорогим завданням.
Прикладом успішного використання GAN для медичних зображень є дослідження, де GAN використовувалися для створення синтетичних зображень шкірних уражень та легеневих вузлів, що дозволило значно покращити точність алгоритмів класифікації [33].
Використання генеративних змагальних мереж для збільшення обсягів даних є потужним інструментом для покращення роботи моделей машинного навчання. У випадку фотографій, отриманих з дронів, GANs дозволяють створювати високоякісні синтетичні зображення, що збільшує обсяг навчальних даних і покращує точність аналізу. Хоча застосування GANs у медичній галузі вже продемонструвало свою ефективність, аналогічні підходи можуть бути успішно застосовані і для аналізу зображень місцевості з дронів.
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У даному розділі було проведено огляд методів для покращення початкової моделі, яка використовувалася для аналізу зображень, отриманих з дронів. Ми розглянули кілька підходів, які можуть суттєво підвищити ефективність та точність моделі, а також забезпечити більш глибоке розуміння її роботи. Основні висновки.
1. Використання Генеративних Змагальних Мереж (GANs). Генеративні змагальні мережі є потужним інструментом для створення синтетичних зображень, які можуть використовуватися для збільшення обсягу навчальних даних. Це особливо корисно в умовах обмеженої кількості анотаційованих даних, що дозволяє підвищити точність і надійність моделей машинного навчання. Застосування GANs для фотографій з дронів дозволить створювати додаткові зображення, зберігаючи їхню реалістичність та різноманітність, що сприятиме кращій генералізації моделі.
2. Модифікація шарів у початковій моделі. Зміна архітектури шарів моделі може суттєво вплинути на її продуктивність. Додавання або видалення шарів, зміна типів шарів (наприклад, використання шарів Batch Normalization або Dropout) можуть покращити здатність моделі до узагальнення і підвищити її стійкість до переобучення. Впровадження нових архітектурних рішень допоможе оптимізувати процес навчання і досягти кращих результатів.
3. Передавальне навчання. Використання передавального навчання з однієї моделі в іншу є ефективним методом для підвищення якості навчання. Завдяки використанню вже навчених моделей на великих наборах даних, нова модель може швидше навчитися і досягти високих результатів. Передавальне навчання дозволяє використовувати знання, накопичені в одній моделі, для вирішення схожих завдань у іншій моделі, що є особливо корисним у випадках обмежених ресурсів для навчання.


4. Огляд метрик для оцінки якості отриманих зображень. Для оцінки якості отриманих зображень важливо використовувати відповідні метрики, які враховують специфіку завдання. В огляді було розглянуто кілька основних метрик, таких як точність (Accuracy), середньоквадратична помилка (Mean Squared Error, MSE), коефіцієнт подібності зображення (Structural Similarity Index, SSIM) та інші. Використання цих метрик дозволяє більш точно оцінити якість синтетичних зображень та ефективність моделі в цілому.
На основі проведеного огляду методів можна зробити висновок, що застосування GANs, модифікація архітектури моделі, передавальне навчання та відповідний вибір метрик оцінки якості є перспективними підходами для покращення початкової моделі. Впровадження цих методів у подальшій роботі дозволить значно підвищити ефективність аналізу зображень, отриманих з дронів, та досягти високих результатів у вирішенні поставлених завдань.
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У розділі дипломної роботи, присвяченому підготовці та генерації наборів даних для навчання моделі, необхідно детально описати різні етапи створення та використання цих наборів. У даній секції буде висвітлено три основні набори даних, які були використані у процесі дослідження, а також пояснення необхідності їх створення та особливості реалізації.
Для тренування базової моделі використовувалися кілька добре відомих наборів даних, що включають різні типи спотворень зображень. Основними наборами даних були:
· BSD400 і BSD68 для видалення шуму: BSD400 містить 400 чистих природних зображень, а BSD68 включає 68 природних зображень. Шумові зображення були згенеровані шляхом додавання білих гаусівських шумів з різними рівнями корупції (σ = 15, 25, 50);
· Urban100 для видалення шуму: містить 100 чистих зображень міських сцен;
· WED для видалення шуму: містить 4744 природних зображень, зібраних з Інтернету;
· Rain100L для видалення спотворень від дощу: складається з 200 пар тренувальних зображень і 100 пар тестових зображень з дощем;
· RESIDE для видалення туману: включає Outdoor Training Set (OTS) з 72,135 парами зображень та Synthetic Objective Testing Set (SOTS) з 500 парами зображень.
Окрім використання зазначених наборів даних, я двічі застосував ще один, заснований на датасеті VisDrone-2019. 

VisDrone-2019 є одним з найповніших наборів даних для задач комп'ютерного зору, що включає зображення, зняті дронами у різних умовах. Спершу цей набір даних був використаний для дотренування початкової моделі з типами спотворень, що вже були у вихідному наборі. Вдруге цей набір даних застосовувався для тренування окремої мережі, яка була спеціально адаптована під нові типи спотворень та їх комбінації, що наближують отримані для навчання зображення до реальних умов експлуатації.
Спотворення включали:
· геометричні спотворення;
· спеціальні атмосферні умови: засліпленння, дим.
Для остаточної перевірки якості натренованої моделі був створений третій набір даних, спеціально призначений для тестування. Цей набір даних був створений за допомогою ресурсу ORYX, який надає широкий спектр фотографій різних об'єктів. Для автоматизації процесу збору даних був написаний програмний застосунок, який автоматично вивантажує зображення з ORYX, додаючи до них анотації про тип об'єктів, видимих на фотографіях.
Створення проміжного набору даних на основі VisDrone-2019 було необхідним через труднощі з отриманням консистентного набору даних, які б підходили для навчання моделі. VisDrone-2019 надає різноманітні сцени з реальними умовами, що допомагають моделі краще адаптуватися до різних спотворень та умов зйомки. Додавання нових типів спотворень і їх комбінацій дозволяє моделі більш ефективно працювати в реальних сценаріях, що значно покращує її продуктивність.


[bookmark: _Toc168825451]3.2 Створення та використання моделі GAN для розширення наборів даних


У цій роботі використовується GAN для розширення нашого набору даних, заснованого на VisDrone-2019, з метою покращення навчання моделей для відновлення зображень. Використання GAN дозволяє не лише збільшити кількість даних, але й підвищити їх різноманітність та реалістичність. Для досягнення поставленої мети була розроблена складна модель GAN, яка складається з двох основних компонентів: генератора та дискримінатора. 
Генератор (G) має архітектуру, що базується на U-Net, що забезпечує ефективне генерування зображень з високою роздільною здатністю. Основні елементи генератора включають:
· вхідний шар: шуми розміром 100x1, що є латентним простором;
· три шари розширювальних конволюцій (transposed convolutions): ядра 4x4, крок 2, відступ 1, що забезпечує підвищення роздільної здатності зображень до 256x256;
· проміжні шари: ReLU активація та нормалізація партій (batch normalization), що стабілізує процес навчання;
· вихідний шар: Tanh активація для генерації зображень розміром 256x256x3.
Дискримінатор (D) побудований на основі архітектури CNN та має наступну структуру:
· вхідний шар: зображення розміром 256x256x3;
· чотири шари конволюцій: ядра 4x4, крок 2, відступ 1 для зменшення розміру зображень;
· проміжні шари: Leaky ReLU активація для кращого захоплення складних ознак;

· вихідний шар: Sigmoid активація, що видає ймовірність того, що зображення є реальним або згенерованим.
Навчання моделі GAN проводилося на наборі даних VisDrone-2019 з використанням комбінацій реальних і згенерованих зображень. Основні параметри навчання:
· оптимізатор: Adam з початковою швидкістю навчання 0.0002 та β1=0.5;
· кількість епох: 100;
· розмір батчу: 64;
· втрати: стандартна функція втрат для GAN, що включає бінарну крос-ентропію для дискримінатора та зворотну втрату для генератора.
Після завершення навчання модель GAN була оцінена за кількома метриками:
· FID (Frechet Inception Distance): оцінює різницю між реальними та згенерованими зображеннями. Наша модель досягла значення FID = 12.3, що свідчить про високу якість згенерованих зображень;
· IS (Inception Score): вимірює різноманітність та якість згенерованих зображень. Наша модель досягла значення IS = 7.8.
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Рисунок 3.1 –  Графік втрат генератора та дискримінатора
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Рисунок 3.2 –  Розподіл значень FID
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Рисунок 3.3 –  Розподіл значень IS

Модель GAN продемонструвала значні результати в розширенні набору даних, зокрема збільшення різноманітності даних: нові типи спотворень і їх комбінації дозволили моделям краще адаптуватися до реальних умов.
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Покращення архітектури нейронної мережі є важливим аспектом розвитку технологій глибокого навчання. У цьому розділі розглядається процес модифікації існуючої архітектури AirNet, що описана в статті, для покращення результатів відновлення зображень, пошкоджених шумом, туманом і дощем, але отриманих з безпілотних літальних апаратів. 
Початкова модель складається з двох основних модулів: Contrastive-Based Degraded Encoder (CBDE) та Degradation-Guided Restoration Network (DGRN). CBDE вчиться представляти деградації, а DGRN використовує ці представлення для відновлення зображень. 
Для покращення роботи моделі в умовах змішаних і складних деградацій  додав механізми уваги до обох модулів - CBDE і DGRN. Self-Attention у CBDE: дозволяє моделі краще фокусуватися на релевантних частинах зображення, підвищуючи точність представлення спотворень. Spatial Attention у DGRN: допомагає моделі адаптивно визначати важливі області для відновлення зображень, покращуючи якість вихідних зображень.
Також додав залишкові блоки (Residual Blocks) до обох модулів для покращення передачі градієнтів і зниження ефекту затухання градієнтsd.
Модифікована архітектура CBDE з Self-Attention:
· вхідний шар: 256x256x3 зображення;
· три шари конволюцій з ReLU активацією і нормалізацією партій;
· шар self-attention для підвищення контрастного навчання;
· вихідний шар: латентне представлення розміром 128x128x64.
Модифікована архітектура DGRN з Spatial Attention:
· вхідний шар: 256x256x3 зображення і латентне представлення 128x128x64;
· вхідний шар: 256x256x3 зображення і латентне представлення 128x128x64;
· п'ять Degradation-Guided Groups (DGG), кожен з яких включає: п'ять Degradation-Guided Blocks (DGB) з Spatial Attention і Residual Blocks та деформовані конволюції для адаптивного захоплення деградацій;
· вихідний шар: відновлене зображення 256x256x3.
Для навчання модифікованої моделі використовувалися ті ж параметри що і для базової моделі:
· оптимізатор: Adam з початковою швидкістю навчання 0.0002 та β1=0.5;
· кількість епох: 100;
· розмір батчу: 64;

· втрати: стандартна функція втрат для GAN, що включає бінарну крос-ентропію для дискримінатора та зворотну втрату для генератора.
Після завершення навчання модифікована модель була оцінена за кількома метриками SSIM та PSNR
На графіках нижче наведено зміни втрат генератора та дискримінатора під час навчання модифікованої моделі, а також розподіл значень SSIM та PSNR на різних етапах навчання.
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Рисунок 3.4 –  Зміна SSIM під час навчання
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Рисунок 3.5 –  Зміна PSNR під час навчання
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У цьому розділі розглядається розробка додаткової нейронної мережі для пост-обробки результатів роботи основної моделі з метою усунення специфічних пошкоджень у зображеннях. Додаткова мережа буде заснована на сучасних архітектурах нейронних мереж, таких як U-Net та ResNet, і буде використовувати прийоми глибокого навчання для покращення якості відновлених зображень.
Для додаткової мережі було обрано комбінацію архітектур U-Net та ResNet. U-Net забезпечує ефективне захоплення контексту та деталізації на різних рівнях абстракції завдяки своїй "U"-подібній структурі, тоді як ResNet дозволяє вирішувати проблему затухання градієнтів за допомогою залишкових блоків (residual blocks).
1. Вхідний шар. Приймає відновлене зображення з основної моделі.
2. Енкодер. Серія згорткових шарів (convolutional layers) з використанням залишкових блоків (residual blocks) для захоплення різнорівневої інформації. Використання Batch Normalization для стабілізації навчання. Функції активації ReLU для нелінійності.
3. Декодер.Серія згорткових шарів з використанням upsampling (де апсемплінг) для відновлення просторової роздільної здатності зображення. Застосування залишкових блоків для покращення точності відновлення. Skip connections (пропускні з'єднання) між відповідними шарами кодувального та декодувального шляхів для збереження контексту.
4. Вихідний шар. Згортковий шар з функцією активації Sigmoid для отримання кінцевого відновленого зображення.
Для навчання додаткової мережі використовувалися наступні параметри:
· оптимізатор: Adam з початковим коефіцієнтом навчання 0.001;
· розмір батчу: 16;
· кількість епох: 100;
· функція втрат: комбінація MSE Loss та SSIM Loss для збереження якості та структури зображень.
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Рисунок 3.6 –  Зміна втрат під час навчання
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Рисунок 3.7 –  Зміна SSIM під час навчання
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Рис. 3.8 –  Зміна PSNR під час навчання
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У рамках цього дослідження ми розглянули декілька важливих аспектів, пов'язаних із створенням та вдосконаленням моделей для відновлення зображень, зокрема для обробки даних з різноманітними типами пошкоджень. Було розроблено та протестовано декілька моделей та методів, які показали високу ефективність у виконанні поставлених завдань.
Перш за все, я створив новий набір даних на основі VisDrone-2019. Додавання нових типів спотворень та їх комбінацій дозволило значно наблизити отримані для навчання зображення до реальних умов експлуатації. Це дало змогу моделі навчатися на більш реалістичних прикладах, що, в свою чергу, підвищило її здатність до відновлення зображень у реальних умовах.
Далі ми розробили третій набір даних для тестування натренованої моделі, використовуючи ресурс ORYX. 
Було створено програму, яка автоматично завантажувала зображення та додавала до них анотації про об'єкти, що видно на фотографіях. Це забезпечило можливість проведення якісного та кількісного аналізу ефективності моделі в умовах, максимально наближених до реальних.
Наступним кроком стало розроблення моделі GAN для розширення набору даних. Було детально описано архітектуру моделі, параметри навчання та покращення метрик продуктивності. Модель GAN дозволила значно збільшити кількість даних для навчання, що позитивно вплинуло на здатність основної моделі до узагальнення та відновлення зображень.
Для усунення специфічних пошкоджень ми розробили додаткову мережу для пост-обробки результатів роботи основної моделі. Використання сучасних архітектур нейронних мереж, таких як U-Net та ResNet, дозволило значно покращити якість відновлених зображень. Показники SSIM та PSNR підтвердили високу ефективність додаткової мережі у постобробці зображень.
Останнім, але не менш важливим аспектом, була модифікація базової архітектури моделі. Я розглянув декілька підходів до покращення початкової моделі, включаючи додавання нових шарів, використання сучасних методів оптимізації та регуляризації. Ці покращення дозволили підвищити загальну продуктивність моделі, що було підтверджено експериментальними результатами.
У підсумку, всі розглянуті та розроблені методи показали високу ефективність у виконанні поставлених завдань. Використання сучасних підходів та інструментів дозволило значно покращити якість відновлення зображень, що відкриває нові можливості для подальших досліджень та практичного застосування у різних галузях.




[bookmark: _Toc168825455]РОЗДІЛ 4: ФУНКЦІОНАЛЬНО-ВАРТІСНИЙ АНАЛІЗ ПРОГРАМНОГО ПРОДУКТУ
[bookmark: _Toc168825456]4.1 Постановка задачі проектування  


[bookmark: _1fob9te]У цьому розділі буде проведено оцінювання основних характеристик для майбутнього програмного продукту, що спеціалізується на препроцесингу зображень. Дана реалізація сприятиме проведенню всіх необхідних досліджень, що дозволить якісно досліджувати питання не лише в Україні, але й у всьому світі.
У цьому дослідженні показані різні варіанти реалізації для забезпечення найбільш коректної та оптимальної стратегії вибору, що впливає на економічні фактори та сумісність з майбутнім програмним продуктом. Для цього застосовувався апарат функціонально-вартісного аналізу. 
Система буде використовувати передові методи машинного навчання та комп'ютерного зору для автоматичного оброблення зображень, що дозволить підвищити точність та ефективність аналізу знімків та виявлення спотворень. Це включатиме видалення шуму, корекцію спотворень, спричинених погоднимим умовами, покращення якості зображень та інші види препроцесингу, які є критично важливими для подальшого аналізу та прийняття рішень.


[bookmark: _Toc168825457]4.2 Обґрунтування функцій програмного продукту 


[bookmark: _2et92p0]Головна функція  розробка програмного забезпечення, яке здійснює аналіз даних за допомогою методів технічного аналізу. 
В залежності від конкретних завдань, можна виділити такі основні функції програмного продукту:
·       вибір мови програмування;
·  вибір методу підготовки даних;
·  середовище розробки.
Кожна з основних функцій може мати декілька варіантів реалізації.
Функція :
· мова програмування Python;
· мова програмування R.
Функція :
· використання готового набору даних;
· створення та тренування моделі на власному наборі даних.
Функція :
· Jupiter notebook;
· IDE Pycharm.
Варіанти реалізації основних функцій наведені у морфологічній карті системи (рис. 4.1). На основі цієї карти побудовано позитивно-негативну матрицю варіантів основних функцій (табл.4.1).
[bookmark: _Hlk167905614]
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Автоматически созданное описание]

Рисунок 4.1 Морфологічна карта
Морфологічна схема показує всі можливі комбінації варіантів виконання функцій, що формують повну сукупність можливих реалізацій програмного продукту. Позитивно-негативна матриця показана в таблиці 4.1.

Таблиця 4.1– Позитивно-негативна матриця
	Основні функції
	Варіанти реалізації
	Переваги
	Недоліки

	
	А
	Є простішим для розробки продукту
	Швидкість виконання

	
	Б
	Має більш розвинені бібліотеки для аналізу моделей
	Менш зручний для великих наборів даних

	
	А
	Гнучкість завершеного програмного продукту
	Більші затрати часу

	
	Б
	Можливість побачити роботу моделі в різних сценаріях
	Можлива несумісність для даних валідації

	
	А
	Широкий вибір можливостей, модулей та розширень
	Відсутність дебаг режиму

	
	Б
	Присутня можливість відладки коду
	Необхідна додаткова
Інсталяція додаткових пакетів та модулів


[bookmark: _Hlk167905876]
Функція .
Оскільки розрахунки проводяться з великими об’ємами вхідних даних, то час виконання програмного коду є дуже необхідним, тому варіант Б має бути відкинутий.
Функція F2.
Враховуючи специфіку даних, які мають бути використані для тренування моделі, варіант Б має бути відкинутим


Функція F3.
Оскільки середовище розробки не має значного впливу на цей програмний продукт, ми вважаємо варіанти А та Б гідними уваги.
[bookmark: OLE_LINK1] Тоді, будемо розглядати наступні варіанти реалізації ПП:F1а – F2а – F3а, F1а – F2a – F3б


[bookmark: _Toc168825458]4.3 Обґрунтування систем параметрів програмного продукту


Для характеристики ПП будемо використовувати наступні параметри: Х1- параметр функції F1,X2 – параметр функції F2, X3, X4 – параметри функції F3.
Найгірші, середні та найкращі значення параметрів визначаються на основі вимог замовника та умов експлуатації програмного продукту. Відомості про це представлені в таблиці 4.2.

Таблиця 4.2 – Система параметрів додатку
	Найменування параметру
	Позначення параметру
	Значення параметру

	
	
	Гірші
	Середнє
	Кращі

	Швидкодія мови програмування, с
	X1
	17
	7
	3

	Об’єм пам’яті для збереження даних, мб
	Х2
	260
	128
	35

	Час навчання моделі, год
	Х3
	30
	19
	10

	Об’єм  програмного коду, к-ть
	Х4
	2200
	1500
	1000



За даними таблиці 4.2 будуються графічні характеристики параметрів – рис. 4.2 – рис. 4.5.
[image: ]

Рисунок 4.2 – Х1, швидкодія мови програмування

[image: ]

Рисунок 4.3 – Х2, об’єм пам’яті для збереження даних
[image: ]

Рисунок 4.4 – Х3, час обробки даних алгоритмом

[image: ]

Рисунок 4.5 –  Х4 - об’єм програмного коду, строк




[bookmark: _Toc168825459]4.4 Аналіз експертного оцінювання параметрів 


[bookmark: _3dy6vkm]Після детального обговорення й аналізу кожен експерт оцінює ступінь важливості кожного параметра для конкретної цілі – розробка інтелектуальної системи препроцесингу зображень для застосування до знімків БПЛА з супутника, яка забезпечує найбільш точні результати при обробці зображень та підготовці даних для подальшого аналізу. Значимість кожного параметра визначається методом попарного порівняння. Оцінку проводить експертна комісія з 7 осіб. Визначення коефіцієнтів значимості передбачає:
· визначення рівня значимості параметра шляхом присвоєння різних рангів;
· перевірку придатності експертних оцінок для подальшого використання;
· визначення оцінки попарного пріоритету параметрів;
· обробку результатів та визначення коефіцієнта значимості. 

	Параметр
	Ранг параметру по оцінці експерта
	Сума рангів, Ri
	Відхилення Δi
	Квадрат відхилення, (Δi)2

	
	1
	2
	3
	4
	5
	6
	7
	
	
	

	X1
	1
	2
	2
	1
	1
	2
	1
	10
	-7,5
	56,25

	X2
	2
	1
	1
	2
	2
	1
	2
	11
	-6,5
	42,25

	X3
	3
	4
	3
	4
	3
	3
	3
	23
	5,5
	30,25

	X4
	4
	3
	4
	3
	4
	4
	4
	26
	8,5
	72,25

	Разом
	10
	10
	10
	10
	10
	10
	10
	70
	0
	201


Таблиця 4.3 – Результати ранжування параметрів

Для перевірки степені достовірності експертних оцінок, визначимо такі параметри. 
Сума рангів кожного з параметрів і загальна сума рангів:

,

де N – число експертів, 
n – кількість параметрів. 

Середня сума рангів:

.

Відхилення суми рангів кожного параметра від середньої суми рангів: 



Сума відхилень по всім параметрам повинна дорівнювати 0.
Загальна сума квадратів відхилення: 

.


Порахуємо коефіцієнт узгодженості: 




Таблиця 4.4 – Попарне зрівняння параметрів
	Параметри
	Експерти
	Кінцева оцінка
	Числове
значення

	
	1
	2
	3
	4
	5
	6
	7
	
	

	Х1 та Х2
	<
	>
	>
	<
	<
	>
	<
	<
	1.5

	Х1 та Х3
	<
	<
	<
	<
	<
	<
	<
	<
	0.5

	Х1 та Х4
	<
	<
	<
	<
	<
	<
	<
	<
	0.5

	Х2 та Х3
	<
	<
	<
	<
	<
	<
	<
	<
	0.5

	Х2 та Х4
	<
	<
	<
	<
	<
	<
	<
	<
	0.5

	Х3 та Х4
	<
	>
	<
	>
	<
	<
	<
	<
	1.5



Числове значення, що визначає ступінь переваги i–го параметра над j–тим, aij визначається по формулі: 

𝑎𝑖𝑗={1.5 при 𝑋𝑖>𝑋𝑗  ;  1.0 при 𝑋𝑖=𝑋𝑗   ;  0.5 при 𝑋𝑖<𝑋𝑗}.

З отриманих числових оцінок переваги складемо матрицю A=║ aij ║. Для кожного параметра зробимо розрахунок вагомості Kві за наступними формулами:
 
     та     .

Відносні оцінки перераховуються кілька разів до тих пір, поки наступні значення не будуть незначно відрізнятися від попередніх (менше 2%). На наступних етапах розрахунку відносні оцінки визначаються за вказаними формулами:  

    та     .
Розрахунок вагомості параметрів наведено в табл. 4.5.

Таблиця 4.5 – Розрахунок вагомості параметрів
	Параметри
	Параметри 
	Перший крок
	Другий крок

	
	Х1
	X2
	Х3
	Х4
	
	
	
	

	Х1
	1
	0,5
	0,5
	0,5
	2,5
	0,15625
	9,25
	0,157

	Х2
	1,5
	1
	0,5
	0,5
	3,5
	0,21875
	12,25
	0,207

	Х3
	1,5
	1,5
	1
	0,5
	4,5
	0,28125
	16,25
	0,275

	Х4
	1,5
	1,5
	1,5
	1
	5,5
	0,34375
	21,25
	0,361

	Загалом:
	16
	1
	59
	1




[bookmark: _Toc168825460]4.5 Аналіз рівня якості варіантів реалізації функцій 


Оцінка якості кожного варіанту виконання основних функцій проводиться окремо (див. таблицю 5.6). Абсолютні значення параметрів Х2 та X1 відповідають технічним вимогам для умов функціонування цього програмного продукту. Коефіцієнт технічного рівня для кожного варіанту реалізації програмного продукту обчислюється відповідно до методики, наведеної у таблиці 4.6:

,

де n – кількість параметрів; 
 – коефіцієнт вагомості i–го параметра; 
Вi – оцінка i–го параметра в балах.

Таблиця 4.6 – Розрахунок показників рівня якості варіантів реалізації основних функцій ПП
	Основна функція
	Варіант
реалізації
	Абсолютне значення параметру
	Бальна оцінка параметру –
	Коефіцієнт вагомості параметру
	Коефі-цієнт якості

	F1
	а)Х1
	5
	8
	0,157
	1,256

	F2
	а)Х2
	140
	6
	0,207
	1,242

	F3
	а)X3
	230
	6
	0,275
	1,65

	
	а)X4
	1900
	6
	0,361
	2,166

	
	б)X3
	150
	8
	0,275
	2,2

	
	б)X4
	1350
	8
	0,361
	2,888



За даними з таблиці 4.6 за формулою:

.

Визначаємо рівень якості кожного з варіантів:

,
.

Оскільки варіант 2 має найбільший коефіцієнт якості, він є найкращим.


[bookmark: _Toc168825461]4.6 Економічний аналіз варіантів розробки ПП 


[bookmark: _4d34og8]Для визначення вартості розробки програмного продукту спочатку розраховуємо трудомісткість. Усі варіанти включають два основні завдання.
1. Розробка проекту програмного продукту;
2. Створення програмної оболонки;
Крім цього, два варіанти передбачають різні додаткові завдання: реалізація існуючих методів аналізу для першого варіанту, розробка нового методу аналізу для другого варіанту.
Завдання 1, за ступенем новизни, належить до групи В зі ступенем складності 1, і його трудомісткість становить: ТР = 43 людино-дні. Поправочний коефіцієнт, що враховує тип нормативно-довідкової інформації для першого завдання, дорівнює: КП = 0,81. Поправочний коефіцієнт, що враховує складність контролю вхідної та вихідної інформації для всіх завдань, дорівнює 1: КСК = 1. Оскільки для розробки першого завдання використовуються стандартні модулі, враховується коефіцієнт КСТ = 0,8. Таким чином, трудомісткість програмування першого завдання дорівнює:

людино-днів,

 людино-днів, , , ,

 людино-днів,

 людино-днів, , , 

 людино-днів,

 людино-днів, , , ,

 людино-днів,

 людино-годин,

 людино-годин.
Найбільш високу трудомісткість має варіант I.
У процесі розробки беруть участь один програміст, який отримує оклад у розмірі 25000 грн., та один дата аналітик, який отримує оклад у розмірі 20000 грн. Для визначення зарплати за годину використовується наступна формула:







Відрахування на соціальний внесок становить 22%:





Тепер визначимо витрати на оплату однієї машино-години (СМ).
Оскільки одна ЕОМ обслуговує одного програміста з окладом 14000 грн., а дата аналітика з окладом 18000 грн. з коефіцієнтом занятості 0,2, то для однієї машини отримаємо наступне:



Додаткова заробітна плата:

 грн.


Соціальний внесок 22% :

 грн.

Амортизаційні відрахування розраховуємо при амортизації 25% та вартості ЕОМ – 60000 грн.

.

Витрати на ремонт та профілактику:



де  відсоток витрат на поточні ремонти.

Ефективний годинний фонд часу ПК за рік:



Витрати на оплату електроенергії:



Накладні витрати:



Річні експлуатаційні витрати:

 грн.
Собівартість однієї машино-години ЕОМ:

.

Витрати на оплату машинного часу:

,



Накладні витрати:

,

.

Повна вартість розробки:






[bookmark: _Toc168825462]4.7 Вибір кращого варіанту ПП техніко-економічного рівня 


Коефіцієнт техніко-економічного рівня за формулами:

,



,

.


[bookmark: _2s8eyo1][bookmark: _Toc168825463]Висновки розділу 4


Отже, ураховуючи всі проведені дослідження, можна стверджувати, що другий варіант реалізації є найбільш оптимальним з точки зору якісно-економічної оцінки. Його коефіцієнт техніко-економічного рівня складає .
Цей варіант реалізації програмного продукту характеризується такими параметрами: мова програмування Python, використання власного набору даних та середовище розробки Jupiter Notebook.


[bookmark: _Toc168825464]ВИСНОВКИ


У цьому дослідженні ми детально розглянули та реалізували кілька важливих аспектів у галузі обробки зображень та машинного навчання. Основною метою нашого дослідження було створення та оптимізація системи для відновлення зображень, пошкоджених різними типами спотворень. Моя система довела свою ефективність у вирішенні поставлених задач завдяки використанню сучасних архітектур нейронних мереж, таких як U-Net, ResNet, GAN, а також таких методик як Contrastive-Based Degraded Encoder (CBDE) та Degradation-Guided Restoration Network (DGRN).
Вдосконалено архітектуру базової моделі, використовуючи модифікації CBDE та DGRN. Завдяки впровадженню додаткових шарів, залишкових блоків та контрастного навчання, моя модель навчилася ефективніше розпізнавати та відновлювати зображення, пошкоджені різними типами спотворень. Це дозволило досягти кращих результатів за такими метриками, як SSIM та PSNR. 
Для покращення результатів основної моделі я розробив додаткову нейронну мережу для пост-обробки зображень. Використання архітектур U-Net та ResNet дозволило забезпечити високу точність відновлення зображень за рахунок ефективного захоплення контексту та використання пропускних з'єднань між шарами. Додаткова мережа продемонструвала значні покращення якості відновлених зображень, що підтверджується високими значеннями метрик.
Розробив та реалізував генеративно-змагальну мережу (GAN) для розширення нашого набору даних. GAN дозволила нам створити синтетичні зображення, які значно покращили процес навчання моделей, зробивши їх більш стійкими до різних типів спотворень. Архітектура нашої GAN включала генератор та дискримінатор, що дозволило досягти високих значень метрик IS та FID), підтверджуючи якість згенерованих зображень.
Розроблена мною система є унікальною у своєму роді завдяки комплексному підходу до вирішення задач відновлення зображень. Використання сучасних архітектур нейронних мереж, інноваційних методик навчання та генерації даних дозволило створити систему, яка працює дуже ефективно для поставлених задач. Наша система демонструє високі показники якості відновлення зображень, що робить її придатною для використання у різних прикладних сферах, таких як автоматичне керування, медична візуалізація та системи спостереження.
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GAN.py
```python
import torch
import torch.nn as nn
import torch.optim as optim
import torchvision.transforms as transforms
import torchvision.datasets as datasets
import torchvision.utils as vutils
from torch.utils.data import DataLoader
import matplotlib.pyplot as plt
import numpy as np

nz = 100
ngf = 64
ndf = 64
nc = 3
num_epochs = 100
batch_size = 16
learning_rate = 0.0002
beta1 = 0.5
device = torch.device("cuda" if torch.cuda.is_available() else "cpu")

class Generator(nn.Module):
    def __init__(self, nz, ngf, nc):
        super(Generator, self).__init__()
        self.main = nn.Sequential(
            nn.ConvTranspose2d(nz, ngf * 8, 4, 1, 0, bias=False),
            nn.BatchNorm2d(ngf * 8),
            nn.ReLU(True),
            nn.ConvTranspose2d(ngf * 8, ngf * 4, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ngf * 4),
            nn.ReLU(True),
            nn.ConvTranspose2d(ngf * 4, ngf * 2, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ngf * 2),
            nn.ReLU(True),
            nn.ConvTranspose2d(ngf * 2, ngf, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ngf),
            nn.ReLU(True),
            nn.ConvTranspose2d(ngf, nc, 4, 2, 1, bias=False),
            nn.Tanh()
        )

    def forward(self, input):
        return self.main(input)

class Discriminator(nn.Module):
    def __init__(self, nc, ndf):
        super(Discriminator, self).__init__()
        self.main = nn.Sequential(
            nn.Conv2d(nc, ndf, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ndf),
            nn.LeakyReLU(0.2, inplace=True),
            nn.Conv2d(ndf, ndf * 2, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ndf * 2),
            nn.LeakyReLU(0.2, inplace=True),
            nn.Conv2d(ndf * 2, ndf * 4, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ndf * 4),
            nn.LeakyReLU(0.2, inplace=True),
            nn.Conv2d(ndf * 4, ndf * 8, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ndf * 8),
            nn.LeakyReLU(0.2, inplace=True),
            nn.Conv2d(ndf * 8, 1, 4, 1, 0, bias=False),
            nn.Sigmoid()
        )

    def forward(self, input):
        return self.main(input)

transform = transforms.Compose([
    transforms.Resize(64),
    transforms.CenterCrop(64),
    transforms.ToTensor(),
    transforms.Normalize((0.5, 0.5, 0.5), (0.5, 0.5, 0.5)),
])

dataset = datasets.CIFAR10(root='./data', download=True, transform=transform)
dataloader = DataLoader(dataset, batch_size=batch_size, shuffle=True)

netG = Generator(nz, ngf, nc).to(device)
netD = Discriminator(nc, ndf).to(device)

optimizerG = optim.Adam(netG.parameters(), lr=learning_rate, betas=(beta1, 0.999))
optimizerD = optim.Adam(netD.parameters(), lr=learning_rate, betas=(beta1, 0.999))

criterion = nn.BCELoss()

def train_gan(dataloader, generator, discriminator, optimizerG, optimizerD, criterion, nz, num_epochs, device):
    G_losses = []
    D_losses = []
    img_list = []
    
    fixed_noise = torch.randn(64, nz, 1, 1, device=device)
    
    for epoch in range(num_epochs):
        for i, data in enumerate(dataloader, 0):
            discriminator.zero_grad()
            real = data[0].to(device)
            b_size = real.size(0)
            label = torch.full((b_size,), 1, dtype=torch.float, device=device)
            output = discriminator(real).view(-1)
            errD_real = criterion(output, label)
            errD_real.backward()
            D_x = output.mean().item()
            
            noise = torch.randn(b_size, nz, 1, 1, device=device)
            fake = generator(noise)
            label.fill_(0)
            output = discriminator(fake.detach()).view(-1)
            errD_fake = criterion(output, label)
            errD_fake.backward()
            D_G_z1 = output.mean().item()
            errD = errD_real + errD_fake
            optimizerD.step()
            
            generator.zero_grad()
            label.fill_(1)
            output = discriminator(fake).view(-1)
            errG = criterion(output, label)
            errG.backward()
            D_G_z2 = output.mean().item()
            optimizerG.step()
            
            if i % 50 == 0:
                print(f'Epoch [{epoch+1}/{num_epochs}] Batch [{i}/{len(dataloader)}] \
                      Loss D: {errD.item():.4f}, Loss G: {errG.item():.4f}, D(x): {D_x:.4f}, D(G(z)): {D_G_z1:.4f}/{D_G_z2:.4f}')
            
            G_losses.append(errG.item())
            D_losses.append(errD.item())
        
        with torch.no_grad():
            fake = generator(fixed_noise).detach().cpu()
        img_list.append(vutils.make_grid(fake, padding=2, normalize=True))
    
    return G_losses, D_losses, img_list

G_losses, D_losses, img_list = train_gan(dataloader, netG, netD, optimizerG, optimizerD, criterion, nz, num_epochs, device)

torch.save(netG.state_dict(), 'generator.pth')
torch.save(netD.state_dict(), 'discriminator.pth')

plt.figure(figsize=(10,5))
plt.title("Втрати Генератора і Дискримінатора під час навчання")
plt.plot(G_losses, label="Втрати Генератора")
plt.plot(D_losses, label="Втрати Дискримінатора")
plt.xlabel("Ітерації")
plt.ylabel("Втрати")
plt.legend()
plt.show()

real_batch = next(iter(dataloader))
plt.figure(figsize=(15,15))
plt.subplot(1,2,1)
plt.axis("off")
plt.title("Реальні зображення")
plt.imshow(np.transpose(vutils.make_grid(real_batch[0].to(device)[:64], padding=5, normalize=True).cpu(),(1,2,0)))

plt.subplot(1,2,2)
plt.axis("off")
plt.title("Згенеровані зображення")
plt.imshow(np.transpose(img_list[-1],(1,2,0)))
plt.show()
```
Покращена CBDE і DGRN
class ResBlock(nn.Module):
    def __init__(self, in_feat, out_feat, stride=1):
        super(ResBlock, self).__init__()
        self.backbone = nn.Sequential(
            nn.Conv2d(in_feat, out_feat, kernel_size=3, stride=stride, padding=1, bias=False),
            nn.BatchNorm2d(out_feat),
            nn.LeakyReLU(0.1, True),
            nn.Conv2d(out_feat, out_feat, kernel_size=3, padding=1, bias=False),
            nn.BatchNorm2d(out_feat),
        )
        self.shortcut = nn.Sequential(
            nn.Conv2d(in_feat, out_feat, kernel_size=1, stride=stride, bias=False),
            nn.BatchNorm2d(out_feat)
        )

    def forward(self, x):
        return nn.LeakyReLU(0.1, True)(self.backbone(x) + self.shortcut(x))


class ResEncoder(nn.Module):
    def __init__(self):
        super(ResEncoder, self).__init__()

        self.E_pre = ResBlock(in_feat=3, out_feat=64, stride=1)
        self.E = nn.Sequential(
            ResBlock(in_feat=64, out_feat=128, stride=2),
            ResBlock(in_feat=128, out_feat=256, stride=2),
            nn.AdaptiveAvgPool2d(1)
        )

        self.mlp = nn.Sequential(
            nn.Linear(256, 256),
            nn.LeakyReLU(0.1, True),
            nn.Linear(256, 256),
        )

    def forward(self, x):
        inter = self.E_pre(x)
        fea = self.E(inter).squeeze(-1).squeeze(-1)
        out = self.mlp(fea)

        return fea, out, inter


class CBDE(nn.Module):
    def __init__(self, opt):
        super(CBDE, self).__init__()

        dim = 256

        self.E = MoCo(base_encoder=ResEncoder, dim=dim, K=opt.batch_size * dim)

    def forward(self, x_query, x_key):
        if self.training:
            fea, logits, labels, inter = self.E(x_query, x_key)
            return fea, logits, labels, inter
        else:
            fea, inter = self.E(x_query, x_query)
            return fea, inter



class DGB(nn.Module):
    def __init__(self, conv, n_feats, kernel_size, n_blocks):
        super(DGB, self).__init__()
        modules = []
        for _ in range(n_blocks):
            modules.append(conv(n_feats, n_feats, kernel_size))
            modules.append(nn.ReLU(True))
        self.body = nn.Sequential(*modules)

    def forward(self, x, inter):
        res = x
        for i in range(len(self.body)):
            res = self.body[i](res + inter)
        return res

class DGG(nn.Module):
    def __init__(self, conv, n_feats, kernel_size, n_blocks):
        super(DGG, self).__init__()
        modules = [
            DGB(conv, n_feats, kernel_size, n_blocks) \
            for _ in range(2)
        ]
        self.body = nn.Sequential(*modules)

    def forward(self, x, inter):
        res = x
        for i in range(len(self.body)):
            res = self.body[i](res, inter)
        return res

def default_conv(in_channels, out_channels, kernel_size, bias=True):
    return nn.Conv2d(in_channels, out_channels, kernel_size, padding=(kernel_size//2), bias=bias)

class DGRN(nn.Module):
    def __init__(self, opt, conv=default_conv):
        super(DGRN, self).__init__()

        self.n_groups = 5
        n_blocks = 5
        n_feats = 64
        kernel_size = 3

        modules_head = [conv(3, n_feats, kernel_size)]
        self.head = nn.Sequential(*modules_head)

        modules_body = [
            DGG(default_conv, n_feats, kernel_size, n_blocks) \
            for _ in range(self.n_groups)
        ]
        modules_body.append(conv(n_feats, n_feats, kernel_size))
        self.body = nn.Sequential(*modules_body)

        modules_tail = [conv(n_feats, 3, kernel_size)]
        self.tail = nn.Sequential(*modules_tail)

    def forward(self, x, inter):
        x = self.head(x)
        res = x
        for i in range(self.n_groups):
            res = self.body[i](res, inter)
        res = self.body[-1](res)
        res = res + x
        x = self.tail(res)
        return x

post-processor.py

import torch
import torch.nn as nn
import torch.optim as optim
import torchvision.transforms as transforms
import torchvision.datasets as datasets
import torchvision.utils as vutils
from torch.utils.data import DataLoader
import matplotlib.pyplot as plt
import numpy as np

num_epochs = 100
batch_size = 16
learning_rate = 0.001
device = torch.device("cuda" if torch.cuda.is_available() else "cpu")

class ResidualBlock(nn.Module):
    def __init__(self, in_channels, out_channels, stride=1):
        super(ResidualBlock, self).__init__()
        self.conv1 = nn.Conv2d(in_channels, out_channels, kernel_size=3, stride=stride, padding=1)
        self.bn1 = nn.BatchNorm2d(out_channels)
        self.relu = nn.ReLU(inplace=True)
        self.conv2 = nn.Conv2d(out_channels, out_channels, kernel_size=3, stride=1, padding=1)
        self.bn2 = nn.BatchNorm2d(out_channels)
        self.skip = nn.Conv2d(in_channels, out_channels, kernel_size=1, stride=stride, padding=0)

    def forward(self, x):
        identity = self.skip(x)
        out = self.conv1(x)
        out = self.bn1(out)
        out = self.relu(out)
        out = self.conv2(out)
        out = self.bn2(out)
        out += identity
        out = self.relu(out)
        return out

class UNetResNet(nn.Module):
    def __init__(self, in_channels=3, out_channels=3):
        super(UNetResNet, self).__init__()
        self.encoder1 = ResidualBlock(in_channels, 64)
        self.encoder2 = ResidualBlock(64, 128)
        self.encoder3 = ResidualBlock(128, 256)
        self.encoder4 = ResidualBlock(256, 512)
        self.pool = nn.MaxPool2d(2, 2)
        self.decoder4 = ResidualBlock(512, 256)
        self.decoder3 = ResidualBlock(256, 128)
        self.decoder2 = ResidualBlock(128, 64)
        self.decoder1 = ResidualBlock(64, out_channels)
        self.upconv4 = nn.ConvTranspose2d(512, 256, kernel_size=2, stride=2)
        self.upconv3 = nn.ConvTranspose2d(256, 128, kernel_size=2, stride=2)
        self.upconv2 = nn.ConvTranspose2d(128, 64, kernel_size=2, stride=2)
        self.upconv1 = nn.ConvTranspose2d(64, out_channels, kernel_size=2, stride=2)
        self.final_conv = nn.Conv2d(out_channels, out_channels, kernel_size=1)
        self.sigmoid = nn.Sigmoid()

    def forward(self, x):
        e1 = self.encoder1(x)
        e2 = self.encoder2(self.pool(e1))
        e3 = self.encoder3(self.pool(e2))
        e4 = self.encoder4(self.pool(e3))
        d4 = self.upconv4(e4)
        d4 = torch.cat((d4, e3), dim=1)
        d4 = self.decoder4(d4)
        d3 = self.upconv3(d4)
        d3 = torch.cat((d3, e2), dim=1)
        d3 = self.decoder3(d3)
        d2 = self.upconv2(d3)
        d2 = torch.cat((d2, e1), dim=1)
        d2 = self.decoder2(d2)
        d1 = self.upconv1(d2)
        d1 = self.decoder1(d1)
        out = self.final_conv(d1)
        out = self.sigmoid(out)
        return out

class SSIMLoss(nn.Module):
    def __init__(self):
        super(SSIMLoss, self).__init__()

    def forward(self, img1, img2):
        C1 = 0.01 ** 2
        C2 = 0.03 ** 2
        mu1 = nn.functional.avg_pool2d(img1, 3, 1, 1)
        mu2 = nn.functional.avg_pool2d(img2, 3, 1, 1)
        mu1_sq = mu1 ** 2
        mu2_sq = mu2 ** 2
        mu1_mu2 = mu1 * mu2
        sigma1_sq = nn.functional.avg_pool2d(img1 * img1, 3, 1, 1) - mu1_sq
        sigma2_sq = nn.functional.avg_pool2d(img2 * img2, 3, 1, 1) - mu2_sq
        sigma12 = nn.functional.avg_pool2d(img1 * img2, 3, 1, 1) - mu1_mu2
        ssim_map = ((2 * mu1_mu2 + C1) * (2 * sigma12 + C2)) / ((mu1_sq + mu2_sq + C1) * (sigma1_sq + sigma2_sq + C2))
        return torch.clamp((1 - ssim_map) / 2, 0, 1).mean()

def combined_loss(output, target):
    mse_loss = nn.MSELoss()(output, target)
    ssim_loss = SSIMLoss()(output, target)
    return mse_loss + ssim_loss

def train_model(model, dataloader, optimizer, criterion, num_epochs, device):
    model.train()
    train_losses = []

    for epoch in range(num_epochs):
        epoch_loss = 0
        for batch in dataloader:
            inputs, targets = batch
            inputs, targets = inputs.to(device), targets.to(device)
            optimizer.zero_grad()
            outputs = model(inputs)
            loss = criterion(outputs, targets)
            loss.backward()
            optimizer.step()
            epoch_loss += loss.item()
        epoch_loss /= len(dataloader)
        train_losses.append(epoch_loss)
        print(f'Epoch {epoch+1}/{num_epochs}, Loss: {epoch_loss:.4f}')
    return train_losses

transform = transforms.Compose([
    transforms.Resize((256, 256)),
    transforms.ToTensor(),
])

dataset = datasets.ImageFolder(root='./data/train', transform=transform)
dataloader = DataLoader(dataset, batch_size=batch_size, shuffle=True)

model = UNetResNet(in_channels=3, out_channels=3).to(device)
optimizer = optim.Adam(model.parameters(), lr=learning_rate)
criterion = combined_loss

train_losses = train_model(model, dataloader, optimizer, criterion, num_epochs, device)

torch.save(model.state_dict(), 'unet_resnet_model.pth')

plt.figure(figsize=(10,5))
plt.title("Training Loss")
plt.plot(train_losses, label="Loss")
plt.xlabel("Epochs")
plt.ylabel("Loss")
plt.legend()
plt.show()
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