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РЕФЕРАТ 

 

 

Дипломна робота: 107 с., 23 рис., 6 табл., 21 посилань, 1 додаток. 

ЗОБРАЖЕННЯ, ОПИС ЗОБРАЖЕНЬ, НЕЙРОННА МЕРЕЖА, ВЕЛИКА 

МОВНА МОДЕЛЬ, МУЛЬТИМОДАЛЬНА ВЕЛИКА МОВНА МОДЕЛЬ, 

КРЕАТИВНИЙ ОПИС ЗОБРАЖЕНЬ, ГРАЛЬНІ КАРТИ, АБСТРАКТНИЙ ОПИС 

ЗОБРАЖЕННЯ, ГЕНЕРАТИВНА МОДЕЛЬ. 

Об’єкт дослідження – опис зображення.  

Предмет дослідження – методи створення креативних та абстрактних 

описів зображення.  

Мета роботи – дослідження та застосування методів глибокого 

навчання, а саме – генеративних моделей, які дозволять створити креативні 

та абстрактні описи зображень. 

Актуальність генерації креативних описів полягає в розширенні 

можливостей image-captioning, який автоматично створює текстові описи 

зображень. Це корисно для допомоги людям з обмеженими можливостями, 

пошукових систем і контент-маркетингу. Стандартні моделі генерують 

короткі описи, але створення креативних текстів з урахуванням асоціацій, 

деталей та емоцій відкриває нові перспективи, підвищуючи значення 

асоціативно-емоційного відгуку. Роботу було апробовано на конференції 

«Штучний інтелект: досягнення, виклики та ризики» та запланована 

публікація статті в 2024 році. 

За результатами роботи отримано агент, здатний генерувати креативні 

підписи, отримаючи на вхід гральні карти Dixit.  
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ABSTRACT 

 

 

Bachelor Thesis: 107 pages, 23 figures, 9 tables, 21 references, 1 appendix. 

IMAGES, IMAGE DESCRIPTIONS, NEURAL NETWORK, LARGE 

LANGUAGE MODEL, MULTIMODAL LARGE LANGUAGE MODEL, CREATIVE 

IMAGE DESCRIPTION, PLAYING CARDS, ABSTRACT IMAGE DESCRIPTION, 

GENERATIVE MODEL. 

Object of research is image captioning. 

Subject of research is methods for creating creative and abstract image 

captioning. 

Objective is to research and apply deep learning methods, specifically 

generative models, to create creative and abstract image descriptions. 

The relevance of generating creative descriptions lies in enhancing the 

capabilities of image-captioning, which automatically creates textual descriptions 

of images. This is useful for aiding people with disabilities, search systems, and 

content marketing. Standard models generate short descriptions, but creating 

creative texts that consider associations, details, and emotions opens new 

perspectives, increasing the significance of associative-emotional feedback. The 

work was presented at the conference "Artificial Intelligence: Achievements, 

Challenges, and Risks" and is scheduled for publication in 2024. 

As a result, an agent capable of generating creative captions based on Dixit 

playing cards was developed. 
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ВСТУП 

 

 

З розвитком сучасних моделей штучного інтелекту відбулася значна 

еволюція, яка суттєво змінила різні аспекти нашого життя. Наприклад, за 

останні 20 років, моделі стали здатні наздогнати людей у вирішенні 

широкого спектру завдань, включаючи класифікацію об'єктів, детекцію, 

сегментацію та навіть надання короткого опису зображення, що відкрило 

безліч можливостей у сфері автоматизації та розпізнавання образів. 

Продовжуючи цю тенденцію, за останні 10 років, моделі штучного 

інтелекту значно покращили свої можливості в обробці тексту. Цей прорив 

відкрив нові горизонти для природної мови, дозволяючи комп'ютерам 

розуміти та генерувати мову на рівні, який раніше був характерний лише для 

людей. Це відкриває шлях до більш ефективної обробки інформації та 

взаємодії з комп'ютерами. 

Однак, справжній прорив відбувся лише за останні 5 років, коли 

інформаційні гіганти, такі як Google, Facebook та OpenAI, почали випускати 

моделі генеративного штучного інтелекту на базі мовних моделей. Це стало 

можливо завдяки роботі, де було вперше представлено архітектуру 

Transformer, яка стала головним будівельним блоком перших великих 

мовних моделей. Наприклад, модель GPT-3, представлена компанією 

OpenAI, з 175 мільярдами параметрів та тренована на вражаючій обсягу 

текстових даних, стала символом нової ери в штучному інтелекті. Її 

величезний потенціал у генерації тексту та розумінні мови вразив світ та 

відкрив безліч можливостей у сферах, таких як автоматичне письмо, 

переклад та навчання. 

Оскільки на той момент вже існували моделі, які мали змогу надавати 

короткий, конкретний опис зображенню, постало цікаве питання: чи можна 

використати великі мовні моделі для креативного та асоціативного 

поглиблення цих описів? Відповідь на це питання спрямована ця дипломна 
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робота. Це дозволить розширити наші знання про можливості штучного 

інтелекту в розумінні та взаємодії з текстом і зображенням. Оцінюватися 

агент буде на прикладі його результатів гри в Dixit.  
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РОЗДІЛ 1 ДОСЛІДЖЕННЯ ПРЕДМЕТНОЇ ОБЛАСТІ 

1.1 Актуальність задачі image-text matching 

 

 

Дана задача, а саме задача генерації креативних описів, по суті, є 

підзадачею для великої області дослідження image-captioning. Image-

Captioning – це завдання комп'ютерного зору та обробки природної мови, яке 

передбачає автоматичне створення текстового опису для зображення. Це 

одна з ключових задач на перетині між обробкою зображень і природною 

мовою, яка має широке застосування в різних галузях, таких як 

автоматизовані системи допомоги людям з обмеженими можливостями, 

пошукові системи за зображеннями, контент-маркетинг і багато інших. 

Зазвичай, моделі такого типу тренуються щоб створити відносно короткий та 

конкретний опис зображення [1]. Маючи агента, який здатен на основі 

коротких описів, згенерувати більш креативний текст, спираючись на 

асоціації, якісь дрібні деталі, або емоції та настрій, які диктує зображення, 

для нас відкривається широкий спектр вузьких задач, для котрих критерієм 

якості виступає не точність, а асоціативно-емоційний відгук. Такий агент 

може знайти широке використання у деяких сферах.  

1. Існує можливість підвищити можливості пошуку по інтернету, 

коли людина шукає натхнення, емоційного заряду, аніж точну 

відповідь на своє питання. 

2. Велика низка медійних платформ, які зацікавлені в тому, щоб їх 

користувачі мали емоційну прив’язку до їх застосунку, може 

використати схожу модель для спонукання людей до 

використання їх комерційного продукту для максимізації 

доходів.  

3. Нарешті, існує велика кількість карткових/настільних ігор, які 

будують правила навколо асоціацій, які виникають у людей під 

час взаємодії з ігровими елементами: картками, ігровими 



11 

ситуаціями тощо. Серед таких ігор можна виділити Codenames: у 

якій від гравців потребується побудувати асоціативний 

ланцюжок між декількома картками, Mysterium: гра 

асоціативний-детектив, та Dixit, гра яка потребує від гравця 

згенерувати достатньо абстрактний та неочевидний опис картки, 

такий, щоб частина гравців могла змогу відгадати її серед 

схожих. 

Використовуючи сучасні методи обробки природної мови, детекції, 

опису зображення, задача побудови агента, що виконує цю задачу, стає 

реалістичною.  

 

 

1.2 Сучасні напрямки досліджень 

  

 

 Для створення креативних та абстрактних описів зображення, як вже 

стало зрозуміло, недостатньо застосувати традиційну модель яка вирішує 

задачу image-captioning, оскільки перед ними стояла задача прямої 

відповідності тексту та зображення. Також виникає проблема оцінки якості: 

оскільки ми не можемо об’єктивно оцінити асоціацію та емоції, що 

виникають у різних людей при погляді на зображення, треба створити для 

агента простір, в рамках котрого можливо знайти відповідність  між 

відповіддю моделі та якістю/нагородою. Взяти за такий простір дуже зручно 

настільну гру Dixit, в якій вже, по суті, все є: правила гри спонукають гравців 

на найбільш креативні описи, оскільки задача зробити так, щоб вгадала якась 

підмножина гравців, потужність якої не має дорівнювати потужності 

множини гравців для отримання балів.  

Але навіть так, модель має враховувати велику кількість факторів. 

Візуально агент має зрозуміти, які взагалі об’єкти розташовані на зображені, 

та як вони взаємодіють між собою. Для гарного опису, контекст взаємодії має 
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включати в себе більше, ніж тривіальні стосунки на кшталт “людина тримає 

сокиру”. Картки з Dixit майже завжди містять сюрреалістичні елементи, що 

може бути перешкодою для багатьох image-captioning моделей (Рис. 1.1). 

 

 

 

Рисунок 1.1 – Картки з гри Dixit 

 

Також модель має виявити емоційний контекст: яку ідею доносить 

зображення, який настрій передає. Маючи увесь цей наративний аспект 

зображення, агент має від себе додати інформацію, враховуючи терабайти 

тренувального досвіду. Для максимізації ймовірності отримати високий 

score, агент міг би провести соціальний аналіз. Кожна людина має свої смаки, 

має різний настрій та патерни мислення, що дозволяє їй мати нескінченний 

креативний потенціал. На основі виборів кожного гравця агент може зібрати 

дані, згенерувавши приблизний емоційний портрет, який буде 

використовувати для подальших описів [2]. Цей підхід допускає 
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використання великої кількості різноманітних моделей, тому і вирішувати 

задачу можна по-різному. 

1. Можливо зібрати дані багатьох ігор та використати методи 

машинного або глибокого навчання для створення моделі, яка 

спеціалізується на генерації креативних описів для поставленої 

задачі.  

2. Використання embedding моделей. Це рішення полягає у 

побудові векторного сховища, яке буде зберігати в собі массив 

текстових даних обраної природи. Далі за допомогою 

семантичного пошуку по цьому сховищу можна генерувати 

описи.  

3. Ще одне рішення, схоже на минуле, це замість semantic search 

використати tf-idf. Цей алгоритм запропонував себе як доволі 

гарне рішення задачі relevance search, тому може гарно підійти до 

креативного опису, маючи достатньо велику базу тексту.  

4. Використання великої мовної моделі. Усі кроки після image-

captioning, описані вище, виконує будь-яка мовна модель, 

починаючи з visual reasoning, закінчуючи генерацією кінцевого 

опису. Модель може бути мультимодальна, тоді крок з image-

captioning можливо пропустити, хоча це може негативно 

вплинути на точність і контроль процесом генерації.  

Більшість підходів до вирішення задачі побудови асоціативного 

ланцюжку між образами на зображенні зводиться до вибору певної backbone 

моделі. Ця модель отримує на вхід вихід з image-captioning моделей у вигляді 

векторного сховища або просто векторного представлення. Однак, ключовим 

питанням є те, яке з рішень може найкраще вирішити цю задачу. Ключовим 

фактором в цьому контексті є можливість моделі до абстрактного мислення. 

Це означає, що агент повинен мати здатність знаходити контекстуальні 

зв'язки між словами на дуже високому рівні. Це важливо, оскільки для 

успішного побудови асоціативного ланцюжку необхідно мати здатність 
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розуміти глибокий сенс та взаємозв'язки між словами та образами [2]. Такий 

підхід дозволить моделі виявити складні або навіть приховані зв'язки між 

різними елементами зображення та тексту, що покращить якість та точність 

асоціацій. 

 

 

1.3 Аналіз існуючих підходів 

1.3.1 Машинне навчання 

 

 

Машинне навчання – це галузь штучного інтелекту, що досліджує 

розробку алгоритмів та моделей, які навчаються на основі даних, з метою 

роботи та прийняття рішень без явного програмування. Основна ідея полягає 

в тому, щоб дати комп'ютеру можливість самостійно вивчати зразки даних і 

робити прогнози або приймати рішення на основі цього навчання. 

У машинному навчанні використовуються різноманітні алгоритми, такі 

як навчання з учителем, навчання без учителя та підготовка даних. В 

навчанні з учителем модель навчається на основі вхідних даних та 

відповідних вихідних міток, тоді як у навчанні без учителя модель навчається 

з невідміченими даними та намагається виявити приховані структури в цих 

даних. 

Машинне навчання застосовується в різних сферах, включаючи 

комп'ютерне зорове розпізнавання, природну мову обробки, медичні 

діагностики, фінансовий аналіз, рекомендації з покупок, автоматичне 

управління та багато іншого. В останні роки машинне навчання стало однією 

з найбільш активно розвиваючихся галузей технології, завдяки своїм 

потенціалом для автоматизації та покращення різних аспектів життя та 

роботи. 

Отже, для вирішення даної задачі методами машинного навчання, 

пропонується алгоритм дій.  
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1. Для тренування моделі, яка вирішує задачу гри в Dixit, першим 

чином потрібно зібрати дані. Датасет буде складатися з пар 

картка-підказка, де підказка і є нашим шуканим креативним 

описом. Перетворювати зображення у текст будуть вже треновані 

image-captioning моделі. Для оберненої задачі, вгадувати 

зображення за креативною підказкою, на вхід буде подаватися 

набір зображень з текстом, на вихід – індекс вгаданого 

зображення.  

2. Обробка даних. У методах обробки природної мови існує чимало 

способів очищення та підготовки даних до подальшого 

використання. Хоча для нашої задачі він може бути згубним, 

оскільки скорочення слова або видалення цифр та розділових 

знаків може містити ознаки, які мали в собі асоціативний 

контекст, але цей процес може включити в себе: 

a) Переведення тексту в малі літери. 

b) Перетворення слів у їх базові форми (stemming та 

lemmatization). 

3. Feature extraction. Цей крок полягає в тому, щоб перетворити 

текстові дані у представлення, в якому дані можна передати на 

вхід до моделі машинного навчання. Він містить в собі 

токенизацію – це процес розділення тексту на окремі одиниці, які 

називаються токенами або токенами слова. Зазвичай токеном є 

слово, але це може бути також інша одиниця, така як розділовий 

знак, речення або символ. Мета токенізації – розбити текст на 

окремі елементи, що спрощує подальшу обробку та аналіз тексту. 

Але для ефективного навчання недостатньо самої токенизації, 

оскільки на виході ми отримуємо лише інформацію про те, яке 

слово пришло на вхід. Використання embedding моделей після 

токенизації, які переводять sparse-one-hot-encoded вектори у 

вектори корисних ознак, допоможуть моделі знайти контекст у 
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поданих до неї реченнях. Існує безліч embedding моделей, 

наприклад один з перших алгоритмів Word2Vec, який навчався 

на n-gram. У сучасності винайшли embedding на основі 

архітектури Transformers, серед них найвідоміші 

OpenAIEmbeddings, LlamaEmbedding, розроблені для роботи з 

відповідними великими мовними моделями. Також можливо 

виконати feature extraction за допомогою інших технік, наприклад 

Bag of words (скорочено BoW): представлення тексту у вигляді 

набору слів із зазначенням їхньої частоти вживання, або tf-idf. 

4. Навчання: отримавши ознаки будь-яким з описаних вище 

методів, можна використати один з низки популярних алгоритмів 

глибокого навчання, наприклад: CNN, RNN (LSTM або GRU), 

або вищезгадані Transformers. Традиційні моделі машинного 

навчання можна використати, але не дуже зручно керувати 

текстовим виходом. Як рішення цього, можна використати щось з 

розряду SVM як ключовий навчальний елемент, а вихідним 

шаром зробити LSTM.  

5. Оцінювання моделей, задача яких генерувати текст зазвичай 

виконується за допомогою метрик Rouge (Recall Oriented 

Understudy for Gisting Evaluation) та BLEU (Bilingual Evaluation 

Understudy Score). BLEU - це метрика, спрямована на precision, 

яка обчислює співпадіння по n-gram у текстах зразка та 

згенерованих текстах. Rouge дуже схоже на визначення BLEU, 

відмінність полягає в тому, що Rouge спрямована на recall, у той 

час як BLEU фокусується на precision. Існують 3 типи метрики 

Rouge: n-rouge, найпоширеніший тип, який означає співпадіння 

по n-gram. наприклад, (2-rouge, 1-rouge для 2-gram та 1-gram 

відповідно). Другий - l-rouge, який перевіряє найдовшу спільну 

підпослідовність замість співпадіння по n-грам. Третій - s-rouge, 

який фокусується на пропусках (skip grams). Skip-gram - одна з 
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технік навчання без учителя, яка використовується для пошуку 

найбільш пов'язаних слів для заданого слова. Skip-gram 

використовується для передбачення контекстного слова для 

заданого цільового слова [3]. 

6. Після тренування, коли результати задовольняють критеріям 

якості, модель розгортається для користувачів, використовуючи її 

як api, або написання для агенту telegram-bot тощо. 

Зібравши дані у розмірі приблизно 100 тисяч записів [4] під кожну з 

двох підзадач (генерації опису та вгадування за ним), та підібравши 

найкращу архітектуру моделі, можливо вирішити цю задачу отримавши 

гарний результат відносно креативності описів. Однак, мінусом цього 

рішення може бути складність збору даних, оскільки кожна гра може йти 

довго. Також бажано щоб серед гравців були підібрані найбільш різноманітні 

люди: по віку, досвіду, фаху тощо. Чим більше різноманітність, тим краще 

модель зможе генералізуватись. Ще однією перешкодою може стати підбір 

самої архітектури, підбір гіперпараметрів. Оскільки даних велика кількість, 

та одна епоха навчання може витрачати багато часу, то права на помилку 

стає пропорційно менше.  

 

 

1.3.2 Embedding models з семантичним пошуком 

 

 

 Моделі вбудовування (embedding models) – це методи, які 

перетворюють слова або інші об'єкти у вектори чисел. Це дозволяє 

комп'ютерам ефективно працювати з текстом або іншими видами даних, 

використовуючи їх в якості вхідних даних для алгоритмів машинного 

навчання. Наприклад, у моделях вбудовування GloVe [5] (Global Vectors for 

Word Representation) та Word2Vec [6], слова перетворюються у вектори чисел 

з допомогою навчального процесу на великому корпусі тексту. У цих 
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моделях схожі слова розташовані близько одне до одного у просторі 

вбудовувань, що дозволяє комп'ютерам розуміти семантичну схожість між 

словами. Наприклад, у вбудовуванні GloVe слова "сонце" та "місяць" можуть 

бути розташовані близько одне до одного, оскільки вони часто з'являються 

разом у текстах і мають семантичну схожість. Але слово "сонце" може бути 

далеко від слова "автомобіль", оскільки вони рідко з'являються разом і мають 

різні семантичні значення. Такі векторні представлення слів допомагають 

алгоритмам машинного навчання краще розуміти та аналізувати текст. 

Підхід з використанням такої моделі по суті є спрощенням минулого, 

оскільки ми оминаємо дуже дорогий етап навчання моделі, і намагаємося за 

допомогою семантичного пошуку по вже навчанній embedding моделі 

вгадувати зображення та генерувати описи. Для задачі генерації ідея полягає 

в тому, щоб загрузити великий набір тексту у Word2Vec (GloVe) обраної 

природи (бажано щось пов’язане з мистецтвом), потім використовуючи вихід 

з image-captioning моделі, семантичним пошуком знаходимо підходящу 

фразу для опису [7]. Для оберненої задачі навіть необов’язково мати 

додатковий набір тексту: достатньо мати опис n зображень та підказку, далі 

обрати варіант з найбільшою ймовірністю. Мінусом цього підходу є те, що 

семантичний пошук зазвичай має слабкий асоціативний контекст, оскільки 

орієнтується саме на семантику слова, а не на сховані підтексти, тому вихід з 

нього потребує більшої обробки. Хоча цього достатньо для комфортної гри в 

Dixit, ця модель не досягне якісного рівня людини.  

 

 

1.3.3 TF-IDF для вгадування зображення  

 

 

TF-IDF (Term Frequency-Inverse Document Frequency) – це статистичний 

метод для оцінки важливості термінів у документі відносно корпусу 

документів [8]. Цей метод широко використовується в обробці природної 
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мови, і він дозволяє визначити, наскільки важливим є слово для певного 

документа в контексті всього корпусу. TF (Term Frequency) визначає, 

наскільки часто слово зустрічається в документі. Вище частота слова, 

важливіше воно може бути для документу. Проте, це не завжди так, оскільки 

деякі слова можуть зустрічатися дуже часто в усіх документах, і, отже, вони 

можуть нести мало інформації про конкретний документ. IDF (Inverse 

Document Frequency) вимірює, наскільки унікальним є слово у корпусі 

документів. Слова, які зустрічаються рідко, мають вищий IDF, тобто вони 

вважаються більш важливими для конкретного документа. IDF обчислюється 

як логарифм відношення загальної кількості документів у корпусі до 

кількості документів, які містять слово, плюс одиниця для уникнення ділення 

на нуль. Комбінація цих двох значень, TF та IDF, утворює TF-IDF. Це 

значення використовується для вагування важливості кожного слова в 

документі, при цьому враховується як частота слова в документі, так і 

унікальність слова у всьому корпусі. TF-IDF обчислюється як добуток 

значень TF та IDF для кожного слова. TF-IDF є потужним інструментом в 

обробці природної мови і використовується для ранжування важливості слів 

у документах, векторизації тексту, кластеризації документів та багатьох 

інших завдань. Він допомагає виявляти ключові слова та відокремлювати їх 

від загального фону тексту, що сприяє покращенню якості аналізу тексту та 

розумінню його семантичного змісту. 

В цьому випадку ми замінюємо embedding модель з минулого методу, 

та використовуємо tf-idf [4]. У даному випадку ми більше приділяємо уваги 

до corpus, який ми створюємо, оскільки ми хочемо, щоб keyword similarity 

знаходив найкращі співпадіння (на відміну від семантичного пошуку, який 

може знаходити близькі за значенням). Оскільки tf-idf швидший за 

семантичний пошук, то для нього можно додатково використати модель для 

Web пошуку документів за підказкою або описом картинок, який зробить 

модель менш залежним від початково набору тексту [4]#q. В цілому, завдяки 

цій модифікації, tf-idf здобуває трохи кращих результатів, а у задачі 
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відгадування взагалі може наздогнати людину у якості, але в плані генерації 

цей метод хоч і може бути краще семантичного пошуку, не дотягує до рівня 

людини.  

 

 

1.3.4 Генерація підписів і відгадування карти на основі великої мовної 

моделі 

 

 

 Підходи на основі embedding та tf-idf гарно підходять для відгадування, 

але описи, які вони генерують, недостатньо абстрактні та креативні щоб 

перемогти людину, оскільки вони базуються на заздалегідь зібраних наборах 

тексту. А зробити цей набір надвеликим невигідно з точки зору швидкості. 

Але вже існує клас моделі, яка спирається на знання з надвеликих 

терабайтних сховищ даних, має надвелику кількість параметрів щоб 

генерувати комплексну відповідь на запит та при цьому ще доволі швидко 

працює. Це великі мовні моделі, які побудовані на базі архітектури 

Transformers.  

Архітектура Transformers – це інноваційна модель для обробки 

послідовностей, особливо ефективна в задачах обробки природної мови. 

Основними компонентами цієї архітектури є механізми уваги та позиційне 

кодування, які дозволяють моделі ефективно опрацьовувати послідовності 

будь-якої довжини без втрати контекстуальної інформації.  
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Рисунок 1.2 – Архітектура Transformers [9] 

 

Архітектура складається з таких блоків. 

1. Self-Attention. Увага важливості – це механізм, який дозволяє 

моделі приділяти різним частинам вхідної послідовності різну 

увагу в залежності від їх важливості для конкретного контексту. 

Увага важливості використовується для взаємодії між токенами в 

кожному шарі моделі та дозволяє моделі "звертатися" навколо 

послідовності та надавати перевагу важливим аспектам. 

2. Механізм Multi-Head Attention. В архітектурі Transformers увага 

важливості використовується у вигляді механізму Multi-Head 

Attention, який дозволяє моделі фокусуватися на різних аспектах 

вхідної послідовності. Цей механізм розділяє вхідні дані на 

кілька груп (голів) і виконує увагу важливості окремо для кожної 
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групи. Результати обробки кожної групи об'єднуються та 

подаються наступним шарам моделі [9]. 

3. Позиційне кодування (Positional Encoding). Оскільки Transformers 

не мають вбудованого поняття про порядок токенів у 

послідовності, необхідно додатково кодувати позиційну 

інформацію токенів. Для цього використовується позиційне 

кодування, яке додає до векторного представлення кожного 

токена додаткову інформацію про його позицію у послідовності. 

4. Трансформерні блоки (Transformer Blocks). Архітектура 

Transformers складається з повторюваних трансформерних 

блоків, кожен з яких містить увагу важливості, повнозв'язні шари 

та нормалізацію. У внутрішній частині кожного блоку 

застосовується механізм Multi-Head Attention, який дозволяє 

моделі аналізувати контекст послідовності. Після цього 

результати обробки проходять через повнозв'язні шари та 

нормалізацію, що додає гнучкості та стабільності моделі. Блоків 

таких архітектура має два: encoder and decoder, кожен з них 

виконує, як підказує назва, кодування запиту та декодування 

відповіді. Сучасні дослідження вивели, що для різних задач 

можливо ефективне використання великих мовних моделей які 

містять лише кодувальні блоки (BERT, RoBerta), або навпаки, 

лише декодувальні блоки (GPT, llama), також існують моделі що 

мають обидва блоки (T5, BART).  

5. Функція активації та регуляризація. Після кожного 

трансформерного блоку можуть застосовуватися функції 

активації, такі як ReLU або GELU, а також методи регуляризації, 

наприклад, dropout, для покращення стабільності та здатності 

моделі до узагальнення [9]. 

Така гнучка архітектура дозволяє моделям, побудованим на ній, дуже 

зручно розпаралелювати своє навчання, при цьому не втрачаючи у якості, 
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навідміну від аналогічного тренування на RNN-подібних архітектурах. Також 

вищезгадані RNN та навіть надбудова LSTM, страждають проблемою 

затухаючого градієнта, коли при дуже довгому вході, на останніх етапах 

модель забуває, що було на початку [9]. Механізм самоуваги обходить цю 

проблему, оскільки взагалі не включає у себе розташування токена на вході 

(до застосування Positional encoding). А розмір моделей, коли вони 

тренуються на великому дозволяє віднести їх до класу генеративних, а не 

просто мовних моделей, оскільки при правильному підході агент має 

можливість вирішити майже будь-яку задачу, що містить у собі текст [9].  

Претреновані великі мовні моделі вирішують всі проблеми, які були описані 

у методах вище: вони натреновані на великому обсязі тексту, тому можуть 

давати відповіді з різних сфер та їх перетинів, вони легко знаходять 

контекстний зв’язок між словами у реченні та виловлюють прихований зміст 

майже на рівні з людиною. Навіть якщо цього недостатньо, існують низка 

методів для покращення роботи великих мовний моделей.   

1. Parameter-efficient fine-tuning (коротко PEFT), яке допомагає 

ефективно дотренувати модель для своїх потреб навіть не маючи 

великих обчислювальних потужностей, оскільки к-сть 

параметрів, які дотреновуються, дуже сильно звужуються за 

допомогою техніки LoRa (Low-Rank Adaptation of Large Language 

Models) [10]. У LoRA великі мовні моделі апроксимуються 

низькоранговими матрицями, що дозволяє зменшити кількість 

параметрів моделі та оптимізувати їхню роботу. Це досягається 

шляхом зменшення розмірності векторів ваг та матриці 

трансформації вхідного сигналу, що дозволяє зменшити обсяг 

пам'яті, потрібний для збереження моделі, і покращує її 

швидкість роботи. 

2. Prompt tuning – техніка, яка дозволяє покращувати роботу великої 

мовної моделі над конкретним завданням ніяк не тренуючи її 

параметри. Це здійснюється за допомогою зміни параметрів 
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самого prompt, використовуючи фідбек від виходу моделі. Для 

відносно простих текстових завдань ця техніка стала game-

changer у сфері  того як дослідники вижимають максимум з 

великих мовних моделей.  

3. RAG (retrieval augmented generation) – це техніка, завдяки якій ми 

дозволяємо великій мовній моделі брати інформацію з-за меж її 

простору знань. Наприклад, якщо модель навчалась у 2022 році, 

коли на той момент прем'єр міністр Великобританії був Борис 

Джонсон, задаючи це питання моделі у 2024, коли він змінився на 

Ріши Сунака, модель, посилаючись на свою тренувальну базу, 

згадала би Джонсона. RAG дозволяє обійти цю проблему не 

вдаючись до повного перетренування моделі: ми додаємо до 

prompt контекст, витягнутий з іншого текстового сховища, або, 

можливо, web-запиту, який містить потрібну інформацію до 

даного запиту. Таким чином, модель, на питання про прем’єр 

міністра, могла б зробити web-запит до, наприклад, wikipedia, та 

дізнатися правильну відповідь.  

4. Prompt engineering – це процес створення та оптимізації вхідних 

запитів або "промптів" для моделей машинного навчання з метою 

досягнення бажаного виходу або поведінки. Це важливий етап у 

розробці систем штучного інтелекту, особливо в контексті 

моделей з генеративними завданнями, такими як генерація тексту 

або зображень. Під час prompt engineering використовуються різні 

техніки, такі як формулювання конкретних запитів, використання 

спеціалізованих токенів або шаблонів, підбір оптимальних 

параметрів моделі та вибір стратегій підкріплення для досягнення 

бажаної поведінки. 

Маючи на увазі ці техніки роботи з великими мовними моделями, 

задача генерації креативних описів зводиться до знаходження такого 

алгоритму дій, який максимально утилізує можливість моделі до генерації, 
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зробивши її креативною та максимально абстрактною. Навіть для 

дотренування моделі знадобилося би приблизно 5 тисяч прикладів, на 

відміну від приблизних 100 тисяч, що були мінімумом для традиційної 

моделі машинного навчання.  

 

 

1.4 Постановка задачі 

 

 

Отже, основна мета полягає в створенні агента, який має здатність 

генерувати креативні та абстрактні описи на основі поданих зображень. В 

даному випадку в якості вхідних даних для агента виступають картки з 

настільної гри Dixit, які славляться своєю сюрреалістичністю та складністю 

для опису. Це надає можливість для розвитку креативного мислення, 

оскільки саме в абстрактності карток можна відшукати натхнення для 

нестандартних описів. 

Для цієї задачі було обрано рішення на основі великих мовних 

моделей. Одним із головних обмежень є кількість параметрів моделі та 

швидкість її роботи. Чим більше параметрів, тим більше можливостей, але 

при цьому збільшується і час генерації. Також важливо враховувати, що 

відповідь великої моделі або image-captioning моделі може значно 

варіюватися, деякі моделі можуть видавати випадкові та повторювані слова у 

відповідях, що називають hallucination і такі небажані відповіді потрібно 

враховувати та оброблювати.  

З урахуванням цих обмежень, моделі від інформаційних гігантів, таких 

як Google, Facebook та OpenAI, виявляються найбільш перспективними для 

вирішення цієї задачі. Вони мають найбільший спектр можливостей у 

розв'язанні різноманітних завдань, що дозволяє використовувати їх для 

створення агента, який генерує описи на основі зображень. В якості вхідних 

даних для цих моделей можуть використовуватися точні описи, отримані від 
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різних моделей обробки зображень, таких як image-captioning або vision-text 

моделі. Задача полягає у створенні агента саме на базі мовних моделей, але 

його якість буде порівняна і з мультимодальними моделями, які можуть 

приймати на вхід і зображення, і текст.  

Критерієм якості було обрано правила начислення балів у грі Dixit, 

оскільки вони дуже гарно балансують між абстрактністю опису та його 

зв’язком з зображенням. Це важливо, оскільки деякі описи можуть вийти 

настільки абстрактними, що навіть людина буде не в змозі зрозуміти, що 

модель мала на увазі. Таким чином, важливо, щоб описи були не лише 

цікавими та креативними, але й містили певний зв'язок з зображенням, що 

сприятиме правильному вгадуванню. 

Додатково, вибір правил гри Dixit має інші переваги. Зокрема, 

враховуючи, що суперниками агента у цій грі будуть різні люди з різними 

рівнями креативності та абстрактного мислення, правила гри дозволяють 

ефективно оцінювати якість описів, наданих агентом. Так, найвищий бал за 

опис агент отримує, тоді і тільки тоді, коли його картку вгадала якась 

підмножина гравців, потужність якої не дорівнює потужності множини всіх 

гравців. У іншому випадку, агент отримує нуль балів, що створює чітку 

метрику для оцінки його ефективності. 

Для зручності тестування та подальшого використання у контексті 

настільної гри, планується розробка telegram бота з усім необхідним 

функціоналом. Проте в подальшому можлива розробка web застосунку, що 

розширило б пул користувачів, які зможуть зіграти з ботом, забезпечуючи 

більш широкий та доступний спосіб взаємодії з грою для більшої кількості 

гравців. 

Отже, задача полягає у побудові агента, який здатен генерувати 

креативні та абстрактні описи на основі поданих зображень. Для цього 

вирішуються такі підзадачі: 

1. Створення агента: 
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• розробити агента на базі великих мовних моделей, здатного 

генерувати описи на основі карток з гри Dixit. 

2. Усунення проблем: 

• оптимізувати кількість параметрів моделі для забезпечення 

балансу між якістю генерації та швидкістю роботи; 

• обробляти та мінімізувати небажані відповіді 

(hallucinations), які можуть містити випадкові або 

повторювані слова. 

3. Вибір моделей: 

• використовувати великі мовні моделі від провідних 

компаній, таких як Google, Facebook та OpenAI, для 

забезпечення широких можливостей генерації описів. 

4. Критерії якості: 

• використовувати правила нарахування балів у грі Dixit для 

оцінки якості описів. Описи повинні бути не лише 

креативними, але й зв'язаними з зображенням, щоб бути 

зрозумілими для гравців. 

5. Тестування та інтеграція: 

• розробити telegram-бота з необхідним функціоналом для 

зручного тестування та використання агента у контексті 

настільної гри; 

• розглянути можливість створення web-застосунку для 

розширення кола користувачів. 

 

Результати: 

• агент буде здатен генерувати креативні та абстрактні описи для 

карток з гри Dixit; 

• оцінка якості буде здійснюватись за правилами гри Dixit, що 

дозволить отримати об'єктивні результати; 
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• telegram-бот стане першим етапом реалізації, забезпечуючи 

зручну взаємодію з агентом, з перспективою на створення web-

застосунку. 

 

 

Висновки до розділу 1 

 

 

У першому розділі було розглянуто актуальність проблеми abstract and 

creative image-text matching, приведено сфери, де це може бути у нагоді та 

описано, у яких рамках буде проводиться робота – настільна гра Dixit, яка 

дарує прекрасну площадку для тестування.  

Було проведено аналіз існуючих підходів до вирішення такого типу 

задач, методи, які містять ці підходи. Шляхом порівняння та компромісу між 

складністю задачі та якістю, було прийнято рішення обрати підхід з 

використанням великої мовної моделі, що є генеративною моделлю 

штучного інтелекту, здатна до глибокого контекстуального аналізу, яка 

піддається тренуванню або іншим методикам покращення відповіді моделі. 

Саме великий спектр можливостей на периферії з зручністю використання 

зробили цей класс моделей найкращим вибором для даної задачі.  
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РОЗДІЛ 2 ТЕОРЕТИЧНІ ТА МАТЕМАТИЧНІ ОСНОВИ РОБОТИ 

2.1 Image-captioning моделі  

  

 

 У минуломі розділі було неодноразово відзначено, що у якості вхідних 

даних використовується опис від претренованої image-captioning моделі. 

Вони були навчанні на великих датасетей, містивших в собі зображення та 

текст, тому моделі здатні вирішувати image-to-text трансляцію. Незважаючи 

на це, такого рода моделі зазвичай навчаються на конкретних прикладах з 

реального життя, а отже вони не мають глибоких знань та ознак про 

сюрреалістичні образи з різних видів образотворчого мистецтва, які у свою 

чергу присутні на гральних картах Dixit. Для уникнення можливості 

галюцинацій та зміщення кожної з моделі до даних до своїх тренувальних 

сетів, було прийнято рішення використати декілька моделей, а саме п’ять: 

blip2, blip_large, blip_base, vit_gpt2, git_large. Кожна з цих моделей є 

описовою моделею на базі архітектури Transformers: використовуються 

візуальні трансформери для обробки зображень, які далі подаються на 

decoder-based мовну модель. Моделі схожі за реалізацією, але різняться в 

детялах, які зараз буде висвітлено.  

 

 

2.1.1 BLIP-2 

 

 

Модель BLIP-2 (Bootstrapping Language-Image Pre-training with Frozen 

Image Encoders and Large Language Models) [11] працює на основі комбінації 

двох ключових компонентів: замороженого кодувального блоку зображення 

та великої мовної моделі. Основна ідея полягає у тому, щоб спочатку навчити 

Querying Transformer на великому обсязі зображень, а потім використовувати 
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цей заморожений кодер для витягнення векторних представлень зображень, 

які подаються на вхід до мовної моделі.  

Спочатку тренується Querying Transformer за двоетапною стратегією 

для зведення міжмодальних різниць. Ціль цього кроку наблизити відповідні 

векторні представлення текстових модальностей та зображень. Перший етап 

включає навчання представлення тексту та зображень за допомогою 

замороженого кодувальника зображення. Під час цього етапу візуальний 

кодувальник, який подає дані на Q-Former, заморожений. У другому етапі 

навчання виконується генеративне навчання vision-to-text, з'єднуючи 

виведення Q-Former з замороженою великою мовною моделлю та навчаємо 

Q-Former таким чином, щоб його вихідне візуальне представлення могло 

бути інтерпретоване агентом [11]. 

 

 

 

Рисунок 2.1 – Архітектура BLIP-2 [11] 

 

Як показано на рисунку 3, Q-Former – це легка трансформерна модель, 

яка використовує набір навчальних векторів запитів для вилучення 

візуальних ознак з замороженого кодера зображень. Вона діє як 

інформаційний bottleneck між замороженим кодувальником зображень і 

замороженою великою мовною моделлю, де вона передає найкорисніші 

візуальні ознаки для великої мовної моделі, щоб вивести бажаний текст [11]. 
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Рисунок 2.2 – Огляд Q-Former [11] 

 

Запропонований Q-Former як модуль для навчання, дозволяє перехід 

між замороженим кодувальником зображень та замороженою великою 

мовною моделлю. Він витягує фіксовану кількість вихідних ознак з кодера 

зображень, незалежно від роздільної здатності вхідного зображення. Як 

показано на рисунку 4, Q-Former складається з двох трансформер підмодулів, 

які використовують одні й ті ж шари самоуваги:  

● image transformer, що взаємодіє з замороженим кодувальником 

зображень для вилучення візуальних ознак; 

● text transformer, який може працювати як кодувальник тексту, так 

і декодувальник тексту. Ми створюємо фіксовану кількість 

вкладених запитів, які можна навчити, як вхід до image 

transformer. Запити взаємодіють один з одним через шари self-

attention, а також замороженими візуальними ознаками через 

шари cross-attention (вставлені кожен другий блок  

трансформера). Крім того, запити можуть взаємодіяти з текстом 

через ті ж самі шари self-attention. 

Ініціалізується Q-Former попередньо навченими вагами BERT, тоді як 

шари перехресної уваги ініціалізуються випадковим чином. Усього Q-Former 

містить 188 мільйонів параметрів. Це з урахуванням того, що запити 

рахуються як параметри моделі. Залежно від завдання тренування 

застосовуються різні маски self-attention для контролю взаємодії query-text. 

Цих завдань, як видно на рис. 2.2, всього три типи. 

1. Image-Text Contrastive Learning (ITC) вивчає вирівнювання 

представлення зображення та тексту таким чином, щоб їх взаємна 
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інформація була максимальною. Це досягається шляхом 

контрастування подібності між зображенням та текстом 

позитивної пари з подібностями негативних пар. Для уникнення 

витоку інформації ми використовуємо self-attention mask для 

unimodal даних, де запити та текст не можуть бачити один одного 

[11]. 

2. Image-grounded Text Generation (ITG) loss тренує Q-Former 

генерувати тексти за умови введення зображень. Оскільки 

архітектура Q-Former не дозволяє прямого взаємодії між 

замороженим кодувальником зображень та токенами тексту, 

інформацію, необхідну для генерації тексту, спочатку необхідно 

витягнути за допомогою запитів, а потім передати токенам тексту 

через self-attention. Таким чином, запити змушені видобувати 

візуальні ознаки, що захоплюють всю інформацію про текст. 

Використовується multimodal causal self-attention mask для 

контролю взаємодії між запитом та текстом [11]. 

3. Image-Text Matching (ITM) спрямоване на вивчення 

вирівнювання між представленням зображення та тексту. Це 

завдання бінарної класифікації, де модель повинна передбачити, 

чи є пара текст-зображення позитивною (відповідає) чи 

негативною (не відповідає). Використовується bi-directional self-

attention mask, де всі запити та тексти можуть бачити одне на 

одного [11]. 

Таким чином, модель BLIP-2 за допомогою Q-Former під час 

тренування співставляє зображення та текст, але ще не обробляє його. Для 

цього додається велика мовна модель, щоб утилізувати її генеративні 

можливості.  
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Рисунок 2.3 – Огляд другого етапу [11] 

 

На етапі генеративного навчання з’єднується Q-Former (з приєднаним 

замороженим кодувальником зображення) зі замороженою великою мовною 

моделлю для використання генеративної мовної здатності великої мовної 

моделі. Як показано на рисунку 2.3, використовується повнозв’язний шар для 

лінійної проекції виходу запитів в ту ж саму розмірність, що й embeddings 

великої мовної моделі. Запити після лінійного перетворення потім додаються 

до вхідних текстових embeddings. Вони діють як soft visual prompts, які 

зумовлюють велику мовну модель на візуальне представлення, витягнуте Q-

Former. Існує два типи BLIP-2: з великою мовною моделлю типу decoder-only 

(OPT від компанії Meta) та encoder-decoder (FlanT5) [11].  

 Таким чином, дозволивши великій мовній моделі за допомогою prompt-

tuning бачити зображення, прикріпивши до цього текстовий запит від 

користувача, отримується дуже потужний vision-text інструмент, який може 

не тільки генерувати дуже детальні описи зображення, та ще й відповідати на 

питання про нього. Це відкриває величезні можливості для використання, 

оскільки сама модель відносно сучасних великих мовних моделей має 

невелику кількість параметрів (FlanT5xl, наприклад, налічує 3 мільярди).  
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Рисунок 2.4 – Діалог з BLIP-2 [11] 

 

 Як можна побачити з рисунку, модель не тільки змогла вирішити 

задачу опису об’єкта на зображенні, також BLIP-2 відповів на уточнююче 

питання: нос у піца-котика дійсно зроблений за допомогою пепероні. 

Здатність до уточнення інформації стане ключовим для цієї роботи.  

 

 

2.1.2 BLIP 

 

 

 Модель BLIP є ідейним попередником BLIP-2, але навідміну від більш 

нового підходу, було повністю треновану нову модель, не використовуючи 

претреновані заморожені блоки. Але для свого часу, підхід містить два 

внески з погляду моделі та даних. 

1. Multimodal mixture of Encoder-Decoder (MED) – нова архітектура 

моделі для ефективного багатозадачного претренування та 

гнучкого передавального навчання. MED може працювати як 

унімодальний кодувальник, або кодувальник тексту, заснований 
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на зображенні, або декодувальник тексту, заснований на 

зображенні. Модель спільно передбачена з трьома vision-text 

цілями: Image-Text Contrastive Learning, Image-grounded Text 

Generation, Image-Text Matching [12]. 

2. Captioning and Filtering (CapFilt) – новий метод отримання даних 

для навчання на основі шумних пар image-text. Ми донавчаємо 

передньо навчанні моделі MED на два модулі: підписувач, щоб 

генерувати синтетичні підписи за веб-зображеннями, та фільтр, 

щоб видаляти шумні підписи [12]. 

 

 

 

Рисунок 2.5 – Архітектура BLIP [12] 

 

Запропоновано multimodal mixture encoder-decoder, уніфіковану модель 

vision-text (однакові параметри мають однаковий колір на рисунку), яка може 

працювати в одній з трьох функціональностей: унімодальний кодувальник 

навчається з image-text contrastive-loss (ITC) для вирівнювання представлень; 

кодувальник тексту, заснований на зображенні, використовує додаткові шари 

cross-attention для моделювання взаємодій vision-text, та навчається з втратою 

зіставлення зображення-тексту (ITM), щоб відрізняти позитивні та негативні 

пари image-text; декодувальник тексту, заснований на зображенні, замінює 

двонапрямлені шари self-attention на causal self-attention, та має ті ж шари 
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cross-attention. Декодувальник навчається з language modeling (LM) loss, щоб 

генерувати підписи за зображеннями. Також, у кожний з блоків додається 

специфічний токен: [CLS], [Encode] та [Decode] відповідно, кожен з яких є 

міткою для моделі, яка позначає задачу, яку агент будет виконувати [12].  

Отже, ідея доволі схожа до BLIP-2, хоча підхід до вирішення задачі 

відрізняється: BLIP-2 виконує prompt-tuning запитів для кращого 

представлення відповідних картинок для великої мовної моделі, а BLIP 

проходить весь етап тренування блоків Transformer. Завдяки взаємодії з 

претренованою великою мовною моделлю, BLIP-2 має більший потенціал що 

у image-captioning, що VQA (visual question answering), тому BLIP буде 

використана у цій роботі лише для точних підписів. Модель буде 

використана у двох розмірах: blip_large (470 мільйонів параметрів) та 

blip_base (129 мільйонів параметрів).  

 

 

2.1.3 GIT  

 

 

 GIT (Generative Image-to-text Transformer) [13] – це модель, яка 

перетворює зображення в текстові описи за допомогою трансформера. 

Модель навчається на парах зображення-текст, де зображення слугує вхідним 

сигналом, а текст – очікуваним вихідним. До цього моменту ідея схожа на 

BLIP, але все ж таки підходи доволі різняться.  
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Рисунок 2.6 – Архітектура GIT [13] 

 

Кодувальник зображень базується на попередньо навченій contrastive 

model. На вході – необроблене зображення, а на виході – компактна 2D карта 

ознак, яка згладжується в список ознак. За допомогою додаткового лінійного 

шару та шару нормалізації ознаки зображення проектуються у простір D 

вимірів, які є вхідними для декодувальника тексту [13]. Декодувальник 

тексту є модулем трансформера для передбачення опису тексту. Модуль 

трансформера складається з кількох блоків трансформера, кожен з яких 

складається з одного шару self-attention та одного повнозв’язного шару. Текст 

токенізується та вбудовується у простір D вимірів, після чого до нього 

додається позиційне кодування та шар нормалізації. Ознаки зображення 

конкатенуються з вбудовуваннями тексту як вхід до модуля трансформера. 

Текст починається з токену [BOS], і декодується авторегресивно до токену 

[EOS] або до досягнення максимальної кількості кроків [13]. Потім на базі 

тренованої моделі можна вирішувати задачу image-captioning та VQA. 

Особливістю GIT у порівнянні з іншими моделями було те, що вона також 

вирішувала задачу video-captioning [13]: фрейми подавалися на модель як 

зображення, та з додаванням позиційного кодування відносно позиції у відео, 

модель генерувала опис того, що вона побачила.  
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Рисунок 2.7 – Результати роботи GIT [13] 

 

Згідно з ілюстрацією, модель GIT здатна на деталізований опис, 

уточнюючи навіть найдрібніші аспекти, такі як відсотки на графіку чи тип 

їжі, що міститься у консервованій банці, або навіть тип банкноти лише за 

фрагментом зображеного на ній обличчя. Варто відзначити, що ця модель, 

подібно до BLIP, представляє собою потужний засіб для опису зображень, 

але значно поступається BLIP-2 у VQA. Отже, для цієї роботи, вона 

виступить як один з конкуруючих image-captioning моделей, залишаючи 

вирішальну уточнюючу роботу BLIP-2. 

 

 

2.1.3 VIT-GPT2 

 

 

 На відміну від описаних вище моделей, vit-gpt2 – це модель надбудова 

над текстовою моделлю gpt2 від компанії OpenAI. Мотивацією було 

тестування можливостей архітектури transformer для роботи з візуальними 

даними [14]. Використовуючи потужну на той час авторегресійну текстову 
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модель gpt2, зв’язавши її з моделлю CLIP (Connecting text and images), було 

розроблено одну з перших image-captioning моделей, яка стала рушієм, 

перевівшим напрямок дослідження image-captioning з комбінації згорткових 

та рекурентних нейронних мереж до трансформерів, який розвивається і до 

сьогодення.  

 

 

 

Рисунок 2.8 – Перша архітектура VIT-GPT2 [14] 

 

Рисунок 2.8 показує структуру першого фреймворку для з'єднання 

CLIP-ViT та GPT2 для створення підписів до зображень шляхом 

безпосереднього вставлення випадково ініціалізованих модулів cross-attention 

в GPT2 [14]. З таким дизайном GPT2 перетворюється з одномодальної моделі 

на крос-модальну модель генерації мови. Однак між мовою та зоровими 

даними існує модальний розрив. Безпосереднє введення візуальної 

інформації в GPT2 великою ймовірністю може призвести до проблеми 

катастрофічного забуття, що шкодить початковим знанням з генерації мови 

та знижує продуктивність створення підписів. 
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Рисунок 2.9 – Друга архітектура VIT-GPT2 [14] 

 

У відмінність від першого фреймворку, не вставляється жодних 

випадково ініціалізованих параметрів у одномодальний модуль, замість 

цього візуальний кодувальник слідує за декількома додатковими шарами 

кодувальника, а мовний декодувальник слідує за декількома додатковими 

шарами декодувальника з cross-attention [14]. У результаті зберігається 

цілісність GPT2 та мінімізується негативний вплив на одномодальний 

модуль. Також, на рисунку зазначена більш стара архітектура, що йшла до 

використання трансформерів: зображення подавалось до моделі детектора, 

задача якої було знайти усі цікаві об’єкти, після чого ці шматки зображення, 

що містять об’єкт, подавалися на image-captioning модель. Натомість, у 

сучасних архітектурах, на вхід visual transformers подається розбиття 

зображення з позиційним кодуванням, які далі проходять шари self-attention. 

Такий підхід витіснив image-captioning на базі детектора, оскільки не 

потрібно мати доволі важкий претренований детектор, тренування котрого є 

дорогим, натомість візуальні ознаки для опису створювались на льоту під час 

тренування шарами self-attention [14]. VIT-GPT2 була хоча і дуже легкою з 

точки зору теорії та імплементації, досягла для свого часу дуже гарних 

результатів, що дозволило моделі зберегти релевантність у своїй сфері задач 
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до сьогодення. Тому для цієй роботи VIT-GPT2  також буде використана як 

модель для генерації точних описів зображення. 

 

Таблиця 2.1 – Порівняльний аналіз моделей 

 
BLIP-2 BLIP GIT VIT-GPT2 

Image-Captioning + + + + 

Video-Captioning - - + - 

VQA + - - - 

Image-Text Contrastive 

Learning 

+ + - - 

Image-grounded Text 

Generation 

+ + - - 

Image-Text Matching + + - - 

 

Підсумовуючи, можна стверждувати, що архітектура трансформер 

стала проривною не тільки у сфері обробки природної мови, а з розвитком 

дослідження різних модальностей та маскувань, було винайдено техніки для 

утилізації потужності трансформерів і для зображень. Вийшли ряд якісних 

image-captioning моделей, які навіть можуть уточнювати інформацію про 

зображення у діалозі. Залишається лише створити метод перетворення 

точних описів на абстрактні та креативні.  
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2.2 Великі мовні моделі 

 

 

 Схоже на те, як дослідники створили BLIP-2, у цій роботі планується 

утилізувати генеративні можливості великих мовних моделей для 

перетворення точних описів зображення у абстрактні. Для цього потрібно 

зрозуміти природу самих моделей, обрати підхід та саму мовну модель. Для 

порівняння будуть протестовані як і надвеликі текстові моделі (gpt-3.5-turbo, 

text-davinci), так і маліші (llama3, llama2), щоб показати, що підхід можливо 

використати для різних архітектур. 

 

 

2.2.1 GPT-3  

 

 

 Термін GPT (Generative pre-trained transformer) з’явився, коли у 

компанії OpenAi, яка на той час лише почала займатися генеративними 

моделями, створили GPT-1: надихнувшись величезним успіхом моделі 

трансформера та її здатністю захоплювати довгострокові залежності, на 

відміну від моделей на основі LSTM, яким не властива паралельність та які 

мають складності в захопленні цих залежностей через зникаючий градієнт, 

дослідники з OpenAI використали декодувальник трансформера для 

створення GPT-1 (117M параметрів) – першої у своєму роді попередньо 

навченої мовної моделі на основі трансформера. Більш того, це стала перша у 

світі decoder-only велика мовна модель. Тренування моделі відбувалося по 

методу the causal language modeling: задача полягає  у генерації наступного 

токена маючи контекст попередніх (як у прикладах vision-text моделей) [15].  

 Після успіху GPT-1 дослідники Open AI представили модель GPT-2, 

щоб піти ще далі у вдосконаленні результатів. Модель GPT-2 попередньо 

навчалася на наборі веб-текстів (40 млрд текстів), що значно перевищує 
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обсяг корпусу книг, використаний для попереднього навчання моделі GPT-1. 

Автори розробили чотири версії моделі GPT-2 з різною кількістю параметрів: 

117 мільйонів, 345 мільйонів, 762 мільйони та 1,5 мільярди. Вони виявили, 

що perplexity (недонавчаність) зменшується із збільшенням розміру моделі, і 

навіть для найбільшої версії на 1,5 мільярда perplexity не досягає 

стабільності. Це показало, що GPT-2 недостатньо підлаштована до 

попереднього набору даних, і подовження тривалості навчання могло б 

подальше зменшити perplexity. Цей спостережений ефект відкрив новий 

факт: "розвиток ще більших мовних моделей ще більше зменшить perplexity 

та покращить здатність розуміння та генерації природної мови". Ідеї, здобуті 

завдяки моделям GPT-1 і GPT-2, надали міцний фундамент для еволюції 

великих мовних моделей сімейства GPT-3 [15]. 

Модель GPT-3 містить 175 мільярдів параметрів і є в 100 разів більшою 

за свого попередника, модель GPT-2. Крім того, модель GPT-3 навчається на 

корпусі з текстами з різних джерел, таких як веб-сторінки, Вікіпедія та книги, 

на відміну від моделей GPT-1 і GPT-2, які навчалися на корпусах з текстами з 

книг і веб-сторінок відповідно. Масштабування у трьох вимірах: дані 

попереднього навчання, розмір моделі та обчислення попереднього навчання 

дозволяє моделі GPT-3 вивчати більше з великих обсягів текстів з різних 

джерел, що врешті-решт дозволяє моделі впоратися з завданнями без будь-

якого спеціального навчання для конкретного завдання, навіть якщо вона 

напряму не навчалась для нього. Такий феномен називають zero-shot, коли 

модель виконує вказане завдання майже на льоту. Завдяки цій властивості 

моделі, вона стане ключовою у генерації абстрактних описів. Серед 

недоліків: під час претренування модель GPT-3 оптимізується на основі 

завдання causal language modeling, що передбачає відгадування наступного 

слова на основі попередніх слів. В контекстному навчанні під час inference 

можна розглядати як умовне генерування тексту, де модель генерує вихід, 

зумовлюючи його введеним prompt. Модель виконує генерацію тексту під 

час претренування та inference, проте вона виконує причинну генерацію 
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тексту під час претренування і умовну генерацію тексту під час inference. 

Таким чином, існує розрив між претренування та контекстним навчанням під 

час inference. У деяких випадках під час виведення модель GPT-3 не може 

зрозуміти введений запит та схильна генерувати наступні слова замість 

відповіді [15].  

 

 

2.2.2 GPT-3.5  

 

 

 Дві основні проблеми моделі не враховуючи слідування інструкціям 

GPT-3 полягають у тому, що GPT-3 не навчена на даних з кодом для програм, 

тому їй бракує складних міркувальних здатностей, таких як розв'язання 

математичних завдань, і модель GPT-3 має проблеми зі слідуванням 

інструкціям користувача та іноді генерує шкідливий текст. Ці два недоліки 

вирішуються моделями GPT-3.5. Хоча і перший недолік не пов’язаний з 

генерацією абстрактного тексту, другий недолік може стати у заваді.  Для 

покращення здатності до складного мислення, здатності слідувати 

інструкціям та зменшення генерації шкідливого тексту розроблено моделі 

GPT-3.5, які доналаштовано шляхом вдосконалення моделей GPT-3 за 

допомогою даних коду, а потім донавчають за допомогою supervised fine-

tuning (SFT) або reinforcement learning from human feedback (RLHF). Перша 

техніка полягає в тому, щоб набрати набір питання-відповідь і на ньому 

донавчити модель, другий полягає в використанні алгоритму навчання з 

підкріпленням PPO (Proximal Policy Optimization) [16], нагороджуючи модель 

ща нетоксичні відповіді і навпаки [15].  

 Сімейство моделей GPT  від компанії OpenAi відкрили світу безліч 

можливостей для генерації тексту та обробки природної мови. Нашою ціллю 

буде утилізувати можливості цих моделей, вижати максимум відносно їх 

асоціативного креативного мислення. Але з іншого боку може здатись, що 



45 

для моделі розміром 175 мільярдів параметрів або більше, доволі просто 

вирішить дану задачу. Тому далі буде розглянуто великі мовні моделі з 

відкритого доступу, максимальний розмір яких становить 70 мільярдів.  

 

 

2.2.3 Llama2 

 

 

 Можливості великих мовних моделей (LLM) вражають, враховуючи 

здавалося б просту природу методології їх навчання. Автогресивні 

трансформери проходять попереднє навчання на обширному корпусі 

самонаглядових даних, після чого відбувається їх вирівнювання відповідно 

до людських вподобань за допомогою таких методів, як навчання з 

підкріпленням зі зворотним зв'язком від людини (RLHF). Хоча методологія 

навчання є простою, високі обчислювальні вимоги обмежили розвиток LLM 

до кількох учасників. Через це, запуск або навіть тренування обмеженої 

кількості параметрів багатьох великих мовних моделей стає неможливою 

задачею для більшості комп'ютерів. Навіть використовуючи точність float16 

(Half-precision floating-point format), для зберігання моделі на 70 мільярдів 

параметрів потребується 150 гігабайт відеопам’яті, що означає щонайменше 

дві Nvidia  A100 GPUs, які мають 80 гігабайт кожна.  

 Llama 2 – це сімейство попередньо навчених і донавчених великих 

мовних моделей, Llama 2 і Llama 2-Chat, з кількістю параметрів до 70 

мільярдів. На серії тестів корисності та безпеки, моделі Llama 2-Chat 

зазвичай перевершують існуючі моделі з відкритим кодом. Вони також, 

схоже, на одному рівні з деякими моделями із закритим кодом, принаймні за 

результатами оцінок людьми [16].  
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Рисунок 2.10 – Алгоритм навчання Llama2 [16] 

  

 Як видно з рисунку, навчання цього сімейства моделі повторює всі 

кроки навчання моделей GPT, різниця з’являється лише у деталях: модель 

навчана на 2 трильйонах токенів даних, оскільки це забезпечує хороше 

співвідношення продуктивності та вартості, з підвищенням вибірки найбільш 

фактичних джерел з метою збільшення знань і зменшення галюцинацій. 

Моделі існують у трьох видах: 7 мільярдів, 13 мільярдів, 34 мільярди та 70 

мільярдів. Тестування її абстрактних можливостей буде проведено на 

GeForce RTX 3070, яка має 8 гігабайт відеопам’яті та 7 тисяч CUDA ядер. 

Отже, цього GPU вистачить для запуску та використання Llama2 7B, що 

стане у нагоді згодом.  

 

 

2.2.4 Llama3 

 

 

 Незважаючи на те, що великі мовні моделі тренуються на величезних 

датасетах, мають величезну к-сть параметрів та показують феноменальні 

можливості у обробці тексту та інших модальностей, дослідження показали, 
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що навіть такі потужні моделі як GPT-4 або Gemini недонавчаються на своїх 

наборах даних. Це змусило великі компанії переглянути стратегії розвитку 

моделей та змістити пріоритет у сторону збільшення тренувальних даних 

перш ніж збільшувати самі моделі: оскільки вже існують дуже дорогі для 

використання моделі на трильйони або сотні трильйонів параметрів. 

Найкраще цим скористалась компанія Meta, презентувавши світу Llama3. 

 Цей випуск включає попередньо навчені та інструкційно-донавчені 

мовні моделі з 8 і 70 мільярдами параметрами, які можуть підтримувати 

широкий спектр застосувань. Наступне покоління Llama демонструє 

найсучаснішу продуктивність на широкому діапазоні галузевих бенчмарків і 

пропонує нові можливості, включаючи покращене логічне мислення. 

Вважається, що це найкращі відкриті моделі у своєму класі, беззаперечно. 

Що дивовижно, ця модель одразу вийшла у відкритий доступ [17].  

 

 

 

Рисунок 2.11 – Метрики якості Llama3 [17] 

 

 Як видно з рисунку, на цей раз модель від компанії Meta не просто 

найкраща модель у відкритому доступі за бенчмарками, вона напряму 

конкурує з моделями закритого доступу, такими як Gemini Pro 1.5 та Claude 3 
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Sonnet, які мають трильйон та 70 мільярдів параметрів відповідно. Слід 

зазначити, що архітектура Gemini – mixture of experts (MoE), що означає, що 

вона використовує більше ніж одну модель, тому підрахунок к-сті параметрів 

є не зовсім коректним, хоча і не принижує досягнень Llama3 [17].  

Для тренування найкращої мовної моделі, ключовим є підбір великого і 

якісного навчального датасету. Відповідно до сучасних напрямків 

дослідження та принципів проєктування, Meta значно інвестували у дані для 

попереднього навчання. Llama3 була попередньо навчена на понад 15 

трильйонах токенів, які були зібрані з публічно доступних джерел. 

Навчальний датасет у сім разів більший, ніж той, що використовувався для 

Llama2, і включає у чотири рази більше коду [17]. 

Щоб повністю розкрити потенціал попередньо натренованих моделей у 

чат-застосунках, було вдосконалено підхід до налаштування на основі 

інструкцій. Підхід до fine-tuning є комбінацією supervised fine-tuning (SFT), 

rejection sampling, proximal policy optimization (PPO), та direct preference 

optimization (DPO). Якість підказок, що використовуються в SFT, і 

ранжування переваг, що використовуються в PPO і DPO, мають великий 

вплив на продуктивність узгоджених моделей [17].  

 Llama3, як показав досвід від спільноти, дійсно одразу стала 

найкращою великою мовною моделлю у відкритому доступі, найчастіше 

використовувана. Єдиним недоліком цього сімейства є те, що вони 

тренувалися лише під англійську мову. Хоча Llama3 вже адресує цю 

проблему, якість відповіді не англійською мовою дійсно досі гірше, ніж 

англійською. Тому, для чесності порівняння, усі тести абстрактного 

мислення, через які пройдуть GPT та Llama, будуть англійською мовою.  

 Але як саме взаємодіяти з цими моделями? Запуск жодної з моделей 

GPT на звичайному користувацькому комп’ютері є неможливим через їх 

величезні апаратні вимоги. Моделі Llama, хоча й набагато менші за розміром, 

все ж вимагають спеціальних умов для використання. Для їхньої роботи 

потрібно отримати доступ на офіційному сайті або використовувати 
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відповідне програмне забезпечення. Далі ми детально розглянемо, як це 

зробити, та які існують варіанти для зручної роботи з цими потужними 

інструментами. 

 

Таблиця 2.2 – Порівняльний аналіз великих мовних моделей 

 
GPT Llama 

Кількість 

параметрів 

Залежить від версії: GPT-3 - 

175 мільярдів параметрів, GPT-

4 - конфіденційні, але ймовірно 

більше 1 трильйона параметрів 

Llama 2: 7B, 13B, 70B 

Llama 3: 8B, 70B 

Відкритий 

доступ 

Ні, комерційна модель. Доступ 

через API OpenAI 

Так, Llama 2 має відкритий 

доступ 

Вартість 

запиту 

Залежить від моделі та 

кількості токенів. Наприклад, 

GPT-3 від $0.0004 за 750 слів 

Безкоштовний доступ для 

дослідників та розробників, 

комерційне використання 

потребує ліцензування 

Кількість 

токенів для 

тренування 

GPT-3: ~300 мільярдів токенів, 

GPT-4 - конфіденційно, 

ймовірно більше 

Llama 2: близько 2 

трильйонів токенів 

Llama 3: близько 15 

трильйонів токенів 

 

Далі ми детально розглянемо, як це зробити, та які існують варіанти 

для зручної роботи з цими потужними інструментами. 
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2.3 Програмні засоби 

 

 

Python – високорівнева мова програмування, створена нідерландським 

програмістом Гвідо ван Россумом у 1992 році. Ця мова відрізняється 

простотою використання, автоматичним керуванням пам'яттю і є повністю 

об'єктно-орієнтованою. Python підтримує імперативне, процедурне, 

структурне, об'єктно-орієнтоване та функціональне програмування. Його 

простий синтаксис і наявність широкого спектру бібліотек, що значно 

розширюють можливості розробника, зробили Python однією з 

найпопулярніших мов програмування. Вона стала основою для багатьох 

інструментів машинного навчання, які вимагають великої кількості 

математичних алгоритмів оптимізації та обчислень. Це призвело до 

створення великої кількості спеціальних фреймворків та бібліотек на Python. 

Зазвичай ця мова критикується за свою повільність, але за роки правок від 

спільнот програмістів та розробки ряду бібліотек, які транслюються з мови 

C/C++ (Numpy, Tensorflow, Pytorch та інші).  

Доволі давно великі компанії розвивають (зокрема Google та Meta) 

фреймворки для нейронних мереж, машинного навчання, маніпуляції з 

даними тощо. Вони конкурують між собою, деякі вийшли у відкритий доступ 

та розвиваються спільнотою. Існують як бібліотеки для широкого 

використання та задач, так і дуже специфічні, які використовуються для 

використання конкретних моделей та їх варіацій.  

 

 

2.3.1 LAVIS  

 

 

LAVIS (A Library for Language-Vision Intelligence) – це інструментарій 

для роботи з моделями обробки мови та зображень. Вона надає зручний 
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інтерфейс для використання та експериментів з інтегрованими системами 

мови та зображень [18]. 

 

 

 

Рисунок 2.12 – Моделі модуля LAVIS [18] 

 

Як видно з рисунку, ця бібліотека містить у собі моделі, описані раніше 

у розділі: BLIP та CLIP, але це неповний список. Цей модуль містить 

підтримку моделі BLIP-2 та її варіацій, де можна вибрати велику мовну 

модель (OPT або FlanT5), та датасет, на якому претреновувалась модель. 

Бібліотека має зручний інтерфейс об’єктів для налаштування використання 

моделей, наприклад, можна задати пенальті за повторюваність слів у 

генерації, максимальний розмір відповіді та інше. Маючи такий інструмент, 

використання моделі BLIP-2 для цієї роботи буде дуже зручним.  
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2.3.2 Pytorch  

 

 

PyTorch – це фреймворк для машинного навчання, розроблений 

компанією Meta. Вона стала популярною серед дослідників та розробників 

завдяки своїй простоті використання та гнучкості. Одним з найголовніших 

плюсом цього фреймворку є динамічний обчислювальний граф: Відомий як 

Autograd, ця функція дозволяє більшу гнучкість у побудові нейромереж. 

Вона динамічно адаптується до змін та оновлень під час процесу навчання. 

Іншим є те, що Pytorch має підтримку прискорення за допомогою GPU: як і 

багато сучасних фреймворків для штучного інтелекту, PyTorch ефективно 

використовує апаратне прискорення GPU, що робить його відмінним для 

тренування моделей високої продуктивності та досліджень. У ньому 

присутня сильна підтримка спільноти та промисловості: З підтримкою від 

Meta та живою спільнотою, PyTorch постійно розвивається за допомогою 

внесків як академічних дослідників, так і професіоналів промисловості. 

Фреймворк має обширну бібліотеку та інструменти: PyTorch надає всеосяжну 

екосистему для глибокого навчання, включаючи бібліотеки для 

комп'ютерного зору (TorchVision), обробки природної мови (TorchText), та 

аудіо (TorchAudio) [19]. 

Було обрано саме Pytorch, а не, наприклад, Tensorflow, оскільки 

перший працює на динамічному обчислювальному графі, через що більшість 

сучасних фреймворків є по суті надбудовою над pytorch. Серед таких існує 

ряд бібліотек для детекції об’єктів, torchscript, pytorch lightning та 

найголовніший і найрозповсюджений фреймворк з найбільшою базою 

моделей які базуються на архітектурі трансформерів – Transformers від 

компанії Hugging Face. 
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2.3.3 Transformers від Hugging Face 

 

 

 Hugging Face – це компанія, що створює і підтримує бібліотеку 

Transformers, а також надає інші інструменти та ресурси для розвитку та 

використання моделей глибокого навчання в області обробки природної 

мови. 

Transformers надає API та інструменти для зручного завантаження та 

навчання передварно навчених моделей найсучаснішого рівня. Використання 

претренованих моделей може зменшити витрати на обчислення, а також 

зекономити час та ресурси, потрібні для навчання моделі з нуля [20]. Ці 

моделі підтримують загальні завдання в різних модульностях. 

1. Обробка природної мови: класифікація тексту, розпізнавання 

іменованих сутностей, відповіді на питання, моделювання мови, 

узагальнення, переклад, вибір з кількох варіантів та генерація 

тексту. 

2. Комп'ютерний зір: класифікація зображень, виявлення об'єктів та 

сегментація. 

3. Аудіо: автоматичне розпізнавання мовлення та класифікація 

аудіо. 

4. Багатомодальні: відповіді на питання про таблиці, оптичне 

розпізнавання символів, витягування інформації з сканованих 

документів, класифікація відео та відповіді на питання за 

зображенням. 

Transformers підтримує міжопераційність між фреймворками PyTorch, 

TensorFlow та JAX. Це надає гнучкість використання різних фреймворків на 

кожному етапі життєвого циклу моделі; навчити модель за три рядки коду у 

одному фреймворку та завантажити її для використання у іншому. Моделі 

також можуть бути експортовані до формату, такого як ONNX та TorchScript, 

для розгортання у виробничому середовищі [20].  
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 Хоча Transformers вирішує проблему з ініціалізацію та тренуванням 

деяких великих мовних моделей, наприклад Llama2 або FlanT5, але все ще 

незрозуміло як використовувати моделі подібні до сімейства GPT. 

Використовувати web чат застосунки не дають достатньої можливості для 

оптимізації процеса генерації, тому для цього потрібно використати ще одну 

бібліотеку, яка містить величезний набір інструментів для обробки тексту та 

низку API.  

 

 

2.3.4 Langchain 

 

 

LangChain – це фреймворк для розробки додатків на основі великих 

мовних моделей (LLMs) [21]. LangChain спрощує кожен етап життєвого 

циклу LLM-додатків. 

1. Розробка: створюйте свої додатки, використовуючи відкриті 

будівельні блоки та компоненти LangChain. Швидко починайте 

роботу, використовуючи інтеграції з третіми сторонами та 

шаблони. 

2. Переведення у виробничий режим: використовуйте LangSmith 

для перевірки, моніторингу та оцінки ваших ланцюгів, щоб 

постійно оптимізувати та впевнено розгортати їх. 

3. Розгортання: перетворюйте будь-який ланцюг у API за 

допомогою LangServe. 

Конкретніше, фреймворк складається з таких відкритих бібліотек: 

• langchain-core: базові абстракції та мова виразів LangChain; 

• langchain-community: інтеграції з третіми сторонами; 

• партнерські пакети (наприклад, langchain-openai, langchain-

anthropic тощо); 
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• деякі інтеграції були розділені на окремі легковагові пакети, які 

залежать тільки від langchain-core; 

• langchain: ланцюги, агенти та стратегії пошуку, які складають 

когнітивну архітектуру додатка; 

• langgraph: створення надійних і багатокористувацьких додатків з 

LLM, моделюючи кроки як ребра так і вузлів у графі; 

• langserve: розгортання ланцюгів LangChain як REST API. 

 

 

 

Рисунок 2.13 – Можливості langchain [21] 

 

На рис.2.13 можна побачити можливості фреймворку LangChain. 

Завдяки LangChain відкривається безліч можливостей у сфері налаштування 

підказок (prompt engineering) для великих мовних моделей. Фреймворк 

дозволяє легко налаштовувати і адаптувати підказки для різних задач, що 

значно полегшує роботу з мовними моделями. 

Існує низка інтегрованих векторних сховищ, які роблять створення 

додатків на основі Retrieval-Augmented Generation (RAG) надзвичайно 

зручним. Це дозволяє розробникам ефективно використовувати великі обсяги 

даних для покращення продуктивності моделей. 
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Але найголовнішою перевагою є те, що LangChain створив надбудову 

над API компанії OpenAI, яка дозволяє легко використовувати можливості 

моделей GPT через інтернет. Це означає, що навіть без наявності потужних 

обчислювальних ресурсів, можна отримувати доступ до найсучасніших 

мовних моделей і використовувати їх для вирішення різноманітних задач. 

Таким чином, LangChain відкриває двері до нових можливостей в галузі 

штучного інтелекту та машинного навчання для широкого кола користувачів. 

Отже, таким чином, пазл було повністю зібрано: ми обрали мову 

програмування Python, яка ідеально підходить своєю простотою для 

тестування гіпотез та надає величезну к-сть можливостей до розробки 

завдяки модулям, розробленими спільнотою. Обираючи модулі, було 

знайдено бібліотеку, яка допомагає використовувати та налаштовувати BLIP-

2 – це Lavis. За допомогою Transformers та Langchain буде виконуватись 

маніпуляції над основними моделями, з яких буде створено кінцевого агента 

для генерації креативних зображень. Langchain виводить роботу з великими 

мовними моделями та обробку природної мови на новий рівень, в той час як 

Transformers, бібліотека, яка працює на Pytorch, дозволяє дуже зручно та 

ефективно тренувати та маніпулювати моделями з хабу. 

 

 

Висновки до розділу 2 

 

 

У цьому розділі детально проаналізовано нюанси кожної з моделей, які 

будуть використані у роботі. Зокрема, розглянуто моделі для створення 

підписів до зображень (image-captioning), які вирішують задачу точного 

опису зображень. Також висвітлено модель BLIP-2, яка дозволяє великій 

мовній моделі уточнювати інформацію про зображення в стилі Visual 

Question Answering (VQA). Окрім цього, описано принципи роботи двох 

сімейств великих мовних моделей: GPT та Llama, генеративні здібності яких 
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будуть використовуватися для витягування креативності з точних описів, 

створених image-captioning моделями. 

Також було детально описано програмні засоби, за допомогою яких 

буде виконуватися поставлена задача. Основними з них є бібліотеки 

Transformers та LangChain, які значно покращують роботу з великими 

мовними моделями та моделями на основі трансформерів загалом. Завдяки 

цим інструментам забезпечується більш ефективне та зручне впровадження і 

використання передових мовних моделей у різних прикладних задачах. 
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РОЗДІЛ 3 ПОБУДОВА АГЕНТА ДЛЯ ГЕНЕРАЦІЇ КРЕАТИВНИХ 

ПІДПИСІВ 

3.1 Опис даних для роботи агента 

 

 

 Як вже було зазначено у минулих розділах, для тестування 

можливостей великих мовних моделей для створення агента буде 

використано настільну гру Dixit. Оскільки тести будуть проводитись у 

справжній партії, то для зручності було б гарно подавати на вхід фотографію 

саме з усіма картами з руки, оскільки їх може бути до 6-8 в залежності від 

кількості гравців. Але тоді для того, щоб агент отримав одну карту, яку він 

має описати, потрібно додати шар детекції, де модель буде виділяти кожну 

карту у зображення і надавати далі до шару image-captioning. 

 

 

 

Рисунок 3.1 – Зображення, що подається на вхід агента 

 

Для детекції буде використано модель Owl-Vit: модель, яка спроможна 

виконувати zero-shot detection, тобто знаходити на зображені такі об’єкти, які 

вона на навчалась знаходити під час тренування. Ідея моделі в тому, що вона 
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поєднує в собі можливості трансформера, виконуючи contrastive pre-training, 

як і моделі описані в минулому розділі, після чого ми використовуємо 

текстовий промпт як маркер того, що ми хочемо знайти на зображення, а 

вихід з візуального трансформера переходить у повнозв’язний шар, який 

знаходить bounding boxes [22]. 

 

 

Рисунок 3.2 – Owl-Vit [22] 

 

Використовуючи таку модель, ми можемо з легкістю знаходити карти 

Dixit на зображені, додавши промпт “Гральна карта з сюрреалістичним 

зображенням”, або щось схоже на це. 

 

 

 

Рисунок 3.3 – Детекція за допомогою Owl-Vit 
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Коли ми отримали карти з руки гравця, можна переходити до опису. 

Зазвичай коли людина обирає карту для опису, вона обирає спираючись на 

свій смак, або таку карту, яку людина може краще описати. Але оскільки у 

агента немає смаку та нас цікавлять будь-які описи, які він може згенерувати, 

тому після будування масиву зображень, ми обираємо одну з них випадково, 

а потім після генерації видаляємо з руки.  

 Отже, таким чином, стає зрозуміло, як подати карту на вхід до нашего 

агента, і можна перейти до найцікавішого: генерація опису.  

 

 

3.2 Архітектура агента 

 

 

 Маючи на вході гральну карту, ми маємо спочатку перетворити її на 

текст, використовуючи image-captioning моделі. Маючи цей текстовий опис, 

ми подаємо його на велику мовну модель всередині промпту. Структура 

промпту має наступний вигляд:  

 

 

 

Рисунок 3.4 – Промпт для генерації інтерпретації карти 
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Ця інтерпретація хоча і побудована на описах 5 моделей, все одно може 

бракувати деталей, тому має бути доповнене. Розглянемо це на прикладі 

конкретної карти: 

 

 

 

Рисунок 3.5 – Гральна карта для прикладу 

 

Перша інтепретація, на основі описів виглядає таким чином: 

Pre_qna_interpretation: 

Based on the descriptions provided, the image in question appears to be a 

painting of a young girl sitting on a swing inside a room. The room is adorned 

with various objects, including a moon and fish hanging from the ceiling, as well 

as a clock on the wall. The girl is depicted wearing a dress and appears to be 

swinging back and forth on the swing, with a serene expression on her face.\The 

room itself has a dreamy and surreal atmosphere, with the moon and fish 

representing a fantastical element. The clock on the wall adds a sense of time 

passing, perhaps hinting at the fleeting nature of childhood. The presence of a sink 

and toilet, as described in the VIT-GPT2 model, may suggest that the room is 

actually a bathroom, adding an unexpected and humorous element to the 

painting.The use of a swing also adds a sense of playfulness to the image, with the 
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girl enjoying the simple pleasure of swinging back and forth. The inclusion of 

other objects in the room, such as a moon and fish, adds to the whimsical and 

imaginative nature of the painting. Overall, the image appears to be a blend of 

reality and fantasy, with the girl and swing representing a familiar childhood 

activity, while the other objects add a touch of magic and wonder. It is a unique 

and captivating depiction of a child's world, with the BLIP-2 model providing the 

most detailed and imaginative description. 

 

По-перше, бачимо, що VIT-GPT2 описав, що на цій карті намальован 

туалет, що не є правдою, але модель інтерпретувала це як гумор, або якусь 

художньо інтерпретацію. По-друге, впадає в очі факт того, що дійсно, велика 

мовна модель починає рефлексувати з приводу тому, чому дівчинка на 

зображені сидить там де є, що це за риби вгорі, але якоїсь своєї розумної 

інтерпретації не видає. Також не всі описи є точними, оскільки одяг дівчинки 

не є правильно описан з точки зору кольорів. Щоб мати змогу виправити ці 

проблеми, хоча б частково, можна використати модель BLIP-2. Оскільки 

вона має прямий доступ до зображення, та ще й має змогу проводити VQA, 

можна створити діалог між великою мовною моделлю та BLIP-2, задавши к-

сть запитань, які модель може задати. Розглянемо такий діалог з приводу цієї 

карти:  

 

qna_session:  

Question: Who is the girl in the painting and what do you think she is feeling 

Answer: the girl in the painting is a little girl who is sitting on a swing and 

looking up at the night sky with fishes flying around her 

Question: Is the room depicted in the painting a bathroom or a bedroom 

Answer: a bedroom with a bed and a dresser in the middle of the room, with 

a window on one side and a door on the other 

Question: What is the significance of the moon and fish hanging from the 

ceiling in the room 
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Answer: the moon and fish are symbols of a child's dream, while the swing is 

a symbol of a child's fear of the dark 

 

Одразу помічаємо, що оскільки модель отримала декілька різних описів 

зображення, в одному з яких було сказано що кімната це спальня, а в іншому 

що це туалет, модель одразу починає з уточнення у BLIP-2, все ж таки, що це 

за кімната, на що BLIP-2 відповідає, що це спальня. Також модель 

намагається поринути у почуття дівчинки, намалювати її емоційний портрет. 

Нарешті, вона намагається зрозуміти, що символізують ці риба та птаха 

зверху карти. На всі ці питання BLIP-2 дає свої інтерпретації, доволі 

символічні. Маючи цю сесію питань та відповідей, можна поглибити минулу 

інтерпретацію, додавши їй символізму та контексту:  

 

Interpretation: 

The image is a painting on a large canvas, depicting a child sitting on a 

wooden swing in the center of a room. The room is dimly lit, with a soft glow 

coming from a full moon that hangs from the ceiling. The moon is surrounded by a 

school of colorful fish, each one delicately painted with intricate details. The child 

on the swing is a young girl, no more than 6 years old, with long dark hair and a 

pensive expression on her face. She is wearing a simple white dress with a blue 

ribbon tied around her waist. The swing is suspended from the ceiling by two thick 

ropes, and the girl is holding onto them tightly with her small hands. The room 

itself is sparsely furnished, with only a few objects scattered around. On the left 

side of the room, there is a large window that lets in a soft moonlight. Through the 

window, you can see a starry night sky, with a few wispy clouds passing by. On the 

right side of the room, there is a wooden door that leads to an unknown place. In 

the far corner of the room, there is a cozy-looking bed with a floral bedspread. A 

small wooden dresser stands next to the bed, adorned with a few trinkets and a 

vase of flowers. On the wall above the bed, there is a clock with a pendulum, its 

hands frozen at midnight. The girl on the swing seems lost in thought, her gaze 
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fixed on the moon and the fish above her. It is clear that she is dreaming, escaping 

into her own magical world. Perhaps she is imagining herself flying with the fish, 

or exploring the vastness of the night sky. The painting evokes a sense of wonder 

and nostalgia, with its dreamy atmosphere and whimsical symbols. It captures the 

essence of childhood, where anything is possible and imagination knows no 

bounds. It is a beautiful and thought-provoking piece of art that invites the viewer 

to create their own story and interpretation. 

 

Як бачимо, інтерпретація стала довшою. До неї додалась рефлексія з 

приводу думок дівчинки, символізм тварин, що зображені в горі, виправився 

опис її одягу, навіть модель зробила гіпотезу про вік героїні. Таким чином, 

здібності BLIP-2 до VQA, було зроблено покращення інтерпретації, що 

допоможе на наступному кроці. 

Для кращої абстрактності опису, гарним рішенням є генерація 

асоціацій, які б могли виникнути при читані даної інтерпретації. 

 

 

 

Рисунок 3.6 – Промпт для генерації асоціації 

Приклад згенерованих асоціацій від моделі: 
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Association: 

For me, this painting associates with the concept of dreams and the power of 

imagination. The child on the swing represents the innocence and pureness of 

childhood, while the moon and the fish symbolize the limitless possibilities and 

boundless creativity of the mind. The dimly lit room and the mysterious door 

suggest that this is a place of introspection and self-discovery. The clock frozen at 

midnight could represent the idea of time standing still in our dream world, where 

we can escape the constraints of reality and explore our innermost thoughts and 

desires. The painting also reminds me of the importance of holding onto our 

dreams and never letting go of our imagination. It serves as a reminder to never 

lose our sense of wonder and curiosity, and to always allow ourselves to dream 

and create. On a deeper level, this painting could also represent the human desire 

for freedom and escapism. The child on the swing, suspended in the air, could 

symbolize the yearning to break free from the limitations and responsibilities of the 

physical world and fly towards our dreams. Overall, this painting is a beautiful 

representation of the power of the human mind and the endless possibilities that 

exist within it. It encourages us to embrace our inner child and to never stop 

dreaming, imagining, and exploring. 

 

Як видно з прикладу, модель дуже гарно використала той символізм, 

який для неї сформулював BLIP-2. Модель описує концепт мрії та силу уяви, 

що для неї символізує луна та риба, як це все зав’язано на внутрішньому світі 

маленької дівчинки та її бажаннях, її жагу до отримання свободи від її 

маленької кімнати. З одного боку, такий текст вже можна було використати 

як абстрактний та креативний опис, який поринає у саму суть зображення, а 

не тільки описує об’єкти на ньому, але для гри Діксіт існує рекомендація, що 

описи мають сягати не більше 3-5 слів. Тому ми маємо підсумувати та 

загорнути це все у коротке речення. Запустивши останній промпт для 

підсумування двічі, ми отримали два описи: Imaginative escapism, Ephemeral 

childhood expression. Обидва речення охоплюють різні частини асоціативного 
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ланцюжка, представленого вище: в одному ми звертаємо увагу на бажання 

дівчинки до свободи, в іншому – на її намагання виразити свою думку через 

символи луни, риби та птаха. У реальній грі, перший опис отримав 

максимальний можливий бал – 3, оскільки був достатньо абстрактний та 

неочевидний, але водночас передавав художню суть та ідею карти.  

Повна діаграма роботи агента для генерації креативного опису 

приведена нижче: 

 

 

 

Рисунок 3.7 – Діаграма роботи агента 

 

Отже, запропонований метод полягає у:  

- введенні зображення в кілька моделей генерації підписів до 

зображень: BLIP2, BLIP-BASE, BLIP-LARGE, ViT-GPT2 і GIT-

LARGE; 

- збиранні згенерованих підписів з усіх моделей генерації підписів 

до зображень; 

- поєднанні агрегованих підписів і введення їх у GPT-3 (або іншу 

велику мовну модель), щоб згенерувати початкове тлумачення 

зображення; 

- введенні зображення в BLIP2, щоб ініціювати діалог і отримати 

поглиблений з точки зору точності та абстракції опис; 

- агрегації вихідних даних з GPT-3 (або іншої великої мовної 

моделі) і поглибленого опису, отриманого з BLIP2; 
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- використанні поєднаних даних для створення кінцевої асоціації 

або всебічного тлумачення зображення. 

У грі діксіт такої існує обернена задача: маючи опис-підказку, вгадати, 

яка карта з переліку мається на увазі. Цю задачу можна вирішувати схожим 

підходом, але навпаки, коли ми генеруємо асоціативний ланцюжок для 

кожної карти з переліку, а потім промптом вирішуємо яка картинка більше 

підходить виходячи з підказки. 

 

 

 

Рисунок 3.8 – Діаграма роботи агента для оберненої задачі 

 

У цьому і криється найбільший мінус запропонованого підходу: 

генерація кожного опису становить приблизно 2 хвилини. Оскільки нам 

потрібно проробити для кожного зображення увесь шлях, то для вгадування 

карти з 4 карт, потрібно буде приблизно 8 хвилин. Одним можливим 

рішенням було б створити базу даних асоціацій для кожної картки, щоб 

звести вгадування до одного промпту. Він вирішує проблеми повільності, 

зводячи час до меншого ніж хвилина, але додає інший недолік: оскільки 

асоціативні описи стали статичними, агент втрачає різноманітність, що в 

теорії може бути допустимою втратою. 
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3.3 Результати роботи агента 

 

 

 Як було зазначено у першому розділі, для оцінки якості роботи агента, 

було обрано систему нарахування балів з гри Dixit, як запропоновано у [2]. 

Під час тестування завжди використовувались обрані image-captioning 

моделі, але великі мовні моделі мінялися: моделі сімейства GPT3 та llama. 

Було зіграно сумарно 58 ігор, з різним контингентом гравців, серед яких 23 

гри було зіграно gpt-3 (gpt-3-turbo або text-davinci-003), llama2 зіграла 25 та 

llama3 відповідно 10 партій. Незважаючи на те, що у грі продумані інші 

джерела отримання очок, нас цікавить саме чи всі вгадали картку по опису 

від агента, чи частина, чи ніхто. Тому, для порівняння якості, скористаємося 

відсотком отримання кожної з моделі 3 балів до всіх згенерованих описів. 

 

Таблиця 3.1 – Порівняння якості великих мовних моделей  

 
Вгадали всі Вгадала частина Вгадав ніхто Всього описів 

gpt-3 0.07 0.75 0.18 234 

llama2-7b 0.15 0.69 0.16 256 

llama3-8b 0.1 0.81 0.09 101 

 

Отже, маємо цікаві результати. GPT-3 показав гарний результат, хоча 

мав недолік: його описи зазвичай здавались занадто абстрактними, що гравці 

могли іноді не зрозуміти сенс. Llama2 показала слабший результат по 

головній метриці, хоча її описи рідше ніхто не вгадував. Неочіковано, хоча і з 

меншою кількістю описів, по всім метрикам перемогла Llama3. Її описи 

зберігали баланс між абстрактністю та зрозумілістю, гарантуючи таким 

чином гарний графік набору очок у Діксіт. Також це показує, що 

запропонований підхід дозволяє моделям майже будь-якого розміру 
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генерувати доволі гарні креативні описи, оскільки модель 200 мільярдів мала 

дуже схожу динаміку оцінки, що моделі по 7 та 8 мільярдів параметрів. 

 

 

Висновки до розділу 3 

 

 

У цьому розділі було описано етапи побудови агента для генерації 

креативних описів: його алгоритм, вбудовані моделі, підхід. Було розглянуто, 

що за допомогою діалогу між двома великими мовними моделями, навіть без 

донавчання, а за допомогою prompt engineering можна дуже сильно 

поглибити інтерпретацію зображення моделлю, що призведе до більш 

глибокого асоціативного розуміння картинки. Було виявлено, що незважаючи 

на розмір. 
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РОЗДІЛ 4 ФУНКЦІОНАЛЬНО-ВАРТІСНИЙ АНАЛІЗ ПРОГРАМНОГО 

ПРОДУКТУ 

 

 

В заданому розділі буде проведено оцінювання основних 

характеристик для майбутнього програмного продукту, що спеціалізується на 

дослідженні демографічного стану. 

Дана реалізація буде сприяти проведенню усіх необхідних досліджень, 

що дасть змогу якісно дослідити питання не лише в Україні, проте у всьому 

світі.  

Також в даному дослідженні показано різні варіанти реалізації для 

забезпечення найбільш коректної та оптимальної стратегії вибору, що має 

вплив на економічні фактори та сумісність з майбутнім програмним 

продуктом. Для цього застосовувався апарат функціонально-вартісного 

аналізу.  

Функціонально-вартісний аналіз (ФВА) передбачає собою технологію, 

що дозволяє оцінити реальну вартість продукту або послуги незалежно від 

організаційної структури компанії. ФВА проводиться з метою виявлення 

резервів зниження витрат за рахунок ефективніших варіантів виробництва, 

кращого співвідношення між споживчою вартістю виробу та витратами на 

його виготовлення. Для проведення аналізу використовується економічна, 

технічна та конструкторська інформація. 

Алгоритм функціонально-вартісного аналізу включає в себе 

визначення послідовності етапів розробки продукту, визначення повних 

витрат (річних) та кількості робочих часів, визначення джерел витрат та 

кінцевий розрахунок вартості програмного продукту. 
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4.1 Постановка задачі проектування   

 

 

У роботі застосовується метод ФВА для  проведення техніко-

економічного аналізу розробки системи прогнозу стійкості фінансових 

показників. Оскільки рішення стосовно проектування та реалізації 

компонентів, що розробляється, впливають на всю систему, кожна окрема 

підсистема має її задовольняти. Тому фактичний аналіз представляє собою 

аналіз функцій програмного продукту, призначеного для збору, обробки та 

проведення аналізу даних по компанії. 

Технічні вимоги до програмного продукту є наступні: 

- функціонування на персональних комп’ютерах із стандартним 

набором компонентів; 

- зручність та зрозумілість для користувача; 

- швидкість обробки даних та доступ до інформації в реальному 

часі; 

- можливість зручного масштабування та обслуговування; 

- мінімальні витрати на впровадження програмного продукту. 

 

 

4.2 Обґрунтування функцій програмного продукту  

 

 

Головна функція 𝐹0 – розробка можливого програмного продукту, яка 

дозволяє аналізувати різні характеристики, що безпосередньо впливають на 

стійкість підприємства.  Беручи за основу цю функцію, можна виділити 

наступні: 𝐹1 – вибір самої програми,  𝐹2 – якісний аналіз даних, 𝐹3 – графічні 

показники. 

 Кожна з цих функцій має декілька варіантів реалізації: 
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Функція 𝐹1: Python, C++. Функція 𝐹2: готові рішення, власна реалізація. 

Функція 𝐹3: VS Code, Jupyter Notebook IDE. 

Варіанти реалізації основних функцій наведені у морфологічній 

картісистеми (рис. 4.1).  

 

 

 

 

 

 

 

 

 

 

 

Рисунок 4.1 – Морфологічна карта 

 

Морфологічна карта відображає множину всіх можливих варіантиів 

основних функцій. Позитивно-негативна матриця показана в таблиці 4.1. 

 

Таблиця 4.1 – Позитивно-негативна матриця 

Функції Варіанти 

реалізації 

Переваги Недоліки 

1 2 3 4 

𝐹1 А Простота використання, 

зручність, велика 

кількість бібліотек 

Не найкраща швидкодія 

 

 

Python C++ 

Готові рішення Власна реалізація 

VS Code Jupyter Notebook IDE 
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Закінчення таблиці 4.1 

1 2 3 4 

𝐹1 Б Швидкодія Велика складність 

використання, невелика 

кількість бібліотек 

𝐹2 А Простота використання, 

великий вибір 

можливостей 

Не найкраща гнучкість 

Б Гнучкість, можливість 

оптимізації 

Потребує великої 

кількості зусиль та часу 

𝐹3 А Зручність, гарні 

можливості кастомізації, 

великий вибір плагінів 

Через наявність великої 

кількості функцій можуть 

виникати баги 

Б Простота, зрозумілість Не найкраща зручність, 

менші можливості 

кастомізації 

 

На основі аналізу позитивно-негативної матриці робимо висновок, що 

при розробці програмного продукту деякі варіанти реалізації функцій варто 

відкинути, тому, що вони не відповідають поставленим перед програмним 

продуктом задачам. Ці варіанти відзначені у морфологічній карті. 

Функція 𝐹1. Перевагу надаємо зручності, простоті використання, 

кількості бібліотек. Для спрощення роботи по написанню коду варіант Б має 

бути відкинутий. 

Функція 𝐹2. Програма допускає обрання обох варіантів. Можливо 

використати варіанти А чи Б.  

Функція 𝐹3. Використання першого варіанту є більш зручним. Це 

варіант А. 

Таким чином, будемо розглядати такий варіанти реалізації ПП: 𝐹1а – 

𝐹2а – 𝐹3а, 𝐹1а – 𝐹2б – 𝐹3а. 
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Для оцінювання якості розглянутих функцій обрана система 

параметрів, описана нижче. 

 

 

4.3 Обґрунтування системи параметрів програмного продукту 

 

 

На основі даних, розглянутих вище, визначаються основні параметри 

вибору, які будуть використані для розрахунку коефіцієнта технічного рівня. 

Для того, щоб охарактеризувати програмний продукт, будемо 

використовувати наступні параметри: 

− X1 – швидкодія мови програмування; 

− X2 – об’єм пам’яті для обчислень та збереження даних; 

− Х3 – час навчання даних; 

− X4 – потенційний об’єм програмного коду. 

Гірші, середні і кращі значення параметрів вибираються на основі 

вимог замовника й умов, що характеризують експлуатацію програмного 

продукту,  як показано у таблиці 4.2. 

Таблиця 4.2 – Основні параметри програмного продукту 

Назва 

Параметра 

Умовні 

позначення 

Одиниці 

виміру 

Значення параметра 

гірші середні кращі 

Швидкодія мови 

програмування 
X1 оп/мс 10 40 60 

Об’єм пам’яті X2 Мб 32768 2048 1024 

Час попередньої обробки 

даних 
X3 мс 500 200 100 

Потенційний об’єм 

програмного коду 
X4 

кількість 

рядків коду 
1500 1250 1000 
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За даними таблиці 4.2 будуються графічні характеристики параметрів – 

рис. 4.2 – рис. 4.5.  

 

 

 

Рисунок 4.2 – Х1, швидкодія мови програмування 

 

 

 

Рисунок 4.3 – Х2, об’єм пам’яті 
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Рисунок 4.4 – Х3, час попередньої обробки даних 

 

 

 

 

Рисунок 4.5 – Х4, потенційний об’єм програмного коду 
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4.4 Аналіз експертного оцінювання параметрів 

 

 

Після детального обговорення й аналізу кожний експерт оцінює 

ступінь важливості кожного параметру для конкретно поставленої цілі – 

розробка програмного продукту, який використовує методи глибокого 

навчання для моніторингу земного покриву. 

Значимість кожного параметра визначається методом попарного порів-

няння. Оцінку проводить експертна комісія із 7 людей. Визначення 

коефіцієнтів значимості передбачає: 

− визначення рівня значимості параметра шляхом присвоєння 

різних рангів; 

− перевірку придатності експертних оцінок для подальшого 

використання; 

− визначення оцінки попарного пріоритету параметрів; 

− обробку результатів та визначення коефіцієнту значимості. 

Результати експертного ранжування наведені у таблиці 4.3. 

 

Таблиця 4.3 – Результати ранжування параметрів 

Позначення 

параметра 

Назва 

параметра 

Одиниці 

виміру 

Ранг параметра за 

оцінкою експерта 

Сума 

рангів 

Ri 

Відхи-

лення 

Δi 

Δi
2 

1 2 3 4 5 6 7 

1 2 3 4 5 6 7 8 9 10 11 12 13 

X1 

Швидкодія 

мови 

програму-

вання 

Оп/мс 2 1 2 1 2 2 2 12 -5,5 

 

30,25 

 

 

 

Закінчення таблиці 4.3 



78 

1 2 3 4 5 6 7 8 9 10 11 12 13 

X2 
Об’єм 

пам’яті 
Мб 3 4 3 4 4 3 2 23 5,5 

30,

25 

X3 

Час 

попереднь

ої обробки 

даних 

мс 2 1 2 1 1 1 2 10 -7,5 
56,

25 

X4 

Потенцій-

ний об’єм 

програм-

ного коду 

Кіль-

кість 

рядків 

коду 

3 4 3 4 3 4 4 25 7,5 
56,

25 

 Разом  10 10 10 10 10 10 10 70 2 173 

 

Для перевірки ступені достовірності експертних оцінок, визначимо 

наступні параметри: 

а) сума рангів кожного з параметрів і загальна сума рангів: 

 

 𝑅𝑖 = ∑ 𝑟𝑖𝑗𝑅𝑖𝑗
𝑁
𝑗=1 =

𝑁𝑛(𝑛+1)

2
= 70  (4.1) 

 

де N – число експертів,  

n – кількість параметрів; 

б) середня сума рангів: 

 

 𝑇 =
1

𝑛
𝑅𝑖𝑗 = 17,5  (4.2) 

 

в) відхилення суми рангів кожного параметра від середньої суми 

рангів: 

 

 ∆𝑖= 𝑅𝑖 − 𝑇  (4.3) 
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Сума відхилень по всім параметрам повинна дорівнювати 0; 

г) загальна сума квадратів відхилення: 

 

 𝑆 = ∑ ∆𝑖
2= 173𝑁

𝑖=1   (4.4) 

Порахуємо коефіцієнт узгодженості: 

 

 𝑊 =
12𝑆

𝑁2(𝑛3−𝑛)
=

12⋅173

72(43−4)
= 0,7306 > 𝑊𝑘 = 0,67  (4.5) 

 

Ранжування можна вважати достовірним, тому що знайдений 

коефіцієнт узгодженості перевищує нормативний, котрий дорівнює 0,67. 

Скориставшись результатами ранжирування, проведемо попарне 

порівняння всіх параметрів і результати занесемо у таблицю 4.4. 

 

Таблиця 4.4 – Попарне порівняння параметрів 

Параметри Експерти Кінцева 

оцінка 

Числове 

значення 1 2 3 4 5 6 7 

X1 і X2 > > > > > > = > 1.5 

X1 і X3 = = = < = < = = 1.0 

X1 і X4 > > > > > > > > 1.5 

X2 і X3 < < < < < < = < 0.5 

X2 і X4 = = = = < > > = 1.0 

X3 і X4 > > > > > > > > 1.5 

 

Числове значення, що визначає ступінь переваги i–го параметра над j–

тим, aij визначається по формулі: 

 

 𝑎𝑖𝑗 = {

1.5 при 𝑋𝑖 > 𝑋𝑗

1.0 при 𝑋𝑖 = 𝑋𝑗

0.5 при 𝑋𝑖 < 𝑋𝑗

  (4.6) 

 

З отриманих числових оцінок переваги складемо матрицю A=║aij║. 
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Для кожного параметра зробимо розрахунок вагомості Kві за 

наступними формулами: 

 

 𝐾ві =
𝑏𝑖

∑ 𝑏𝑖
𝑛
𝑖=1

  (4.7) 

 

 𝑏𝑖 = ∑ 𝑎𝑖𝑗
𝑁
𝑖=1   (4.8) 

Відносні оцінки розраховуються декілька разів доти, поки наступні 

значення не будуть незначно відрізнятися від попередніх (менше 2%). На 

другому і наступних кроках відносні оцінки розраховуються за наступними 

формулами: 

 

 𝐾ві =
𝑏𝑖

′

∑ 𝑏𝑖
′𝑛

𝑖=1

  (4.9) 

 

 𝑏𝑖
′ = ∑ 𝑎𝑖𝑗𝑏𝑗

𝑁
𝑖=1   (4.10) 

 

Як видно з таблиці 4.5, різниця значень коефіцієнтів вагомості не 

перевищує 2%, тому більшої кількості ітерацій не потрібно. 

 

Таблиця 4.5 – Розрахунок вагомості параметрів 

Параметри  𝑥𝑖 Параметри  𝑥𝑗 Перша ітер. Друга ітер. Третя ітер 

 Х1 Х2 Х3 Х4 𝑏𝑖 𝐾ві 𝑏𝑖
1 𝐾ві

1  𝑏𝑖
2 𝐾ві

2 

Х1 1 1.5 1.0 1.5 5 0.3125 25 0.3676 125 0.0888 

Х2 0.5 1 0.5 1.0 3 0.1875 9 0.1324 27 0.4112 

Х3 1.0 1.5 1 1.5 5 0.1875 25 0.3676 125 0.0888 

X4 0.5 1.0 1.5 1 3 0.1875 9 0.1324 27 0.4112 

Всього:  16 1 68 1 304 1 

 

 

  



81 

4.5 Аналіз рівня якості варіантів реалізації функцій 

 

 

Визначаємо рівень якості кожного варіанту виконання основних 

функцій окремо. 

Абсолютні значення параметрів Х2 (Об’єм пам’яті), X3 (час 

попередньої обробки даних) та X4 (потенційний об’єм програмного коду) 

відповідають технічним вимогам умов функціонування даного ПП. 

Абсолютне значення параметра Х1 (швидкість роботи мови 

програмування) обрано не найгіршим. 

Коефіцієнт технічного рівня для кожного варіанта реалізації ПП 

розраховується так (таблиця 4.6):  

 

 𝐾𝐾(𝑗) = ∑ 𝐾в𝑖,𝑗𝐵𝑖,𝑗
𝑛
𝑖=1   (4.11) 

 

де n – кількість параметрів; 

𝐾в𝑖  – коефіцієнт вагомості i–го параметра; 

Вi – оцінка i–го параметра в балах. 

 

Таблиця 4.6 – Розрахунок показників рівня якості варіантів реалізації 

основних функцій ПП 

Основні 

функції 

Варіант 

реалізації 

функції 

Параметри 

Абсолютне 

значення 

параметра 

Бальна 

оцінка 

параметра 

Коефіцієнт 

вагомості 

параметра 

Коефіцієнт 

рівня 

якості 

F1 А Х1 40 12 0.0888 1.0656 

F2 А Х2 2048 16 0.4112 6.5792 

 Б X3 200 10 0.0888 0.888 

F3 А Х4 1250 18 0.4112 7.4016 
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За даними з таблиці 4.6 за формулою: 

 

 𝐾𝐾 = 𝐾ТУ[𝐹1𝑘] + 𝐾ТУ[𝐹2𝑘]+. . . +𝐾ТУ[𝐹𝑧𝑘] (4.12) 

 

визначаємо рівень якості кожного з варіантів: 

КК1 = 1.0656  + 6.5792 + 7.4016= 15.0464 

 

КК2 = 1.0656  + 0.888 + 7.4016= 9,3552 

 

Як видно з розрахунків, кращим є 1 варіант, для якого коефіцієнт 

технічного рівня має найбільше значення. 

 

 

4.6 Економічний аналіз варіантів розробки ПП 

 

 

Для визначення вартості розробки ПП спочатку проведемо розрахунок 

трудомісткості. 

Всі варіанти включають в себе два окремих завдання: 

• розробка проекту програмного продукту; 

• розробка програмної оболонки. 

Завдання 1 за ступенем новизни відноситься до групи А, завдання 2 – 

до групи Б. За складністю алгоритми, які використовуються в завданні 1 

належать до групи 1; а в завданні 2 – до групи 3. 

Для реалізації завдання 1 використовується довідкова інформація, а 

завдання 2 використовує інформацію у вигляді даних. 

Проведемо розрахунок норм часу на розробку та програмування для 

кожного з завдань. 
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Загальна трудомісткість обчислюється як:  

 

 ТО  =  ТР ⋅  КП ⋅  КСК ⋅  КМ ⋅  КСТ ⋅  КСТ.М  (4.13) 

 

де ТР – трудомісткість розробки ПП; 

КП – поправочний коефіцієнт; 

КСК – коефіцієнт на складність вхідної інформації;  

КМ – коефіцієнт рівня мови програмування; 

КСТ – коефіцієнт використання стандартних модулів і прикладних програм; 

КСТ.М – коефіцієнт стандартного математичного забезпечення 

 

Для першого завдання, виходячи із норм часу для завдань 

розрахункового характеру степеню новизни А та групи складності алгоритму 

1, трудомісткість дорівнює: ТР = 38 людино-днів. Поправочний коефіцієнт, 

який враховує вид нормативно-довідкової інформації для першого завдання: 

КП = 1.8. Поправочний коефіцієнт, який враховує складність контролю 

вхідної та вихідної інформації для всіх семи завдань рівний 1: КСК = 1. 

Оскільки при розробці першого завдання використовуються стандартні 

модулі, врахуємо це за допомогою коефіцієнта КСТ = 0.9. Тоді загальна 

трудомісткість програмування першого завдання дорівнює: 

 

Т1 = 38 ⋅ 1.8 ⋅ 0.9 = 61,56 людино-днів. 

 

Проведемо аналогічні розрахунки для подальших завдань. 

Для другого завдання (використовується алгоритм третьої групи 

складності, степінь новизни Б), тобто ТР =28 людино-днів, КП =0.9, КСК = 1, 

КСТ =0.8: 

 

Т2 = 28 ⋅ 0.9 ⋅ 0.8 = 20.16 людино-днів. 
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Складаємо трудомісткість відповідних завдань для кожного з обраних 

варіантів реалізації програми, щоб отримати їх трудомісткість: 

 

ТI = (61,56 + 20.16 + 6 + 20.16) ⋅ 8 = 863.04 людино-годин. 

 

ТII = (61,56 + 20.16 + 4.8 + 20.16) ⋅ 8 = 853.44 людино-годин. 

 

Найбільш високу трудомісткість має варіант I. 

В розробці беруть участь два програмісти з окладом 148869 грн., один 

аналітик в області даних з окладом 133769. Визначимо середню зарплату за 

годину за формулою: 

 

 СЧ =
М

𝑇𝑚⋅𝑡
грн.  (4.14) 

 

де М – місячний оклад працівників; 

𝑇𝑚 – кількість робочих днів тиждень; 

𝑡 – кількість робочих годин в день. 

 

 СЧ =
148869 +148869 +133769

3⋅21⋅8
= 856.16 грн.  (4.15) 

 

Тоді, розрахуємо заробітну плату за формулою: 

 

 СЗП = Сч ⋅ Т𝑖 ⋅ КД   (4.16) 

де СЧ– величина погодинної оплати праці програміста; 

Т𝑖 – трудомісткість відповідного завдання;  

КД – норматив, який враховує додаткову заробітну плату. 

Зарплата розробників за варіантами становить: 

 

I. СЗП = 856.16 ⋅ 863.04 ⋅ 1.2 = 886680.391 грн. 
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II. СЗП = 856.16 ⋅ 853.44 ⋅ 1.2 = 876817.428 грн. 

 

Відрахування на єдиний соціальний внесок становить 22%: 

 

I. СВІД = СЗП ⋅ 0.22 = 886680.391 ⋅ 0.22 = 195069.68602  грн. 

II. СВІД = СЗП ⋅ 0.22 = 876817.428 ⋅ 0.22 = 192899.83416 грн. 

 

Тепер визначимо витрати на оплату однієї машино-години. (СМ) 

Так як одна ЕОМ обслуговує одного програміста з окладом 148869 

грн., з коефіцієнтом зайнятості 0.2 то для однієї машини отримаємо: 

 

СГ = 12⋅M⋅KЗ = 12 ⋅ 148869 ⋅ 0.2 = 357285.6 грн. 

 

З урахуванням додаткової заробітної плати: 

 

СЗП =СГ ⋅ (1+ KЗ) = 357285.6 ⋅ (1 + 0.2) = 428742.72 грн. 

 

Відрахування на соціальний внесок: 

 

СВІД = СЗП ⋅ 0.22 = 66240 ⋅ 0.22 = 14572.8 грн. 

 

Амортизаційні відрахування розраховуємо при амортизації 25% та 

вартості ЕОМ – 69000 грн. 

 

СА = КТМ ⋅ KА ⋅ ЦПР = 1.2 ⋅ 0.25 ⋅ 69000 = 20700  грн. 

 

де КТМ – коефіцієнт, який враховує витрати на транспортування та монтаж 

приладу у користувача;  

KА – річна норма амортизації;  

ЦПР – договірна ціна приладу. 
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Витрати на ремонт та профілактику розраховуємо як: 

 

СР = КТМ ⋅ ЦПР ⋅ КР = 1.2 ⋅ 69000 ⋅ 0.08 = 6624 грн. 

де КР – відсоток витрат на поточні ремонти. 

 

Ефективний годинний фонд часу ПК за рік розраховуємо за формулою: 

 

ТЕФ  = (ДК – ДВ – ДС – ДР) ⋅ tЗ⋅ КВ = (365 – 104 – 12 – 14) ⋅ 8 ⋅ 0.4 = 

= 752 години 

 

де ДК – календарна кількість днів у році;  

ДВ, ДС – відповідно кількість вихідних та святкових днів;  

ДР – кількість днів планових ремонтів устаткування;  

t –кількість робочих годин в день;  

КВ– коефіцієнт використання приладу у часі протягом зміни. 

 

Витрати на оплату електроенергії розраховуємо за формулою: 

 

СЕЛ  = ТЕФ⋅ NС⋅ KЗ⋅ ЦЕН = 752 ⋅ 0,2 ⋅ 0,3 ⋅ 5,23 = 235.978 грн. 

 

де NС – середньо-споживча потужність приладу;  

KЗ – коефіцієнтом зайнятості приладу;  

ЦЕН – тариф за 1 КВт-годин електроенергії. 

 

Накладні витрати розраховуємо за формулою: 

 

СН = ЦПР ⋅ 0.67 = 69000 ⋅ 0.67 = 46230 грн. 

 

Тоді, річні експлуатаційні витрати будуть: 

 



87 

 СЕКС = СЗП + СВІД + СА  +  СР + СЕЛ  +  СН   (4.17) 

СЕКС = 428742.72 + 14572.8 + 20700 + 6624 + 235.978 + 46230 = 

517105.498 грн. 

 

Собівартість однієї машино-години ЕОМ дорівнюватиме: 

 

СМ-Г = СЕКС / ТЕФ = 517105.498 / 752 = 687.64 грн/год. 

 

Оскільки в даному випадку всі роботи, які пов‘язані з розробкою 

програмного продукту ведуться на ЕОМ, витрати на оплату машинного часу, 

в залежності від обраного варіанта реалізації, складає: 

 

 СМ  =  СМ−Г  ⋅ T   (4.18) 

СМ = 687.68 ⋅ 863.04 = 593495.3472 грн. 

СМ = 687.68 ⋅ 853.44 = 586893.6192 грн. 

 

Накладні витрати складають 67% від заробітної плати: 

 СН  =  СЗП  ⋅  0,67   (4.19) 

СН = 886680.391 ⋅ 0,67 = 594075.86197 грн. 

СН = 876817.428 ⋅ 0,67 = 587467.677 грн. 

 

Отже, вартість розробки ПП за варіантами становить: 

 

 С ПП =  СЗП +  СВІД + СМ  + СН   (4.20) 

СПП = 886680.391 + 195069.68602 + 593495.3472 + 594075.86197 = 

= 2269321.29 грн. 

 

СПП = 876817.428 + 192899.83416 + 586893.6192 + 587467.677 = 

= 2244078.56 грн. 
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4.7 Вибір кращого варіанту ПП техніко-економічного рівня 

 

 

Розрахуємо коефіцієнт техніко-економічного рівня за формулою: 

 

 КТЕР𝑗  = ККj ⁄ СФj   (4.21) 

 

КТЕР1 = 15.0464 / 2269321.29 = 6.63 ⋅ 10-6, 

 

КТЕР2 = 9.3552 / 2244078.56 = 4.16 ⋅ 10-6. 

 

Як бачимо, найбільш ефективним є перший варіант реалізації програми 

з коефіцієнтом техніко-економічного рівня КТЕР1= 3.77 ⋅10-5. 

Після виконання функціонально-вартісного аналізу програмного 

комплексу що розроблюється, можна зробити висновок, що з альтернатив, 

що залишились після першого відбору двох варіантів виконання програмного 

комплексу оптимальним є перший варіант реалізації програмного продукту. 

У нього виявився найкращий показник техніко-економічного рівня якості 

КТЕР = 3.77 ⋅ 10-5. 

Цей варіант реалізації програмного продукту має такі параметри: 

− мова програмування – Python; 

− використання бібліотек; 

− середовище розробки – VS Code. 

Даний варіант виконання програмного комплексу дає користувачу 

зручний інтерфейс, швидку реалізацію програми та доступний функціонал 

для роботи.  
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Висновки до розділу 4 

 

 

Отже, в цьому розділі було проведено повний функціонально-вартісний 

аналіз програмного продукту. Також було знайдено оцінку основних функцій 

програмного продукту.  

За результатами функціонально-вартісного аналізу програмного 

комплексу що розроблюється, було визначено та проведено оцінку основних 

функцій програмного продукту, а також знайдено параметри, які його 

характеризують.  

На основі аналізу обрано варіант реалізації програмного продукту. 
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ВИСНОВКИ 

 

 

Отже, у цій роботі було досліджено можливість моделей штучного 

інтелекту до генерації креативних описів зображення.  

У першому розділі були розглянуті актуальність даної теми, наведено 

приклади використання як у комерційному так у дослідницькому напрямку. 

Були розглянуті різні методи рішення такої задачі, а саме: традиційне 

машине навчання, у якому ми тренуємо модель на великому датасеті, який 

має креативні підписи. Також були розглянуті методи на основі традиційних 

підходів з обробки природної мови, а саме: семантичних пошук та tf-idf. Усі 

методи виявились менш ефективними у вирішені даної задачі, аніж великі 

мовні моделі, яки були навчені на величезних обсягах тексту, та мають дуже 

великий потенціал генеративної генерації.  

Другий розділ було присвячено моделям, які були використані у даній 

роботі: vision-text моделі, такі як BLIP, BLIP-2, GIT та VIT-GPT2, які 

надавали великим мовним моделям доступ до зображення, переводячи його у 

коротких та точний описовий текст. Було розглянуто, як у цьому допомагає 

архітектура трансформер, та як вона використовується у побудові вище 

названих моделей. Також було розказано коротку історію двох сімейств 

великих мовних моделей: GPT та Llama, можливості яких тестувалися по 

ходу роботи.  

У третьому розділі було розписано покроково рішення проблеми, 

показано результати тестування різних великих мовних моделей. Було 

показано, що запропонований метод дозволяє навіть доволі маленьким 

мовним моделям змагатись на рівних з величезними моделями, оскільки 

Llama2 у якості несильно програла GPT, а Llama3, хоча і на більш малому 

наборі даних, перемогла.  

В четвертому розділі проведено повний функціонально-вартісний 

аналіз програмного продукту, зокрема визначені оцінки основних його 
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функцій та вартість розробки. На основі цього аналізу був обраний варіант 

реалізації програмного продукту, а саме: використання мови програмування 

Python, застосування бібліотек та використання середовища програмування 

VS Code. 
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ДОДАТОК А ЛІСТИНГ ПРОГРАМИ 

 prompt.py 

from langchain.chains import LLMChain, ConversationChain 

from langchain.prompts import PromptTemplate 

from langchain.chains.conversation.memory import 

ConversationBufferMemory 

from langchain.chains import SimpleSequentialChain, SequentialChain 

from langchain.llms import OpenAI 

import numpy as np 

 

 

def get_image_interpretation_chain(model='gpt-3.5-turbo-instruct', 

verbose=True): 

    desc_llm = OpenAI(model_name=model, max_tokens=512) 

    desc_prompt = PromptTemplate( 

        input_variables=["image_descriptions", "ai_models"], 

        template=( 

            "I give you a list of descriptions of the same image by " 

            "different AI models ({ai_models}), where BLIP-2 is the most trust-

worthy. " 

            "Here is the list of descriptions: " 

            "\n" 

            "{image_descriptions}" 

            "\n" 

            "Can you describe in detail how do you imagine this image looks " 

            "like? What characters and objects are on the image, and what they 

are doing? " 

            "Be specific. By the way, it might be not an image of the real 

world.")) 

    desc_chain = LLMChain( 
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        llm=desc_llm, prompt=desc_prompt, 

        output_key="image_interpretation", verbose=verbose) 

    return desc_chain 

 

 

def talk_with_blip2(image_interpretation, 

                    image, 

                    ask_blip2_fn, 

                    clue=None, 

                    num_questions=2, 

                    model='gpt-3.5-turbo-instruct', 

                    verbose=True): 

    question_answering_log = [] 

    blip2_answer = "Only ask me questions that matters." 

    if clue is not None: 

        # Can we directly ask BLIP2 to explain the connection? believe in T5! 

        direct_question = f"How does this image relate to the phrase {clue}" 

        question_answering_log.append("Question: " + direct_question) 

        blip2_answer = ask_blip2_fn(image, direct_question) 

        if verbose: 

            print("Answer:", blip2_answer) 

        question_answering_log.append("Answer: " + blip2_answer.strip()) 

     

    # Think about what we want to ask 

    image_interpretation = image_interpretation.strip() 

 

    pre_llm = OpenAI(model_name=model, max_tokens=256) 

    pre_prompt = PromptTemplate( 

        input_variables=["image_interpretation"], 

        template=( 
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            "You can't see this photo but you are given its description by AI 

models " 

            "(the most trust-worthy is BLIP-2):" 

            "\n" 

            "{image_interpretation}" 

            "\n" 

            "What additional information do you need to be able to tell " 

            "a compelling story about what is happening in this photo?")) 

    pre_chain = LLMChain(llm=pre_llm, prompt=pre_prompt, 

verbose=verbose) 

    pre_results = 

pre_chain.predict(image_interpretation=image_interpretation) 

    pre_results = pre_results.strip() 

 

    llm = OpenAI(model_name=model, max_tokens=512) 

    prompt = PromptTemplate( 

        input_variables=["blip2_answer", "chat_history"], 

        template=( 

            "Your name is Bob, you're talking with Alice to understand " 

            "a photo. Your task is to get more information " 

            "about the photo from Alice by asking her short questions. " 

            "Hint - a good question is about the actions happening in the " 

            "photo and what a specific character is doing, or about other " 

            "objects or living creatures that are present in the photo." 

            "\n" 

            f"{image_interpretation.strip()}" 

            "\n" 

            f"{pre_results}" 

            "\n" 

            "{chat_history}" 
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            "\n" 

            "Alice: {blip2_answer}" 

            "\n" 

            "Alice: You can ask me one short question about the photo. " 

            "\n" 

            "Bob:")) 

    memory = ConversationBufferMemory( 

        memory_key="chat_history", 

        human_prefix="Alice", 

        ai_prefix="Bob") 

    chain = LLMChain(llm=llm, prompt=prompt, memory=memory, 

verbose=verbose) 

 

    for iter in range(num_questions): 

        results = chain.predict( 

            blip2_answer=blip2_answer.strip(), 

        ) 

        if verbose: 

            print('Question:', results) 

         

        # Sometimes, the result can contain hallucinated answer so we should 

        # filter it out: 

        results = results[:results.find("Alice:")] 

        question_answering_log.append("Question: " + results.strip()) 

        blip2_answer = ask_blip2_fn(image, results.strip()) 

        if verbose: 

            print("Answer:", blip2_answer) 

        question_answering_log.append("Answer: " + blip2_answer.strip()) 

 

    return '\n'.join(question_answering_log) 
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def get_post_qna_inpterpretation_chain(model='gpt-3.5-turbo-instruct', 

verbose=True): 

    desc_llm = OpenAI(model_name=model, max_tokens=512) 

    desc_prompt = PromptTemplate( 

        input_variables=[ 

            "captions", "qna_session", "ai_models"], 

        template=( 

            "Your task is to generate a detailed description of an image " 

            "that you don't see. Here is the descriptions generated by " 

            "AI models ({ai_models}), they can be inaccurate:" 

            "\n" 

            "{captions}" 

            "\n" 

            "Here is the QnA session with BLIP-2, an AI model that can answer 

" 

            "question about the image (may be inaccurate as well):" 

            "\n" 

            "{qna_session}" 

            "\n" 

            "Can you describe in detail how do you imagine this image looks " 

            "like? What characters and objects are on the image, and what they 

are doing? " 

            "Be specific. By the way, it might be not an image of the real 

world.")) 

    desc_chain = LLMChain( 

        llm=desc_llm, prompt=desc_prompt, 

        output_key="image_interpretation", verbose=verbose) 

    return desc_chain 
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def get_clue_chain(model='gpt-3.5-turbo-instruct', verbose=True): 

    association_llm = OpenAI(model_name=model, max_tokens=512) 

    association_prompt = PromptTemplate( 

        input_variables=["image_interpretation"], 

        template=( 

            "For an image with a following detailed description:" 

            "\n" 

            "{image_interpretation}" 

            "\n" 

            "What does it associate with for you? Be abstract and creative! " 

            "Any phylosophical thoughts? What does it remind you about?")) 

    association_chain = LLMChain( 

        llm=association_llm, prompt=association_prompt, 

        output_key="association", verbose=verbose) 

 

    clue_llm = OpenAI(model_name=model, max_tokens=512) 

    clue_prompt = PromptTemplate( 

        input_variables=["association", "personality"], 

        template=( 

            "Given the following association for an image" 

            "\n" 

            "{association}" 

            "\n" 

            "Considering the provided personality traits : {personality}, 

summarize the specified association. " 

            "Pay attention to how the personality influences the dynamics, goals, 

and overall atmosphere of the association. " 
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            "Summarize association in one short phrase, no more than 3 words. 

More than three words is a violation of the rules" 

        )) 

    clue_chain = LLMChain( 

        llm=clue_llm, prompt=clue_prompt, 

        output_key="clue", verbose=verbose) 

    return SequentialChain( 

        chains=[association_chain, clue_chain], 

        input_variables=["image_interpretation", "personality"], 

        output_variables=["clue", "association"], 

        verbose=verbose) 

 

 

def generate_clue_for_image(image, 

                            generate_captions_fn, 

                            models, 

                            personality='generic', 

                            openai_model='gpt-3.5-turbo-instruct', 

                            num_blip2_questions=3, 

                            verbose=True): 

     

    captioning_results = generate_captions_fn(image, models) 

     

    pre_qna_interpretation = "" 

    image_interpretation = "" 

    blip2_results = "" 

     

    # Get first interpretation 

    image_interp_chain = get_image_interpretation_chain( 

        model=openai_model, verbose=verbose) 
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    image_interpretation = image_interp_chain.predict( 

        image_descriptions=captioning_results["captions"], 

        ai_models=", ".join(captioning_results["models"])) 

    image_interpretation = image_interpretation.strip() 

    pre_qna_interpretation = image_interpretation 

 

    if num_blip2_questions > 0: 

        # Talk with BLIP-v2 to get more information 

        blip2_results = talk_with_blip2( 

            image_interpretation=image_interpretation, 

            image=image, 

            ask_blip2_fn=models.blip2, 

            num_questions=num_blip2_questions, 

            model=openai_model, 

            verbose=verbose) 

        blip2_results = blip2_results.strip() 

 

        # Get final interpretation after QnA session: 

        final_interp_chain = get_post_qna_inpterpretation_chain( 

            model=openai_model, verbose=verbose) 

        image_interpretation = final_interp_chain.predict( 

            captions=captioning_results["captions"], 

            ai_models=", ".join(captioning_results["models"]), 

            qna_session=blip2_results) 

        image_interpretation = image_interpretation.strip() 

    else: 

        blip2_results = "" 

 

    # Generate clue 

    clue_chain = get_clue_chain( 
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        model=openai_model, 

        verbose=verbose) 

    clue_results = clue_chain({ 

        'image_interpretation': image_interpretation, 

        'personality': personality, 

    }) 

    ret_dict = { 

        'captions': captioning_results, 

        'interpretation': image_interpretation, 

        'association': clue_results['association'], 

        'clue': clue_results['clue'], 

    }  

    if blip2_results != "": 

        ret_dict['qna_session'] = blip2_results 

    else: 

        ret_dict['qna_session'] = "" 

    if pre_qna_interpretation is not None: 

        ret_dict['pre_qna_interpretation'] = pre_qna_interpretation 

    else: 

        ret_dict['pre_qna_interpretation'] = "" 

    return ret_dict 

 

 

def guess_image_by_clue(images, 

                        clue, 

                        generate_captions_fn, 

                        models, 

                        generated_descriptions=None, 

                        openai_model='gpt-3.5-turbo-instruct', 

                        num_blip2_questions=1, 
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                        verbose=True): 

 

    results = [dict() for _ in range(len(images))] 

     

    for image_idx, image in enumerate(images): 

        if generated_descriptions is None: 

            # Generate deep captions 

            captioning_results = generate_captions_fn(image, models) 

            results[image_idx].update({ 

                'captions': captioning_results["captions"].strip(), 

            }) 

 

            # Get first interpretation 

            image_interp_chain = get_image_interpretation_chain( 

                model=openai_model, verbose=verbose) 

            image_interpretation = image_interp_chain.predict( 

                image_descriptions=captioning_results["captions"], 

                ai_models=", ".join(captioning_results["models"])) 

            image_interpretation = image_interpretation.strip() 

            results[image_idx].update({ 

                'interpretation': image_interpretation.strip(), 

            }) 

 

            if num_blip2_questions > 0: 

                pre_qna_interpretation = ""  # image_interpretation 

                results[image_idx].update({ 

                    'pre_qna_interpretation': pre_qna_interpretation.strip(), 

                }) 

 

                # Talk with BLIP-v2 to get more information 
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                blip2_results = talk_with_blip2( 

                    image_interpretation=captioning_results["captions"].strip(),  # 

image_interpretation, 

                    image=image, 

                    clue=clue, 

                    ask_blip2_fn=models.blip2, 

                    num_questions=num_blip2_questions, 

                    model=openai_model, 

                    verbose=verbose) 

                blip2_results = blip2_results.strip() 

 

                # Get final interpretation after QnA session: 

                final_interp_chain = get_post_qna_inpterpretation_chain( 

                    model=openai_model, verbose=verbose) 

                image_interpretation = final_interp_chain.predict( 

                    captions=captioning_results["captions"], 

                    ai_models=", ".join(captioning_results["models"]), 

                    qna_session=blip2_results) 

                image_interpretation = image_interpretation.strip() 

 

                results[image_idx].update({ 

                    'qna_session': blip2_results.strip(), 

                    'interpretation': image_interpretation.strip(), 

                }) 

            else: 

                results[image_idx].update({ 

                    'pre_qna_interpretation': image_interpretation.strip(), 

                    'qna_session': "", 

                }) 

        else: 
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            generated_desc = generated_descriptions[image_idx] 

            results[image_idx].update({ 

                'captions': generated_desc['captions']['captions'].strip(), 

                'qna_session': generated_desc['qna_session'].strip(), 

                'interpretation': generated_desc['interpretation'].strip(), 

                'pre_qna_interpretation': 

generated_desc['pre_qna_interpretation'].strip(), 

            }) 

 

        # How this image can be related to the cue? 

        clue_relation_llm = OpenAI(model_name=openai_model, 

max_tokens=512) 

        clue_relation_prompt = PromptTemplate( 

            input_variables=["interpretation", "clue"], 

            template=( 

                "Given an image with the following description:" 

                "\n" 

                "{interpretation}" 

                "\n" 

                'Explain how this image is associated with phrase "{clue}"? ' 

                "Any movie, book, or historical facts you can think of?")) 

        clue_relation_chain = LLMChain( 

            llm=clue_relation_llm, prompt=clue_relation_prompt, 

            output_key="association", verbose=verbose) 

        clue_relation = clue_relation_chain.predict( 

            interpretation=results[image_idx]['interpretation'], 

            clue=clue) 

        results[image_idx].update({ 

            "clue_relation": clue_relation.strip(), 

        }) 
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    # Final step to decide which image suits the clue the best 

    prompt = ( 

        "Given the following image descriptions, explanations how those 

images " 

        'can be associated with the phrase "{clue}", ') 

 

    prompt += "all in the YAML format:\n\n" 

    for image_idx in range(len(results)): 

        prompt += f"- Image_{image_idx}:\n" 

        prompt += f"    description: {results[image_idx]['interpretation']}\n" 

        prompt += f"    explanation: {results[image_idx]['clue_relation']}\n" 

         

    prompt += ( 

        "\nWhich image has the best and most logical explanation and " 

        'is best described by the phrase "{clue}"? Explain your choice. ' 

        "Give your final answer as the image name.") 

 

    final_llm = OpenAI(model_name=openai_model, max_tokens=512) 

    final_prompt = PromptTemplate(input_variables=["clue"], 

template=prompt) 

    final_prompt_chain = LLMChain( 

        llm=final_llm, prompt=final_prompt, 

        output_key="answer", verbose=verbose) 

    final_answer = final_prompt_chain.predict(clue=clue) 

    final_answer = final_answer.strip() 

    return { 

        'per_image_reasoning': results, 

        'final_answer': final_answer, 

    } 


