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АНОТАЦІЯ

Яворський О.А. Геометрична локальна консолідація гетерогенних ансамблів.

– Кваліфікаційна наукова праця на правах рукопису. Дисертація на здобуття нау­

кового ступеня доктора філософії за спеціальністю 113 "Прикладна математика"

(галузь знань 11 "Математика та Статистика"). – Національний технічний універ­

ситет України "Київський політехнічний інститут імені Ігоря Сікорського", Київ,

2026.

Машинне навчання і зокрема алгоритми на основі нейронних мереж віді­

грають значну роль як в науці, так і в практичних застосуваннях завдяки високій

адаптивності та точності. Разом з цим, дані методи не є достатньо інтерпретов­

ними та, зазвичай, є менш робастними у порівнянні з широким класом інших,

зокрема класичних, методів машинного навчання. Низька робастність призводить

до нестабільності поведінки моделі на практиці, вимагає додаткових ресурсів на

узгодженя моделі з новими даними та ускладнює використання у напрямках, що

високо цінять надійність моделей, наприклад, медицині, фінансах, фізичному мо­

делюванні тощо. Для таких галузей можна говорити про трикомпонетну систему

вимог до моделей: висока робастність, інтерпретовність та узагальнювальність.

Іншими словами, модель має бути стійкою до шуму чи викидів, має бути відносно

легко пояснити яким чином модель прийшла до певної відповіді, а сама модель

має показувати якомога більш стабільну поведінку під час переходу від одного

(валідного) набору даних до іншого. Аналогічні вимоги зустрічаються, зокрема,

для задачі побудови цифрових двійників (без прив'язки до конкретної галузі). Це

пов'язано з тим, що такі системи є багатокомпонентними, що додатково підсилює

вагомість інтерпретовності кожної окремої компоненти, націлені на моделювання

великих (або деталізованих) процесів, що призводить до акумуляції зашумлення

кожної окремої складової, а складність та дороговизна створення таких систем

вимагає від них високої здатності до узагальнення.

Існує низка методів підвищення стійкості моделей, більшість з яких ба­

зуються на ідеї аугментації даних, тобто підготовки моделі до можливих типів

зашумлення. Не дивлячись на високу теоретичну ефективність, такі підходи прив­

носять ряд питань, що ускладнюють їх імплементацію, а саме: де знайти або яким

чином згенеруати гарні аугментовані дані, як оцінити вплив аугментованих даних

на існуючи вибірку дійсних даних, яким чином виконувати тренування на таких
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даних тощо. Крім цього, використання більшої кількості даних очевидно збільшує

обчислювальні вимоги та ефективний розмір моделі. Важливо також зазначити,

що такі методи не обов'язково позитивно впдиваюьб на узагальнювальність, адже

часто є "математичним трюком", до якого ми прибігаємо в умовах відсутності

дійсних альтернативних наборів даних.

Що ж стосується інтерпретовності, то класичні моделі машинного навчання

є повністю інтерпретовними, тоді як більшість сучасних — так званими чорними

якщиками. У таких умовах інтерпретовність часто є можливою лише в обмеженому

вигляді вже на етапі, коли модель повністю натренована (що не є ефективним) і

часто навіть вимагає тренування додаткових моделей інтерпретаторів таких як

розріджені автоенкодери (англ., Sparse Autoencoders) для мовних моделей або

моделей простору станів, що зовсім не полегшує загальну задачу аналізу поведінки

моделі.

На додачу, велика частина сучасних нейронних алгоритмів використовує

ідею комбінування декількох нейронних компонент в межах однієї, унітарної

моделі (наприклад, трансформер) або ансамблю, що лише погіршує можливу

інтерпретовність самої моделі та ускладнює її аналіз. Разом з цим, для моделей на

основі ансамблів, існує додаткова проблема узгодження інформації між окремими

компонентами (інформаційна консолідація). Так, під час тренування моделей,

необхідно явно (або неявно) узгодити потік інформації між різними компонентами

ансамблю.

Таким чином, класичні підходи не є однаково ефективними для ансамблів

та унітарних моделей, адже не враховують принциповий зсув у методах передачі

інформації в межах моделі ансамблю та не пом'якшують властиві для ціього під­

ходу недоліки, що робить актуальним розробку методів та підходів покращення

робастності та інтерпретовності моделей на основі ансамблевої архітектури. Саме

цей аспект необхідності додаткового узгодження є, фактично, основною причиною

більш низької інтерпретовності моделей­ансамблів. Таким чином, впровадження

певного контролю за цим процесом може суттєво підвищити інтерпретовність

моделей.

Метою дисертаційної роботи є спроба надати один із можливих розв'язків

даної проблеми: підвищення робастності та інтерпретованості нейронних моделей

шляхом розроблення теоретично обґрунтованого методу геометричної локаль­

ної консолідації гетерогенних ансамблів на основі оцінки складності простору
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вхідних даних та його впровадження для гібридних, фізично­інформованих і нейро­

диференціальних моделей. Сам ансамбль можна розглядати у даному випадку як

простий приклад цифрового двійника, що складається з різних моделей­компонент,

що моделюють окрему логіку / поведінку в межах системи (даних).

У першому розділі даної роботи було розглянуто основні парадигми розум­

ного аналізу даних, підходи до побудови моделей та ряд класичних проблем, що

пов'язані з їх імплементацією і, зокрема, оцінкою; детально було розглянуто пита­

ння робастності моделей машинного навчання та які особливості виникають при

переході від унітарних до ансамблевих моделей.

Другий розділ було присвячено викладенню основних ідей з топологічного

аналізу даних, що став основою геометричної компоненти консолідації ансамблів,

також було проаналізовано ряд суміжних робіт, що ставлять на меті використання

геометричних та / або топологічних властивостей даних для покращення роботи

унітарних моделей або ансамблів та підкреслено особливості даної роботи та її від­

мінність від існуючих напрацювань. Разом з цим, нейронний гібридний алгоритм

було визначено як основний приклад гетерогенного ансамблю, який став базовим

елементом подальших практичних експериментів.

У третьому розділі проаналізовано ряд функцій оцінки складності простору

для визначення топологічних властивостей простору та їх ефективність для кон­

солідації нейронних гібридних алгоритмів. Розглянуто як синтетичні дані, так і

класичні набори даних різних модальностей: текст, зображення, графи для задачі

n­арної класифікації. Зокрема, було розглянуто набір даних із медичними зобра­

женнями. Встановлено, що вибір конкретної функції оцінки складності суттєво

впливає на кінцевий показник робастності моделей. Крім цього, визначено, що за­

пропонований метод побудови моделей ансамблю є більш робастним у порівнянні

з унітарними нейронним аналогом (на основі оцінки рівня впливу зашумлених

та змінених даних). Разом з цим, окремо було проаналізовано найпростішу з мо­

жливих варіацій нейронного гібридного алгоритма із імпліцитним підходом до

оцінки складності простору на задачі сильно незбалансованої бінарної текстової

класифікації. Показано, що такий підхід легко перевершує набагато більші та скла­

дніші моделі глибокого машинного навчання за якісними метриками. Таким чином

показано високу адаптивність запропонованого методу до різних модальностей

даних, що є особливо важливим для згаданої вище проблеми побудови цифрових

двійників, адже для їх створення часто використовуються саме такі дані (напр.,
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для задачі оцінки змін навколишнього середовища часто використовуються як

зображення самого середовища, так і кількісні показники, наприклад, у вигляді

часових рядів, що описують зміну температури, вологості тощо).

Четвертий розділ присвячено аналізу якості запропонованого підходу для

задач фізичного моделювання, зокрема, для задач пов'язаних із рівняннями тепло­

провідності, Нав'є­Стокса та ФітцХ'ю­Нагумо. Було встановлено, що запропонова­

ний підхід є як більш робастним, так і більш точним у порівнянні із унітарними

аналогами. Було показано, що розроблений метод має високий рівень гнучкості та

дозволяє легко використовувати різні слабкі високопояснювальні моделі в межах

ансамблю, а також як автоматизовані, так і евристичні способи визначення фун­

кцій оцінки складності простору, що є особливо важливим у випадках, коли вже

існує певна інформація, яку необхідно інтегрувати до моделі. Крім цього, було ви­

кладено алгоритм побудови запропонованої моделі як для фізично­інформованих

нейронних мереж, так і для нейро­диференціальних рівнянь. У ході експериментів

було визначено, що запропонований підхід може утворювати "клаптикові" маски

простору, що суттєво ускладнюють ефективне використання даного методу, для

чого було запропоновано функцію втрат узгодженості, яка здатна вирішувати дану

проблему для певних таких функцій.

Наукова новизна отриманих результатів може бути висвітлина в наступних

пункатх:

1. Вперше запропоновано та формалізовано метод геометричної локальної

консолідації гетерогенних ансамблів на основі оцінки складності простору

вхідних даних, який забезпечує узгоджене розбиття простору між слабкими

моделями та підвищує робастність ансамблевих нейронних моделей.

2. Вперше розроблено універсальний підхід до гібридизації нейронних моделей

на основі локальної просторової складності, що дозволяє інтегрувати геоме­

тричні та топологічні властивості даних у процедуру побудови гетерогенних

ансамблів.

3. Удосконалено механізми локальної інформаційної консолідації гетерогенних

ансамблівшляхом введення функції втрат узгодженості та просторових масок

ансамблю, що зменшує фрагментацію простору, стабілізує межі прийняття

рішень і знижує варіабельність помилки.
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4. Набули подальшого розвитку та експериментально підтверджені підходи

до підвищення робастності гібридних нейронних моделей різної приро­

ди, зокрема фізично­інформованих нейронних мереж (PINNs) та нейро­

диференціальних рівнянь (NDE), а також моделей для даних різної модаль­

ності (текст, графи, зображення, зокрема медичні).

Практичне значення отриманих результатів. Результати цього дисертацій­

ного дослідження отримано в межах виконання науково­дослідницьких проєктів,

а саме:

1. Моделі простору станів для оцінки змін навколишнього середовища (Міні­

стерство освіти і науки України, 0126U001342)

2. Методи машинного навчання з адаптивним злиттям мультимодальних даних

для крос­регіонального перенесення моделей класифікації земного покриву

(Міністерство освіти і науки України, 0126U001312)

3. DT4LC: Розробка масштабованих цифрових моделей­двійників для аналі­

зу змін земного покриву за допомогою машинного навчання (Швейцар­

ський національний науковий фонд — Swiss National Science Foundation,

0125U001223)

4. Сервіси Copernicus нового покоління: інтелектуальний цифровий двійник

для аналізу лісового покриву України (Міністерство освіти і науки України,

0126U001302)

За матеріалами дисертації опубліковано 7 робіт, з яких 2 статті у міжнародних

журналах, що індексуються у Scopus (квартилі Q1 та Q2), 1 стаття в журналі, що

входить до переліку фахових видань за спеціальністю дисертації, 2 розділи у спів­

авторстві у монографіях, та 2 публікації у матеріалах міжнародних конференцій.

Ключові слова: машинне навчання, інтерпретоване машинне навчання, по­

ясненний штучний інтелект, штучний інтелект, глибоке навчання, нейронні мережі,

фізично­інформовані нейронні мережі, нейро­диференціальні рівняння, багатоша­

ровий персептрон, пошук ознак, топологічний аналіз даних, цифрові двійники,

оцінка змін навколишнього середовища, реакційно­дифузійна модель, напівкеро­

ване навчання.
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ABSTRACT

Yavorskyi O.A. Geometric local consolidation of heterogeneous ensembles.–

Qualifying scientific work as a manuscript.Dissertation for the degree of Doctor of

Philosophy in specialty 113 "AppliedMathematics" (field of knowledge 11 "Mathematics

and Statistics"). – National Technical University of Ukraine "Igor SikorskyKyiv Polytechnic

Institute", Kyiv, 2026.

Machine learning, and specifically algorithms based on neural networks, play a

significant role in both science and practical applications due to their high adaptability and

accuracy.At the same time, thesemethods lack sufficient interpretability and are generally

less robust compared to a broad class of other, classical, machine learning methods. Low

robustness leads to instability in model behavior in practice, requires additional resources

to align the model with new data, and complicates its use in domains that highly value

model reliability, such as medicine, finance, and physical modeling, among others. For

such fields, one can speak of a three­component system of requirements for models:

high robustness, interpretability, and generalizability. In other words, the model must

be resilient to noise or outliers, it should be relatively easy to explain how the model

arrived at a specific answer, and the model itself must exhibit the most stable behavior

possible when transferring from one (valid) dataset to another. Analogous requirements

are encountered, in particular, in the task of constructing digital twins (regardless of the

specific domain). This is due to the fact that such systems are multi­component, which

further amplifies the importance of the interpretability of each individual component; they

are aimed at modeling large­scale (or detailed) processes, which leads to the accumulation

of noise from each separate constituent; and the complexity and high cost of developing

such systems demand a high capacity for generalization from them.

There are a number of methods for increasing model robustness, most of which

are based on the idea of data augmentation, i.e., preparing the model for potential types

of noise. Despite their high theoretical effectiveness, such approaches introduce a series

of issues that complicate their implementation, namely: where to find or how to generate

good augmented data, how to evaluate the impact of augmented data on the existing

sample of real data, how to perform training on such data, and so forth. Furthermore,

the use of a larger amount of data evidently increases the computational requirements

and the effective size of the model. It is also important to note that such methods do not

necessarily have a positive impact on generalizability, as they are often a "mathematical
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trick" that we resort to in the absence of valid alternative datasets.

Regarding interpretability, classical machine learningmodels are fully interpretable,

whereas the majority of modern ones are so­called black boxes. Under such conditions,

interpretability is often possible only in a limited form at the stage when the model

is already fully trained (which is inefficient) and frequently even requires the training

of additional interpreter models, such as Sparse Autoencoders for language models or

state­space models, which does not simplify the overall task of analyzing model behavior

in the slightest.

In addition, a large proportion of modern neural algorithms utilizes the concept of

combiningmultiple neural components within a single, unitarymodel (e.g., a transformer)

or an ensemble, which only degrades the potential interpretability of the model itself and

complicates its analysis. Furthermore, for ensemble­based models, there is an additional

problem of coordinating information between individual components (information

consolidation). Thus, during model training, it is necessary to explicitly (or implicitly)

harmonize the flow of information between the various components of the ensemble.

Consequently, classical approaches are not equally effective for ensembles and

unitary models, as they do not account for the fundamental shift in the methods of

information transfer within an ensemblemodel and fail to mitigate the drawbacks inherent

to this approach. This makes the development of methods and approaches for improving

the robustness and interpretability of ensemble­architecture­basedmodels highly relevant.

It is precisely this aspect of the need for additional coordination that is, in fact, the primary

reason for the lower interpretability of ensemble models. Therefore, introducing a degree

of control over this process can significantly enhance model interpretability.

The objective of this dissertation is an attempt to provide one possible solution

to this problem: enhancing the robustness and interpretability of neural models by

developing a theoretically grounded method for the geometric local consolidation of

heterogeneous ensembles. This is based on evaluating the complexity of the input data

space and implementing it for hybrid, physics­informed, and neural differential models.

The ensemble itself can be viewed in this case as a simple example of a digital twin,

consisting of various component models that simulate specific logic/behavior within the

system (data).

The first chapter of this work examines the main paradigms of intelligent data

analysis, approaches to model building, and a number of classical problems associated

with their implementation and, in particular, their evaluation. It details the issue of
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machine learning model robustness and the specific features that arise during the

transition from unitary to ensemble models.

The second chapter is dedicated to presenting the core concepts of topological data

analysis, which formed the basis for the geometric component of ensemble consolidation.

It also analyzes a series of relatedworks aimed at utilizing the geometric and/or topological

properties of data to improve the performance of unitarymodels or ensembles, highlighting

the distinct features of this study and its differences from existing developments.Additionally,

the neural hybrid algorithm was identified as the primary example of a heterogeneous

ensemble, serving as the foundational element for subsequent practical experiments.

In the third chapter, a series of space complexity evaluation functions are analyzed

to determine the topological properties of the space and their effectiveness in consolidating

neural hybrid algorithms. Both synthetic data and classical datasets of various modalities

are considered: text, images, and graphs for the n­ary classification task. In particular,

a dataset of medical images was examined. It was established that the selection of

a specific complexity evaluation function significantly impacts the final robustness

metric of the models. Furthermore, it was determined that the proposed method of

constructing ensemble models is more robust compared to the unitary neural analog

(based on an assessment of the impact level of noisy and altered data). Alongside this,

the simplest possible variation of the neural hybrid algorithm, featuring an implicit

approach to space complexity evaluation, was analyzed separately on the task of highly

imbalanced binary text classification. It is shown that such an approach easily outperforms

much larger and more complex deep machine learning models in terms of qualitative

metrics. Thus, the high adaptability of the proposed method to various data modalities

is demonstrated, which is particularly important for the aforementioned problem of

constructing digital twins, since such data are frequently used for their creation (e.g., for

the task of assessing environmental changes, both images of the environment itself and

quantitative indicators—such as time series describing changes in temperature, humidity,

etc. — are commonly utilized).

The fourth chapter is dedicated to analyzing the quality of the proposed approach

for physical modeling tasks, particularly those related to the Heat, Navier­Stokes, and

FitzHugh­Nagumo equations. It was found that the proposed approach is both more

robust and more accurate compared to unitary analogs. It was demonstrated that the

developed method possesses a high level of flexibility and facilitates the easy utilization

of various weak, highly interpretable models within an ensemble, as well as both
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automated and heuristic ways of defining space complexity evaluation functions. This

is especially important in cases where pre­existing information must be integrated into

the model. Furthermore, an algorithm for constructing the proposed model was outlined

for both physics­informed neural networks and neural differential equations. During the

experiments, it was determined that the proposed approach can generate "patchwork"

spatial masks that significantly complicate the effective use of this method; to resolve

this, a consistency loss function was proposed that is capable of addressing this issue for

certain functions of this type.

Scientific novelty of the obtained results can be highlighted in the following points:

1. For the first time, a method for the geometric local consolidation of heterogeneous

ensembles based on evaluating the complexity of the input data space has been

proposed and formalized, which ensures a consistent partitioning of the space

among weak models and increases the robustness of ensemble neural models.

2. For the first time, a universal approach to the hybridization of neural models based

on local spatial complexity has been developed, allowing for the integration

of geometric and topological data properties into the procedure for building

heterogeneous ensembles.

3. Mechanisms for the local information consolidation of heterogeneous ensembles

have been improved through the introduction of a consistency loss function and

spatial ensemble masks, which reduces space fragmentation, stabilizes decision

boundaries, and decreases error variability.

4. Approaches to increasing the robustness of hybrid neural models of various natures,

particularly physics­informed neural networks (PINNs) and neural differential

equations (NDEs), as well as models for data of different modalities (text, graphs,

images, including medical), have been further developed and experimentally

validated.

Practical significance of the obtained results. The results obtained in this work

have been applied in the following projects:

1. DT4LC: Development of scalable digital twin models for analyzing land cover

changes usingmachine learnin (Swiss National Science Foundation, 0125U001223)
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2. Machine learning methods with adaptive multimodal data fusion for cross­regional

transfer of land cover classification models (Ministry of Education and Science of

Ukraine, 0126U001312)

3. Next­generation Copernicus services: an intelligent digital twin for forest cover

analysis in Ukraine (Ministry of Education and Science of Ukraine, 0126U001302)

4. State space models for environmental changes assessment (Ministry of Education

and Science of Ukraine, 0126U001342)

Based on the dissertation materials, 7 scientific works were published, including 2

articles in international journals indexed in Scopus (quartiles Q1 and Q2), 1 article in a

journal included in the list of professional publications in the dissertation's specialty, 1

two­author monograph chapter, 1 multi­author monograph chapter, and 2 publications

in international conference proceedings.

Keywords: machine learning, interpretable machine learning, explainable AI,

artificial intelligence, deep learning, neural networks, physics­informed neural networks,

neural­differential equations, multilayer perceptron (MLP), feature extraction, topological

data analysis, digital twins, environmental change assessment, reaction­diffusion models,

semi­supervised learning.
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ВСТУП

Актуальність роботи. Різні методи розумного аналізу даних, зокрема, ма­

шинне навчання та алгоритми штучного Інтелекту, наразі є одними з найбільш

широковикористовуваних підходів в обробці даних як в науковій, так й у пра­

ктичній царинах [1]. Це пов'язано, в першу чергу, з простотою імплементації та

якісними властивостями цих підходів. Зокрема, серед найбільш поширених методів

можна виділити моделі на основі нейронних мереж, які за відносно короткий час

своєї популярності, стали невід'ємними складовими багатьох теоретичних підходів

та практичних застосувань [2]: від фармацевтики [3] до розпізнавання покриву

землі [4]. Утім, зазначені моделі мають ряд загальновідомих недоліків, серед яких

схильність до перенавчання та відносно низька робастність [5], що суттєво ускла­

днює їх імплементацію у зв'язку з ризиками, що пов'язані із низькою надійністю

таких моделей. Разом із цим, загалом, моделі на основі нейронних мереж мають

низьку інтерпретовність (англ., black­box problem), що додатково знижує рівень

довіри до них [6], через низьку контрольованість та передбачуваність, у порівнянні

з рядом інших моделей (напр., на основі правил; англ. rule­based) [7].

Через це, виникає необхідність у розробці методів, що дозволяють покращити

надійність таких моделей шляхом покращення робастності та інтерпретовності.

Одним із відомих підходів у цьому напрямку є побудова ансамблів, що, зазвичай,

являють собою набір невеликих "копій" певної моделі (так звані, слабкі учні), ін­

ференс яких узагальнюється або окремим мета­учнем або евристичним правилом

(напр., через голосування) [8]. Важливим питанням при побудові таких моделей є

проблема інформаційного потоку, зв'язку між моделями (інформаційна консолі­

дація), адже саме це визначає ефективність конкретної моделі: занадто активний

обмін є дорогим і може знижувати робастність, у порівнянні з більш ізольованим

підходом, який, у свою чергу, може призводити до погано узгоджених моделей, які

мають високу варіабельність помилки [9]. Дійсно, для погано­інформованих моде­

лей виникає проблема оцінки границь між різними підпросторами (напр., границя

між різними класами для задачі класифікації), адже такі ділянки є складними для

вивчення [10], а їх цілеспрямоване вивчення (за допомогою окремої моделі/­ей)

зазвичай призводить до суттєвого перенавчання такої моделі. Так, консолідацію,

що спрямована на узгодження в межах певної частини підпростору ми називає­

мо локальною (напр., функція втрат, що покращує узгодженість пари моделей на
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окремій границі стику двох чи декількох класів для відповідної задачі), натомість

така, що бере до уваги усю наявну інформацію — глобальною (напр., функція

втрат, що мінімізує загальну помилку на границі будь­яких класів, для всіх наявних

слабких моделей) [11]. Окрім цього, ансамблі нейронних алгоритмів, звісно ж, є

менш інтерпретовними, у порівнянні з аналогічними унітарними моделями, що

призводить до певного "обміну" пояснювальності на робастність.

Таким чином, постає питання чи можливо отримати як більш інтерпретовну,

так і більш робастну модель на основі нейронних мереж на базі ансамблевого

підходу. Разом із цим, бажано, аби такий підхід мав помірковану складність, аби

вона не стала на заваді практичній імплементації даного підходу. У даному питанні

багатообіцяючим є ідея використання не гомогенних, а гетерогенних ансамблів

(дозволяєтсья використання принципово різних моделей, а не мініатюризованх

копій), що дозволить з одного боку зменшити обчислювальну складність, а з іншо­

го, у випадку використання інтерпретовних моделей, підвищити середній рівень

пояснювальності моделі. Утім, залишається питання інформаційної консолідації

таких гетерогенних ансамблів, яке пропонується розв'язати за допомогою викори­

стання топологічних та геометричних властивостей простору даних; дана інфор­

мація може бути використана для покращення зв'язку між слабкими моделями без

побудови додаткових абстракцій, пропонуючи природне розбиття простору для

моделей, яке, що важливо, має формальне підґрунтя і не є випадковим а отже, є

більш простим для вивчення та генералізації для моделей.

Мета та задачі дослідження. Метою дисертаційної роботи є підвищення ро­

бастності, інтерпретованості та узагальнювальної здатності нейронних моделей

шляхом розроблення теоретично обґрунтованого методу геометричної локаль­

ної консолідації гетерогенних ансамблів на основі оцінки складності простору

вхідних даних та його впровадження для гібридних, фізично­інформованих і нейро­

диференціальних моделей. Для виконання поставленої мети необхідно вирішити

наступні задачі:

1. Провести огляд та аналіз методів геометричної оцінки складності простору,

методів оцінки робастності, методів консолідації ансамблів

2. Розробити метод гібридизації нейронних моделей на основі просторової

складності вхідного простору

3. Розробити метод локальної консолідації гетерогенних ансамблів на основі
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гібридних нейронних мереж

4. Оцінити ефективність запропонованого методу для класичних нейронни ар­

хітектур та фізично­інформованих моделей та задач на даних різної модаль­

ності

Об'єктом дослідження є гетерогенні ансамблі на основі гібридних нейронних

мереж, а предметом − методи локальної консолідації гетерогенних ансамблів на

основі властивостей вхідного простору.

Методи дослідження: аналіз, моделювання, експеримент, морфологічні пере­

творення, методи машинного та глибинного навчання, а також обробка та синтез

різних модальностей даних.

Наукова новизна дсолідження може бути підсумована наступним чином:

1. Вперше запропоновано та формалізовано метод геометричної локальної

консолідації гетерогенних ансамблів на основі оцінки складності простору

вхідних даних, який забезпечує узгоджене розбиття простору між слабкими

моделями та підвищує робастність ансамблевих нейронних моделей.

2. Вперше розроблено універсальний підхід до гібридизації нейронних моделей

на основі локальної просторової складності, що дозволяє інтегрувати геоме­

тричні та топологічні властивості даних у процедуру побудови гетерогенних

ансамблів.

3. Удосконалено механізми локальної інформаційної консолідації гетерогенних

ансамблівшляхом введення функції втрат узгодженості та просторових масок

ансамблю, що зменшує фрагментацію простору, стабілізує межі прийняття

рішень і знижує варіабельність помилки.

4. Набули подальшого розвитку та експериментально підтверджені підходи

до підвищення робастності гібридних нейронних моделей різної приро­

ди, зокрема фізично­інформованих нейронних мереж (PINNs) та нейро­

диференціальних рівнянь (NDE), а також моделей для даних різної модаль­

ності (текст, графи, зображення, зокрема медичні).

Практичне значення: результати цього дисертаційного дослідження отримано

в межах виконання науково­дослідницьких проєктів, а саме:
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1. Моделі простору станів для оцінки змін навколишнього середовища (Міні­

стерство освіти і науки України, 0126U001342)

2. Методи машинного навчання з адаптивним злиттям мультимодальних даних

для крос­регіонального перенесення моделей класифікації земного покриву

(Міністерство освіти і науки України, 0126U001312)

3. DT4LC: Розробка масштабованих цифрових моделей­двійників для аналі­

зу змін земного покриву за допомогою машинного навчання (Швейцар­

ський національний науковий фонд — Swiss National Science Foundation,

0125U001223)

4. Сервіси Copernicus нового покоління: інтелектуальний цифровий двійник

для аналізу лісового покриву України (Міністерство освіти і науки України,

0126U001302)

Особистий внесок здобувача: усі основні результати дисертаційного дослі­

дження, представлені до захисту, одержані автором самостійно. У [12] автором

було виконано математичне порівняння та формалізацію PTIC моделі із Naïve

Bayes, проведено аналіз методу оцінки поточкової взаємної інформації, що став

основою запропонованого підходу. Було експериментально доведено переваги ре­

зультуючої моделі, у порівнянні з рядом SOTA моделей на основі незбалансованої

задачі бінарної класифікації текстових даних. Сама PTIC модель стала прикладом

найпростішої гібридної моделі, в межах викладеної методології даної дисертації.

У роботі [13] автором було запропоновано метод аналізу багаточасткових графів

на основі топологічного аналізу даних. Було оримано експериментальне підтвер­

дження, що різні методи представлення (англ., embedding) графів призводять до

різних топологічних характеристик результуючих просторів вкладень, що дозволяє

говорити про дискримінуючу здатність таких підходів для оцінки властивостей

просторів представлень та що мотивувало використання даних підходів для консо­

лідації в межах даної роботи.

У [14] роботі здобувачем було представлено методологію побудови цифрових

двійників на основі фізично­інформованих моделей для оцінки змін земного покри­

ву. Зазначено, що актуальність даного підходу полягає у вимогах таких двійників

щодо інтерпретовності та робастності, у зв'язку зі специфікою їх практичного

застосування. Одним із прикладів таких фізично­інформованих моделей можуть
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слугувати гібридній нейронні алгоритми, що було детально проаналізовано у Роз­

ділі 4 даної дисертації.

Апробація матеріалів дисертації: результати та основні положення роботи

подавалися та обговорювалися на:

1. O. Bauzha, A. Kramov, and O. Kramov, "Estimation of the Factual Correctness of

Summaries of a Ukrainian­language Silver Standard Corpus," CEURWorkshop

Proceedings (IT&I Workshops), vol. 3643, 2023.

2. O. Yavorskyi, A. Asseko­Nkili, and N. Kussul, "Persistent Homology in Machine

Learning:Applied Sciences Review," in Proc. 11th Int. Conf. onApplied Innovations

in IT (ICAIIT), 2023, doi: 10.25673/101914

3. О. Яворський та Д. Харь, "1+lambda GP encodings GA for secure multimodal

computations," у Методи комп'ютерного зору і глибинних нейронних мереж

для еколого­економічного аналізу [Монографія], Н. М. Куссуль, А. Ю. Ше­

лестов, А. М. Лавренюк, Б. Я. Яйлимов, Г. О. Яйлимова, А. В. Колотій, С.

Ю. Дрозд, В. В. Савін, П. В. Мікава, І. А. Кириленко, О. А. Яворський, А. О.

Охріменко, О. М. Пархомчук, Д. Ф. Харь, та Є. А. Волкова. Київ: Наукова

думка, 2024, pp. 172–188. ISBN: 978­966­00­1940­9

4. N. Kussul, G. Giuliani,A. Shelestov, S. Drozd,A. Kolotii,Ye. Salii,A. Cherniatevych,

O.Yavorskyi, V.Malyniak, and Ch. Poussin, "Digital Twins for Land Use Change,"

in SystemAnalysis and Data Mining [Book Chapter], vol. 609, Studies in Systems,

Decision and Control, M. Zgurovsky and N. Pankratova, Eds. Cham: Springer,

2026, pp. 371–389. ISBN: 978­3­031­97528­8, doi: 10.1007/978­3­031­97529­

5_22

Публікації: за матеріалами дисертації опубліковано 7 робіт, з яких 2 статті у

міжнародних журналах, що індексуються у Scopus (квартилі Q1 та Q2), 1 стаття в

журналі, що входить до переліку фахових видань за спеціальністю дисертації, 2

розділи у співавторстві у монографіях, та 2 публікації у матеріалах міжнародних

конференцій.

Структура та обсяг дисертації: робота складається із анотації (українською

та англійською мовами), списку публікацій здобувача, змісту, переліку умовних

позначень, вступу, чотирьох розділів, загальних висновків та списку використаних
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джерел. Робота містить: 127 сторінок основного тексту; 8 рисунків; 20 таблиць.

Список використаних джерел містить 140 найменувань і займає 14 сторінок. За­

гальний обсяг дисертаційної роботи – 162 сторінок.
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1. РОЗУМНИЙ АНАЛІЗ ДАНИХ

1.1. Базові положення аналізу даних

1.1.1. Основні парадигми розумного аналізу даних

Дане дослідження присвячено проблемі побудови більш якісних, ефективних

методів аналізу даних. Тому релевантним є короткий розгляд того що ж таке

аналіз даних та яким він буває, аби краще зрозуміти конкретну проблематику цієї

роботи та ті питання, на які ми будемо намагатись дати відповідь. Аби розрізнити

інтелектуальний та класичний аналіз даних, ми будемо використовувати наступне,

досить неформальне визначення. Розумний аналіз даних — це набір алгоритмів та

евристичних методів, ефективність яких зростає із збільшенням обсягу вхідної

інформації.

Дійсно, така поведінка не є загальною властивістю алгоритмів. Можна роз­

глянути загальний випадок лінійного алгоритму пошуку, цільовий показник якого

(швидкість) буде зменшуватися із збільшенням кількості вхідної інформації, при­

пускаючи, що алгоритм реалізовано правильно і він дасть задовільний результат,

тобто відповідь на пошуковий запит завжди буде знайдена і вона буде правильною.

З іншого боку, прикладом інтелектуального алгоритму є лінійна регресія,

цільовий показник якої (точність та/або надійність) загалом покращується від збіль­

шення обсягу даних. Нижче ми коротко обговоримо різні класи таких алгоритмів.

Слід зазначити, що алгоритми, такі як лінійний пошук, можуть використовуватися

в більш складних конфігураціях для виконання інтелектуальних обчислень. Тому

ми підкреслюємо, що наведене вище визначення є умовним і має свої ситуативні

обмеження. Далі, під інтелектом алгоритмів ми будемо розуміти їх здатність до си­

муляції інтелектуальної діяльності людини (наприклад, їх здатність до розрізнення

певних об'єктів, здатність до генералізації тощо).

На початку розгялнемо детерміновані алгоритми або алгоритми правил.

Ця категорія включає алгоритми та системи, чия інтелектуальна поведінка виража­

ється через виконання попередньо­закодованих правил та логіки. Інтелект таких

алгоритмів чітко визначений у їх архітектурі і не змінюється із часом або за інших

умов. Зауважимо, що такі алгоритми знаходяться на межовому рівні, відповідно

до нашого означення, адже їх цільовою метрикою є коректність відповіді, але вона

не змінюється від кількості даних напряму. Зазвичай, такі алгоритми відносять до
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загального напрямку штучного інтелекту ("ШІ"), але не до машинного навчання

("МН"), яке є окремим випадком ШІ. Таким чином, ми можемо уточнити попере­

днє визначення кажучи, що алгоритми, які симулюють інтелектуальну людську

діяльність та чиї цільові показники, загалом, покращуються із збільшенням даних

відносяться до МН, якщо ж збільшення даних не впливає на їх цільові метрики, то

ці алгоритми можна віднести до ШІ, що є окремим випадком розумних обчислень.

До згаданих вище ШІ підходів зазвичай відносять:

• Експертні системи: Складаються з бази знань (набір фактів і правил, пар

"якщо­то", що створені експертами­людьми та/або іншими моделями ШІ)

та механізму генерації висновку (який застосовує ці правила до нових даних

для генерації відповіді) [15].

• Моделі нечіткої логики та м'які обчислення: Ці підходи складаються з

моделей та систем, що можуть моделювати n­арні та ймовірнісні відношення

[16].

• Евристичні алгоритми пошуку:Алгоритми, такі якA* (A­star) та інші мето­

ди пошуку "найкращого першого". Інтелектуальність цих алгоритмів полягає

у їх здатності знаходити оптимальні значення не використовуючи класичні

алгоритми оптимізації, покладаючись на умови задачі, що визначаються

користувачем [17].

Варто зазначити, що таке розділення не є жорстким і всі зазначені вище

підходи часто використовуються разом в межах однієї моделі, для досягнення

кращих результатів. Це ж стосується і всіх наступних типів моделей.

У порівнянні з алгоритмами правил, машинне навчання, загалом, вима­

гає менше експертних знань про проблему, що дозволяє працювати не тільки з

випадками, що вже є складними, але й цілеспрямовано конструювати все більш

складні задачі для підвищення якості результатів. Машинне навчання добре під­

ходить до задач із складною логікою, проблем високої розмірності та ситуацій,

коли кількість наявної інформації про проблему є дуже малою. Така гнучкість

та невибагливість робить моделі МН все більш популярними на практиці. Утім,

вважається що, інтерпретовність результатів та робастність моделей МН є ниж­

чою, ніж у детермнінованих алгоритмів. Можна виділити наступні напрямки в

архітектурах Машинного навчання:
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• Біологічні: еволюційні алгоритми, алгоритми ройової поведінки, імунні ал­

горитми, алгоритмштучних нейронів та інші; загальна ідея цих підходів поля­

гає в симуляції процесу передачі інформації, що наявний в біологічних проце­

сах мікро чи макро рівня. В центрі таких алгоритмів лежить певна ідеалізова­

на (симпліфікована) модель процесу передачі інформації між "біологічними"

компонентами. Зважаючи на відсутність фізично­обгрунтованих обмежень

(наприклад, швидкість хімічної реакції), такі моделі можуть швидко досягати

якісних результатів у роботі із великою кількістю даних [18, 19, 20].

• Фізичні: алгоритм симуляції відпалу (англ., Simulated Annealing), маши­

ни Больцмана, енергетичні моделі, дифузійні моделі і так далі. Суть таких

алгоритмів часто полягає у використанні симпліфікованої моделі певного

фізичного процесу (напр., нагрівання), що формалізується процес передачі

інформації. Як і більшість біологічних моделей, цей клас алгоритмів, у своїй

більшості, є доволі вимогливим з точки зору обчислень, але у свою чергу

пропонує невелику кількість обмежень чи вимог щодо функції втрат, форми

задачі тощо [21, 22].

• Баєсівські: до цієї категорії відносять варіації наївних Баєсівських алгори­

тмів та ланцюгів Маркова [23].

• Формальні: до цього класу належать багато так званих класичних алгоритмів

машинного навчання, наприклад метод опорних векторів, метод найближ­

чих сусідів та інші. Суть цих алгоритмів полягає у (часто) не­ймовірнісному

пошуку стану моделі, що задовільняє певним формальним умовам (напр., зна­

ходження мінімальної кількості кластерів чи максимальної кількості класів

певного розміру тощо) [24].

1.1.2. Архітектурні підходи в машинному навчанні

Відповідно до вищенаведених парадигм, існує безліч алгоритмів, що реалізова­

ні в межах певної архітектури. Самі архітектури можна поділити за принципом

наступних опозицій:

• детерміновані (напр., алгоритм найближчих сусідів) чи ймовірнісні (генети­

чний алгоритм)
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• генеративні (дифузійні моделі) чи дискримінативні (логістична регресія) [25]

• чи наявний механізм пам'яті (довго­, короткострокової чи обох) (напр., LSTM

[26])

• чи наявний механізму уваги (напр., трансформери [27])

• чи є параметричним (чи пам'ятає модель самі дані чи тільки вивчені нею

властивості даних)

• чи є символьним алгоритмом (наявність чітких правил в архітектурі, які

модель не може порушити)

• чи є ансамблем моделей [28]

Важливо зазначити, що відсутність, наприклад, спеціалізованої компоненти

уваги не означає, що алгоритм не зможе досягти порівняно гарних результатів

для задачі, що характеризується вимогою до симуляції такої властивості як увага.

Це пов'язано як з емерджентними властивостями моделей (модель починає про­

являти поведінку, яка не є цільовою, утім яка допомагає розв'язати задачу [29]),

так і з "неоднозначністю" математичних операцій. Під неоднозначністю ми маємо

на увазі, що певний набір математичних операцій та перетворень, хоча і не був

направлений на симуляцію певної поведінки, може відтворювати таку в якості

певного "додаткового ефекту". Більше того, зазвичай, емерджентні властивості

моделей і пояснюють через такі додаткові ефекти математичних операцій.

1.1.3. Деякі відомі проблеми машинного навчання

Як було зазначено вище, МН, як і будь­які методи, що є популярними на пра­

ктиці, мають два вектори проблем. Перший вектор пов'язаний з математичними

властивостями моделей та архітектур, тоді як другий стосується особливостей

практичної імплементації. Нижче ми розглянемо декілька питань, що стосуються

обох напрямків. Звісно, цей список не є вичерпним і знаходиться під впливом

тематики даної роботи.

• Перенавчання та недонавчання: є класичною проблемою, що пов'язана з

питанням знаходження балансу між точністю та робастністю або зсувом та

дисперсією (англ., bias­variance tradeoff) [30].
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– Перенавчання (висока дисперсія): Модель стає занадто складною

з точки зору репрезентації стану, адже запам'ятовує (кодує) занадто

велику кількість властивостей вхідних даних (висока дисперсія). Через

це модель погано генералізується навіть поза межами тренувальної

вибірки.

– Недонавчання (сильний зсув):Модель має занадто симпліфіковану

репрезентацію стану, що призводить до поганих (утім часто більш

стабільних) показників в межах навчальної та тренувальної вибірок.

Важливо підкреслити,що дана проблема не заждимає практичний розв'язок.

Тобто комбінація даних, що наявні для тренування, не зажди може гаранту­

вати досягнення генералізації на достатньо високому рівні.

Окрім цього, варто зазначити, що ця проблема не має прямого зв'язку

із над­параметризацією, хоча наявність останньої є необхідною для появи

перенавчання.

• Прокляття розмірності: із зростанням кількості просторовості даних n,

експоненційно збільшується об'єм простору властивостей (англ., features),

що асоціюються з даними. Це призводить до того, що багато класичних

алгоритмів (напр., найближчих сусідів) суттєво деградують зі збільшенням

простору, вимагаючи велику кількість ресурсів для досягнення задовільної

якості [31].

• Інтерпретовність та проблема чорної скрині: Більшість алгоритмів

машинного навчання є так званими чорними скринями. На практиці, це

зазвичай означає неможливість напряму інтерпретувати внутрішні стани

моделі, що призводить до: а) ускладненої інтерпретації результатів та б)

технічної та практичної неможливості детерміновано впливати на певні

властивості моделі [32].

Фактично це призводить до того, що отримавши певний результат під

час інференсу, користувач не може зрозуміти (змоделювати) причину такої

відповіді, спрогнозувати якою буде відповідь у суміжних випадках та запро­

понувати методи покращення моделі через формальну зворотну інженерію

(аналогічно до задач теорії контролю).
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• Обчислювальна складність: як було зазначено, існує певна позитивна ко­

реляція між розміром моделі, тим, як довго модель навчалась та кількістю

даних з одного боку та якісними властивостями моделі ­ з іншого. Таким

чином, часто для отримання кращих результатів необхідно витратити більше

ресурсів під час навчання (та іноді і під час інференсу). З певного момен­

ту, кількість ресурсів стає неспівставною із вигодою від них, що обмежує

можливості існуючих моделей [33].

1.1.4. Оцінка якісних властивостей моделей

Кількісна оцінка моделі, зазвичай, включає в себе значення функції втрат на

найкращій з наявних епох під час тренування та формальні характеристики моделі

(розмір, обчислювальні вимоги та обмеження інференсу тощо). Утім, оскільки

не існує гарантії прямої кореляції між зниженням функції втрат та покращенням

практичних властивостей моделі, використовуються якісні метрики оцінки, які

залежить від конкретного завдання. Дійсно, для мовної моделі функцією втрат

можна обрати ймовірність некоректного передбачення наступного слова / токена

(задача регресії), утім зменшення цього значення не гарантує того, що модель зможе

краще відповідати на запитання з конкретно історії літератури, що і обумовлює

влаживість якісних оцінок. Нижче ми розглянемо основні методи до побудови

таких оцінок, більше інформації можна знайти, наприклад у [34, 35].

• Класифікація:

– Матриця невідповідностей: Таблиця, що відображає співвідношення

істинно коректних (англ., True Positive, TP), хибно коректних (англ.,

False Positive, FP), істинно негативних (англ., True Negative, TN) та

хибно негативних (англ., False Negative, FN) передбачень.

– Точність: є відношенням істинно коректних передбачень до всіх перед­

бачень називають точністю. A = (TP + TN)/(TP + TN +FP +FN).

Проблемою точності є те, що для незбалансованих даних (наприклад,

один клас домінує інший в декілька порядків) така метрика не є кон­

структивною через розмиття через усереднення.

– Влучність: є відношенням істинно коректних передбачень до суми

істинно коректних та хибно коректних: P = TP/(TP + FP ).
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– Повнота: відображає здатність моделі віднайти всі правильні резуль­

тати в межах вибірки R = TP/(TP + FN).

– F1­Score: це гармонічне середнє між влучністю та повнотою, що часто

використовується через свою відносну стабільність в широкому класі

задач: F1 = 2 · (P ·R)/(P +R).

• Регресія

– Середньоквадратична похибка (англ., Mean Squared Error, MSE): є

середнім квадрата різниці між передбаченим та реальним значенням,

така функція суттєво штрафує за сильні абсолютні відхилення під час

передбачень.

MSE =
1

m

m∑
i=1

(h(x(i))− y(i))2

– Середня абсолютна похибка (англ., Mean Absolute Error, MAE): є

абсолютною різницею між передбаченим значенням та реальним.

– R­квадрат (R2): коефіцієнт детермінації, що вимірює пропорцію варіа­

ції в цільовій змінній, що пояснюється (передбачається коректно) на

основі вхідних даних.

• Кластеринг: Оцінка кластеризаційних алгоритмів часто є більш складною,

оскільки не існує відповідних маркерів (англ., labels) — інакше це було б

задачею класифікації, а самі алгоритми часто гарантовано збігаються до пев­

ного "ідеального" стану мінімізованою інтра­ чи інтер­кластерної відстані.

Тому якісними метриками зазвичай є такі, що опосередковано відобража­

ють оптимальність розподілу інформації або репрезентаційну інформаційну

щільність. Дійсно, якщо кластеризація визначає для кожної точки окремий

кластер, то вважати її ефективною важко, навіть якщо це гарантує досягнення

глобального мінімуму [36, 37].

– Внутрішні метрики: оцінюють якість кластерів на основі властивостей

самих кластерів.

* Коефіцієнт силуету: оцінює наскільки схожі об'єкти, що належить

до одного і того самого кластеру (когезія) і наскільки відмінні від

інших кластерів (сепарація).



32

– Зовнішні метрики: використовуються для аналізу результатів, якщо

існує певна кількість маркерів, що можуть бути використані для тесту­

вання, але не для тренування.

* Індекс Ранда з поправкою (англ., Adjusted Rand Index, ARI):

визначає схожість між істинними маркерами і тими, що було ви­

значено алгоритмом з поправкою на випадковість операції.

Як можна побачити, всі згадані метрики є статичними, відповідно до

наборів даних, що використовуються. Це може здатися контрінтуїтивним,

адже статичність є важливою лише під час навчання (тобто для функції втрат,

кількісної оцінки) адже вона запобігає витоку даних з тестувальної вибірки до

тренувальної. Причиною використання статичних метрик часто стає бажання

використати якомога більше даних для тренування. Тоді для більш складної

оцінки просто не вистачає даних. Ми віримо що із розквітом синтетичних

даних та покращенням багатьох методів та методологій агрегації даних такий

підхід має зазнати змін, а динамічна оцінка має стати стандартом.

Динамічною оцінкою якісних характеристик ми називаємо такий аналіз пове­

дінки моделі, що передбачає використання різних семплів в межах одного

розподілу або різних розподілів. Сам цей підхід є класичним і зазвичай вико­

ристовується під час оцінки робастності (стабільності).

• Робастність:

– Стабільність моделі вимірюється як відхилення (різниця) між резуль­

татами тестового набору даних відповідно до цільового показника,

наприклад, точності, та будь­яким іншим набором даних, крім навчаль­

ного та тестового наборів. Наприклад, якщо модель показує точність

0,95 на тестових даних і 0,90 на якомусь іншому наборі даних, то відхи­

лення становить 5.% [38].

– Модель називається ε­стійкою, якщо вона є ε­стабільноющодо ε­сильного

шуму. Легко помітити, що це визначення пов'язане з відповідним понят­

тям стабільності з теорії динамічних систем. Більше того, це визначення

не є відносним, а абсолютним щодо ε, що робить його набагато більш

значущим на практиці.
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Утім, варто зазначити, що фактично таке визначення використову­

ється порівняно рідко і пов'язане зі складністю інтерпретації шуму.

Дійсно, якщо шум носить випадкову природу, то легко можна уявити

ситуацію, коли він припав на більшу (чи меншу) долю принципово

значущих властивостей у вхідних даних. Це, у свою чергу, призводить

до необхідності у великий кількості експериментів та / або специфічно­

му виборі шуму та його масок, що може суттєво ускладнити оцінки,

приносячи більшу ймовірність людської помилки.

Крім цього варто зазначити, що однією з якісних метрик є генералізація

алгоритму. Цюметрику часто замінюють робастністю, маючи на увазі, що алгоритм,

який зміг генералізуватись обов'язково є робастним. Утім, фактично, робастність є

необхідною, але не достатньою умовою.

Формально, генералізацію зручно визначати в межах конкретних наборів

даних, тобто як генералізацію в межах вибірки розподілу, в межах самого розподілу,

поза розподілом, в межах задачі тощо [39, 40, 41]. Для простоти, можна вважати, що

модель є генералізованою в межах, наприклад, розподілу, якщо вона є ε­робастною

на кожній вибірці з цього розподілу. Часто вводиться пом'якшуюча умова, яка

вимагає ε­робастності лише в якихось (доволі широких) межах, дозволяючи моделі

мати гіршу поведінку на самих хвостах розподілу.

1.2. Робастність моделей машинного навчання

1.2.1. Від ERM до робастної оптимізації

Стандартний підхід до навчання моделей машинного навчання полягає в емпіри­

чній мінімізації ризику (англ., ERM). Мета полягає в тому, щоб знайти параметри

моделі θ, які мінімізують очікувані втрати на тренувальному розподілі Dtrain:

min
θ

E(x,y)∼Dtrain
[L(fθ(x), y)]

де fθ — це модель, параметризована θ, а L— це функція втрат. Недоліком ERM є

його вразливість до зсувів у розподілі даних. Модель, навчена згідно з ERM, може

погано узагальнюватися, якщо тестовий розподіл Dtest суттєво відрізняється від

Dtrain (Dtrain 6= Dtest).

Для подолання обмежень ERM в умовах "несприятливого середовища" (англ.,
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adversarial environment) була запропонована робастна оптимізація. Вона замінює

стандартну мінімізацію ризику на мінімаксну задачу. Тут і далі ми періодично

використовуємо термінологію з розділу Машинного навчання під назвою "зма­

гальне навчання" (англ., adversarial training). Така парадигма передбачає існування

умовного зловмисника, що намагається атакувати модель надаючи зашумлені дані

під час навчання або інференсу чи впливаючи на поведінку моделі іншим чином.

Цей підхід дозволяє зробити певний pre­mortem і покращити надійність моделі

ще до теоретичної атаки. Звісно, під атакою тут не обов'язково розуміти дійсний

злочин, а скоріш виникнення певних несприятливих умов, що можуть вплинути на

модель. Тому термінологія зі словом adversarial буде мати декілька перекладів: як

змагальний (напр., generative adversarial network, генеративно­змагальна мережа) і

як несприятливий або ворожий (напр., adversarial attack on a system, ворожа атака

на систему) [5].

В основі змагальної стійкості лежить ідея пошуку "найгіршого" збурення δ

для кожного вхідного прикладу x. Це збурення δ шукається в межах допустимої

множини ∆, яка зазвичай є `p­нормованою кулею (наприклад,∆ = {δ : ‖δ‖p ≤ ε}).
Внутрішня задача максимізації (або "атака") формалізується так:

max
δ∈∆
L(fθ(x+ δ), y)

Ця формула описує спробу зловмисника знайти такий зсув δ, який максимізує

втрати моделі для пари (x, y).

Повна ціль робастної оптимізації поєднує цю внутрішню максимізацію із зов­

нішньою мінімізацією за параметрами моделі θ. Модель навчається мінімізувати

втрати у найгіршому випадку:

min
θ

E(x,y)∼D

[
max
δ∈∆
L(fθ(x+ δ), y)

]
Розв'язання цієї мінімаксної задачі є нетривіальним завданням. На практиці,

задача апроксимується, анприклад, методом PGD (англ., Projected Gradient Descent

[42]), який є ітеративним методом першого порядку. PGD наближено розв'язує

внутрішню задачу максимізації (генеруючи змагальний приклад x+ δ), після чого

виконується один крок стохастичного градієнтного спуску для зовнішньої задачі

мінімізації, використовуючи цей згенерований приклад. Таким чином, змагальне

тренування є стохастичною градієнтною апроксимацією цієї цілі. DRO (англ.,
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Distributionally Robust Optimization) є більш загальною та сильною парадигмою,

яка розширює ідею робастності за межі окремих прикладів до цілих розподілів

даних.

Замість того, щоб захищатися від найгіршого збурення для конкретного

прикладу, DRO має на меті захиститися від найгіршого розподілу даних Q, який

знаходиться в "околі" (англ., ambiguity set) емпіричного розподілу P . Цільова

функція DRO має вигляд:

min
θ

sup
Q∈B(P )

E(x,y)∼Q[L(fθ(x), y)]

Тут B(P )— це "множина невизначеності" (англ., ambiguity set), яка містить усі

розподіли Q, що вважаються "близькими" до P . Ця близькість часто визначається

за допомогою φ­дивергенцій (наприклад, KL­дивергенція) або відстані Вассер­

штейна.

Парадигма DRO об'єднує різні поняття стійкості:

• OOD­стійкість (стійкість до зсуву розподілу): Оптимізуючи для найгіршо­

го розподілу Q з множини B(P ), DRO безпосередньо моделює стійкість до

зсувів у розподілі даних [43].

• Змагальна стійкість: Було показано, що змагальна стійкість (мінімаксна

задача, описана вище) може розглядатися як окремий випадок DRO. Зокре­

ма, оптимізація змагальної стійкості в межах `p­кулі є двоїстою до задачі

DRO, де множина невизначеності B(P ) визначена за допомогою відстані

Вассерштейна [44].

Одним з найбільш фундаментальних спостережень є існування компромісу

між стійкістю та точністю (англ., Robustness­Accuracy Trade­off) [45]. Теоретично

доведено та емпірично спостерігається, що оптимізація моделі для досягнення

високої та стійкої точності проти збурень δ часто неминуче призводить до зниження

стандартної точності (standard accuracy) на "чистих" даних без збурень.

Окрім цього, підвищення робастності має і свій особистий тип перенавчання

— робастне перенавчання — це ситуація, коли модель добре узагальнює стан­

дартну точність на тестовому наборі, але зазнає невдачі в узагальненні стійкої

точності. Тобто, робастна точність на тренувальному наборі зростає, тоді як роба­

стна точність на тестовому наборі починає падати. Це часто означає, що модель



36

"перенавчилася" на конкретний тип атаки, що використовується під час тренування

(наприклад, PGD з фіксованою кількістю кроків), і втратила здатність захищатися

від інших, можливо, сильніших атак [46].

Щоб теоретично зрозуміти та виміряти розрив між емпіричним робастним

ризиком (виміряним на тренувальних даних) та "справжнім" робастним ризиком

(на всьому розподілі), існує ряд інструментів, наприклад Можливо Майже Коре­

ктне навчання (англ., ProbablyApproximately Correct learning, PAC) [47]. PAC­Bayes

межі (англ., bounds) надають теоретичні гарантії щодо узагальнюючої здатності

моделі в умовах змагальних атак. Вони допомагають зрозуміти, як такі фактори,

як складність моделі, розмір набору даних та сила атаки, впливають на здатність

моделі узагальнювати свою стійкість на невидимих раніше даних [48, 49]. Утім,

на практиці, РАС аналіз та суміжні підходи рідко використовуються через конце­

птуальну складність їх імплементації. Замість цього, поширеним є А/B тестування

моделей та класичний статистичний аналіз якісних властивостей на різних розпо­

ділах та вибірках, що дозволяє нехай і менш точно, утім швидко оцінити поведінку

будь­якої моделі за (майже) довільних умов.

1.2.2. Робастне навчання

Одним із найбільш ефективних підходів робастного навчання є метод TRADES

(англ., TRadeoff­inspired Adversarial DEfense via Surrogate­loss minimization [50]).

Цей метод декомпозує загальну функцію втрат на дві складові:

1. Емпіричний ризик на природних (чистих) даних для забезпечення точності.

2. Регуляризаційний член, що мінімізує розбіжність між передбаченнями

моделі на чистих та збурених даних.

Формально, цільова функція мінімізації для параметрів нейронної мережі θ

визначається як:

min
θ

E(x,y)∼D

[
LCE(fθ(x), y) + β · max

x′∈Bε(x)
DKL(fθ(x)‖fθ(x′))

]
,

де:

• (x, y)— вхідний вектор та відповідна мітка з розподілу даних D;

• fθ(x)— вихідний розподіл ймовірностей (softmax) нейронної мережі;
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• LCE — функція втрат перехресної ентропії (англ., Cross­Entropy Loss);

• DKL — дивергенція Кульбака­Лейблера, що вимірює відстань між розподі­

лами ймовірностей;

• Bε(x) = {x′ : ‖x′ − x‖p ≤ ε}— ε­окіл навколо x у метриці Lp, що обмежує

простір допустимих збурень;

• β > 0— гіперпараметр, що контролює компроміс між точністю на чистих

даних та робастністю.

Такий підхід дозволяє згладити границю прийняття рішень, відсуваючи її від

точок даних.

Іншим підходом є ін'єкція шуму, що є методом стохастичної регуляризації,

який передбачає додавання випадкових збурень до вхідних даних, ваг моделі або

активацій прихованих шарів під час процесу навчання. Це емулює невизначеність

вимірювань та запобігає перенавчанню на високочастотних компонентах сигналу

[51, 52].

Нехай x— вхідний вектор. Процес ін'єкції адитивного шуму можна описати

наступним чином:

x̃ = x+ δ, де δ ∼ N (0, σ2I),

де δ— вектор шуму, що генерується з нормального розподілу з нульовим сере­

днім та коваріаційною матрицею σ2I. Навчання моделі на x̃ еквівалентне згортці

(англ., convolution) функції втрат з функцією щільності ймовірності шуму, що

призводить до згладжування ландшафту функції втрат:

Lsmooth(θ) = Eδ[L(fθ(x+ δ), y)].

Цей метод підвищує стійкість моделі до випадкових флуктуацій, хоча і є менш

ефективним проти цілеспрямованих атакуючих прикладів (англ., adversarial examples)

порівняно з методом TRADES.

Аугментація даних у контексті робастності розглядається як метод розширен­

ня емпіричного розподілу даних шляхом застосування перетворень, інваріантність

до яких повинна зберігати модель [53, 54]. Формально, нехай T — множина допу­

стимих перетворень (наприклад, афінні перетворення, зміна кольорової гами або

додавання збурень).
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Завдання полягає у мінімізації ризику на розширеній множині:

min
θ

E(x,y)∼DEt∼T [L(fθ(t(x)), y)].

Загалом, навчання на зашумлених даних та використання синтетичних прикла­

дів, що створення шляхом змагальних атак також може розглядатися як аугментація.

Утім, не дивлячись на формальну приналежність, термінологічно такі підході роз­

різняються. Таким чином, якщо вважати всі види впливу на данні під час навчання

процесом аугментації, тоді покращення робастності можна розділити на:

1. покращення на рівні даних, яке включає у себе будь­який тип аугментації;

2. архітектурне покращення, що полягає у зміні функції втрат, архітектури

моделі чи відповідних гіперпараметрів;

3. покращення під час пост­навчання (англ., post­training), що полягає, напри­

клад, у дистиляції чи конденсації моделі або інших методах перетворення

вже готової моделі [55];

4. інференс­покращення, що може бути реалізовано, наприклад, як знешумлен­

ня під час обробки вхідних значень, спрощуючи задачу для моделі [56].

Виключно архітектурні покращення, зазвичай, є ситуативними та погано

піддаються генералізації, те ж можна сказати і про покращення під час інференсу,

адже методи знешумлення та передобробки сильно залежать як від архітектури,

так і від даних та самої задачі, з якою працює модель (утім існують виключення).

Отже далі ми поговоримо про методи пост­навчання, які можуть бути використані

для до­навчання моделей і покращення їх робастності.

1.2.3. Робастне до­навчання

Дистиляція знань—це процес передачі узагальнюючих ознак від складної моделі

("вчителя") до більш простої моделі ("учня"). У контексті робастності, "м'які" мітки

вчителя містять інформацію про структуру простору ознак та співвідношення між

класами, що дозволяє учню сформувати більш гладку границю прийняття рішень

[57].

Нехай fT (x) та fS(x)— логіти (виходи перед softmax) мереж вчителя та учня

відповідно. Функція втрат дистиляції LKD комбінує стандартну втрату на істин­
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них мітках та дивергенцію Кульбака­Лейблера між розподілами, згладженими

параметром температури T :

Ltotal = (1− α)LCE(σ(fS(x)), y) + αT 2DKL
(
σ

(
fS(x)

T

)∥∥∥∥σ(fT (x)T

))
,

де:

• σ(·)— функція softmax;

• T > 1— температура дистиляції. Високі значення T призводять до більш

рівномірного розподілу ймовірностей ("м'які мітки"), що діє як сильний

регуляризатор;

• α— коефіцієнт балансування.

Такий підхід змушує модель ігнорувати незначні шуми у вхідних даних, фоку­

суючись на структурних залежностях, вивчених вчителем.

Цей метод спрямований на підвищення стійкості до природних деградацій

зображень (шум сенсора, розмиття руху, погодні умови) [58]. Процес полягає у

донавчанні попередньо натренованої моделі на множині функцій збурення C.
Нехай c(·;κ)— функція збурення типу c ∈ C з інтенсивністю κ. Задача мінімі­

зації набуває вигляду:

min
θ

E(x,y)∼DEc∼C,κ∼K [L(fθ(c(x;κ)), y)].

Хоча цей метод ефективно підвищує метрики на відомих типах збурень, клю­

човою проблемою залишається здатність до узагальнення на небачені раніше типи

деградацій даних.

Самонавчання дозволяє використовувати великі масиви нерозмічених даних

для покращення робастності шляхом розширення області визначення моделі. Цей

підхід є особливо ефективним у поєднанні з сильною аугментацією [59].

Процес ітеративний і складається з наступних кроків:

1. Тренування вчителя на розмічених даних.

2. Генерація псевдо­міток ŷu для нерозмічених даних xu, де зберігаються лише

передбачення з високою впевненістю (англ., confidence threshold τ ).
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3. Тренування студента на об'єднанні розмічених та псевдо­розмічених даних.

Формально, внесок нерозмічених даних у функцію втрат визначається як:

Lu = Exu∼Du
[I(max pθ(y|xu) ≥ τ) · LCE(fθ(A(xu)), ŷu)] ,

де I(·) — індикаторна функція, A(·) — функція сильної аугментації, а ŷu =

argmax pθ(y|xu)—фіксована псевдо­мітка. Це дозволяє стабілізувати передбачення

моделі в областях низької щільності даних.

QAT (англ., QuantizationAware Training, навчання зі знанням про квантизацію)

симулює ефекти низькобітового представлення ваг та активацій (наприклад, INT8)

під час прямого проходу (англ., forward pass) тренування. Хоча основною метою

QATє ефективність обчислень, дискретизація діє як форма нелінійної регуляризації,

відфільтровуючи малі значення шуму, які могли б вплинути на вихід моделі високої

точності [60].

Операція квантизації Q для ваги w зі шкалою s та нульовою точкою z визнача­

ється як:

Q(w, s, z) = s · clamp
(⌊w

s

⌉
+ z, nmin, nmax

)
− s · z.

Оскільки операція округлення недиференційовна, для зворотного поширення

помилки використовується апроксимація градієнта STE (англ., Straight­Through

Estimator):

∂L
∂w
≈ ∂L
∂wq

,

де wq — квантизоване значення. Це змушує модель знаходити "широкі" мініму­

ми функції втрат, які є стійкими до похибок округлення, що корелює зі стійкістю

до вхідних збурень.

1.2.4. Робастний інференс

Розглянемо відносно агностичний метод покращення робастності під час інфе­

ренсу. Як зазначалось вище, у більшості випадків, такі підходи є відносно ситу­

ативними і вимагають знання про ряд особливостей наявної моделі, вхідних даних

та даних, на яких модель тренувалась тощо. У своою чергу, TTA (англ., Test­Time

Augmentation, аугментація під час тестування) базується на припущенні, що помил­

ки моделі на збурених даних часто є локальними та нестабільними. Замість того,
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щоб робити прогноз на основі єдиного вхідного зображення x, метод усереднює

передбачення на множині трансформованих версій цього зображення [61, 62, 63].

Нехай T —розподіл допустимих перетворень (повороти, масштабування, зміни

контрасту). Робастний прогноз yTTA визначається як:

yTTA = argmax
c

Et∼T [P (y = c|fθ(t(x)))].

У практичній реалізації математичне сподівання E апроксимується методом

Монте­Карло шляхом усереднення виходів моделі (або логітів) дляN стохастичних

аугментацій:

p̂(y|x) = 1

N

N∑
i=1

σ(fθ(ti(x))).

Цей метод дозволяє зменшити дисперсію передбачення та нівелювати вплив

збурень, які не є інваріантними відносно обраних перетворень. Такий клас методів

розглядає захист від збурення як задачу відновлення сигналу. Перед подачею

в класифікатор fθ, вхідний вектор x проходить через функцію очищення (англ.,

purifier) gφ : Rd → Rd. Мета полягає у видаленні змагального збурення δ та проекції

точки назад на многовид даних.

Процес прийняття рішення описується композицією функцій:

ŷ = fθ(gφ(xadv)), де gφ(x+ δ) ≈ x.

Як модель gφ часто використовуються автоенкодери, GAN­генератори або

дифузійні моделі, які вирішують зворотну задачу дифузії для відновлення чистого

зображення. Ефективність методу залежить від того, наскільки градієнти∇xf(g(x))

є інформативними для атакуючого алгоритму (проблема обфускованих градієнтів).

1.2.5. Робастні ансамблі

Ансамблювання використовує колективний інтелект декількох моделей {θm}Mm=1

для підвищення загальної стійкості. Ключовою умовою ефективності ансамблю

є різноманіття — помилки окремих моделей на збурених даних повинні бути

некорельованими.

Передбачення ансамблю f̄(x) зазвичай формується як зважена сума логітів або

ймовірностей:
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f̄(x) =
M∑
m=1

wmfθm(x), за умови
∑

wm = 1.

Для підвищення робастності часто застосовують спеціалізовані техніки на­

вчання ансамблів, такі якADP (англ., Adaptive Diversity Promoting), які явно додають

у функцію втрат член, що максимізує ортогональність градієнтів окремих моде­

лей відносно вхідних даних, ускладнюючи генерацію універсальних змагальних

прикладів [64, 65].

Рандомізоване згладжування є методом, що забезпечує сертифіковану роба­

стність (англ., Certified Robustness) [66]. На відміну від емпіричних методів, воно

надає математичну гарантію того, що передбачення класифікатора не зміниться в

межах певної L2­кулі навколо вхідних даних.

Метод перетворює довільний базовий класифікатор f на згладжений кла­

сифікатор g, вихід якого є найбільш імовірним класом при додаванні адитивного

гаусівського шуму ε ∼ N (0, σ2I):

g(x) = argmax
c

P(f(x+ ε) = c).

Теоретично доведено, що якщо g(x) класифікує x як клас cA з імовірністю

pA, а наступний найбільш імовірний клас має ймовірність pB, то класифікація

гарантовано залишається незмінною для будь­якого збурення ‖δ‖2 < R, де радіус

робастності R дорівнює:

R =
σ

2
(Φ−1(pA)− Φ−1(pB)),

де Φ−1 — обернена функція розподілу стандартної нормальної величини. Це

перетворює задачу захисту на задачу точної оцінки ймовірностей pA та pB.

1.2.6. Ансамблі та консолідація

Поговоримо більш конкретно про метод ансамблю, який полягає в об'єднанні

декількох моделей в одному кроці інференсу.

По­перше, варто зазначити, що цей термін є доволі загальним і часто вклю­

чає в себе велику кількість архітектурних підходів від стекінгу, до алгоритмів з

голосуванням [67].

По­друге, важливим є те, що ансамбль не є випадковим методом в тому сенсі,
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що наявність декількох моделей в ньому не є евристикою пошуку. Іншими словами,

кількість моделей та їх покриття визначається перед тренуванням, крім того, самі

моделі в межах ансамблю є повноцінними і теоретично можуть бути виокремлені

в одноосібну реалізацію.

По­третє, моделі ансамблю є однаковими структурно, зазвичай, не допу­

скається використання різних архітектур моделей, хоча можливі відмінності в

ініціалізації (напр., різні моделі можуть мати різну стратегію зміни кроку навчан­

ня).

Тут і далі ми використовуємо термін консолідація, або інформаційна консо­

лідація. Ми вживаємо його як парасольковий термін, що об'єднує такі підходи як

синтез ансамблів (англ., ensemble fusion), комбінаційні стратегії, сумісне навчання

(англ., joint training) тощо. Іншими словами, консолідація це метод об'єднання ре­

зультатів роботи моделей ансамблю. Разом з цим, цей термін має певну особливість

використання і має на увазі проблему теоретичного такого поєднання чи матема­

тичних його особливостей, замість, скажімо, питання практичного інференсу чи

навчання, їх обчислювальної оптимізації тощо.

Підхід, що відповідає трьом пунктам наведеним вище називають гомогенним

ансамблем. Існує також і гетерогенний ансамбль (порушення третьої умови про

однорідність моделей), що зазвичай реалізується за допомогою стекінг підходу.

У випадку стекінгу алгоритм навчання включає в себе декілька слабких учнів,

чиї результати консолідуються мета­учнем. Варіацією стекінгу є блендінг підхід,

практично, вони є ідентичними і відрізняються лише використанням різних методів

розбиття тестових даних (стекінг використовує підхід крос­валідацій, тоді як у

блендінг підході ми використовуємо окремий холдаут набір даних для тренування

мета­учня). Зазначимо, що, формально, наявність мета­учня не є вимогою і є

лише методом консолідації. Також гетерогенний ансамбль можна реалізувати за

допомогою алгоритмів голосування, хоча цей підхід не є дуже ефективним, через

відсутність консолідації інформації між учнями.

Практичною особливістю ансамблів є, звісно ж, їх обчислювальна складність,

що пов'язана з тренуванням декількох різних моделей (хоча, часто, й меншого

розміру у порівнянні з іншими підходами).

Окрім вимогливості щодо ресурсів, як гомогенний, так і гетерогенний ан­

самбль мають додану складність, що пов'язана з консолідацією інформації між

різними моделями. Часто, для алгоритмів без мета­учня, ця консолідація відсутня
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взагалі чи є низькою. Для підходів, що використовують мета­учня чи аналогічну си­

стему, як наприклад, гейтовану мережу у випадку Суміші Експертів (англ., Mixture

of Experts) чи окрему модель для вибору відповідного експерта (англ., Dynamic

Selection) [11], консолідація є глобально високою, але локально низькою. Іншими

словами, помилка найбільше агрегується на стику між різними експертами, адже

самі ці експерти не знають про існування інших учнів під час навчання.

Альтернативним підходом є використання негативно­корельованого навча­

ння (англ., Negative Correlation Learning, NCL) [68], в цьому підході використо­

вується розширена функція втрат, що штрафує моделі у випадках, коли обидві

помиляються одночасно. Більш загально, NCL та її варіації базуються на деком­

позиції зсуву варіації­коваріації (англ., Bias­Variance­Covariance decomposition)

[69]. Такий підхід відноситься до суміжного навчання ансамблів. Суть цього ме­

тоду полягає у регуляризації ха різноманіттям (англ., diversity regularization), де

моделі ансамблю силою змушуються обрати певну "спеціалізацію". Дійсно, для

гомогенних ансамблів (напр., bagging) не існує гарантії що слабкі учні дійсно

будуть різними моделями. Такий підхід існує як для нейронних моделей, так і для

класичних, наприклад Diversity Regularized Machine є відповідним аналогом для

SVM [70]. Важливо помітити, що в такому випадку консолідація отримує біль­

ше локальності, у порівнянні з мета­учнем, через те, що штраф відбувається під

час одночасної помилки моделей. Таким чином, до кожного з експертів пропагує­

ться певне представлення про інших слабких учнів. Утім, консолідація все ще є

здебільшого глобальною, позаяк:

• слабкі учні знають лише випадкову частину помилкових представлень інших

слабких учнів

• хоча цей підхід направлений на те, аби змусити кожну модель не помилитись

хоча б 1 раз, коли інші помилились, це не впливає на граничну агрегацію

помилок глобально; іншими словами, моделі узгоджуються для глобально

складних випадків, а не для локальних

• попередній пункт також призводить до нестабільних та перенавчених гра­

ниць розв'язківв (англ., decision boundary).

Разом з цим, існують також підходи, що роблять більшу ставку на локаль­

ну консолідацію. Наприклад, регуляризація оцінкою поточкової помилки (англ.,
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Pairwise Confusion Regularization, PCR) [71]. У цьому випадку функція втрат допо­

магає мінімізувати Евклідову відстань між розподілами передбачених пар (замість

окремих точок для кожної моделі) і максимізувати ентропію між ними, якщо вони

є однаковими.

Іншим варіантом є локально незалежне тренування або так звані локальні

каскади (англ., Local Independence Training, Local Cascade). Ідея полягає в тому аби

для кожної точки x визначити певний окіл, тоді, якщо всі учні однаково реагують

на зміну x в межах цього околу, функція втрат штрафує їх за це, вбачаючи, що

моделі стали занадто локально залежні.

Обидва підходи мають свої обмеження, наприклад, локально незалежне

тренування може призводити до граничного перенавчання, аналогічно з NCL.

Крім того, метод сильно залежить від вибору радіусу окілу x, підбор якого є

дорогим обчислювально через багаторазове навчання на різних параметрах. Саме

ж тренування може бути нестабільним через вимогу до ортогональності градієнтів,

яка зменшує ймовірність штрафу.

У свою чергу, PCR була створена для роботи з формально близькими класами

(напр., розрізнення собак різних порід) і показує погані результати для задач з

принципово різними розподілами між класами даних. Цей метод також є залежним

від розміру батча, адже пари в малих батчах можуть мати низький рівень репрезен­

тації і погіршувати якість навчання. Разом з цим, великі батчі часто можуть бути

недоступні для обчислювально важких випадків.

1.3. Висновки до розділу 1

У даному розділі нами було розглянуто основні парадигми розумного аналізу

даних, такі як алгоритми правил та машинне навчання та їх відомі випадки, напри­

клад експертні системи та біологічні моделі. Було також висвітлено відомі підходи

до реалізації архітектур моделей машинного навчання, а також деякі з відомих про­

блем, що постають під час практичного використання методів розумного аналізу

даних, серед яких також і низька інтерпретовність моделей та проблема побудови

робастних моделей.

Далі в розділі було представлено методи побудови робастної оптимізації,

навчання та до­навчання а також інференсу, серед яких PAC, OOD, змагальний та

інші підходи, включаючи різні методи аугментації даних, дистиляції знань тощо. У

якості конкретної архітектурної методології було розглянуто ансамблі моделей ма­
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шинного навчання та вказано на особливі для них нюанси досягнення робастності,

а саме: інформаційна консолідація. Було проаналізовано відому літературу з даного

питання та з'ясовано, що більшість методів консолідації (передачі інформації між

моделями ансамблю) є глобальними, що призводить до появи жорстких, неузгодже­

них границь між моделями в просторі прийняття рішень. Разом з цим, популярні

методи локальної консолідації не є інформованими і покладаються здебільшого чи

повністю на консолідацію через оптимізацію.

Таким чином було встановлено практично­наукову проблему, а саме недо­

статня дослідженість інформованих підходів до локальної консолідації ансамблів.

Отримання нових результатів у даному напрямку є основою побудови більш інтер­

претовних та робастних ансамблів моделей машинного навчання, що є запорукою

імплементації таких моделей на практиці, адже, як було зазначено в даному роз­

ділі, в таких галузях як медицина, фінанси, кібербезпека та в багатьох інших,

пояснювальність моделей та їх контрольованість є пріоритетними компонентами

та визначають доцільність та можливість практичної імплементації конкретного

підходу.
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2. СТІЙКИЙ АНАЛІЗ ДАНИХ

2.1. Топологія та її прикладні аспекти

Топологія займається формальним вивчення просторових властивостей, що збе­

рігаються при неперервних деформаціях (наприклад, розтягуванні, скручуванні,

згинанні) і відома у просторіччі як "геометрія гумового листа". Одним із інстру­

ментів, що перейшли з "класичної" топології до "прикладної" є методи оцінки

деформаційно­стабільних (топологічно інваріантних) компонент просторів. Такі

методи дозволяють працювати із просторами, що мають нетривіальні геометричні

властивості, які важко оцінити на практиці та з випадками, коли багато інформації

про геометрію простору отримати просто неможливо. Нижче ми розглянемо ряд

базових об'єктів та визначень, які використовуються в топології для того, аби при­

гадати як саме виглядає та "лінза", крізь яку ми спраймаємо світ навколо в межах

даного напрямку, за додатковою інформацією зацікавлений читач може звернутись

до [72, 73], які також є одним із основних джерел для визначень нижче.

Фундаментальним об'єктом вивчення є топологічний простір. На відміну

від метричного простору, який визначає відстань кількісно, топологічний простір

визначає "близькість" якісно через сукупність відкритих множин.

Топологічний простір— це впорядкована пара (X, T ), де X — це множина,

а T — сукупність підмножин X (що називаються відкритими множинами), яка

задовольняє наступні аксіоми:

1. Порожня множина ∅ та вся множина X належать до T .

2. Об'єднання будь­якої довільної (скінченної чи нескінченної) сукупності мно­

жин із T також належить до T .

3. Перетин будь­якої скінченної сукупності множин із T також належить до T .

Сукупність T називається топологією наX . Підмножина C ⊆ X є замкненою,

якщо її доповнення X \ C належить до T .
Ця абстракція виявляється дуже зручною і генералізує ε­δ означення з математи­

чного аналізу, які базуються на стандартній топології Rn, для випадків де метрика

не може бути визначена загалом чи в достатньо простий спосіб. Наприклад, даний

підхід дозволяє сформулювати чіткі означення:
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• Неперервності: Функція f : (X, TX)→ (Y, TY ) є неперервною якщо про­

образ кожної відкритої множини в Y є відкритою множиною в X (тобто,

∀V ∈ TY , f−1(V ) ∈ TX).

• Збіжності: Послідовність (xn) збігається до x якщо для кожної відкритої

множини U , що включає x, існує таке N що xn ∈ U для всіх n ≥ N . Можна

також отримати ще більше узагальнення за допомогою поняття фільтрів.

Головною метою топології є класифікація просторів, що вимагає побудови

певних класів еквівалентності між ними. Центральним поняттям еквівалентності є

гомеоморфізм.

Гомеоморфізм — це неперервна бієкція f : X → Y , така що обернене до

неї відображення f−1 : Y → X також є неперервним. Якщо таке відображення

існує, кажуть, що X та Y гомеоморфні або топологічно еквівалентні. З топологі­

чної точки зору, сфера S2 і поверхня куба є гомеоморфними; кавова чашка і тор

T 2 є гомеоморфними. Сфера S2 і тор T 2 — ні. Доведення того, що два простори

є гомеоморфними, вимагає побудови відображення f . Доведення того, що вони

не є гомеоморфними, часто є складнішим, оскільки вимагає показати, що тако­

го відображення взагалі не може існувати. Ця складність мотивує основну мету

алгебраїчної топології: розробку топологічних інваріантів.

Топологічний інваріант — це властивість простору (часто алгебраїчний об'єкт,

наприклад група або число), яка зберігається при гомеоморфізмі. Якщо два про­

стори мають різні інваріанти, вони не можуть бути гомеоморфними.

Ключові математичні застосування та пов'язані з ними інваріанти включають:

• Теоретико­множинні властивості: Фундаментальні інваріанти включають

зв'язність (чи можна розбити простір на дві неперетинні непорожні відкриті

множини) та компактність (кожне відкрите покриття має скінченне підпо­

криття), яка є критично важливою властивістю в аналізі.

• Теорія гомотопій: Ця галузь вивчає неперервні деформації між відображе­

ннями. Фундаментальна група, π1(X, x0), — це група гомотопічних класів

петель з початком у точці x0. Вона описує одновимірну "структуру петель".

Наприклад, π1(S
1) ∼= Z, що відображає той факт, що петлі можуть намотува­

тися на коло будь­яку цілу кількість разів. Натомість π1(S
2) ∼= {0}, тривіаль­

на група, оскільки будь­яку петлю на сфері можна неперервно стягнути в

точку.
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• Гомології: Гомології — це формальна алгебраїчна процедура для "підра­

хунку дірок" у просторі. Для простору X будують послідовність абелевих

груп (або векторних просторів над полем F), {Hk(X)}k≥0, — групи гомоло­

гій. Їхні ранги — це числа Бетті, βk = rank(Hk(X)), які мають інтуїтивні

інтерпретації:

– β0: Кількість компонент зв'язності.

– β1: Кількість одновимірних "петель" або "тунелів" (наприклад, β1(T
2) =

2).

– β2: Кількість двовимірних порожнин, дірок (наприклад, β2(S
2) = 1).

Ця "топологічна сигнатура" (β0, β1, β2, . . . ) і є одним із основних обчислюва­

них інваріантів.

• Теорія многовидів: Топологія забезпечує фундамент для диференціальної

геометрії. n­многовид — це топологічний простір, який локально гомео­

морфний Rn. Топологія, через такі інваріанти, як характеристичні класи

(отримані з когомологій), надає необхідні інструменти для розуміння гло­

бальної структури цих об'єктів, що приводить до глибоких результатів, таких

як класифікація замкнутих поверхонь та доведення гіпотези Пуанкаре.

Попередні визначення описують ідеальні математичні об'єкти. Однак реальні

задачі рідко надають нам многовидM або топологічний простір (X, T ) безпосере­
дньо також вказуючи його властивості. Натомість ми маємо скінченну множину

спостережень, яку часто представляють як хмару точок D = {x1, . . . , xn} ⊂ Rm,

дискретну вибірку з деякого невідомого простору вхідних або вихідних даних. Цен­

тральною задачею топологічного аналізу даних (англ., Topological DataAnalysis,

TDA) є визначення топологічних інваріантів заданого простору на основі цієї

скінченної та потенційно зашумленої вибірки D. Нижче розглянемо деякі основні

ідеї, які уможливлюють цей процес реконструкції [74, 75].

Перший крок на цьому шляху — побудувати комбінаторний об'єкт (топологі­

чний простір зі скінченним описом) з хмари точок D. Стандартним інструментом

для цього є симпліційний комплекс. Симпліційний комплекс K — це набір

симплексів (вершин, ребер, трикутників, тетраедрів та їхніх аналогів вищих роз­

мірностей), який є замкненим відносно операції взяття граней. Ключовим стає

питання: як вирішити, які точки вD слід з'єднати ребрами, які трійки точок мають
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утворити трикутники тощо. Рішення приймається на основі параметра близькості,

або масштабу, ε > 0. Нехай задано метричний простір (D, d) і масштаб ε > 0, ком­

плекс Віеторіса–Ріпса V Rε(D)— це симпліційний комплекс, множиною вершин

якого є D, а підмножина {xi0, . . . , xik} ⊆ D утворює k­симплекс у V Rε(D) тоді і

тільки тоді, коли d(xij , xil) ≤ ε для всіх 0 ≤ j < l ≤ k.

По суті, ми будуємо кулю радіусом ε/2 навколо кожної точки. Ребро існує,

якщо дві кулі перетинаються, а k­симплекс ("заповнений" k + 1­кутник) існує,

якщо всі k + 1 куль попарно перетинаються.

Спорідненою і теоретично більш фундаментальною конструкцією є ком­

плекс Чеха Cε(D). Тут k­симплекс {xi0, . . . , xik} існує тоді і тільки тоді, коли на­
бір куль радіусом ε з центрами в цих точках має непорожній спільний перетин:⋂k
j=0B(xij , ε) 6= ∅. Теорема про нерв забезпечує критично важливий теоретичний

зв'язок: якщо набір куль {B(xi, ε)}ni=1 утворює хороше покриття їхнього об'єднан­

ня U =
⋃
iB(xi, ε), то комплекс Чеха Cε(D) є гомотопічно еквівалентним простору

U . Ця теорема обґрунтовує заміну неперервного просторуU (який апроксимує наші

дані) скінченним комбінаторним комплексом Cε(D) з метою обчислення гомологій.

Хоча комплекс Чеха є теоретично пріоритетним, комплекс Віеторіса–Ріпса

[76] є значно поширенішим на практиці, оскільки він обчислювально простіший і

вимагає лише перевірки попарних відстаней.

Побудова комплекса Віеторіса–Ріпса V Rε(D) або Cε(D) повністю залежить від

вибору ε.

• Якщо ε занадто мале, комплекс являє собою роз'єднану множину вершин.

Його гомології Hk тривіальні для k ≥ 1, а β0 = |D|.

• Якщо ε занадто велике, комплекс стає єдиним симплексом високої розмірно­

сті (він є стягуваним). Його гомології тривіальні для k ≥ 1, а β0 = 1.

Ключова ідея TDAполягає в тому, щоб не обирати одне значення ε, а відстежу­

вати еволюцію топології в міру зростання ε. Це визначає фільтрацію симпліційних

комплексів, індексовану неперервним параметром ε:

∅ = K0 ⊆ Kε1 ⊆ Kε2 ⊆ · · · ⊆ Kεm = Kmax

де Kεi = V Rεi(D) для 0 < ε1 < ε2 < · · · < εm. Зі збільшенням ε до комплексу

додаються нові симплекси, але існуючі ніколи не видаляються.
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Постійність (стійкість, персистентність) гомологій (англ., PersistenceHomology,

PH) [77] є алгебраїчним інструментом, який відстежує групи гомологій цієї філь­

трації. Зі зростанням ε:

• Нова топологічна ознака (наприклад, компонента зв'язності, цикл) може

народитися при масштабі εbirth, коли додаються симплекси, що її утворюють.

• Особливість може померти при масштабі εdeath, коли додаються симплекси,

які "заповнюють її" (наприклад, трикутник, що заповнює одновимірний

цикл).

Стійкість ознаки — це інтервал I = [εbirth, εdeath], а його довжина, εdeath −
εbirth, відображає тривалість її життя. Центральна гіпотеза TDA полягає в тому,

що особливості з великою стійкістю є "істинними" топологічними сигнатурами

досліджуваного простору, тоді як особливості з малою стійкістю є "шумом", де

під шумом мається на увазі не певна "некоректність" вимірювань, а лише той факт,

що ми працюємо із дискретною апроксимацією, яка нативно має певні "дірки",

"порожнини" що не заповнені даними [78].

Результатом обчислення стійких гомологій є мультимножина інтервалів стій­

кості для кожної гомологічної розмірності k. Цей результат візуалізується двома

стандартними способами:

1. Штрих­код стійкості (англ., Persistence Barcode): Для кожної розмірності

k будується набір горизонтальних відрізків (смуг). Кожна смуга відповідає

одній топологічній особливості, починаючись у момент її народження і закін­

чуючись у момент її смерті. Довгі смуги представляють стійкі особливості

[79].

2. Діаграма стійкості (англ., Persistence Diagram, PD): Для кожної розмірно­

сті k інтервали стійкості зображуються у вигляді 2D діаграми розсіювання

точок (birth, death) на площині R2. Усі точки лежать над діагоналлю y = x

(оскільки εdeath ≥ εbirth). Точки, віддалені від діагоналі, представляють стійкі,

"істинні" особливості. Точки, близькі до діагоналі, представляють "шум".

Схематична візуалізація даного підходу показана на Рисунку 1. Ліворуч

знаходяться компоненти хмари точок (вхідні дані в n­вимірному просторі), зі

збільшенням значення ε, кулі навколо точок збільшуються, що призводить до їх
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Рис. 1: Схематичне зображення еволюції сімплексів для хмари точок з трьох ком­

понент та приклад штрих­коду та діаграми стійкості, а) та b) відповідною

перетину. Зі збільшістю кількості перетинів збільшується і вимірність сімплексів.

Праворуч зображені штрих­код а) та діаграма b). Найдовша пряма штрих­коду

позначає найбільш стійку порожнину простору (сімплекс, що найдовше проіснував

без "перекриття"), аналогічно, той самий сімплекс позначено на діаграмі точкою,

що найбільше віддалена від головної діагоналі.

Ці діаграми є ключовим містком, що дозволяє використовувати стійкі гомо­

логії на практиці. Ми перетворюємо неструктуровану хмару точок D на добре

визначений, кількісний і робастний вектортопологічних ознак (діаграму стійкості).

Ключовий результат, Теорема стійкості (англ., Stability Theorem), гарантує, що

якщо вхідні дані D трохи збурені (в термінах відстані Громова­Хаусдорфа або гор­

лечкової відстані), результуюча діаграма стійкості також зміниться лише незначно.

Горлечкова відстань (англ., bottleneck distance) є випадком відстані Вассейрштейна

для p = inf.

Саме ця стабілність (аналогічно до стабільності динамічних систем під

час збурення) і дозволяє покладатись на результати прикладного топологічного

аналізу для отримання додаткової інформації з вхідних або вихі дних даних. У

першому випадку така інформація або подається в алгоритм для покращення

результатів його роботи (наприклад, для покращення дискримінативного аналіузу,

краще розрізняючи різні вхідні дані на основі їх топологічних властивостей) або

використовується для інформування самої моделі (наприклад, для зміни поведінки

інференсу для різних вхідних просторів). Аналіз вихідного простору зазвичай

використовується для якісної оцінки результатів (наприклад, у задачах генерації

структур нових матеріалів) допомагаючи зрозуміти наскільки топологічно схожі

між собою реальні та згенеровані моделлю елементи.
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2.1.1. Оцінка складності простору

Нативною є ідея використання топологічних властовстей простору для оцінки

його складності. Тут, під складністю часто розуміється те наскільки точним (та

робастним) буде алгоритм інтелектуальної обробки даних, що навчається на ек­

земплярах з цього простору чи на варіаціях (схожих випадках) такого простору.

Первинна інтуіція в даному випадку часто не є коректною, адже, насправді, нас ці­

кавлять не "прості" простори, а простори із "помірною" складністю, які разом з цим

мають гарно дискриміновані топологічні властивості (в межах відповідних діаграм

чи інших форм). Дійсно, простори, що не мають топологічно­стійких властиво­

стей, скоріш за все, або мають занадто сильний рівень їх зашумлення, або дійсно є

топологічно тривіальними, а тому топологічний аналіз даних не буде ефективним.

Звісно, варто зауважити, що навіть слабко­стійкі властивості просторів можна

використовувати на практиці, коли відомо, що заданий простір є робастним чи

інфваріантним (наприклад, 3­вимірна модель об'єкта є інваріантною в тому сенсі,

що може належати лише цьому об'єкту та його ідентичним копіям, тому навіть

слабковиражені топологічні властивості можуть мати достатньо дискримінативної

сили).

Таким чином, оцінка складності простору є просто тематичною варіацією за­

дачі на пошук топологічної репрезентації простору з тією різницею,що результатам

такої репрезентації надається якісно­кількісна оцінка (цей простір є складнішим

за інший у такому­то сенсі в такий­то спосіб). Тому нижче ми розгянемо декілька

відмінних від PH підходів для прошуку вищезгаданих репрезентацій. Основною

ідеєю будь­яких методів, що дозволяють отримати ці результати є використання

певної мінімальної геометричної властивості, яка має прямий зв'язок із топологі­

чними інваріантами простору. Наприклад, такою геометричною властивістю для

PH методу є εвідстань, що і дозволяє вимірювати стійкість шуканих властивостей

простору.

Звичайна персистентна гомологія вимагає фільтрації— послідовності вкла­

день K0 ↪→ K1 ↪→ · · · ↪→ Kn, де Ki є симпліціальними комплексами. Зигзагоподі­

бна персистентність знімає вимогу монотонного зростання.

Зигзагоподібна фільтрація − це послідовність симпліціальних комплексів

K0, K1, . . . , Kn, з'єднаних послідовністю лінійних відображень, які можуть бути

як вкладеннями (стрілка→), так і ретракціями (стрілка←) [80].
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K0
ι1←− K1

ι2−→ K2
ι3←− K3 . . . Kn−1

ιn−→ Kn

де ιi позначає гомологічне відображення, індуковане відображенням комплексів,

яке може бути як включенням, так і вилученням підкомплексу.

Зигзагоподібна персистентність є важливою, оскільки вона може обробляти

дані, які змінюються з часом або еволюціонують (наприклад, динамічні мережі

або часові ряди). Вона дозволяє моделювати не лише появу (народження) топо­

логічних ознак, але й їхню тимчасову зникаючу природу та повторну появу без

необхідності перераховувати всю структуру.

Фільтрація вкладень, яка використовуєтсья в класичній стійкій гомологій, є

доволі інтуїтивною, ми рухаємось в часі в одному напрямку (напрямку зростання ε)

та записуємо як змінюються (виникають та зникають) n­вимірні сімплекси. Утім у

випадку зігзагоподібної стійкості, інтуіція є менш тривіальною. У даному випадку

наші відображення можуть бути направлені в обидва боки:

X1
f1−→ X2

g2←− X3
f3−→ . . .

fn−1−−→ Xn

Для того аби перейти з топологічних просторів Xn до векторних Vn ми викори­

стовуємо гомологічний функтор Hk(−) отримуючи:

V1
M(f1)−−−→ V2

M(g2)←−−− V3
M(f3)−−−→ . . .

M(fn−1)−−−−−→ Vn

Зручним буде перейти від семантики до синтаксису такої форми. Дійсно, викла­

дена форма Vn це сагайдак (англ., quiver), тобто направлений граф, який дозволяє

існування циклів та копій ребер між вершинами. Тож давайте поглянемо на це

вираження лише як на сагайдак. Відомо, що теорема Габріеля визначає умови за

яких сагайдак є таким, що має скінеченну репрезентацією (скінченна кількість

компонент в графі). А саме, такий сагайдак має бути діаграмою Динкіна A,D або

E. На щастя, наш сагайдак є діаграмою Динкіна An. Це дозволяє використати

теорему Круля­Шмідта, яка, для нашого випадку, означає, що таку діаграму можна

розкласти в єдиний, унікальний спосіб, як набір простих компонент (з яких ми

і будуємо наш штрих­код). Це і дозволяє нам "рухатись в обидва боки", тобто

відслідковувати багаторазове народження та зникнення відповідних компонент.

Розширена персистентність − це метод, що дозволяє отримувати тополо­
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гічні ознаки, які є критичними як для підрівневих (англ., sublevel), так і для

надрівневих (англ., superlevel) множин функції, що фільтрує простір [81].

Нехай f : X → R − неперервна функція на топологічному просторі X (напри­

клад, функція відстані на точковій хмарі).

• Підрівнева фільтрація: Xa = f−1((−∞, a]) ⊆ X . Гомологія H∗(Xa) наро­

джує звичайні персистентні ознаки.

• Надрівнева фільтрація: Xa = f−1([a,∞)) ⊆ X . Гомологія H∗(X
a) наро­

джує койові персистентні ознаки.

Розширена персистентність об'єднує ці дві фільтрації. Для цього розглядають

функцію f на комплексі K та використовують наступні типи критичних точок (з

теорії Морса):

Розширена персистентність відстежує топологічні ознаки, що народжуються

на мінімумі функції f і помирають на максимумі (або навпаки). Це призводить

до трьох типів діаграм персистентності:

1. Звичайна (англ., Ordinary):Народження на мінімумі, зникнення на сідловій

точці.

2. Відносна (англ., Relative/Cobar): Народження на сідловій точці, зникнення

на максимумі.

3. Розширена (англ., Extended):Народження на мінімумі a (вXa) та зникнення

на максимумі b (зникає вXb). Ці пари (a, b) відображають гомологічні класи,

які є значущими протягом всього діапазону значень функції.

Розширена персистентність тісно пов'язана з Теорією Морса­Новікова та ви­

користанням відносної гомології або комплексу Бар­КоБар (англ., Bar­Cobar

Complex). Вона дозволяє ідентифікувати сильні пари критичних точок (p, q),

де p є мінімумом, а q − максимумом. Це забезпечує набір ознак, які є глобально

стійкими до шумів і точно захоплюють структуру, що пролягає через весь діапазон

значень функції f .

Теорія Морса — це класичний інструмент диференціальної топології, що

пов'язує топологію гладкого многовиду з критичними точками гладкої функції. У

TDA вона застосовується у дискретному вигляді.
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Функція f :M → R на гладкому многовидіM називається функцією Морса,

якщо всі її критичні точки є невиродженими. Кожна критична точка має індекс,

який дорівнює кількості незалежних напрямків, у яких функція зменшується.

Дискретна ТеоріяМорса (англ., DMT):Для дискретних даних, представлених

симпліціальними комплексами K, використовується Дискретна Теорія Морса, яка

дозволяє спрощувати комплекс, зберігаючи гомологію [82].

Дискретне векторне поле V наK − це часткове парування клітин (σ, τ), де τ

є обличчям σ і dim(σ) = dim(τ) + 1, яке задовольняє умову ациклічності (немає

замкнутих шляхів градієнта). Критичні клітини − це непарні клітини.

Ознаки (Інваріанти): Головна ознака, отримана DMT, − це кількість критичних

клітин кожного виміру d. Якщо функція Морса є "гарною", кількість критичних

точок з індексом d дорівнює d­му числу Бетті βd(M).

• Спрощення: DMT використовується для зменшення розміру симпліціально­

го комплексу, що пришвидшує обчислення персистентної гомології [83].

• Гомологія: Критичні клітини визначають комплекс МорсаM , гомологія

якого ізоморфна гомології вихідного просторуK.

Інсують методи, засновані на дотичному просторі, що належать до галузі

навчання на многовидах і використовуються для локальної лінеаризації високоро­

змірних даних. Вони базуються на гіпотезі, що дані X ⊂ RD відібрані з деякого

низьковимірного гладкого многовидуM .

Для гладкого многовиду M та точки x ∈ M , дотичний простір TxM − це

лінійний простір, який є узагальненням дотичної прямої до кривої або дотичної

площини до поверхні у вищих вимірах. Формально, TxM може бути визначений

як множина всіх можливих векторів швидкості γ̇(0) кривих γ : (−ε, ε)→M , що

проходять через x при γ(0) = x. TxM є векторним простором, розмірність якого

дорівнює вимірності многовидуM .

Дотичний простір, зазвичай, використовуєтсья для обрахунку наступних пара­

метрів:

1. Локальна Оцінка: Використання методів, як­от Локальний Метод Го­

ловних Компонент (англ., Local Principal Сomponent Аnalysis), для оцінки

підпростору TxM у околі N (x). Такий метод допомагає визначити локальну

геометрію многовиду.
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2. Відображення на Дотичний Простір: Використання логарифмічного від­

ображення logx : N (x) → TxM для перетворення нелінійного околу на

лінійний простір. Ознаки отримуються з цього лінеаризованого представле­

ння.

3. Метрика та Кривина: В якості ознак можуть використовуватися локальні

метричні властивості (наприклад, головні кривини многовиду) або характе­

ристики тензора метрики gij та тензора Рімана.

Метод дотичного простору є основою для багатьох підходів навчання на много­

видах, таких як Tangent Space Alignment, де дані вирівнюються на основі локаль­

них дотичних просторів для отримання глобальної лінійної структури [84, 85].

Наприкінці зауважимо, що навчання на многовидах має широку та вузьку

інтерпретації: у першому випадку, цей термін живається майже синонімічно до

"нелінійного зменшення вимірності простору", де основна ідея полягає у відобра­

женні певного багатовимірного простору у простір менше у випадках, коли сам

вихідний простір не можна піддати лінійній декомпозиції; у широкій інтерпретації,

навчання на многовидах означає використання певних гіпотез чи означень, що

стосуються многовидів та асоційованих структур для вирішення задач розумного

аналізу даних. Таким чином, усі методи зазначені вище можна віднести до навчан­

ня на многовидах за певного широкого розуміння цієї ідеї, утім такий підхід не є

мейнстрімним.

Часто, топологічний аналіз даних і певні із зазначених методів відносять

до Геометричного Машинного Навчання (ГМН) [86]. Останнє вбирає у себе мето­

ди та архітектури, що намагаються експлуатувати геометричну інформацію про

проблему чи поведінку алгоритма для отримання (кращих) розв'язків. Класичним

прикладом такої задачі є еквіваріантність. Еквіваріантність є ключовою симетрій­

ною властивістю, яка необхідна моделям машинного навчання, що працюють із

геометричними даними (такими як графи, многовиди чи хмари точок). Вона га­

рантує, що якщо ми трансформуємо вхідні дані, вихідні дані трансформуються

відповідним і передбачуваним чином [87]. Еквіваріантність описується відношен­

ням між трьома основними елементами: групою перетворень, простором вхідних

та вихідних даних.

Нехай G − група перетворень (наприклад, група обертів SO(3) або група

зсувів Rn). Група G діє на вхідному просторі X через представлення τX : G →
Aut(X) та на вихідному просторі Y через представлення τY : G→ Aut(Y ).
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Функція (модель машинного навчання) f : X → Y є G­еквіваріантною, якщо

для будь­якого елемента g ∈ G та будь­якого входу x ∈ X виконується наступна

умова:

f(τX(g) · x) = τY (g) · f(x)

Ця умова означає, що порядок застосування операцій не має значення. Спочатку

трансформувати вхід x за допомогою g (ліва частина), а потім застосувати фун­

кцію f дасть такий же результат, як і застосування f до x, а потім трансформація

результату f(x) за допомогою g (права частина).

Нагадаємо, що ін­ та еквіваріантність є різними випадками однієї симетрійної

властивості:

Функція f : X → Y є G­інваріантною, якщо для будь­якого елемента g ∈ G
вихід не змінюється:

f(τX(g) · x) = f(x)

Зв'язок: Інваріантність є особливим випадком еквіваріантності, де представлення

τY є тривіальним (тобто, τY (g) є тотожним оператором). Інваріантність потрібна

для класифікації (наприклад, визначити об'єкт незалежно від його орієнтації),

тоді як еквіваріантність потрібна для сегментації, регресії та отримання ознак,

де потрібно зберегти просторове відношення.

У ГМН, еквіваріантність вирішує проблему відсутності канонічної системи

координат для неструктурованих даних (як­от точкові хмари).

• Ефективність Даних:Моделі, які за своєю конструкцією є еквіваріантними

(наприклад, еквіваріантні згорткові мережі E­CNN), не повинні вивчати

симетрію з даних. Це значно зменшує вимоги до кількості тренувальних

даних та покращує узагальнення.

• Фізична Адекватність: У фізиці та хімії (наприклад, моделювання молекул)

еквіваріантність щодо групи обертань SO(3) є обов'язковою.Модель повинна

видавати коректні фізичні прогнози незалежно від того, як ми обертаємо

молекулу в просторі.

• Приклади у ГМН:

1. Graph Neural Networks (GNN): Еквіваріантність щодо перестановок

вузлів.
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2. Point Cloud Networks (наприклад, Point Transformer): Еквіваріан­

тність щодо обертань і зсувів у просторі R3 при виконанні завдань

сегментації чи регресії [88].

2.1.2. Топологічне глибоке навчання

Більш глибока інтеграція відбувається в галузі топологічного глибокого навчан­

ня. Ця парадигма використовує топологічні принципи для побудови архітектури

глибоких нейронних мереж [89].

1. Топологічні шари: Дослідники розробили диференційовні шари, які обчи­

слюють (або апроксимують) стійкі гомології. Це дозволяє вивчати тополо­

гічні ознаки наскрізно. Мережа може вивчити оптимальну фільтрацію або

функцію f : X → R, чия діаграма стійкості є найбільш дискримінативною

для задачі, замість покладання на обрану людиною (наприклад, функцію

відстані).

2. Топологічні функції втрат: TDAможна використовувати для визначення

нових функцій втрат. Наприклад, у генеративному моделюванні (GAN або

VAE) можна вимагати, щоб згенеровані дані G(z) мали таку ж топологічну

сигнатуру (діаграму стійкості), як і реальні дані X . Член втрат, заснований

на відстані ВассерштейнаWp(Dk(X), Dk(G(z))), може штрафувати модель

за створення даних із неправильною топологією (наприклад, генерування

зображень клітин із зайвими дірками або роз'єднаними компонентами) [90].

3. Локальна проти глобальної топології: Важливим зрушенням є переоцінка

"шуму". На початку існування, TDAцінувала "довгі смуги" (глобальні, стійкі

особливості) і відкидала "короткі смуги" як шум, застосування машинного

навчання показали протилежне. Розподіл особливостей короткої стійкості

(точок біля діагоналі) є потужним дескриптором локальної геометрії та

текстури. Моделі машинного навчання можуть ефективно навчатися на цій

"формі шуму", яка часто є високодискримінативною [91].

Оскільки TDA застосовується до масивних наборів даних реального світу, два

фундаментальні виклики набули першочергового значення.

Стандартні алгоритми стійких гомологій є (у найгіршому випадку) кубічними

за своєю складністю, O(n3), за кількістю симплексів n, яка сама по собі може
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експоненційно залежати від кількості точок даних |D|. Це є значним обмеженням і

сучасні дослідження вирішують цю проблему за допомогою [92, 93]:

• Апроксимації: Розробка апроксимацій діаграм стійкості з доведеною які­

стю (наприклад, через підвибірку, розріджені комплекси або "наближені

фільтрації"), які можна обчислити за майже лінійний час.

• Спеціалізованих алгоритмів: Розробка алгоритмів лінійного часу для низь­

ковимірних даних (наприклад, одновимірних часових рядів) або спеціалі­

зованих структур (наприклад, "динамічна стійкість" для оновлення діаграм

при зміні даних).

• Паралелізації: Розробка розподілених алгоритмів для обчислення стійкості

на високопродуктивних кластерах.

2.1.3. Пошук статистичної строгості

Важливим напрямком досліджень є розробка формальної статистичної бази

для TDA [94]. Простір діаграм стійкості D, оснащений відстанню Вассерштейна

(або горлечковою), не є векторним простором чи навіть рімановим многовидом.

Це простір Александрова з невід'ємною кривиною, що унеможливлює викори­

стання більшості класичних статистичних інструментів (наприклад, обчислення

унікального "середнього" чи "дисперсії", застосування стандартних центральних

граничних теорем) [95]. Поточні дослідження зосереджені на:

• Середнє Фреше: Визначення та аналіз властивостей середнього Фреше

(аналог вибіркового середнього) у D.

• Імовірнісна стійкість: Доведення теорем "імовірнісної" стійкості та не­

рівностей концентрації, які обмежують відстань між діаграмою стійкості

вибірки, D(Dn), та (відповідним чином визначеною) діаграмою розподілу

ймовірностей, що лежить в основі, D(P ).

• Топологічна перевірка гіпотез: Розробка непараметричних тестів на D,
щоб, наприклад, визначити, чи дві вибірки Dn та Dm отримані з однієї й тієї

ж базової "форми".
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2.1.4. Багатопараметрична стійка гомологія

Стандартна фільтраціяKε індексується одним параметром ε. Однак багато реаль­

них задач породжують дані з кількома непорівнянними параметрами (наприклад,

фільтрація хмари точок як за щільністю, так і за функцією відстані). Це визначає

багатопараметричну фільтрацію Kε1,ε2,...,εd, індексовану Rd [96]. Алгебраїчна

теорія для цього є значно складнішою. "Структурна теорема" (яка дає унікальний

штрих­код) тут не працює. Багатопараметричні модулі стійкості не можна розкла­

сти на прості інтервали (як у випадку зигзагоподібної стійкості). Це центральна,

відкрита проблема в цій галузі. Поточні дослідження зосереджені на:

• Нові інваріанти: Визначення обчислюваних, стійких та інтерпретованих ін­

варіантів для багатопараметричних модулів, таких як "багатопараметричний

інваріант рангу" (ранг Hk(K~a)→ Hk(K~b) для ~a ≤ ~b).

• Відстані зіставлення: Визначення стійких метрик, таких як "відстань чер­

гування" (англ., interleaving distance), для порівняння багатопараметричних

модулів [97].

Зовсім іншим напрямком є використання теорії пучків (англ., sheaf theory)

для аналізу даних [98]. Пучок — це математичний об'єкт, який ставить у відпо­

відність алгебраїчні дані (наприклад, векторні простори) відкритим множинам

топологічного простору та визначає "відображення обмеження" для того, як ці

дані співвідносяться між множинами. В аналізі даних це забезпечує потужний

фреймворк "від локального до глобального". Замість припущення, що всі дані

існують в одній "формі", пучок може моделювати дані, які є локально узгоджени­

ми, але глобально неузгодженими або зміщеними. Нейронні мережі на основі

пучків, наприклад, використовувалися для узагальнення графових нейронних

мереж (GNN). Визначаючи пучок над графом, "відображення обмеження" можуть

навчитися "транслювати" інформацію між різними вузлами, вирішуючи поширені

проблеми GNN, такі як перезгладжування та нездатність обробляти гетерофілію

(коли з'єднані вузли є несхожими).

Як згадувалось, "сира" діаграма стійкості D = {(bi, di)} є мультимножиною
точок, що не є валідним вхідним даним для більшості моделей МН (наприклад,

SVM, нейронних мереж). Це призвело до розробки методів "векторизації" для пе­

ретворення діаграм у скінченновимірні вектори в гільбертовому просторі. Основні

методи включають:
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• Зображення стійкості (англ., Persistence Images, PI): Запропонований

Адамсом та ін. [99], цей метод розміщує двовимірне ядро Гаусса в кожній

точці (bi, pi) (де pi = di − bi — це стійкість), а потім інтегрує цю поверхню

по сітці пікселів. Отримане "зображення" є стійким вектором фіксованого

розміру.

• Ландшафти стійкості (англ., Persistence Landscapes, PL): Запропонований

Бубеником [100], ландшафт λk(t) є k­тим найбільшим значенням функції

fi(t) = max(0,min(t− bi, di − t)) по всіх точках i. Це перетворює діаграму
на набір стійких одновимірних функцій, які потім можна дискретизувати.

• Топологічні ядра:Методи, такі як ядро SlicedWasserstein, дають можливість

використовувати ядерні моделі МН (як­от SVM) безпосередньо на діаграмах,

визначаючи стійку міру подібності між ними, оминаючи явну векторизацію

[101].

2.2. Геометрична консолідація

2.2.1. Консолідація гібридного нейронного алгоритму

Як було зазначено до цього, консолідація гетерогенних ансамблів є важливою

проблемою, розв'язання якої суттєво впливає на якісні результати конкретної мо­

делі. В межах цієї роботи ми хочемо узагальнити напрацювання представлені в

[102, 103, 104, 105, 14, 13, 12] та презентувати підхід до локальної консолідації

гетерогенних ансамблів на основі оцінки складності вхідного простору. Більш

конкретно, ми розглядаємо спосіб побудови нейронних гібридних моделей, які за

своєю суттю є гетерогенними ансамблями, де хоча б одна з компонент є нейрон­

ною мережею. Оцінка складності віходного простору виконується за допомогою

обраного алгоритму пошуку топологічних ознак простору.

Таким чином, гібридний нейронний алгоритм це гетерогенний ансамбль, що

може бути визначений як 5­кортеж: := (N,E, I(E,N), C,L(coh), що складається з:

• нейронної архітектури N

• не­нейронного пояснювального алгоритма E

• параметрів їх інстанціації I(N,E)
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• функції розбиття C, що відносить точки многовида вхідного простору до

складних або простих

• функції втрат когерентності L(coh)

Алгоритмічна реалізація цього підходу буде детально розглянуто в практи­

чних секціях пізніше, тоді як зараз ми лише зазначимо, що загальна суть підходу

полягає у виконанні наступного ланцюга дій:

1. Здійснити розбиття вхідного простору на прості та складні компоненти та

зберігти відповідну маску на етапі тренування

2. Інстанціювати моделі

3. Навчити модел (потенційно, з урахуванням L(coh)

Консолідація компонент ансамблю відбувається на 2­х рівнях. Перший (обов'яз­

ковий рівень) консолідації відбувається на етапі розбиття вхідного простору, то­

чніше, під час виконання задачі оптимізації для обох моделей. Очевидними є

поставити питання: чому ця консолідація не є глобальною? які плюси такого пд­

ходу? Дійсно, зазвичай, локальна консолідація відбувається за рахунок сумжної

"змінної", доступ до якої мають всі слабкі учні ансамблю [11]. Крім цього, зазви­

чай передбачається, що цей доступ є динамічним в тому сенсі, що моделі можуть

впливати одна на одну протягом навчання.

Розглянемо наш підхід без врахування функції втрат когерентності більш

детально. Ми передбачаємо існування фунції C, яка для множини всіх елементів

навчання x ∈ Xtrain будує розбиття: C(xi) → 0, 1. Наша ідея полягає в тому, що

саме ця функція і є методом локальної консолідації у непрямий спосіб. Дійсно,

пов'язує між собою всіх слабких учнів ансамблю, відповідно, вона є суміжною. Але

за рахунок чого відбувається взаємний вплив між моделями? Адже у стандартному

випадку глобальної консолідації шляхом мета­алгоритма, як у випадку стекінгу,

слабкі учні також, певним чином, усі є суміжними по відношенню до цього мета­

учня. Справа в тому, що вплив розподіл ймовірності станів окремого учня залежить

від конкретної підмножиниXtrain, яка буде доступна учневі. Тоді, можна говорити,

що навчання кожного з учнів параметризовано розбиттям . Іншими словами, замість

постійного покрокового обміну фактичною інформацією, слабкі учні обмінялись

обмеженнями щодо можливих станів, які вони зможуть прийняти під час навчання,
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оскільки вони визначені функцією розбиття. Разом з цим, під час навчання, базова

функція втрат виконує роль передавача, що сповіщає кожен з ансамблів про дійсний

стан інших.

Важливо зауважити, що даний підхід відрізняється від випадкового розбиття

(класичний випадок), де (структурованої) консолідації не відбувається. Причиною

цьому є те, що не є випадковою, а отже функція втрат передає не тільки інформацію

про стан інших ансамблів, але й інформацію про той простір, де ці ансамблі

визначені й сама ця інформація має чітке представлення завдяки . Таким чином,

слабкі учні ансамблю спілкуються через "вивчення" силуету розбиття , яке їм з

необхідністю повідомляється через послідовність зміни станів інших моделей.

Зазначимо, що технічно кажучи, процес описаний вище може статися й без

використання функції оцінки складності простору, утім у такому випадку цей

процес не є ані гарантованим, ані контрольованим. Нижче, ми представимо цю

ідею формально.

Функція C індукує декомпозицію вхідного простору X на дві підмножини,

які використовуються для тренування компонент ансамблю та маски яких ми

зберагіємо для тренування. Множина для нейронної мережі (N )— складні патерни:

XN = {x ∈ Xtrain | C(x) = 1}

Множина для пояснювального алгоритму (E) — прості патерни або топологі­

чний шум:

XE = {x ∈ Xtrain | C(x) = 0}

Важливо зауважити, щоXtrain = XN ∪XE іXN ∩XE = ∅ (у строгому варіанті
розбиття).

В стандартному ансамблюванні (глобальна консолідація) ми б мінімізували

втрати на всьому Xtrain [67]. Тут навчання відбувається локально на підпросторах,

визначених C. Нехай L— базова функція втрат (наприклад, Cross­Entropy). Про­

цес навчання H зводиться до двох незалежних (за умови відсутності Lcoh) задач
оптимізації:

θ∗N = argmin
θN∈ΘN

∑
(x,y)∈XN

L(N(x; θN), y)

θ∗E = argmin
θE∈ΘE

∑
(x,y)∈XE

L(E(x; θE), y)
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Саме тут формалізується ідея, що навчання параметризовано функцією C. Модель

N не просто вчить підмножину даних, вона вчить структуру, визначену топологією

C.

Розглянемо стан моделі як випадкову величину θ у просторі параметрів. У

класичному (випадковому) розбитті Rrand, апостеріорний розподіл параметрів θ

майже не відрізняється від розподілу на повному датасеті (за законом великих

чисел):

P (θ|Xrand) ≈ P (θ|Xtrain)

Отже, інформації про структуру простору немає. У нашому підході, розподіл

ймовірностей станів нейронної мережі θN жорстко обумовлений функцією C:

P (θN |XN) ≡ P (θN |Xtrain, C)

Оскільки C не є випадковою величиною, а детермінованою функцією топології

простору, то ентропія розподілу ваг змінюється специфічним чином. Формально,

"повідомлення", яке модель E передає моделі N , полягає у відмові моделі E від

обробки складних точок XN . Це звужує простір пошуку для N , дозволяючи їй

спеціалізуватися. Вплив (консолідацію) K можна виразити як різницю між станом,

набутим на всьому просторі, і станом, набутим під впливом C:

K(N,E) ∼ DKL

(
P (θN |Xtrain) ‖ P (θN |Xtrain, C)

)
де DKL — дивергенція Кульбака­Лейблера [106]. Чим більша ця розбіжність, тим

сильніший вплив топологічного розбиття (індукованої консолідації) на формування

фінального стану моделі.

Варто уточнити як саме C проводить розбиття. Зважаючи на те, що C мо­

же мати різне математичне формалювання ми розглянемо лише загальну ідею.

Ми передбачаємо, що вхідний простір має певні більш чи менш виражені топо­

логічні властивості, що є ймовірним вне залежності від задачі, зважаючи на те,

що більшість задач машинного навчання є високопросторовими, а тому з доста­

тньою ймовірністю мають ті чи інші топологічно­значущі компоненти (напри­

клад, n­вимірні порожнини). Тоді, ті точки, які беруть участь у формуванні цих

топологічно­значущих компонент є важливим (включно з певним списком їх ε­

сусідей), оскільки їх зникнення приведе до суттєвої зміни властивостей простору.

Разом з цим, в просторіччі, можна сказати, що топологічно­значущі компоненти
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асоціюються з геометрично складними ділянками простору. Саме таким чином і

відбувається розбиття на прості та складні точки вхідного простору.

Такий підхід має очевидні проблеми, які полягають у клаптиковості таких

оцінок, іншими словами, отримана маска може включати в себе складні та нере­

гулярні дані, які базова функція втрат не зможе логічно опрацювати і з високою

ймовірністю (якщо таких компонент небагато у % еквіваленті) проігнорує чи ви­

вчить через просте усереднення. Для вирішення цієї проблеми і пропонується

використання функції втрат когерентності L(coh). Ми не пропонуємо якоїсь кон­

кретної структури цієї функції і передбачаємо, що більшість класичних функцій

втрат чудово справляться з цією задачею. Для нашого дослідження, у тих випадках

де це було необхідним, ми використали Mean Absolute Error.

Звісно, такий підхід має ряд обмежень, основними з яких є глобальна де­

консолідація та складність в обчисленні. Під глобальною де­консолідацією ми

маємо на увазі, що розбиття функцією C може призвести не до мінімізації, а до

збільшення невизначеності моделі шляхом порушення певних геометричних зв'яз­

ків у просторі. Утім, цей процес не є специфічним до нашого підходу, а характерний

для будь­яких методів, що розділяють вхідний простір на компоненти, наприклад,

k­fold чи звичайний метод побудови ансамблів. Що ж стосується другої проблеми,

то це зауваження є валідним і має бути взято до уваги під час використання на

практиці. Єдиним важливим зауваженням (яке ми не будемо піддавати більш де­

тальному аналізу в межах пробелматики даної роботи) є те, що будь­який алгоритм

оцінки складності має добре визначену обчислювальну складність. Беручи до ува­

ги також той факт, що інший слабкий учень є не­нейронним алгоритмом, а отже

його складність також є добре прогнозованою, можна обрахувати конкретний %

вхідного простору який має моделюватись простим алгоритмом аби збалансувати

сумарні обчислювальні витрати. Згідно до наших попередніх підрахунків, для бага­

тошарового перцептрона та логістичної регресії як пари слабких учнів нейронного

гібрида, що використовують метод стійких гомологій, логістична регресія має

моделювати як мінімум 23% від усього простору, аби обчислювально збалансувати

всю систему в термінах просторової складності (англ., space complexity). Звісно ж,

більш детальний аналіз цієї проблеми має бути здійснено в майбутньому.

Такий підхід також можна розглядати як метод побудови задач з напівкерова­

ного навчання (англ., semi­supervised learning). Дійсно, у такому підході виділяють

дві основні парадигми: перша передбачає, що існує лише невелика множина (в
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широкому сенсі) пар "питання­відповідь", тоді як всі інші пари є нерозмічени­

ми; друга ж парадигма передбачає, що інші пари також мають розмітку, утім її

якість є низькою (наприклад, розмічені спеціалістом та випадковою людиною).

Найпростіше тут розглянути задачу бінарної класифікації: можна вважати, що

наявні пари "питання­відповідь" є даними високої якості, а розмітка за допомогою

топологічних властивостей є розміткою "випадкової людини", яка змогла уловити

загальну ідею, утім, могла помилитись в конкретній реалізації. Таким чином, даний

підхід дозволяє отримати з даних більшу кількість інформації для навчання моделі,

описуючи зв'язок між парою бінарних класів та парою класів складності: прості та

складні екземпляри. Звісно, це не є унікальною властивістю запропонованого під­

ходу як такого а лише однією із його особливостей, яка пов'язана із використанням

топологічних масок.

Наприкінці зауважимо, що прямий підрахунок складності простору не є

обов'язковим кроком. Насправді, можливе також непряме обчислення цієї компо­

ненти. В наступному розділі ми розглянемо випадок коли замість розбиття простір

на "складні" та "прості" компоненти можливим є використати більш нативний під­

хід коли одна з моделей ансамблю вивчає загальну репрезентацію, а інша модель

(чи моделі) регуляризуються цією першою моделлю. Загалом, ми передбачаємо, що

такий варіант є суміжною реалізацією у випадку, коли ансамбль має певні інстру­

менти до консолідації цієї інформації, наприклад, на основі обрахунку поточкової

взаємної інформації (англ., Pointwise Mutual Information, PMI). Тоді інформація

про складні та прості компоненти простору конденсується в інформацію про гео­

метрію поведінки моделі­регуляризатора і потрапляє в нейронну компоненту в

непрямому вигляді. Насправді, такий підхід є класичним випадком регуляриза­

ції нейронних архітектур і ми лише пропонуємо нову точку зору на такий метод

навчання і загальної поведінки моделей.

2.2.2. Суміжні Роботи

Існує ряд суміжних робіт, які стосуються використання різних підходів до оцінки

складності простору та композиції моделей. Нижче ми розглянемо тематично

найбільш близькі роботи та вкажемо на наявні точки перетину а також основні

відмінності між даними методологіями та запропонованим підходом.

Мабуть, найбільш спорідненим напрямком, до якого можна віднести наш

підхід, є многовид­інформоввана побудова суміші експертів (англ., Manifold­Aware
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Mixture of Experts). Основною відмінністю в нашому випадку є використання не

чисто геометричних, а топологічних властивостей просторів даних та відповідних

алгоритмів оцінки. Разом з цим, імпліцитний підхід, який був коротко описаний

вище і який ми розглянемо в наступному розділі, можна було б віднести до цього

напрямку в його повноті.

Розглянемо одну з нещодавніх робіт, яка, на наш погляд добре передає осо­

бливості даного напрямку: HELM: Hyperbolic Large LanguageModels via Mixture­of­

Curvature Experts. Автори зазначають, що сучасні великі мовні моделі, переважно

оперують у евклідовому просторі (Rn) suris2024helm. Основна проблема полягає

в тому, що геометрія евклідового простору не є оптимальною для представлення

багатьох типів даних, що зустрічаються в реальному світі:

• Ієрархічні дані: Тексти, графи знань, таксономії та логічні наслідки краще

моделюються в гіперболічних просторах (Hn), де об'єм простору зростає

експоненційно, подібно до кількості вузлів у дереві.

• Циклічні дані: Сезонні патерни або замкнені логічні цикли краще представ­

ляються на сферичних многовидах (Sn).

Примусове вкладення (англ., embedding) даних зі складною топологією в

"плаский" евклідів простір призводить до значних зміщень відстаней та втрати

семантичних зв'язків [86]. Стандартні методи намагаються компенсувати це збіль­

шенням розмірності, що підвищує обчислювальну складність, але не вирішує

фундаментальної геометричної невідповідності.

Рішенням, що пропонують автори є використання підходуManifold­Aware

MoE, де замість фіксованого простору вкладень модель динамічно обирає опти­

мальну геометрію для кожного вхідного токена або прикладу.

Зокрема, у HELM пропонується механізм, що дозволяє моделі оперувати в

різних ріманових многовидах одночасно. Замість того, щоб змушувати всі дані

існувати в одному просторі, модель навчає набір експертів, кожен з яких спеціалі­

зується на певному типі кривини.

Це дозволяє ефективно поєднувати переваги:

• Гіперболічної геометрії (негативна кривина) для ієрархій.

• Сферичної геометрії (позитивна кривина) для циклів.

• Евклідової геометрії (нульова кривина) для плоских даних.
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Ключовим викликом є визначення того, який саме многовид (або яка кривина)

підходить для конкретного вхідного елемента. У контексті HELM та схожих робіт,

оцінка складності та вибір простору реалізуються наступним чином:

1. Кривина як параметр, що навчається: Складність простору не завжди

оцінюється статично перед навчанням. Натомість, кривина секційного про­

стору (англ., sectional curvature) κ часто є параметром, який оптимізується

під час тренування мережі (як у [107]).

2. Динамічна маршрутизація (англ., Dynamic Routing):У підході MoE вводи­

ться механізм "роутера" (гейтована мережа). Роутер аналізує вхідний вектор

x і обчислює ймовірність приналежності до певного геометричного режи­

му. Таким чином, оцінка відбувається "на льоту" (так званий data­dependent

curvature selection).

3. Простори добутків:Як зазначено у роботах [108], складність даних часто ви­

магає комбінації просторів для їх повної якісної репрезентації. Оцінка може

базуватися на сигнатурі простору P = Hn1 × Sn2 × En3. Модель автоматично

зважує важливість кожної компоненти.

Архітектура, запропонована в HELM та споріднених підходах Manifold­

Aware MoE, є уніфікованою моделлю, а не ансамблем незалежних моделей.

Основними компонентами архітектури є:

• Mixture­of­Curvature Experts: На відміну від класичного MoE, де експерти

— це різні шари FFN (Feed­Forward Networks), тут експерти можуть від­

різнятися математичними операціями, специфічними для певної геометрії

(наприклад, додавання в просторі Мінковського для гіперболічних експертів,

замість звичайного додавання векторів).

• Дотичний простір (англ., Tangent Space Interaction):Щоб експерти з рі­

зною кривиною могли взаємодіяти, операції часто виконуються в дотичному

просторі TxM у точці початку координат, який є локально евклідовим. Вико­

ристовуються експоненційні (expx) та логарифмічні (logx) відображення для

переходу між многовидом і дотичним простором.
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• Роутер кривини (англ., Curvature Router): Нейронна мережа, яка для ко­

жного токена генерує ваги αi, що визначають внесок кожного геометричного

експерта.

y =
K∑
i=1

αi(x) · Ei(x)

де Ei — експерт, що працює з певною кривиною κi.

Цей підхід дозволяє створювати великі мовні моделі, які є більш компактни­

ми (менша розмірність вкладень) та більш точними у завданнях, що вимагають

розуміння складних ієрархічних зв'язків.

Існують також підходи, що використовують топологічні методи як частину

навчального процесу. Стандартні автоенкодери та методи зниження розмірності

(наприклад, PCA, t­SNE, UMAP) оптимізують функції втрат, що базуються на

попарних евклідових відстанях або локальному сусідстві. Однак, такий підхід має

суттєві недоліки:

• Втрата глобальної структури: Стандартні AE можуть розірвати безпе­

рервний цикл (наприклад, дані про клітинний цикл) на окремі кластери в

латентному просторі, або навпаки — склеїти окремі кластери в один.

• Топологічний шум:Моделі часто не розрізнюють значущі топологічні озна­

ки (справжні "дірки" в даних) від шуму вибірки.

• Відсутність гомотопічної еквівалентності: Немає гарантії, що латентне

представлення топологічно еквівалентне вхідним даним (не зберігаються

числа Бетті — кількість компонент зв'язності, циклів, порожнин).

Проблема полягає у створенні відображення, яке є не лише геометрично точним

локально, але й гомеоморфним глобально [75].

Рішенням, запропонованим у ключовій роботі Topological Autoencoders [90],

є введення додаткового доданку до функції втрат — топологічного.

Замість того, щоб просто мінімізувати помилку реконструкції, модель одноча­

сно мінімізує розбіжність між топологічними характеристиками вхідного простору

X та латентного простору Z . Це досягається через використання стійкої гомології.
Метод змушує модель узгоджувати діаграми персистентності вхідного значе­

ння та значення з латентного простору, гарантуючи, що великі петлі або кластери
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у вхідних даних збережуться у стиснутому представленні. Оцінка складності про­

стору в даному підході базується на алгебраїчній топології. Вона виконується

наступним чином:

1. Комплекс Віеторіса­Ріпса: Для оцінки топології будується симпліційний

комплекс на основі міні­батчу даних. Це дозволяє апроксимувати форму

многовиду, з якого були взяті дані.

2. Діаграми персистентності: Складність простору кількісно виражається че­

рез діаграми персистентності, які відображають час "народження" та "смер­

ті" топологічних фіч (компонент зв'язності H0, циклів H1 тощо) при зміні

радіусу фільтрації.

3. Узгодження:Оцінка того, наскільки топологія латентного простору відповід­

ає вхідному, виконується шляхом обчислення відстані (наприклад, відстані

Вассерштейна або Горлечкової) між діаграмами персистентності просто­

ру X та простору Z . У роботі [90] пропонується диференційована техніка

узгодження пар точок, що формують топологічні фічі.

Модель такого автоенкодера є унітарною, а не частиною ансамблю, хоча це,

формально, не обмежено. Така унітарна архітектура складаєтсья з:

• Енкодер (fφ) та Декодер (gθ): Стандартні нейронні мережі (MLP або CNN),

що відображають дані x→ z та z → x̂.

• Модуль обчислення персистентності: Спеціальний (часто непараметри­

чний) блок, який під час прямого проходу обчислює діаграми персистентно­

сті для поточного батчу даних у вхідному та латентному просторах.

• Комбінована функція втрат:

L = Lrecon(x, gθ(fφ(x))) + λ · Ltopo(Dx,Dz)

де Lrecon — помилка реконструкції (наприклад, MSE), λ— гіперпараметр

ваги, аLtopo—топологічна помилка, яка штрафує розбіжності між діаграмою

персистентності входу Dx та латенту Dz.
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Унікальність архітектури полягає в тому, що градієнти від топологічної втра­

ти проходять крізь процес побудови діаграм персистентності (який зазвичай є

дискретним) завдяки вибору критичних пар точок, що визначають "смерть" топо­

логічних фіч [109]. Це дозволяє енкодеру "навчитися" зберігати петлі та кластери.

Іншою схожою архітектурою, що є МоЕ, утім інкорпорує ширшу концепцію

є ідея GraphMoRE [110]. Це також унітарна МоЕ модель, задачою якої є вирішення

топологічної гетерогенності графових даних. Оскільки графові нейронні мережі

часто використовують допоміжні моделі вкладень (англ., embedding models) для

репрезентації графів у зручному, Евклідовому просторі, це призводить до втрати

топологічних особливостей самих даних, дещо аналогічно як це може статися під

час використання РСА, про що зазначалось раніше. GraphMoRE складається з сумі­

ші Ріманових експертів і використовує топологічні методи класифікації просторів

для того, аби зрозуміти який тип вкладень найкраще підійде для конкретних даних,

що дозволяє більш ефективно реалізувати графову архітектуру.

Існують методи що направлені на роботу саме з ансамблями, на відміну

від унітарних випадків. Класичні методи ансамблювання (наприклад, Bagging

або Boosting) використовують фіксований набір базових класифікаторів для всіх

вхідних даних. Однак у реальних просторах ознак існують різні регіони:

• Легкі регіони: Класи добре розділені, достатньо одного простого класифі­

катора.

• Складні регіони: Межі рішень перекриваються, спостерігається висока

нелінійність або шум.

Використання всього ансамблю для "легких" прикладів є обчислювально надлишко­

вим, а для "складних" — включення некомпетентних класифікаторів у голосування

може лише погіршити точність (через внесення шуму). Проблема полягає в тому,

щоб визначити компетентність моделі локально для кожного запиту [111].

Рішенням єDynamic Ensemble Selection (DES), керований складністю (Complexity­

Based). Для кожного нового тестового зразка xquery система виконує наступні кроки:

1. Визначає область компетентності (англ., Region of Competence, RoC) нав­

коло xquery (зазвичай через алгоритм k­Nearest Neighbors)

2. Оцінює складність задачі класифікації саме в цій локальній області
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3. Відбирає лише ті класифікатори з пулуC = {c1, . . . , cM}, які історично добре
справлялися з даними такої складності або в цьому регіоні

Це дозволяє системі адаптуватися: використовувати прості правила там, де це

можливо, і складні ансамблі там, де це необхідно.

Оцінка складності в даному підході є критичною і відбувається у вхідному

просторі ознак або просторі рішень.

Згідно з [112] та [113], використовуються такі метрики складності:

1. Метрики перекриття (англ., Overlap measures): Наприклад, метрика F1

(Maximum Fisher's Discriminant Ratio), яка оцінює роздільність класів у ло­

кальній області RoC.

2. Метрики сусідства (англ., Neighborhood measures):Метрика N1 (Fraction

of borderline points) або N2 (Ratio of intra/extra class nearest neighbor distance).

Вони аналізують, наскільки змішаними є класи серед k­найближчих сусідів

тестового зразка.

3. Оцінка складності екземпляра (англ., Instance Hardness, IH):Ймовірність

того, що екземпляр буде неправильно класифікований набором різноманітних

алгоритмів. Якщо IH висока, система активує більш потужну підмножину

ансамблю.

Ці метрики часто формують мета­ознаки (meta­features), які подаються на вхід

мета­класифікатору для прийняття рішення про відбір. Архітектура є ансамбле­

вою, але динамічною. Вона складається з трьох основних фаз:

• Генерація пулу (англ., Overproduce): Створюється великий набір різно­

манітних базових класифікаторів (наприклад, 100 перцептронів або дерев

рішень).

• Динамічний відбір (англ., Dynamic Selection ­ META­DES): Замість про­

стого вибору, використовується мета­навчання [114]:

– Для xquery отримуюються мета­ознаки (складність регіону, впевненість

сусідів, відстань до межі).

– Мета­класифікатор (наприклад, Naive Bayes або інша модель) прогно­

зує: "Чи є класифікатор ci компетентним для xquery?".
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– Формується динамічний під­ансамбль C ′ ⊂ C.

• Інтеграція: Прогнози відібраних моделей C ′ агрегуються (через Majority

Voting або Weighted Average) для отримання фінального результату.

Така архітектура дозволяє досягти компромісу між зміщенням та дисперсією

(англ., bias­variance tradeoff) локально, адаптуючись до складності простору в

режимі реального часу. З очевидних недоліків такої системи можна обчислювальну

вимогливість як в навчанні такі в інференсі.

Наш підхід наслідує загальній концепції генерації ансамблів на основі оцінки

складності простору, але відрізняється тим, що є статичним ансамблем і вимагає в

базовому випадку лише 2 моделі, хоча, і не є обмеженим для розширення. У зв'язку з

цим, в архітектурі також відсутній мета класифікатор, що полегшує як інференс, так

і навчання. Важливим є також, що DES не передбачає функції втрат, що пов'язувала

б усі моделі між собою, оскільки це було б обчислювально недоцільно на практиці.

Крім цього, складність, яку використовує DES є евристичною і не пов'язана з

геометрією чи топологією самого простору експліцитно.

Одним із підходів, що надихнув нас на поєднання інтерпретовності та тополо­

гічної інформаціє є регресіяМорса­Смейла. У задачах регресії часто припускається,

що цільова функція f : Rd → R має просту структуру або може бути апроксимо­

вана глобальною моделлю (наприклад, поліномом або нейромережею). Однак у

багатьох фізичних та біологічних процесах функції мають:

• Складну топологію: Наявність багатьох локальних максимумів, мінімумів

та сідлових точок.

• Різну поведінку в різних регіонах: Глобальні моделі часто згладжують

важливі локальні особливості, тоді як локальні методи (як kNN) страждають

від прокляття розмірності і не враховують форму градієнтних потоків.

Проблема полягає в побудові регресії, яка явно моделює топологічні особливості

поверхні даних [115].

Рішення базується на теорії Морса. Функція f розкладається на набір клітинок

(кристалів) комплексу Морса­Смейла. Ключова ідея:

1. Область визначення X розбивається на регіони, в кожному з яких градієн­

тний потік є однорідним (всі траєкторії починаються в одному локальному

мінімумі і закінчуються в одному локальному максимумі).
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2. Всередині кожної такої клітинки функція є монотонною, що дозволяє апро­

ксимувати її дуже простими моделями (наприклад, лінійною регресією) без

втрати точності.

Складність простору оцінюється через топологію скалярного поля (цільової

функції), а не просто геометрію вхідних даних.

• Критичні точки: Складність визначається кількістю та розташуванням кри­

тичних точок (∇f(x) = 0) та їх індексами (мінімуми, максимуми, сідла).

• Персистентність: Для відділення шуму від значущих топологічних осо­

бливостей використовується спрощення на основі персистентності. Пари

критичних точок з низькою персистентністю (малим перепадом значень фун­

кції) видаляються, що спрощує розбиття простору. Це дозволяє контролювати

рівень деталізації моделі [116].

Архітектура такої регресії є ансамблем локальних експертів, що використовує

топологію простору для покращення якості роботи.

• Апроксимація градієнта: Спочатку на вхідних даних будується граф (на­

приклад, kNN), і для кожної точки оцінюється градієнт цільової змінної для

визначення напрямку потоку.

• Декомпозиція Морса­Смейла: Алгоритм кластеризує дані у клітинки, ба­

зуючись на тому, до якого максимуму та мінімуму "стікають" точки вздовж

градієнта. Це створює топологічне розбиття D = {C1, . . . , Ck}.

• Локальні регресори: Для кожної клітинки Ci тренується окрема проста

модель gi(x) (зазвичай лінійна).

• Фінальне передбачення: Для нової точки x визначається її приналежність

до клітинки (або зважування між сусідніми клітинками для гладкості) і за­

стосовується відповідний регресор.

Цей підхід гарантує, що регресія поважає топологічні обмеження (наприклад,

не створює помилкових екстремумів) і забезпечує інтерпретованість результатів.

Наш підхід можна сприймати як розширення цієї ідеї, шляхом впровадження

гетерогенності та заміни лінійної регресії на довільну інтрпретовну модель, крім
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цього, ми використовуємо отриману топологічну інформацію для створення певної

оцінки складності, а не лише для оцінки геометричних властивостей простору.

Підсумовуючи, можна говорити про те, що запропонована методологія зна­

ходиться на перетині певних існуючих підходів і намагається комбінувати в собі

інтерпретовність регресії Морса­Смейла, динамічний вибір моделей із DES, спро­

щуючи загальну архітектуру через мінімізацію ансамблів участників та викори­

стання як імпліцитної, так і експліцитної локальної консолідації (що дощволяє

позбутись додаткової мета­моделі), є схожою на суміш експертів на многовидах,

відрізняючись від неї, серед іншого, використанням топологічних функцій оцінки.

2.3. Висновки до розділу 2

У цьому розділі ми розглянули основні топологічні поняття та вказали як певні

такі математичні конструкції можуть успішно використовуватись на практиці для

задач машинного навчання і, зокрема, для глибинного навчання. Більш конкретно,

було проаналізовано ряд підходів прикладної топології, які дозволяють виконувати

оцінку (топологічних) властивостей многовидів, серед яких стійкі гомології, фун­

кції Морса та метод дотичних просторів, а також варіації даних підходів, наприклад,

зигзагоподібні гомології. Зазначено, що розглянуті підходи не є новими у галузі

машинного навчання та вже мають ряд використань, які стосуються як передо­

бробки та аугментації даних і побудови відповідних архітектур, так і оцінки якості

отриманих результатів, шляхом аналізу відповідної топологічної хараткеристики

простору вихідних значень моделі.

Нами було вказано, що існуючі методи прикладної топології можуть бути

використані для оцінки складності простору, аналогічно до теорії Морса, де сусіди

"важливих" точок на многовиді формують певний нетривіальний підпростір, зміни

до якого мають "більше значення" або "більший вплив" на сам простір, оскільки

можуть призвести до альтерації топологічної характеристики простору. Разом з

цим, у випадку нетривіальної характеристики многовида, самі ці підпростори є

більш геометрично складними, у порівнянні з іншими, що формують многовид.

Таким чином, було запропоновано підхід геометрично­інформованої локаль­

ної консолідації ансамблів, що складаються з моделей різних архітектур, де хоча б

одна з них є нейронною мережею. Було запропоновано узагальнуючу дефініцію

таких моделей, а саме гібридних нейронних алгоритмів. Було надано теоретично

формулювання локальності такої інформаційної консолідації та запропоновано
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алгоритм побудови такого типу моделей, що включає в себе:

1. Розбиття вхідного простору даних на прості та складні компоненти, на основі

обчислення топологічних характеристик простору;

2. Використання більш інтерпретовних та простих моделей ансамблю для менш

складних ділянок простору та нейронних алгоритмів ­ для інших;

3. Комбінація отриманих передбачень моделі.

Було ретельно проаналізовано суміжні роботи за обраною проблемою та

показано, що запропонований підхід геометричної інформаційної консолідації гете­

рогенних ансамблів на прикладі гібридних нейронних алгоритмів є унікальним та

не був досліджений напряму. Разом з цим, вказано, що існує певний набір суміжних

підходів, суть яких полягає у попередній оцінці простору даних та використання

цієї інформації для побудови нових геометрично­інформованих архітектур та / або

просторово­обмеженої аугментації даних.
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3. ГЕТЕРОГЕННІ АНСАМБЛІ: НЕЙРОННІ ГІБРИ­

ДНІ АЛГОРИТМИ

3.1. Експерименти з нейронними гібридними алгоритмами

В даному розділі ми проведемо ряд експериментів, що пов'язані з використанням

запропонованого гібридного нейронного алгоритма. Наш підхід складатиметься з

двох компонент. Спочатку, ми розглянемо тривіальний випадок із синтетичними

даними для створення певного proof of concept, після чого проведемо аналіз на

трьох реальних наборах даних. В другій частині ми проаналізуємо один з наших

опублікованих результатів. Ми спробуємо показати, що запропонована методологія

може позитивно впливати як на робастність моделей, так і на їх точність або

інші якісні показники, де останні сприймаються як певний побічний продукт

покращення робастності.

Для цього розділу ми обрали наступні підходи до оцінки складності простору

(англ., space complexity estimators, SCE):

1. метод стійких гомологій

2. метод функцій Морса

3. метод дотичних просторів

Зазначимо, що кількість розглянутих підходів є очевидним обмеженням на­

шої роботи і ми сподіваємось розширити цей список в майбутньому.Ми спробували

обрати загальновідомі та популярні підходи, які, разом з тим, мають принципово

різні методи оцінки топологічних властивостей простору.

Розпочнемо з побудови синтетичного набору даних, щоб на прикладі довести,

що запропонований у попередньому розділі підхід дійсно працює. Що стосується

задачі, ми будемо використовувати бінарну класифікацію. Наш X — це матриця

розміром 1000 на 10, де кожен рядок є точкою даних з 10 числовими ознаками,

а y — це вектор бінарних міток довжиною 1000 (нулі та одиниці). Кожен клас

має 3 кластери, що означає, що границя прийняття рішень не є тривіальною;

10% даних мають додатковий шум, і ми маємо 2 надлишкові ознаки в даних. Ми

використовуємо бібліотеку scikit­learn версії 1.3.2 для створення такого набору

даних за допомогою поширеного методу make_classification.
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У всіх наших експериментах параметр random state встановлено на 42. Ми

використали розбиття на тренувальну та тестову вибірки у співвідношенні 80 до

20. Для кожного набору даних ми будуємо 3 варіанти для кожного алгоритму SCE:

1. використовувати лише MLP (багатошаровий перцептрон)

2. використовувати логістичну регресію (LR)

3. використовувати гібрид між MLP та LR

які ми навчаємо окремо. Архітектура MLP та параметри LR, а також гібрид

залишаються незмінними для всіх функцій SCЕ. В даній роботі ми не розглядати­

мемо більш складні базові архітектури (наприклад, CNN чи GAN). В першу чергу

це пов'язано з тим, що такі підходи мають ще менший рівень інтерпретовності, що

йде у розріз із проблематикою, яку ми обрали для даного дослдження. Разом з цим,

формально, наш підхід не висуває окремих вимог щодо архітектур в межах гібрида.

Таким чином ми передбачаємо, що, насправді, найбільш складним буде обрати

просту компоненту нашого ансамблю, що буде частково розглянути на прикладах

у наступному розділі.

Архітектура MLP включає 2 приховані шари зі 100 та 50 нейронами відповід­

но. Алгоритм мав 100 епох навчання. Алгоритмом оптимізації було обрано Adam,

а функцією активації — ReLU. Ми використовували константний крок навчання

0.001, без ранньої зупинки, проте з автоматичним батчингом та перемішуванням,

як це передбачено класом MLPClassifier з scikit­learn. Зокрема, це означає, що

розмір батчу становив 200 і що був реалізований дворівневий шафлінг, де перший

шафл відбувається перед батчингом, а другий — після завершення батчингу для

кожної епохи.

Логістична регресія мала 100 ітерацій для вивчення даних. Використовувала­

ся L2­регуляризація з алгоритмом оптимізації lbfgs. Масштабування вільного члена

та обернена сила регуляризації були встановлені на 1.0. Гібридний алгоритм був

незмінною комбінацією двох попередніх. Його навчання можна описати наступним

чином:

1. Використати обраний алгоритм SCE для класифікації областей вхідного

простору на складні та прості

2. склеїти складні та прості частини одну з одною в послідовному порядку так,

щоб вони були розділені
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3. використати складну частину як вхідні дані для алгоритму MLP, а просту

частину використати для навчання LR

Попри детальний опис, це налаштування гіперпараметрів, яке отримується

майже "з коробки", оскільки більшість значень є стандартними, тому особливого

налаштування алгоритмів не проводилося.

Обговоримо самі метрики складності. Для стійких гомологій ми реалізували

стандартну техніку обчислення на основі околів з комплексом Вієторіса­Ріпса як

основою. Оцінка топологічної складності для кожної точки xi обчислюється як

загальна персистентність за всіма гомологічними вимірами. Ознаки з нескінченним

часом зникнення (тобто ті, що представляють суттєві гомології) виключаються з

розрахунку для чисельної стабільності. Потім ми позначаємо точки як складні або

прості на основі процентилю загального розподілу точок, що забезпечує вбудовану

гнучкість методу. Тут і надалі ми зазвичай використовуємо локальні гомології — це

варіація проколотих гомологій, де ми обчислюємо ті самі метрики з центральною

точкою околу та без неї, ефективно оцінюючи її критичність для локальної міри.

Для методу дотичного простору ми:

1. вибираємо k найближчих сусідів (опціонально субдискретизованих для змен­

шення обчислювальних витрат), щоб сформувати локальну хмару точок, що

представляє апроксимацію дотичного простору

2. фіксуємо структуру локальної коваріації многовиду даних, застосовуючи

PCA до точок околу

3. обчислюємо кумулятивну пояснену дисперсію та визначаємо мінімальну

кількість головних компонент, необхідних для пояснення частки диспер­

сії, що перевищує var_threshold (задається вручну). Ця кількість слугує

оцінкою локальної внутрішньої розмірності.

Складність у кожній точці дорівнює оціненій локальній внутрішній розмірності.

Далі в роботі ми будемо використовувати ті самі реалізації, що обговорювалися

вище, без будь­яких особливих змін, за винятком певних гіперпараметрів (таких

як кількість сусідів, що розглядаються). Оскільки наша мета тут полягає в тому,

щоб оцінити наскільки стійкими є наші алгоритми, ми використовували кілька

класів збурень. Після цього ми обчислювали зсув цільових метрик для станів "до"

та "після" застосування збурень. Зокрема, ми використовували: гаусівський шум,
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виключення ознак (англ., feature dropout), змагальний зсув (англ., adversarial shift),

обертання та масштабування.

В таблицях 1­3 представлено результати роботи такого підходу на синтети­

чних даних.

Табл. 1: Метод стійких гомологій для оцінки складності простору

Average Metric Drift by Strategy and Distortion Type:

Training accuracy f1 precision recall

Strategy Distortion

hybrid adversarial_shift 0.0150 0.0150 0.0150 0.0150

feature_dropout 0.0573 0.0575 0.0568 0.0573

gaussian_noise 0.0205 0.0206 0.0200 0.0205

rotation 0.0382 0.0384 0.0377 0.0382

scaling 0.0200 0.0202 0.0193 0.0200

lr_only adversarial_shift 0.0064 0.0064 0.0064 0.0064

feature_dropout 0.0427 0.0429 0.0425 0.0427

gaussian_noise 0.0155 0.0155 0.0153 0.0155

rotation 0.0182 0.0183 0.0179 0.0182

scaling 0.0105 0.0104 0.0105 0.0105

mlp_only adversarial_shift 0.0059 0.0060 0.0053 0.0059

feature_dropout 0.1150 0.1150 0.1160 0.1150

gaussian_noise 0.0432 0.0433 0.0431 0.0432

rotation 0.0682 0.0683 0.0681 0.0682

scaling 0.0186 0.0187 0.0189 0.0186

Короткий аналіз таблиць показує, що більшість методів забезпечують від­

чутне зниження чутливості до збурень відразу "з коробки", за винятком методу

дотичного простору. Ще одне спостереження, яке можна зробити, полягає в тому,

що використання попереднього обчислення складності не гарантує такого зниже­

ння для конкретної метрики за конкретного збурення. Іншими словами, якщо в

модель попередньо надати дані, які, наприклад, вже є зашумлені певним типом

шуму, тоді модель стає більш стійкою до роботи із такимшумом в майбутньому. Ми

приписуємо таку поведінку емерджентним властивостям нейронних мереж. Зокре­

ма, така стійкість до певних змін даних може розглядатися як приклад "локального

ґрокінгу" (англ., local grokking) [117], коли модель узагальнює певну властивість

даних, наприклад, просторове розташування, через що відповідне збурення менше

впливає на цільові метрики. Ми утримаємося від статистичного аналізу отрима­

них результатів, оскільки не вважаємо його доцільним у цьому випадку, бо його
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Табл. 2: Метод дотичних векторів для оцінки складності простору

Average Metric Drift by Strategy and Distortion Type:

Training accuracy f1 precision recall

Strategy Distortion

hybrid adversarial_shift 0.0295 0.0298 0.0291 0.0295

feature_dropout 0.1259 0.1263 0.1264 0.1259

gaussian_noise 0.0518 0.0521 0.0518 0.0518

rotation 0.0486 0.0486 0.0496 0.0486

scaling 0.0109 0.0110 0.0106 0.0109

lr_only adversarial_shift 0.0036 0.0036 0.0037 0.0036

feature_dropout 0.0414 0.0416 0.0409 0.0414

gaussian_noise 0.0105 0.0105 0.0103 0.0105

rotation 0.0232 0.0232 0.0231 0.0232

scaling 0.0100 0.0100 0.0100 0.0100

mlp_only adversarial_shift 0.0109 0.0110 0.0104 0.0109

feature_dropout 0.1236 0.1239 0.1236 0.1236

gaussian_noise 0.0395 0.0397 0.0392 0.0395

rotation 0.0559 0.0561 0.0554 0.0559

scaling 0.0155 0.0155 0.0153 0.0155

результати безпосередньо визначаються конкретним використаним набором даних,

що знецінило б будь­які висновки з цього приводу, за винятком випадків цільового

геометричного метааналізу, який ми виносимо за межі цієї роботи.

Дозволимо собі невеликий коментар щодо причини ефективності даного

підходу. Дійсно, маючи метрику складностіD(Ml), яка приймає будь­яку регулярну

підмножину l "достатньо гарного" (гладкого, компактного, зв'язного та ріманового)

многовидуM , можна створити відображення f : R → {0, 1}, що індексує l як 1
або 0, для складного та нескладного випадків відповідно. У цьому випадку, якщо

модель вважається стійкою до перестановки p, можна припустити зростання міри

стійкостіµp згідно з лінійною комбінацією, тобтоµp(l1tl2) = w1∗µp(l1)+w2∗µp(l2),
деw1 таw2—відповідні вагові коефіцієнти, аt позначає диз'юнктне об'єднання. Це
безпосередньо випливає із самих властивостей "достатньо хорошого" многовиду.

Ця ідея адитивності робастності і лежжить в основі даного підходу.

Тепер перейдемо до більш складних випадків. Для цього ми вибрали набори

даних різних модальностей і виконали ту саму задачу класифікації з тими ж фун­

кціями та їх параметрами, що й раніше. Всі інші параметри залишились без змін.

Щоб створити складніше середовище для нашого тестування, ми використовували
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Табл. 3: Метод функцій Морса для оцінки складності простору

Average Metric Drift by Strategy and Distortion Type:

Training accuracy f1 precision recall

Strategy Distortion

hybrid adversarial_shift 0.0232 0.0232 0.0231 0.0232

feature_dropout 0.0591 0.0592 0.0589 0.0591

gaussian_noise 0.0377 0.0379 0.0374 0.0377

rotation 0.0368 0.0368 0.0371 0.0368

scaling 0.0223 0.0223 0.0222 0.0223

lr_only adversarial_shift 0.0077 0.0078 0.0078 0.0077

feature_dropout 0.0314 0.0314 0.0313 0.0314

gaussian_noise 0.0118 0.0118 0.0118 0.0118

rotation 0.0259 0.0259 0.0259 0.0259

scaling 0.0073 0.0073 0.0073 0.0073

mlp_only adversarial_shift 0.0082 0.0082 0.0083 0.0082

feature_dropout 0.1036 0.1037 0.1042 0.1036

gaussian_noise 0.0427 0.0430 0.0415 0.0427

rotation 0.0605 0.0610 0.0589 0.0605

scaling 0.0136 0.0137 0.0128 0.0136

текстові, графові дані та зображення. Для текстових даних ми використовували

відомий набір даних 20 news groups з scikit­learn; набір даних складається з прибл.

18,000 текстів груп новин на 20 тем. Модальність зображень була представлена

набором даних MedMNIST, а саме з його підмножиною BloodMNIST, що має

приблизно 17,000 RGB зображень для мультикласової класифікації клітин крові.

Для графів було обрано набір даних Planetoid, який є набором даних мережі циту­

вань, що складається з "Cora", "CiteSeer" та "PubMed" згідно зі статтею "Revisiting

Semi­Supervised Learning with Graph Embeddings" [118], в нашому випадку ми

зупинились на використанні під­датасету "Cora". Для всіх Planetoid під­датасетів

вузли представляють документи, а ребра — посилання на цитування. Обраний

під­датасет має 2,708 графів, що сумарно мають 10,556 ребер і розділені на 7 класів.

Такий різноманітний набір даних має на меті перевірити, чи є можливим

використання запропонованого підходу на реальних, складних даних для відомих

задач, які часто покладаються на використання складних нейронних мереж [119,

120, 121, 122, 123, 110, 118].

Можна помітити, що не у всіх випадках середня стійкість до збурень є найви­

щою для гібридного варіанту. А саме, для набору даних MedMNIST із використан­
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Табл. 4: Метод стійких гомологій для набору даних MedMNIST

Average Metric Drift by Strategy and Distortion Type:

Training accuracy f1 precision recall

Strategy Distortion

hybrid adversarial_shift 0.0008 0.0009 0.0011 0.0008

feature_dropout 0.0119 0.0111 0.0185 0.0119

gaussian_noise 0.0109 0.0121 0.0154 0.0109

rotation 0.0024 0.0029 0.0037 0.0024

scaling 0.0053 0.0061 0.0090 0.0053

lr_only adversarial_shift 0.0006 0.0006 0.0005 0.0006

feature_dropout 0.0369 0.0375 0.0392 0.0369

gaussian_noise 0.0109 0.0111 0.0112 0.0109

rotation 0.0011 0.0010 0.0009 0.0011

scaling 0.0045 0.0047 0.0048 0.0045

mlp_only adversarial_shift 0.0005 0.0005 0.0005 0.0005

feature_dropout 0.0165 0.0172 0.0183 0.0165

gaussian_noise 0.0070 0.0070 0.0069 0.0070

rotation 0.0006 0.0007 0.0010 0.0006

scaling 0.0036 0.0039 0.0036 0.0036

ням стійких гомологій середній зсув за різними випадками збурень є найнижчим

дляMLP і становить 0.0058, тоді як гібрид має лише 0.0072, що є другим найкращим

результатом порівняно з чистою регресією з показником 0.0110.

Те саме стосується набору даних новин (news) для методу дотичних про­

сторів, де регресія має найвищу стійкість 0.0115, порівняно з більшими змінами

(зсувами) в MLP та гібриді із середніми значеннями 0.0125 та 0.0150 відповідно.

Це показує нам, що обрання методу оцінки складності (топологічного підхо­

ду)— це не формальність, як це зараз досить часто буває з алгоритмами оптимізації

в багатьох реальних випадках. Дійсно, зміна функції складності безпосередньо

впливає на кінцеву стійкість алгоритму, а отже, цей гіперпараметр підлягає актив­

ному налаштуванню під час навчання залежно від специфіки даних.

Наприклад, середній зсув гібридної моделі для графових даних з використа­

нням стійких гомологій становив 0.0103, тоді як для підходу на основі дотичних

просторів він становить 0.0147, що є зміною (погіршенням стійкості) приблизно на

43%. А порівнюючи набір даних новин для тих самих методів оцінки, ми бачимо

ще різкіше збільшення зсуву майже в 2.7 раза (на 168%): з найкращого показника

0.0056 до 0.0150.
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Табл. 5: Метод стійких гомологій для набору даних 20 news

Average Metric Drift by Strategy and Distortion Type:

Training accuracy f1 precision recall

Strategy Distortion

hybrid adversarial_shift 0.0016 0.0017 0.0017 0.0016

feature_dropout 0.0127 0.0111 0.0105 0.0127

gaussian_noise 0.0062 0.0064 0.0058 0.0062

rotation 0.0022 0.0024 0.0025 0.0022

scaling 0.0060 0.0063 0.0071 0.0060

lr_only adversarial_shift 0.0007 0.0007 0.0008 0.0007

feature_dropout 0.0251 0.0248 0.0243 0.0251

gaussian_noise 0.0056 0.0056 0.0055 0.0056

rotation 0.0004 0.0004 0.0005 0.0004

scaling 0.0038 0.0037 0.0035 0.0038

mlp_only adversarial_shift 0.0011 0.0011 0.0010 0.0011

feature_dropout 0.0335 0.0335 0.0328 0.0335

gaussian_noise 0.0113 0.0114 0.0113 0.0113

rotation 0.0013 0.0013 0.0014 0.0013

scaling 0.0053 0.0053 0.0050 0.0053

Насправді, це очікувана властивість нашого підходу; фактично, протилежне

могло б свідчити про те, що такі методи оцінки складності не здатні фіксувати

валідні області складності або що такі області не часто зустрічаються в даних.

Натомість ми бачимо підтвердження наших теоретичних припущень навіть для

порівняно простих, добре вивчених наборів даних.

Проте, незважаючи на ці специфічні випадки, де "чисті" моделі (як­от ба­

гатошаровий перцептрон для зображень або лінійна регресія для тексту) можуть

показувати найкращі результати у своїй вузькій ніші, гібридна стратегія виявля­

ється найбільш універсальною та стійкою в середньому. Якщо усереднити пока­

зники метричного зсуву за всіма трьома наборами даних та трьома топологічними

методами, саме гібридний підхід демонструє найнижчий загальний зсув на рівні

0.00966. Для порівняння, загальний середній зсув для MLP становить 0.01178,

а для регресії — 0.01228. Таким чином, гібридна стратегія є приблизно на 18%

стійкішою до збурень порівняно з чистим MLP та на 21.3% стійкішою за лінійну

регресію. Таким чином, гібридний підхід працює як надійний метод загального

призначення: він гарантує високу стабільність і дозволяє уникнути критичних

провалів, які спостерігаються в інших базових стратегіях при зміні домену даних
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Табл. 6: Метод стійких гомологій для набору даних Planetoid

Average Metric Drift by Strategy and Distortion Type:

Training accuracy f1 precision recall

Strategy Distortion

hybrid adversarial_shift 0.0005 0.0005 0.0006 0.0005

feature_dropout 0.0248 0.0233 0.0249 0.0248

gaussian_noise 0.0159 0.0152 0.0155 0.0159

rotation 0.0007 0.0007 0.0008 0.0007

scaling 0.0102 0.0095 0.0106 0.0102

lr_only adversarial_shift 0.0014 0.0014 0.0017 0.0014

feature_dropout 0.0550 0.0557 0.0584 0.0550

gaussian_noise 0.0166 0.0165 0.0178 0.0166

rotation 0.0014 0.0014 0.0014 0.0014

scaling 0.0080 0.0081 0.0090 0.0080

mlp_only adversarial_shift 0.0014 0.0015 0.0014 0.0014

feature_dropout 0.0575 0.0599 0.0613 0.0575

gaussian_noise 0.0145 0.0162 0.0181 0.0145

rotation 0.0011 0.0013 0.0012 0.0011

scaling 0.0093 0.0102 0.0110 0.0093

(наприклад, значне погіршення показників MLP на графах).

Важливо, що простота та легкість, які супроводжували реалізацію таких

експериментів, здається, притаманні лише випадкам "дискретних" передбачень. У

наступних розділах ми обговоримо більш складні сценарії, де саме передбачення

є елементом, що потенційно має певний фізичний зміст (і, отже, має відповідати

набору обмежень щодо цього). У такому випадку кожен компонент відповіді має

власну структуру і впливає на структуру сусідніх компонентів. Для обговорених

нами задач класифікації така складність у інференсі зустрічається рідко, що дозво­

лило нам використовувати дуже прості гібриди з різними оцінювачами складності,

які майже завжди давали чудовий результат. Але це не означає ні теоретично, ні

практично, що так буде завжди. Крім того, ми передбачаємо, що імплементація

нашого підходу для інших випадків "неперервних" передбачень (наприклад, робота

за складними послідовностями) може створити нові виклики, які виявляться поза

межою теперешньої дискусії.

Загалом, найкраще серед усіх SCE себе показав метод стійких гомологій,

виявившись на 9.0% та 17.3% більш стійким, у порівнянні із методом функцій

Морса та методом дотичних просторів, відповідно.
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Табл. 7: Метод дотичних векторів для набору даних MedMNIST

Average Metric Drift by Strategy and Distortion Type:

Training accuracy f1 precision recall

Strategy Distortion

hybrid adversarial_shift 0.0003 0.0003 0.0003 0.0003

feature_dropout 0.0139 0.0144 0.0148 0.0139

gaussian_noise 0.0035 0.0036 0.0032 0.0035

rotation 0.0007 0.0008 0.0008 0.0007

scaling 0.0031 0.0032 0.0030 0.0031

lr_only adversarial_shift 0.0007 0.0007 0.0006 0.0007

feature_dropout 0.0383 0.0394 0.0430 0.0383

gaussian_noise 0.0126 0.0131 0.0130 0.0126

rotation 0.0016 0.0017 0.0018 0.0016

scaling 0.0051 0.0052 0.0054 0.0051

mlp_only adversarial_shift 0.0009 0.0009 0.0008 0.0009

feature_dropout 0.0094 0.0101 0.0119 0.0094

gaussian_noise 0.0049 0.0051 0.0053 0.0049

rotation 0.0010 0.0010 0.0009 0.0010

scaling 0.0032 0.0032 0.0035 0.0032

Інтуїтивним є питання чи призводить використання масок складності до

покращення даного підходу. Дійсно, можливо, що приріст в робастностні відбу­

вається виключно за рахунок гібридизації, а геометрична консолідація не має на

неї жодного впливу. У такому випадку, логічним буде стверджувати, що такий

підхід матиме нижчі показники впливу. Аналогічне питання можна поставити і

до гетерогенного алгоритма: чи дійсно він покращує робастність у порівнянні із

гомогенним аналогом. Для цього було проведено окреме тестування на аналогі­

чних наборах даних 16. Для тестування ми обрали гомогенну архітектуру із двома

MLP моделями, що мають однаковий розмір із вихідною MLP моделлю гібридного

підходу.

Всі три моделі: запропонований гібрид (гетерогенний ансамбль) із маскою

складності, гібрид без маски складності (класичний варіант) та гомогенний ан­

самбль навчались однакову кількість епох, та мали ті самі гіперпараметри, що і до

цього. Як можна побачити на вищезазначеній таблиці, гібридний підхід із маскою

складності на основі персистентних гомологій є, в середньому, на 11.8% більш

робастним, у порівнянні зі своєю копією, що не використовувала маскування та на

11.3% більш робастний, у порівнянні із гомогенним ансамблем з двох багатошаро­
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Табл. 8: Метод дотичних векторів для набору даних 20 news

Average Metric Drift by Strategy and Distortion Type:

Training accuracy f1 precision recall

Strategy Distortion

hybrid adversarial_shift 0.0005 0.0005 0.0006 0.0005

feature_dropout 0.0487 0.0485 0.0486 0.0487

gaussian_noise 0.0149 0.0148 0.0151 0.0149

rotation 0.0022 0.0021 0.0023 0.0022

scaling 0.0087 0.0087 0.0089 0.0087

lr_only adversarial_shift 0.0000 0.0000 0.0000 0.0000

feature_dropout 0.0418 0.0420 0.0417 0.0418

gaussian_noise 0.0104 0.0105 0.0105 0.0104

rotation 0.0007 0.0007 0.0007 0.0007

scaling 0.0045 0.0046 0.0047 0.0045

mlp_only adversarial_shift 0.0004 0.0004 0.0004 0.0004

feature_dropout 0.0445 0.0445 0.0440 0.0445

gaussian_noise 0.0087 0.0088 0.0087 0.0087

rotation 0.0018 0.0018 0.0019 0.0018

scaling 0.0069 0.0069 0.0069 0.0069

вих перцептронів. Запропонований підхід є найбільш стійким для текстових та

графових даних та виявився найгіршим для модальності зображень.

Окремо зауважимо, що результати описані вище, хоча і є уніфікованими, є

відносно несправедливими. Дійсно, коли мова йде про текст або графи, зашумлення

окремої унітарної складової (вершини, ребра чи слова) є доволі інтуїтивним, так

само як і перевірка чи добре модель розрізняє зміну положень цих компонент

тощо. Разом з цим, коли мова йде про окремі пікселі зображень, такі підходи не є

повністю коректними, оскільки, хоча піксель і є мінімально значущою одиницею,

він не є самостійною, так само як не є самостійною одиницею (звісно ж, з певними

попправками) і літера в слові. Звісно ж, вимагати того, аби така проста модель

якимось чином розуміла що, наприклад, "пани" (множина слова "пан") та "пані"

(жіночій рід) це одночасно і різні слова, і можлива помилка (тобто, одне і те саме

слово) є необачним, особливо зважаючи на те, що саме тестування збурень не

передбачає контексту.

Таким чином, якщо у якості оцінки збурень ми використаємо видалення

ділянок (англ., block dropout) які випадково маскують чи зашумлюють не окремий

піксель, а цілий блок та просторовий зсув (англ., spatial shift), який, знову ж таки,
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Табл. 9: Метод дотичних векторів для набору даних Planetoid

Average Metric Drift by Strategy and Distortion Type:

Training accuracy f1 precision recall

Strategy Distortion

hybrid adversarial_shift 0.0018 0.0019 0.0020 0.0018

feature_dropout 0.0541 0.0541 0.0543 0.0541

gaussian_noise 0.0064 0.0068 0.0066 0.0064

rotation 0.0016 0.0017 0.0017 0.0016

scaling 0.0095 0.0091 0.0093 0.0095

lr_only adversarial_shift 0.0009 0.0009 0.0011 0.0009

feature_dropout 0.0598 0.0599 0.0603 0.0598

gaussian_noise 0.0173 0.0165 0.0129 0.0173

rotation 0.0020 0.0020 0.0020 0.0020

scaling 0.0059 0.0054 0.0047 0.0059

mlp_only adversarial_shift 0.0005 0.0005 0.0005 0.0005

feature_dropout 0.0734 0.0728 0.0700 0.0734

gaussian_noise 0.0141 0.0138 0.0126 0.0141

rotation 0.0005 0.0005 0.0005 0.0005

scaling 0.0123 0.0121 0.0112 0.0123

діє на певну ділянку зображення, а не конкретний піксель, то результати суттєво

зміняться. Для видалення ділянок ми використовували випадкову квадратну маску,

яка не може займати більше ніж 90% зображення. За таких умов, попередній

експеримент із порівнянням різних типів ансамблів показує наступні результати:

найкращим виявився гібридний підхід із середнім зсувом у 0.0564, на другому місці

— гібрид без маски складності зі значенням 0.0656, гомогенний MLP­ансамбль

зайняв останнє місце ­ 0.0673. Таким чином, запропонований підхід виявився на

14.0% більш робастним за аналогічну архітектуру без масок складності та на 16.2%

більш стійким за MLP­ансамбль.

3.2. PTIC модель

У цьому підрозділі ми хотіли б обговорити ще один конкретний приклад кла­

сифікації тексту, який, хоча й не має компонента SCE, все ж є нейронним зміша­

ним алгоритмом. Хоча, безумовно, SCE є допоміжним компонентом, досі він був

основною складовою геометризації, яку ми обстоювали. Тепер, хоча й стисло, ми

спробуємо переконати читача, що використання геометричного компонента "per

se" не завжди є обов'язковим для дотримання (формальної) інтуїції щодо нього.
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Табл. 10: Метод функцій Морса для набору даних MedMNIST

Training Metric

Strategy Distortion accuracy f1 precision recall

hybrid adversarial_shift 0.0030 0.0033 0.0045 0.0030

feature_dropout 0.0077 0.0088 0.0120 0.0077

gaussian_noise 0.0057 0.0059 0.0088 0.0057

rotation 0.0010 0.0009 0.0009 0.0010

scaling 0.0055 0.0061 0.0080 0.0055

lr_only adversarial_shift 0.0005 0.0005 0.0007 0.0005

feature_dropout 0.0333 0.0349 0.0373 0.0333

gaussian_noise 0.0085 0.0087 0.0091 0.0085

rotation 0.0014 0.0014 0.0018 0.0014

scaling 0.0032 0.0031 0.0033 0.0032

mlp_only adversarial_shift 0.0002 0.0002 0.0002 0.0002

feature_dropout 0.0145 0.0151 0.0159 0.0145

gaussian_noise 0.0052 0.0051 0.0049 0.0052

rotation 0.0011 0.0011 0.0011 0.0011

scaling 0.0027 0.0028 0.0031 0.0027

Отже, ми, головним чином, викладемо теорію, передумови та результати,

опубліковані в [12]. Це наше дослідження стосувалося задачі бінарної класифікації,

що походить із завдання "Extended Literature AI for Drug Induced Liver Injury"

(Штучний інтелект для розширеного аналізу літератури щодо медикаментозного

ураження печінки) в рамках конференції CriticalAssessment ofMassive DataAnalysis

(CAMDA) 2022. Основною метою була розробка класифікатора, здатного виявляти

наукові статті, що містять інформацію про медикаментозне ураження печінки

(англ., DILI). Це завдання сформульовано як проблема навчання з учителем, де

кожну повнотекстову біомедичну статтю необхідно класифікувати як пов’язану з

DILI (позитивний клас) або ні (негативний клас).

Набір даних, наданий для цього завдання, складався з великої колекції пов­

нотекстових наукових статей. Ключовою характеристикою цього набору даних, що

відображає реальні сценарії пошуку біомедичної літератури, є сильний дисбаланс

класів. Навчальна вибірка містила 8,435 статей, з яких лише 196 (приблизно 2,3%)

були позитивними випадками DILI. Тестова вибірка була ще більш незбалансова­

ною і містила 23,071 статтю з лише 31 позитивним прикладом (приблизно 0,13%).

Цей глибокий дисбаланс є значним викликом, оскільки класифікатори можуть

досягати високої точності, просто прогнозуючи мажоритарний клас, при цьому бу­
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Табл. 11: Метод функцій Морса для набору даних 20 news

Training Metric

Strategy Distortion accuracy f1 precision recall

hybrid adversarial_shift 0.0067 0.0067 0.0065 0.0067

feature_dropout 0.0222 0.0228 0.0231 0.0222

gaussian_noise 0.0118 0.0120 0.0120 0.0118

rotation 0.0025 0.0027 0.0028 0.0025

scaling 0.0169 0.0170 0.0169 0.0169

lr_only adversarial_shift 0.0004 0.0004 0.0004 0.0004

feature_dropout 0.0338 0.0337 0.0330 0.0338

gaussian_noise 0.0078 0.0077 0.0075 0.0078

rotation 0.0018 0.0019 0.0018 0.0018

scaling 0.0053 0.0053 0.0054 0.0053

mlp_only adversarial_shift 0.0013 0.0013 0.0013 0.0013

feature_dropout 0.0391 0.0385 0.0381 0.0391

gaussian_noise 0.0160 0.0158 0.0159 0.0160

rotation 0.0016 0.0017 0.0017 0.0016

scaling 0.0045 0.0045 0.0046 0.0045

дучи не в змозі ідентифікувати рідкісні позитивні випадки, що становлять інтерес.

Тому від моделей вимагалося вивчення розрізнювальних ознак із повного тексту

статей для ефективного виконання цієї деталізованої тематичної категоризації.

Звісно, незбалансовані задачі виникають не тільки під час роботи із текстовими

даними [124, 125, 126] та існує ряд відомих технік, наприклад, over­sampling /

under­sampling, які допомагають полегшити розв'язок такої задачі шляхом роботи

з даними [127]. Утім, наш підхід не вимагає ребалансування або генерацію синте­

тичних екземплярів (хоча це, ймовірно, і може додатково підвищити результати

моделі) та покладається на саме архітектурні рішення.

Ми порівняли запропоновані нами методи з кількома стандартними архіте­

ктурами нейронних мереж, які зазвичай використовуються для завдань обробки

природної мови. Конфігурації наших експерементів ми наводимо нижче.

Базовою моделлю рекурентної нейронної мережі була двонаправлена LSTM

(BiLSTM). Спочатку модель перетворювала вхідний текст у числові представлення,

використовуючи попередньо навчені 100­вимірні ембединги GloVe (англ., Global

Vectors for Word Representation). Ядро архітектури складалося з двох послідовних

шарів BiLSTM. Кожен шар мав розмір прихованого стану 256 одиниць. Двонаправ­

лена природа цих шарів дозволяла моделі обробляти послідовності як у прямому,
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Табл. 12: Метод функцій Морса для набору даних Planetoid

Training Metric

Strategy Distortion accuracy f1 precision recall

hybrid adversarial_shift 0.0150 0.0147 0.0150 0.0150

feature_dropout 0.0216 0.0189 0.0208 0.0216

gaussian_noise 0.0136 0.0104 0.0071 0.0136

rotation 0.0007 0.0009 0.0011 0.0007

scaling 0.0132 0.0147 0.0171 0.0132

lr_only adversarial_shift 0.0000 0.0001 0.0002 0.0000

feature_dropout 0.0495 0.0493 0.0502 0.0495

gaussian_noise 0.0195 0.0195 0.0203 0.0195

rotation 0.0007 0.0007 0.0009 0.0007

scaling 0.0084 0.0083 0.0085 0.0084

mlp_only adversarial_shift 0.0000 0.0001 0.0005 0.0000

feature_dropout 0.0627 0.0640 0.0658 0.0627

gaussian_noise 0.0180 0.0187 0.0211 0.0180

rotation 0.0011 0.0011 0.0010 0.0011

scaling 0.0091 0.0096 0.0111 0.0091

Табл. 13: Середній зсув за всіма наборами даних для методу стійких гомологій

Strategy graph medmnist news

hybrid 0.0103 0.0072 0.0056

lr_only 0.0168 0.0110 0.0071

mlp_only 0.0175 0.0058 0.0104

так і у зворотному напрямках, тим самим фіксуючи контекстуальну інформацію як

з попередніх, так і з наступних токенів у послідовності.

Нарешті, що стосується вихідного шару, конкатеновані кінцеві приховані

стани з прямого та зворотного проходів останнього шару BiLSTM подавалися на

повнозв’язний лінійний шар. Цей шар проектував ознаки у двовимірний простір,

що відповідає двом вихідним класам (DILI та не­DILI). Для отримання ймовірно­

стей класів застосовувалася кінцева функція активації LogSoftmax. Щоб зменшити

перенавчання, після шарів BiLSTM застосовувався шар дропауту з коефіцієнтом

0.5.

Дві попередньо навчені моделі на основі трансформерів були використані як

бенчмарки, обрані через їхні передові результати в різних завданнях NLP.

Першою стала модель SciBERT [128] (див. allenai/scibert_scivocab_uncased

на порталі HuggingFace), що є варіантом BERT [123], який попередньо навчений
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Табл. 14: Середній зсув за всіма наборами даних для методу дотичних просторів

Strategy graph medmnist news

hybrid 0.0147 0.0044 0.0150

lr_only 0.0169 0.0120 0.0115

mlp_only 0.0198 0.0041 0.0125

Табл. 15: Середній зсув за всіма наборами даних для методу функцій Морса

Strategy graph medmnist news

hybrid 0.0124 0.0052 0.0121

lr_only 0.0157 0.0097 0.0098

mlp_only 0.0187 0.0048 0.0124

на великому корпусі наукових публікацій, включаючи біомедичну літературу.

Вона використовує стандартну архітектуру BERT­base, що складається з

12 шарів енкодера трансформера. Кожен шар містить механізм багатоканальної

(багатоголової) уваги (англ., multi­head self­attention) з 12 головами уваги. Модель

обмежена максимальною довжиною вхідної послідовності у 512 токенів.

Для задачі класифікації попередньо навчену модель SciBERT було доповнено

класифікаційною головою. Ця голова складалася з одного лінійного шару, який

приймає пулінговий вихід першого спеціального токена ([CLS]) і відображає його

на два цільові класи. Потім уся модель була донавчена (англ., fine­tuned) на наборі

даних DILI.

Другою було обрано модель Longformer (відповідно до allenai/longformer­

base­4096 на платформі HuggingFace) [122] для вирішення проблеми обмеження

довжини вхідних даних стандартних моделей на базі BERT, що робить її особливо

придатною для обробки повнотекстових статей.

Longformer модифікує механізм самостійної уваги стандартного трансформе­

ра. Він використовує комбінацію уваги за принципом ковзного вікна (локальної) та

глобальної уваги, зумовленої завданням, на вибраних токенах. Така конфігурація

дозволяє обробляти набагато довші послідовності — у цьому випадку до 4096

токенів — зберігаючи при цьому обчислювальну ефективність. Як і SciBERT, вона

наслідує базову конфігурацію моделі з 12 шарами трансформера та 12 головами

уваги.

Процес донавчання був аналогічним процесу для SciBERT. Поверх попере­

дньо навченої бази Longformer було додано лінійний шар класифікації, і модель

була донавчена наскрізним методом для задачі бінарної класифікації.
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Табл. 16: Середній зсув для 3­х варіацій моделі

Strategy graph medmnist news

Гетеро­ансамбль з маскою 0.0157 0.0066 0.0092

Гетеро­ансамбль без маски 0.0186 0.0048 0.0123

Гомогенний ансамбль без маски 0.0187 0.0054 0.0114

Ми запровадили та адаптували специфічні методи для вирішення проблем

тематичної класифікації та значного дисбалансу класів, властивого набору да­

них DILI. До них належать новий статистичний класифікатор та застосування

спеціалізованої функції втрат для моделей нейронних мереж.

Нами було запропоновано власний статистичний класифікатор на основі

поточкової взаємної інформації та частоти терміна­оберненої частоти документа

(англ., Pointwise Mutual Information­Term Frequency­Inverse Document Frequency

Classifier, PTIC). Цей метод відмовляється від складних нейронних архітектур на

користь інтерпретованого теоретико­інформаційного підходу. Рішення про кла­

сифікацію базується на оцінці, розрахованій для кожного класу, що виводиться з

комбінації двох загальновизнаних метрик.

Поточкова взаємна інформація (англ., PointwiseMutual Information, PMI)

кількісно визначає зв'язок між словом w та класом c. Високе значення PMI вказує

на сильну спільну появу, припускаючи, що слово є хорошим індикатором для класу.

Вона визначається як:

PMI(w, c) = log2
P (w, c)

P (w)P (c)

де P (w, c)— ймовірність появи слова w у документі класу c, тоді як P (w) та

P (c)— маргінальні ймовірності слова та класу відповідно.

Частота терміна­Обернена частота документа (англ., Term Frequency­

Inverse Document Frequency Classifier, TF­IDF) — це чисельна метрика, яка

відображає важливість слова w для конкретного документа d в межах корпусу. Це

добуток двох мір:

TF­IDF(w, d) = TF(w, d)× IDF(w)

де TF(w, d) — частота терміна (відносна частота слова w у документі d), а

IDF(w)— обернена частота документа (логарифм відношення загальної кілько­

сті документів до кількості документів, що містять слово w), яка зменшує вагу
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загальновживаних слів.

Кінцева оцінка для документа d, що належить до класу c, обчислюється

шляхом підсумовування добутку значень PMI та TF­IDF для кожного слова в

документі:

Score(d, c) =
∑
w∈d

PMI(w, c)× TF­IDF(w, d)

Документ відноситься до класу, який дає найвищу оцінку. Таким чином, про­

гнозований клас ĉ визначається як:

ĉ = argmax
c

Score(d, c)

Для вирішення проблеми значного дисбалансу класів у навчальних даних

під час доналаштування моделей трансформера та LSTM, ми застосували функцію

втрат Focal Loss. Ця функція є модифікацією стандартної бінарної перехресної ен­

тропії, розробленою для динамічного зменшення ваги внеску прикладів, легких для

класифікації (тобто численного негативного класу), і тим самим фокусування на­

вчання моделі на складніших для класифікації прикладах (рідкісному позитивному

класі). Стандартна перехресна ентропія для даного прикладу становить:

CE(pt) = − log(pt)

де pt—оцінка ймовірності моделлю для істинного класу. Focal Loss вводить два па­

раметри: ваговий коефіцієнт αt та параметр фокусування γ. Функція визначається

як:

FL(pt) = −αt(1− pt)γ log(pt)

• Ваговий коефіцієнтαt зазвичай встановлюється як обернена величина часто­

ти класу, щоб протидіяти дисбалансу між кількістю позитивних і негативних

прикладів.

• Параметр фокусування γ ≥ 0 плавно регулює швидкість, з якою змен­

шується вага легких прикладів. Коли приклад класифікується з більшою

впевненістю (pt → 1), модулярний множник (1 − pt)γ наближається до 0,
зменшуючи внесок цього прикладу в загальні втрати. Це дозволяє оптиміза­
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ції зосередитися на невеликому наборі прикладів, щодо яких модель менш

впевнена.

Модель Logit­PTIC представляє собою методологічну еволюцію статичного

теоретико­інформаційного класифікатора PTIC, перетворюючи його на треновану

імовірнісну модель. Ця адаптація досягається шляхом переформулювання задачі

класифікації в рамках логістичної (або, для випадку багатьох класів, софтмакс)

регресії. Це переформулювання не є тривіальним; воно дозволяє формально роз­

глядати модель як одношарову нейронну мережу, яка використовує логістичну

(сигмоїдну) або софтмакс функцію активації для створення імовірнісного виходу.

Визначення моделі як змішаної або гібридної є центральним для її дизайну,

оскільки вона синтезує дві різні парадигми:

1. Статистичні апріорні дані:Модель використовує отримані з корпусу непа­

раметричні значення PMI(w, c) як теоретико­інформаційні апріорні значення.

2. Дискримінативне навчання: Потім вона розглядає ці апріорні значення як

початкові параметри в рамках дискримінативного підходу, оптимізуючи їх

для мінімізації функції втрат за допомогою градієнтних методів.

Ми визначаємо вектор ознак для документа d як його вектор TF­IDF ~xd ∈
R|V |, де |V |— розмір словника, а w­та компонента становить xw = TF­IDF(w, d).

Стандартний PTIC обчислює оцінку Sc = ~pc ·~xd, де ~pc—фіксований вектор значень

PMI(w, c). Модель Logit­PTIC замінює цей фіксований вектор ~pc на тренований

ваговий вектор ~wc ∈ R|V | для кожного класу c і вводить зміщення bc. Для задачі
з K класами вихід моделі — це ймовірність класу ck за умови документа d, що

визначається функцією софтмакс:

P (ck|d;W,~b) =
exp(~wk · ~xd+ bk)∑

j = 1K exp(~wj · ~xd + bj)

деW— вагова матриця, складена з рядкових векторів ~wk, а~b— вектор зміщень.

Критичний "гібридний" аспект полягає в ініціалізації параметрів. Замість

використання випадкової ініціалізації (наприклад, Ксав'єра або Хе), вагова матриця

W ініціалізується з використанням статистики, отриманої з PMI:

w
(0)
k,w = PMI(w, ck)
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Потім модель оптимізується за допомогою зворотного поширення помилки для

мінімізації втрат від'ємної логарифмічної правдоподібності (перехресної ентропії),

L, на навчальній вибірці:

L(W,~b) = − 1

N

N∑
i=1

K∑
k=1

yi,k log(P (ck|di))

де yi,k — істинна мітка для документа i, закодована унітарним кодом (one­hot).

Модель Logit­PTIC є прикладом найпростішого нейронного гібрида, який мо­

жна вважати повноцінним гетерогенним ансамблем. Дана реалізація також показує

саме геометричну (а не топологчну) варіацію функції оцінки складності простору.

Замість стійких гомологій чи інших методів, які ми використовували до цього для

створення експліцитних масок вхідного простору, розбиваючи його на прості та

складні, даний підхід використовує імпліцитну оцінку. У такій конфігурації "ма­

скування" відбувається динамічно через градієнт функції втрат∇L. Для "простих"
точок x ∈ XE , де статистичний пріор PMI дає правильний прогноз, градієнт прямує

до нуля (∇L ≈ 0), і нейронна мережа фактично не змінює свого стану, приймаючи

рішення "пояснювального" алгоритму. Для "складних" точок x ∈ XN , де лінійна

статистика PMI помиляється, виникає значний градієнт, який змушує нейронну

компоненту N адаптувати ваги, відходячи від апріорного розподілу. Таким чином,

інформація про складні та прості компоненти простору конденсується в геометрії

ініціалізації та подальшій динаміці градієнтів, реалізуючи локальну консолідацію

без явного геометричного розбиття. Таким чином, такий підхід можна вважати

спрощеною інтерпретацією методу функцій Морса.

Отже, у випадку Logit­PTIC замість жорсткого розбиття простору на "скла­

дні" (XN ) та "прості" (XE) компоненти, ми використовуємо підхід м'якої ініці­

алізації, де одна з моделей ансамблю визначає апріорну геометрію, а інша —

регуляризується нею. Формально Logit­PTIC вписується в структуруH наступним

чином. Не­нейронний пояснювальний алгоритм E представлений обчисленням

матриці PMI, яка фіксує прості, лінійно роздільні статистичні зв'язки (топологі­

чно тривіальні компоненти). Нейронна архітектура N — це одношарова мережа,

що навчається. Функція розбиття C тут реалізована імпліцитно через механізм

ініціалізації параметрів I(N,E) : W (0) ← PMI.

Нижче представлено результати на 4 валідаційних наборах даних, відповідно

до ориганільної статті, різні валідаційні набори відображають різні сценарії за
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якими навчались моделі.

Табл. 17: Результати роботи моделей для задачі DILI­CAMDA. 1­й валідаційний

набір даних

Metrics PTIC logit PTIC Naïve Bayes Longformer FlanT5­base BioGPT LSTM SciBert

Accuracy 0.8677 0.9039 0.8501 0.9454 0.9146 0.9029 0.845 0.9031

F1­score 0.8804 0.9039 0.8684 0.9485 0.9223 0.9097 0.8454 0.9018

Recall 0.7928 0.9236 0.9511 0.965 0.9736 0.9401 0.8151 0.8560

Precision 0.8302 0.8949 0.7989 0.9324 0.876 0.8811 0.8781 0.9528

Табл. 18: Результати роботи моделей для задачі DILI­CAMDA. 2­й валідаційний

набір даних

Metrics PTIC logit PTIC Naïve Bayes Longformer FlanT5­base BioGPT LSTM SciBert

Accuracy 0.956 0.9604 0.9031 0.9458 0.8782 0.9516 0.9151 0.9678

F1­score 0.7877 0.8174 0.6688 0.7477 0.6219 0.7997 0.661 0.8455

Recall 0.9372 0.8621 0.9517 0.7809 0.9739 0.9398 0.8046 0.8565

Precision 0.7828 0.7771 0.5156 0.7171 0.4568 0.6959 0.5609 0.8347

Табл. 19: Результати роботи моделей для задачі DILI­CAMDA. 3­й валідаційний

набір даних

Metrics PTIC logit PTIC Naïve Bayes Longformer FlanT5­base BioGPT LSTM SciBert

Accuracy 0.9763 0.9809 0.9262 0.9717 0.8824 0.9613 0.9552 0.9448

F1­score 0.6932 0.7352 0.4649 0.6267 0.3582 0.6208 0.5153 0.511

Recall 0.7924 0.7853 0.9514 0.7036 0.9736 0.9402 0.5067 0.8564

Precision 0.616 0.6912 0.3076 0.565 0.2194 0.4634 0.7065 0.3642

Logit­PTIC модель часто має кращі якісні метрики, у порівнянні з великими

складними нейронними моделями на всіх валідаційних наборах даних. Ми хотіли

б використати цей результат аби підкреслити, що запропонований метод гібриді­

зації, навіть у імпліцитній формі, може покращити не тільки робастність, але й

такі цільові метрики як влучність, точність тощо. Ми дотримуємось мейнстрімної

позиції щодо того, що робастність, в загальному випадку, має позитивний вплив

на цільові метрики у випадку коректної системи оцінки та пов'язуємо результати

Logit­PTIC саме з покращенням робастності, яке призвело до підвищення цільових

метрик. В середньому, Logit­PTIC має на 17.01% більшу влучність, на 12.56% кра­

щу F1­метрику та є на 3.17% більш точним, у порівнянні з усіма іншими моделями

на всіх валідаційних наборах даних.



99

Табл. 20: Результати роботи моделей для задачі DILI­CAMDA. 4­й валідаційний

набір даних

Metrics PTIC logit PTIC Naïve Bayes Longformer FlanT5­base BioGPT LSTM SciBert

Accuracy 0.871 0.9397 0.8451 0.9097 0.9022 0.9093 0.9552 0.9232

F1­score 0.8835 0.9398 0.8641 0.9091 0.9096 0.9164 0.5153 0.925

Recall 0.9783 0.9407 0.9847 0.9026 0.9836 0.9941 0.5067 0.9459

Precision 0.8055 0.9388 0.7698 0.9157 0.8459 0.85 0.7065 0.905

3.3. Висновки до розділу 3

Цей розділ було присвячено практичному аналізу запропонованого методу гео­

метричної локальної консолідації гетерогенних ансамблів на прикладі гібридних

нейронних моделей. На початку нами було створено синтетичний набір даних для

апробації гіпотези щодо того чи здатний запропонований підхід продукувати моде­

лі, що є більш робастними до шуму, дропауту та геометричних змін даних. Нами

було обрано 3 методи оцінки складності вхідного простору: метод функцій Морса,

дотичних просторів та стійких гомологій. Такий вибір, в першу чергу, продикто­

ваний їх загальним активним вжитком та простотою у використанні. Після чого

нами було сконструйовано відповідну гібридну модель, що складалась з нейронної

мережі та логістичної регресії. Ми порівняли результати роботи гібридної моделі

й окремо навчених нейронної мережі та логістичної регресії.

Для методу стійких гомологій, було з'ясовано, що логістична регресія є

найбільш робастним алгоритмом за усіма типами збурень, крім змагального зсуву,

що є відносно очевидним, зважаючи на простоту даних та той факт, что регресивні

моделі, загалом, є одними з найбільш стійких. Цікаво, що гібридний алгоритм став

другим за стійкістю відносно до дропауту, зашумлення та повороту даних, трьох

з п'яти перевірених метрик, для методу функцій Морса, аналогічно, гібридний

алгоритм дав такі самі результати. Разом з цим, для методу дотичних просторів,

гібридний алгоритм не виявився найгіршим лише для зашумлення за допомогою

повороту даних та масштабування.

Після цього, нами було обрано три відомих набори реальних даних із підви­

щеною складністю, у порівнянні з синтетичними даними. Аналогічний підхід був

проаналізований для наборів MedMNIST (BloodMNIST), 20 news group та Planetoid

(Cora), що репрезентують три різні модальності даних: зображення, текст та графи,

відповідно. Як і у попередньому випадку для синтетичних даних, вирішувалась

задача класифікації (в цьому разі, мультикласової). Було з'ясовано, що на більш
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складних, реальних даних запропонований гібридний алгоритм має, в середньо­

му, на 19.7% більшу стійкість до будь­яких збурень, у порівнянні з унітарними

моделями (вне залежності від SCE). Було також встановлено, що вибір функції

оцінки складності простору відіграє суттєву роль і його оптимальність залежить

від конкретного вхідного простору. Так, наприклад, для графового набору даних

Planetoid найкращим SCE став метод на основі стійких гомологій, показавши май­

же 50% покращення у стійкості, у порівнянні з іншими методами оцінки складності

простору.

Найкращим із проаналізованих підходів до оцінки складності простору ви­

явився метод стійких гомологій, показавши на 9.0% та 17.3% більшу робастність, у

порівнянні із методом функцій Морса та методом дотичних просторів, відповідно,

в серелньому на всіх наборах даних та типах збурень. Цей метод було далі обрано

у якості базового для порівняння із класичними підходами, аби з'ясувати чи дійсно

саме геометрична консолідація відповідає за покращення робастності моделей.

У порівнянні з класичним, гомогенним ансамблем аналогічної структури, що не

використовує геометричну консолідацію, наша модель показала на 11.3% вищу

робастність в середньому за всіма збуреннями та наборами даних, а у порівнянні із

гібридним підходом без локальної консолідації — на 11.8%, що чітко говорить про

те, що ключову роль у покращенні стійкості моделей відіграє саме ця компонента.

В кінці, ми розглянули термінальний за складністю випадок та побудували

найбільш просту модель, що відповідає зазначеному підходу. Ця модель добре

зарекомендувала себе в реальних умовах, отримавши переможне місце у DILI­

CAMDA змаганні, організованого Управлінням з продовольства і медикаментів

США та опублікованого у Frontiers in Genetics. Задачею зтов стала бінарна класи­

фікація тексту, а архітектура моделі поєднувала неглибоку нейронну мережу та

логістичну регресію. В даному підході не була використана пряма геометрична

функція оцінки складності простору, замість цього, така складність була обра­

хована імпліцитно на основа поточкової взаємної інформації. Не дивлячись на

простоту такої моделі, для задачі з дуже сильним дизбалансом класів (тестова

вибірка мала співвідношення мажоритарного до міноритарного класу як 99.87% до

0.13%, а навчальна вибірка мала лише 2.3% міноритарних екзмеплярів), нами було

отримано модель, що рутинно отримувала кращі якісні показники, у порівнянні

з великими моделями, накшталт LongFormer, BioGPT чи FlanT5­base, що налічу­

ють сотні мільйонів параметрів та є складними, неінтерпретовними моделями. В
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середньому, запропонована модель logitPTIC має на 17.01% більшу влучність, на

12.56% кращу F1­метрику та є на 3.17% більш точною, у порівнянні з іншими

моделями, що, в свою чергу, означає, що запропонвланий підхід має здатність не

тільки до покращення робастності моделей, але й здатен позитивно впливати на

якісні властивості моделі, такі як точність, влучність тощо.
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4. ФІЗИЧНО­ІНФОРМОВАНІ НЕЙРОННІ ГІБРИ­

ДНІ АЛГОРИТМИ

4.1. Експерименти з PINE

Мипочнемо наш розгляд фізично­наближених задач із фізично­інформованих ан­

самблів гібридних нейронних алгоритмів (англ., Physics­InformedNeural heterogeneous

Ensembles, PINE). Проблематика таких задач часто полягає у порівняно більш

складній структурі передбачення, яке модель має згенерувати, адже замість триві­

ального набору логітів як у випадку задачі класифікацій, ми часто зустрічаємось

із необхідністю в генерації n­вимірних об'єктів, які можуть мати доволі складну

структуру. Простим прикладом може слугувати задача передбачення стану певного

фізичного об'єкта після якоїсь взаємодії, що описується n­вимірним тензором, який

складається із інформації про температуру, положення та інші властивості об'єкта.

З 2017 року особливої популярності для вирішення таких задач набира­

ють фізично­інформовані нейронні мережі (англ., physics­informed neural networks,

PINNs). Основною суттю таких моделей є використання спеціальної, фізичної, фун­

кції втрат, яка може бути як основною, так і допоміжно. Таким чином, наприклад,

для розв'язання задачі поведінки певного об'єкта, що описується диференціальним

(чи іншим) рівнянням, ми можемо вимагати від нейронної мережі, що лежить в

основі даної моделі мінімізувати не лише MAE чи іншу базову функцію втрат, але

і відповідати фізичному закону, що й описує саму поведінку. Наприклад, якщо

наша модель вчиться генерувати значення похідної в межах звичайного диферен­

ціпльного рівняння, обмеженням на значення такої похідної буде виступати саме

рівняння. В наступних секціях ми більш детально розглянемо конструкцію таких

функцій втрат.

Однією з особливостей фізично­інформованих нейронних мереж є їх засто­

совність як для прямих, так і для обернених задач, що суттєво збільшує простір

їх можливого використання. Відомо, що широкий ряд задач моделювання так чи

інакше покладається на використання диференціальних, інтегральних або зміша­

них моделей, від природничіх наук до економіки, що робить питання розв'язанні

відповідних рівнянь щоденною проблемою, а покращення таких підходів — ва­

жливим. Наразі, більшість сучасних методів покладаються на спробу апроксимації

поведінки процесів, які досліджуються [129, 130, 3, 131], а не її моделювання.
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Це, в першу чергу, пов'язано зі складністю використання ідеалізованих мо­

делей та їх низької адаптивності до практични задач. Разом з цим, наприклад,

нейронні мережі не мають таких проблем: вони чудово відображають поведінку

реальної системи, яка представлена через наявні дані та не вимагає глибокого

математичного аналізу для покращення результатів, наприклад, у порівнянні з

додаванням нових компонент в існуючу модель певного процесу. Такі моделі, хоча

й більш точні на практиці, можуть порушувати певні "базові закони" взаємодії ком­

понентів моделі та мають проблеми із генералізацією, що і стимулювало розвиток

фізично­інформованих моделей як серединного шляху, що дозволяє користуватись

апроксимативною силою машинного навчання, поєднуючи її з суворими вимогами

щодо дозволеної поведінки, що представлені у формі, наприклад, диференціальної

моделі.

Як буде зазначено далі, рівняння, що розглядатимуться в цьому та наступно­

му розділах відіграють важливу роль в аналізі екології, дозволяючи моделювати

різні види процесів, що впливають на зміну навколишнього середовища. Таким

чином, покращення робастності та інтерпретовності таких моделей є важливим

кроком для поліпшення якості цифрових двійників, що будуються на їх основі,

оскільки останні вимагають якомога більш стійких моделей, у зв'язку з вимогами

до передбачуваності поведінки та, часто, неможливістю динамічного оновлення

(наприклад, коли модель розташована на носії у важкодоступних місцях), що є

одним із практичних рушіїв даного дослідження.

В цьому розділі ми розглянемо два рівняння: теплопровідності та Нав'є­

Стокса, ці рівняння (разом з рівнянням Шрьодінгера) були представлені в першій

статті, що стосувалась PINNs і будуть виступати нашими задачами для бенчмаркін­

гу, разом із класичними імплементаціями самих фізично­інформованих моделей.

4.1.1. Рівняння теплопровідності

На практиці рівняння теплопровідності (і, у ширшому розумінні, параболічні

диференціальні рівняння в часткових похідних) слугує базовою моделлю для

будь­якої системи, що керується механізмами дифузійного переносу. Поза межами

класичної термодинаміки — де воно є необхідним для прогнозування теплового

розгону в мікроелектроніці або втоми матеріалів лопаток турбін внаслідок циклі­

чного нагріву — це рівняння є математично ізоморфним до задач дифузії в інших

сферах. Наприклад, в екологічній інженерії рівняння теплопровідності моделює
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розповсюдження забруднюючих речовин у підземних водах, що дає змогу прогно­

зувати порогові рівні токсичності з часом. Аналогічно, у фінансовій математиці

модель Блека­Шоулза використовує перетворене рівняння теплопровідності для

оцінки вартості опціонів на основі ринкової волатильності. У всіх цих випадках

основна задача прогнозування полягає у визначенні просторово­часової еволюції

певної величини (енергії, маси чи вартості) під час її розсіювання у середовищі.

Рівняння теплопровідності є рівнянням в часткових похідних, що описує

розподіл теплоти (температури) в межах заданого простору з часом. У найбільш

загальній формі в Rn воно має вигляд:

∂u

∂t
= ∆u =

n∑
i=1

∂2u

∂x2i

де u(x, t) : Rn× [0,∞)→ R відповідає значенню температури в x = (x1, . . . , xn) в

час t, і ∆ є Лапласіаном.

Фундаментальним розв'язком в Rn є:

Φ(x, t) =
1

(4πt)n/2
exp

(
−|x|

2

4t

)
, t > 0

Розв'язки рівняння теплопровідності є нескінченно диференційованими для

t > 0, навіть якщо початкові умови u(x, 0) = f(x) означені доволі загально. Кон­

кретніше, якщо u є розв'язком рівняння теплопровідності з початковими умовами

f ∈ L∞(Rn), тоді u ∈ C∞(Rn × (0,∞)).

Для обмеженої підмножини Ω ⊂ Rn і T > 0:

max
(x,t)∈Ω×[0,T ]

u(x, t) = max

{
max
x∈Ω

u(x, 0), max
(x,t)∈∂Ω×[0,T ]

u(x, t)

}
максимум досягається або у початковий час або на межі області (spatial boundary).

1. Lp­спадання: Для 1 ≤ p ≤ ∞ та початкових даних f ∈ L1(Rn) ∩ Lp(Rn):

‖u(·, t)‖Lp ≤ C

t
n
2 (1−

1
p )
‖f‖L1

2. Просторове поширення: Ефективний радіус носія (support) зростає як
√
t.

Для початкових даних з компактним носієм в BR(0), більша частина маси

залишається в BR+C
√
t(0) для деякої константи C.
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Рівняння теплопровідності є поширеним об'єктом для експериментів з фізично­

інформованими моделями, оскільки воно демонструє кілька геометричних інварі­

антностей:

1. Інваріантність щодо зсуву: Якщо u(x, t) є розв'язком, то u(x − x0, t − t0)
також є розв'язком для будь­яких x0 ∈ Rn, t0 ∈ R.

2. Інваріантність щодо обертання: Якщо u(x, t) є розв'язком і R ∈ SO(n), то
u(Rx, t) також є розв'язком.

3. Властивість масштабування: Якщо u(x, t) є розв'язком, то для будь­якого

λ > 0:

v(x, t) = u(λx, λ2t)

також є розв'язком.

У результаті завжди можна перевірити, чи зберігається інваріантність наближен­

ня розв'язку. Якщо це так, воно повинно мати певний фізичний сенс, представлений

у геометричній поведінці, як і оригінальний розв'язок. Розв'язки з невід'ємними

початковими даними 0 ≤ f ∈ L1(Rn) задовольняють:

u(x, t) ≤ C

tn/2
exp

(
−|x− x0|

2

Dt

)
для деяких констант C,D > 0, що залежать від ‖f‖L1 та початкового спадання f .

Розв'язки рівняння теплопровідності мають так звану зворотну єдиність. Якщо два

розв'язки u1 та u2 рівняння теплопровідності задовольняють u1(x, T ) = u2(x, T )

для деякого T > 0 і всіх x ∈ Rn, і обидва розв'язки мають щонайбільше експонен­

ційне зростання, то u1 ≡ u2 на Rn × [0, T ]. Множини рівня розв'язків також мають

певні еволюційні властивості, а саме, множини рівня {x : u(x, t) = c} для c > 0:

1. Стають більш гладкими зі збільшенням t (нескінченна диференційовність

для t > 0)

2. Розширюються назовні з типовою швидкістю, пропорційною
√
t

3. Мають тенденцію ставати більш круговими/сферичними через ізотропну

дифузію

4. Згодом зникають при t→∞, якщо u ∈ L1(Rn)
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Рис. 2: Наївні передбачення для рівняння теплопровідності на основі методу стій­

ких гомологій

Також для будь­якої кулі Br(x0) ⊂ Rn та t0 > 0, розв'язки задовольняють:

u(x0, t0) =
1

|Er(x0, t0)|

∫
Er(x0,t0)

Φr(x0 − y, t0 − s)u(y, s)dyds

де Er(x0, t0)— це теплова куля, а Φr — відповідна вагова функція.

Наївним підходом було б використання поліноміальної регресії (конкретна

модель не має особливого значення) з деяким лінійним шаром для вивчення про­

стих випадків, а складні області передати регресору на основі MLP. Хоча може

здаватися, що така конфігурація є достатньою, більш детальне дослідження виявляє

важливу проблему, якою є дискретність передбачень, що генеруються гібридною

моделлю. Це призводить до того, що ми називаємо "клаптиковістю", як показано

на Рисунку 2.

Клаптиковість з'являється, коли забагато роз'єднаних околів ідентифікуються

як прості / складні. У таких випадках, незалежно від моделі, майже неможливо

отримати адекватні результати, особливо такі, що добре узагальнюються або є

стійкими. Дійсно, такі клаптики нагадують "дикі" внутрішні функції представлення

Колмогорова­Арнольда, нерегулярності яких призвели до його дуже обмеженого

застосування, хоча існують деякі свіжі цікаві реалізації в цьому напрямку [132].
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Однією з перших ідей, звісно, є спроба побудови більш зв'язної репрезентації,

яка б могла об'єднати ці клаптики між собою. Проблема такого розв'язку полягає в

тому, що це підхід привносить певну інородну компоненту, яка не узгоджується,

ані з оцінкою складності, ані з іншими компонентами моделі. Відповідно прив­

носячи лише "тимчасове полегшення", яке в більш складних сценаріях одразу ж

інвалідується.

Щоб подолати цю проблему, ми пропонуємо натомість запровадити функцію

втрат узгодженості (англ., coherence loss), яка перетворить жорстку межу на м'яку

розмежувальну лінію та спростить обмін інформацією між моделями ансамблю.

Зазначимо, що для занадто роз'єднаних острівців складних та простих даних цей

підхід є менш продуктивним (як у випадку стійких гомологій), тому для цієї задачі

ми вважаємо даний підхід таким, що показав низьку ефективність. Утім, як буде

показано далі, структурована клаптиковість може виконувати роль регуляризатора

та бути доволі ефективною в певних випадках.

Цей підхід дозволяє нам боротися з локальною втратою інформації, спричине­

ною границями в межах передбачення. Крім того, це дозволяє зберегти реалізацію

досить простою, оскільки ми уникаємо розділення гібрида фактично на дві окремі

моделі з окремими функціями втрат. Очевидним мінусом є обчислювальне наванта­

ження для цієї функції. Ми передбачаємо, що цей підхід можна суттєво покращити,

і замість введення нової функції втрат ми могли б використовувати вже існуючу

функцію і проєктувати її результати (які, звісно ж, обумовлені рівнем граничної

узгодженості моделей ансамблю) на сусідні до границі значення передбачень. Цей

підхід вимагав би певної функції трансляції, утім, теоретично, мав би мати менше

навантаження на роботу моделі. Утім, ми залишемо дані напрацювання на майбу­

тнє та пропонуємо розглянути найбільш очевидний та, мабуть, один із найбільш

дієвих підходів із додатковою функцією втрат.

Таким чиномми пропонуємо впровадити геометричну (повністю) локальну

консолідацію моделей ансамблю. У попередніх розділах ми розглянули приклади

з частковою (статичною) геометричною локальною консолідацією, яка досягалась

шляхом побудови масок складності простору та навчання відповідних моделей

гібриду. Інформація про локальну границю між простою та складною частинами

простору потрапляла в модель гібриду через обмеження можливих станів обох

моделей на основі топологічного розбиття, що передавалась через базову функцію

втрат.
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Рис. 3: Наївні передбачення для рівняння теплопровідності на основі методу фун­

кцій Морса

Наразі ж ми пропонуємо додатковий спосіб консолідації через допоміжну

функцію втрат для отримання повної (динамічної) геометричної локлаьної консо­

лідації. У даному випадку, моделі будуть напряму обмінюватись даними під час

навчання і жорстка лінія розмежування між простою та складною компонентами

простора буде замінена на м'яку. Як буде розглянуто далі, така функція втрат має

на меті узгодити граничні значення, що лежать межі розрізнення простих та скла­

дних просторів. Така архітектура може розглядатись як проміжна між ансамблем

та сумішшю експертів, адже грань між окремою моделлю та складовою більшої

моделі стає більш розмитою.

Рисунок 3 представляє наївну, неконсолідовану через нову функцію втрат,

гібридну реалізацію для випадку функції Морса.

Можна помітити, що структура клаптиків суттєво відрізняється і, фактично, є

легкою для розуміння. Єдина проблема полягає в тому, що потік інформації в цій

частині суттєво відрізняється. Це, знову ж таки, пов'язано з жорсткими межами,

які ми щойно обговорили, між моделями та просторами, до яких вони призначені.

Рисунок 4, у свою чергу, показує випадок функції Морса з реалізованою фун­

кцією втрат узгодженості.

Ми бачимо, що гібридна модель тепер набагато ближча як до стандартної
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Рис. 4: Передбачення для рівняння теплопровідності на основі методу функцій

Морса з додатковою функцією втрат узгодженості

PINN, так і до аналітичного розв'язку. Утім, дійсно цікавою є теплова карта втрат.

Добре видно, що простіша модель локально отримує найвищі втрати, і ми бачимо

межу, що розділяє передбачення простих та складних моделей, проте макро значе­

ння втрат є досить несподіваними. Виявляється, що гібридна модель, насправді,

отримує нижчу загальну помилку: PINN досягає відносної помилки L2 на рівні

0.0212, тоді як Гібридна отримує 0.0136 на тестовому наборі даних. Пояснення

цього явища полягає в тому, що гібридизація є як недоліком, так і перевагою за­

пропонованого пайплайну. Дійсно, передбачення поблизу границі мають вищі

помилки порівняно зі стандартною PINN. Але це дозволяє моделям сфокусуватися

на відповідних ділянках простору і отримати вищий рівень експертності та покра­

щити якісну поведінку. Такий "розподіл обов'язків" дозволяє базовій гібридній

парі більше зосередитися на тому, що їм показують під час навчання, і таким чином

отримати кращий результат.

Ще одним важливим зауваженням є те, що не передбачається жодних конкре­

тних знань про структуру розв'язку. Представлений підхід не вимагає експертних

знань про те, де знаходяться області складності, що значно спрощує системи, розро­

блені на його основі. Нижче ми наводимо точний пайплайн, який був використаний

для цього випадку. Зауважимо, що ми обговорюємо лише випадок функції Морса,
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оскільки SCE на основі стійких гомологій неможливо згладити (через проблему

клаптиковості, точніше її занадто сильну вираженість).

4.1.2. Модель PINE для рівняння теплопровідності

У 1 ми представляємо детальний аналіз алгоритма, що був використаний для

тренування нашого PINE, включно з усіма функціями втрат, що були використані

для навчання.

Algorithm 1: Навчання PINE моделі

1: Input: Training points X = Xic ∪ Xbc ∪ Xcol (initial, boundary, collocation).
2: Input: True data values udata for points in Xic ∪ Xbc.
3: Input: PDE residual operator F [u] := ∂u

∂t − α
∂2u
∂x2 .

4: Input: Hyperparameters: complexity percentile Pc, border percentile Pb, coherence

weight λc.

5: Models: A complex MLP uθc(x) and a simple polynomial regressor uθs(x).

6: procedure DomainDecomposition(X , Pc)
7: Define a heuristic Morse function to estimate local complexity, e.g.,M(t, x) =

x2 sin(πt).

8: For each point xi = (ti, xi) ∈ X , compute a complexity score Si = ‖∇M(xi)‖2.
9: Determine a complexity threshold τ as the Pc­th percentile of all scores {Si}.
10: Partition the domain points based on the threshold:

• Complex set: Xc = {xi ∈ X | Si ≥ τ}

• Simple set: Xs = {xi ∈ X | Si < τ}

11: return boolean mask identifying points in Xc.

12: procedure TrainingLoop(epochs, optimizer)

13: Pre­compute the complexity mask for all training points X .
14: Identify the set of border points Xborder ⊂ Xs and their nearest neighbors

Xneighbors ⊂ Xc.

• For each xs ∈ Xs, find its distance to the nearest point in Xc.

• Xborder consists of the Pb­th percentile of points in Xs with the smallest

distances.
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15: for each epoch do

16: // 1. Data Loss

17: Predict solutions for data points: upred,i = uθc(xi) if xi ∈ Xc else uθs(xi).
18: Ldata = 1

|Xic∪Xbc|
∑

xi∈Xic∪Xbc
(upred,i − udata,i)2.

19: // 2. Physics Loss (only for complex region)

20: Let Xcol,c = Xcol ∩ Xc.
21: Lphysics = 1

|Xcol,c|
∑

xi∈Xcol,c (F [uθc](xi))
2
.

22: // 3. Coherence Loss (at the simple­complex interface)

23: Predict values for simple points on the border: upred,s = uθs(Xborder).
24: Predict values for their complex neighbors: upred,c = uθc(Xneighbors).
25: Lcoherence = 1

|Xborder|
∑

(upred,s − sg[upred,c])
2, where sg[·] is the stop­gradient

operator.

26: // 4. Total Loss and Optimization Step

27: Ltotal = Ldata + Lphysics + λcLcoherence.
28: Perform a gradient descent step on Ltotal to update parameters θc and θs.

1. Декомпозиція області: Перед початком навчання алгоритм аналізує геоме­

трію вхідного простору. Він дає оцінку складності для кожної точки, викори­

стовуючи величину градієнта попередньо визначеної евристичної функції

(функції Морса). Поріг визначається на основі заданого користувачем перцен­

тиля (Pc), що розділяє точки області на складну множину (Xc) для глибокого
MLP та просту множину (Xs) для поліноміальної моделі. Ця декомпозиція
залишається статичною протягом усього навчання.

2. Функція втрат: Загальна функція втрат, Ltotal, складається з трьох окремих
доданків:

• Втрати даних (Ldata): Це стандартна середньоквадратична помилка
між передбаченнями моделі та істинними значеннями в точках поча­

ткових та граничних умов. Гібридна модель направляє кожну точку до

призначеної їй підмережі перед виконанням передбачення.

• Фізичні втрати (Lphysics): Цей доданок забезпечує виконання обме­

жень ДРЧП. Важливо, що нев'язка ДРЧП обчислюється лише для точок

колокації, які були класифіковані як складні (Xcol ∩ Xc). Проста полі­
номіальна модель не має безпосередніх обмежень ДРЧП, що зменшує

обчислювальне навантаження.
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• Втрати узгодженості (Lcoherence): Цей новий доданок забезпечує плав­
ний перехід між простими та складними областями. Алгоритм спочатку

ідентифікує "межу" з простих точок, які є найближчими до складної

області (контролюється перцентилем Pb). Потім функція втрат штрафує

MSE між передбаченнями простої моделі в цих граничних точках та

передбаченнями складної моделі в їхніх найближчих складних сусідах.

Використання зупинки градієнта (sg[·] або detach()) на виході скла­
дної моделі гарантує, що ці втрати в першу чергу коригують просту

модель для узгодження зі складною на межі розділу, а не навпаки. Такий

підхід не є ультимативним і може корегуватись у зворотній бік в зале­

жності від практичних результатів, геометрії масок та відсотку точок,

що належить до простих та складних компонент.

3. Навчання: Параметри моделі (θc та θs) оптимізуються одночасно шляхом

мінімізації комбінованої функції втрат з використанням оптимізатора Adam.

Для процесу навчання як стандартна, так і гібридна моделі навчалися протя­

гом 2,000 епох з використанням оптимізатора Adam із фіксованою швидкістю

навчання 0.001. Набір даних було згенеровано з 500 точками початкових умов,

500 точками граничних умов та 10,000 точками колокації. Для фінальної оцінки

використовувався окремий тестовий набір із 10,000 точок.

Для аналізу стійкості до навчальних даних для початкових та граничних умов

було додано гаусівський шум зі стандартним відхиленням 0.05. Межу гібридної

моделі було встановлено на рівні 20%, що означає, що така кількість елементів

поблизу межі складне­просте буде згладжена. Точка класифікувалася як "складна",

якщо її евристична оцінка потрапляла в топ 95% усіх оцінок.

Доданку втрат узгодженості було надано вагу λc = 1.0 у загальній функції втрат.

Щодо архітектури моделей, то "складна" частина гібридної моделі та стандартна

PINN були багатошаровими персептронами зі 128 нейронами в кожному прихова­

ному шарі та функціями активації Tanh. Проста компонента гібридної моделі була

поліноміальним регресором 2­го ступеня.

Гібридна модель показала MAE 2.4347×10−3 на тестовому наборі даних порівня­
но зі стандартним підходом із MAE 1.1707×10−2. Ми також навчили "зашумлену"

версію стандартної моделі, де дані були доповнені прикладами з шумом величиною

не більше 1%, яка досягла MAE 3.7696×10−3. Це показує, що гібридний підхід із
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функцією Морса та консолідацією через локальні втрати досяг на 79.2% точнішої

продуктивності порівняно з базовим прикладом і на 35.41% кращого показника

MAE порівняно з моделлю, доповненою шумом. Це, у свою чергу, також свідчить

про те, що гібридна модель є більш стійкою, оскільки її конкурент на основі шуму

не може досягти подібної продуктивності.

4.1.3. Рівняння Нав'є­Стокса

Тепер ми хотіли б обговорити складніший сценарій, де простого поліноміального

предиктора буде недостатньо. Цей приклад має велике значення для практиків,

оскільки зміна цього компонента буде однією з перших речей, які спробують

зробити для отримання кращих результатів у конкретному випадку.

Для цього ми використаємо рівняння Нав'є­Стокса, оскільки його поведінка є

значно складнішою порівняно з рівнянням теплопровідності та створює багато

практичних викликів. Одним з яких є, власне, вивчення фізики, що стоїть за ним.

Дійсно, як згадувалося раніше, PINN містять (принаймні) 2 функції втрат: втрати

даних та фізичні втрати. Саме рівняння є основою для симуляції та передбачення

багатьох процесів, що відіграють значну роль під час аналізу змін навколишньо­

го середовища, від моделювання поведінки мікро­організмів з урахуванням сил

(гідро)динаміки [133], що відіграє особливу роль в аналізі планктону [134], і до

макро­кліматичного аналізу [135]. Таким чином, аналіз рівняння Нав'є­Стокса

має велике значення для задач, пов'язаних із передбаченням змін навколищнього

середовища, через його прогностичну доцільність в широкому ряді задач.

У обчислювальній механіці рівняння Нав'є­Стокса є визначальною базовою си­

стемою для моделювання руху рідини, що описує складну взаємодію між силами

інерції, в'язкими напруженнями та градієнтами тиску. Канонічним еталоном для

валідації таких розв'язувачів є задача про течію в каверні з рухомою кришкою

(англ., lid­driven cavity problem), яка ізолює явище рециркуляційного потоку в

обмеженій геометрії, пропонуючи суворий тест на здатність відтворювати форму­

вання первинних вихорів та кутових сингулярностей, що є необхідним для точного

моделювання турбулентності.

У нефізичних застосуваннях втрати даних (скажімо, на кількох валідаційних

наборах даних) відіграють ключову роль у визначенні продуктивності моделі перед

обчисленням цільової метрики. Більше того, навіть у випадках, коли є розбіжність

між цільовою метрикою (наприклад, точністю) та втратами даних, останні не
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можна відкидати, оскільки вони є прямим відображенням даних і, по суті, є "тінню"

ландшафту оптимізації, через який намагаються пройти.

Водночас для випадків, що базуються на фізиці (та для інших завдань, де потрібні

декілька функцій втрат), вторинні, фізичні втрати іноді мають навіть більше значе­

ння, ніж втрати даних, оскільки вони можуть демонструвати розуміння моделлю

фундаментальних обмежень, закладених у самій проблемі. У цьому випадку навіть

гірші показники втрат даних (за умови, що вони прямо корелюють із цільовою

метрикою) є допустимими, якщо фізичні втрати є досить малими.

Крім того, не слід відкидати випадки донавчання. У таких сценаріях можливо

спочатку дотримуватися збалансованих підходів, де обидві функції втрат розгляда­

ються як рівнозначні, а потім зважити найкращу модель на даних для конкретного

завдання. У цьому відношенні наявність кращих фізичних втрат є навіть бажаною,

оскільки налаштуватися під втрати даних завжди простіше, якщо припускається

та ж сама фізика процесу.

Рівняння Нав'є­Стокса — це набір диференціальних рівнянь з частинними похі­

дними, що описують рух в'язких рідин. Вони виникають із застосування другого

закону Ньютона до руху рідини разом із припущенням, що напруження в рідині

є сумою дифузійного в'язкого члена та члена тиску. Для нестисливої рідини з

постійною густиною ρ та динамічною в'язкістю µ рівняння у загальному вигляді

мають такий вигляд:

∇ · u = 0 (Нерозривність/Нестисливість)

ρ

(
∂u

∂t
+ (u · ∇)u

)
= −∇p+ µ∇2u+ f (Імпульс)

де:

• u(x, t)— векторне поле швидкості рідини.

• p(x, t)— поле тиску.

• f — зовнішні масові сили (наприклад, гравітація).

• (u · ∇)u— член конвективного прискорення, який є нелінійним.

• µ∇2u— член в'язкої дифузії.
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В нашому прикладі ми розглядаємо спеціалізацію для задачі про каверну з рухомою

кришкою, для якої характерні наступні властивості:

• Сталий стан: Потік не змінюється з часом, тому всі члени з похідною за

часом дорівнюють нулю ( ∂∂t = 0).

• 2D Декартові координати: Вектор швидкості має вигляд u =

(u(x, y), v(x, y)).

• Відсутність масових сил: Припускається, що f = 0.

За цих припущень рівняння спрощуються до:

∂u

∂x
+
∂v

∂y
= 0

ρ

(
u
∂u

∂x
+ v

∂u

∂y

)
= −∂p

∂x
+ µ

(
∂2u

∂x2
+
∂2u

∂y2

)
ρ

(
u
∂v

∂x
+ v

∂v

∂y

)
= −∂p

∂y
+ µ

(
∂2v

∂x2
+
∂2v

∂y2

)
Для узагальнення задачі рівняння знерозмірюються з використанням характерної

довжини L (ширина каверни) та характерної швидкості U (швидкість кришки).

Безрозмірні змінні мають вигляд:

x∗ =
x

L
, y∗ =

y

L
, u∗ =

u

U
, v∗ =

v

U
, p∗ =

p

ρU 2

Підставляючи їх у Рівняння вище та опускаючи зірочки для спрощення, ми отри­

муємо безрозмірні рівняння імпульсу, реалізовані як:

u
∂u

∂x
+ v

∂u

∂y
= −∂p

∂x
+

1

Re

(
∂2u

∂x2
+
∂2u

∂y2

)
u
∂v

∂x
+ v

∂v

∂y
= −∂p

∂y
+

1

Re

(
∂2v

∂x2
+
∂2v

∂y2

)
Єдиним безрозмірним параметром, що визначає поведінку потоку, є число Рей­

нольдса (Re):

Re =
ρUL

µ

Число Рейнольдса являє собою відношення сил інерції до сил в'язкості.
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• Низьке Re: Домінують сили в'язкості. Потік плавний, стабільний і ламінар­

ний.

• Високе Re: Домінують сили інерції. Потік складніший, потенційно містить

турбулентність та складні вихрові структури.

Нами використано Re = 100, що відповідає ламінарному, але нетривіальному

режиму потоку.

Архітектура обох PINN розроблена для прогнозування функції течії ψ(x, y) та

тиску p(x, y). Функція течії — це скалярне поле, з якого виводяться компоненти

швидкості:

u =
∂ψ

∂y
, v = −∂ψ

∂x

Це формулювання є доволі сильним, оскільки воно автоматично задовольняє

рівняння нерозривності за побудовою:

∂u

∂x
+
∂v

∂y
=

∂

∂x

(
∂ψ

∂y

)
+

∂

∂y

(
−∂ψ
∂x

)
=

∂2ψ

∂x∂y
− ∂2ψ

∂y∂x
= 0

Це зводить задачу до знаходження ψ та p, які задовольняють рівняння імпульсу.

Функція фізичних втрат обчислює нев'язки цих двох рівнянь імпульсу. Задача

каверни з рухомою кришкою ставиться в одиничній квадратній області Ω = [0, 1]×
[0, 1] із наступними граничними умовами.

• Верхня стінка (Кришка), y = 1: Рухається з постійною горизонтальною

швидкістю. u = 1, v = 0.

• Ліва стінка, x = 0: Нерухома, умова прилипання. u = 0, v = 0.

• Права стінка, x = 1: Нерухома, умова прилипання. u = 0, v = 0.

• Нижня стінка, y = 0: Нерухома, умова прилипання. u = 0, v = 0.

У термінах функції течії, постійні значення ψ на стінках забезпечують виконання

умови прилипання (нульова тангенціальна швидкість). Зазвичай на всіх стінках

встановлюється ψ = 0. Геометричні властивості розв'язку. PINN має на меті вивчи­

ти розв'язок зі специфічними топологічними та геометричними ознаками:
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• Первинний вихор: Домінуючою ознакою є великий первинний вихор, розта­

шований у верхній центральній частині каверни (іноді, просто центральній).

Центр цього вихору є точкою мінімального значення функції течії. Зі збіль­

шенням Re цей центр зміщується у правий верхній кут.

• Вторинні вихори: При достатньо високих числах Рейнольдса (включно з

Re=100) у лівому нижньому та правому нижньому кутах каверни утворю­

ються менші вторинні вихори, що обертаються у протилежному напрямку

(відомі як вихори Моффатта). Це області зі значно слабшим потоком.

• Сингулярності: Два верхні кути, (0, 1) та (1, 1), є особливими точками (син­

гулярностями). Тут рухома кришка (u = 1) зустрічається з нерухомими

вертикальними стінками (u = 0). Цей розрив швидкості створює теоретично

нескінченне напруження зсуву, що робить ці області винятково складними

для точного розв'язання будь­яким чисельним методом. Ці сингулярності є

головними кандидатами на класифікацію як "складні", оскільки градієнти

розв'язку там надзвичайно високі.

Здатність гібридної PINN правильно відобразити розташування та форму пер­

винного вихору та наявність вторинних вихорів, обробляючи при цьому кутові

сингулярності, є ключовим показником її успіху.

4.1.4. PINE Нав'є­Стокса

Алгоритм слідує триетапному процесу:

1. Оцінка складності: Для присвоєння балу складності кожній точці в навчаль­

ному наборі даних використовується евристичний метод на основі глобальної

функції Морса. Цей підхід використовує апріорні знання про фізику зада­

чі (наприклад, очікувані градієнти швидкості поблизу рухомої стінки) для

визначення зон інтересу без попереднього навчання нейронних мереж.

2. Декомпозиція області: На основі балів складності область Ω розбивається

на складну підобласть ΩC та просту підобласть ΩS. Це робиться шляхом

застосування порогового значення на основі процентилів до обчислених

балів.
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3. Навчання гібридної моделі: Функція втрат гібридної моделі включає члени

для граничних умов, нев'язок рівняння Нав'є­Стокса та, опціонально, втрати

на узгодженість між гілками моделі.

Деталі декомпозиції та обчислення метрик:

1. Евристична функція Морса: Замість навчання попереднього оцінювача,

ми визначаємо скалярну функцію f(x, y), яка імітує очікувану складність

течії. Для задачі про течію в каверні з рухомою кришкою обрано функцію

f(x, y) = y2 sin(πx), яка акцентує увагу на області біля верхньої рухомої

кришки (y = 1) та центру вихору, ігноруючи прості зони біля бічних стінок.

2. Обчислення балу складності: Для будь­якої точки x = (x, y) в області, бал

складності C(x) визначається як величина градієнта цієї функції.

C(x) = ‖∇f(x, y)‖2 =

√(
∂f

∂x

)2

+

(
∂f

∂y

)2

У нашому випадку, градієнти обчислюються аналітично: ∂f∂x = πy2 cos(πx)

та ∂f
∂y = 2y sin(πx). Цей бал є високим в областях, де очікуються значні зміни

поля швидкості.

3. Розбиття: Поріг τ визначається шляхом обчислення високого процентиля

(наприклад, 95­го або 85­го) балів складності C(x) серед усіх навчальних

точок. Після цього область розбивається:

• Складна область ΩC = {x ∈ Ω | C(x) ≥ τ}

• Проста область ΩS = {x ∈ Ω | C(x) < τ}

Генерується булева маска для маршрутизації точок даних.

Головна модель, Nhybrid, складається з двох паралельних гілок:

• Складна компонента (NθC ): Стандартний глибокий багатошаровий перце­

птрон з декількома прихованими шарами (3 × 128) та функцією активації

Tanh. Ця мережа має високу ємність для апроксимації різких градієнтів у

зоні ΩC .
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• Проста компонентп (NθS):Мережа радіально­базисних функцій (RBFNet).

Це інтерпретована архітектура, яка використовує набір центрів ci та пара­

метрів ширини σi. Вихід мережі є лінійною комбінацією активацій ядра

(наприклад, гаусового):

φ(x) =
N∑
i=1

wi · exp
(
−‖x− ci‖2

2σ2i

)
+ b

Ця архітектура є обчислювально ефективною та підходить для моделювання

плавних, низькочастотних компонентів розв'язку в зоні ΩS.

Фінальний вихід є комбінованим результатом на основі маски декомпозиції області:

[ψ̂, p̂](x) =

NθC(x) якщо x ∈ ΩC

якщо x ∈ ΩS

Параметри моделі оптимізуються шляхом мінімізації композитної функції втрат.

Фізична задача керується стаціонарними рівняннями Нав'є­Стокса для нестисливої

рідини. Використовуючи формулювання через функцію течії (ψ), де u = ∂ψ
∂y , v =

−∂ψ
∂x , рівняння нерозривності задовольняється автоматично, а нев'язки імпульсу

мають вигляд:

fu :=

(
u
∂u

∂x
+ v

∂u

∂y

)
+
∂p

∂x
− 1

Re

(
∂2u

∂x2
+
∂2u

∂y2

)
fv :=

(
u
∂v

∂x
+ v

∂v

∂y

)
+
∂p

∂y
− 1

Re

(
∂2v

∂x2
+
∂2v

∂y2

)
де Re — число Рейнольдса.

Що ж стосується підходу зі стійкими гомологіями у якості оцінки складності

простору, то для цього ми використали іншу просту компоненту для побудови

нашої PINE моделі для ілюстрації адаптивності запропонованої методології.

1. Топологічна оцінка складності: Замість використання похідних або еври­

стик, метод безпосередньо аналізує геометричну структуру розподілу даних.

Використовуючи інструментарій стійких гомологій, для кожної точки обчи­

слюється міра локальної топологічної "шумності" або неоднорідності.
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2. Декомпозиція області: Область Ω розділяється на підобласті на основі

топологічних ознак. Точки з високою персистентністюH1 (циклів) формують

"складну" множину ΩC , тоді як топологічно тривіальні області формують

"просту" множину ΩS.

3. Навчання спектрально­гібридної моделі: Ансамбль поєднує глибоку ме­

режу для складних ділянок та мережу ознак Фур'є (Fourier Feature Net) для

ефективного представлення гладких або періодичних компонентів розв'язку.

Деталі обчислення метрик та архітектури:

1. Локальна стійка гомологія:Для кожної точки xi у наборі даних розгля­

дається її локальний окіл Nk(xi), що складається з k найближчих сусідів

(k­NN). Цей окіл розглядається як хмара точок, для якої будується фільтрація

Віеторіса­Ріпса. Алгоритм обчислює персистентну діаграму для 1­вимірних

гомологій (H1), які відповідають циклам або "діркам" у даних. Бал складності

C(xi) визначається як сума тривалостей життя всіх знайдених циклів:

C(xi) =
∑

(b,d)∈Dgm1(Nk(xi))

(d− b)

де b— час народження, а d— час смерті топологічної ознаки. Високий бал

вказує на те, що локальна геометрія точок навколо xi є нерівномірною або

утворює стійкі пустоти, що часто корелює з границями області або зонами

розрідженості даних.

2. Розбиття: Як і в попередньому варіанті, застосовується порогова фільтрація

τ (наприклад, 95­й процентиль) до розподілу балів C(x), що визначає маску

M(x).

Архітектура гібридної моделі Nhybrid:

• Складна компонента (NθC ): Стандартний глибокий MLP (tanh­активація),

що спеціалізується на апроксимації локальних нелінійностей у топологічно

складних зонах.

• Проста компонента — Fourier Feature Network (NθS): Замість радіальних

функцій використовується вкладення (англ., embedding) на основі випадкових
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ознак Фур'є (англ., Random Fourier Features), що дозволяє мережі долати

спектральне зміщення і краще вивчати високочастотні компоненти. Вхідний

вектор x ∈ R2 проектується на набір частот B ∈ Rm×2, які є параметрами,

що навчаються. Вкладення має вигляд:

γ(x) = [sin(Bx), cos(Bx)]

Вихід мережі обчислюється через лінійний шар над цими гармонічними

ознаками:

NθS(x) =Wout · γ(x) + bout

Загальні втрати є зваженою сумою трьох компонентів:

Ltotal = LBC + Lphys + λ ∗ Lcoherence

1. Втрати граничних умов (LBC): Це стандартна функція втрат середньо­
квадратичної помилки, що застосовується до всіх точок xb на границі ∂Ω.

Вона гарантує, що прогнозоване поле швидкості [û, v̂] відповідає заданим

граничним умовам utrue.

LBC =
1

NBC

NBC∑
i=1

|[û(xb,i), v̂(xb,i)]− utrue(xb,i)|2

2. Фізичні втрати (Lphys):Ці втрати забезпечують виконання рівнянь (відповід­
ність формі) Нав'є­Стокса. Важливо, що вони обчислюються лише для точок

колокації xc, які потрапляють у складну областьΩC . Це зосереджує виразну

здатність складної моделі NθC на областях, де фізика є найскладнішою.

Lphys =
1

NC

∑
xc,i ∈ ΩC

(
|fu(xc,i)|2 + |fv(xc,i)|2

)
3. Втрати узгодженості (Lcoherence): Цей член регуляризує навчання та забез­

печує плавний перехід між двома моделями. Вона змушує вихід простої

моделі NθS відповідати виходу складної моделі NθC у простій області ΩS.

Для стабілізації навчання градієнт не поширюється через вихід складної
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моделі (операція зупинки градієнта, позначена sg[·]).

Lcons =
1

NS

∑
xs,i ∈ ΩS |sg[NθC(xs,i)]−NθS(xs,i)|

2

Гіперпараметр λcons контролює вагу цього члена втрат.

Процедура даного підходу подана в алгоритмі 2.

Algorithm 2 Тренування гібридного PINN на основі методу стійких гомологій

1: Input: Training points (boundary DBC , collocation DC), PDE operator F , BC data

utrue.

2: Initialize: Complex model NθC , Simple model NθS , Estimator model Nest.

3: // — Stage 1: Complexity Estimation —

4: Train Nest for a few epochs on DBC to fit boundary conditions.

5: For each point xi in DBC ∪ DC :
6: Compute complexity score C(xi) using the gradient of Nest(xi).

7: // — Stage 2: Domain Decomposition —

8: Set threshold τ as the p­th percentile of all scores {C(xi)}.
9: Generate maskM :Mi = 1 if C(xi) ≥ τ , elseMi = 0.
10: Partition training points into complex set Dcomplex and simple set Dsimple usingM .

11: // — Stage 3: Hybrid Model Training —

12: for each training epoch do

13: Compute BC loss LBC on DBC .
14: Compute Physics loss Lphys on collocation points in Dcomplex using NθC .

15: Compute Consistency loss Lcons on points in Dsimple.

16: Compute total loss Ltotal = LBC + Lphys + λconsLcons.
17: Update parameters θC and θS by backpropagating Ltotal.
18: Return: Trained parameters θC , θS.

Набір даних для навчання та тестування генерується процедурно. Конфігурація

цього процесу така:

• Точки границі для навчання (Nb): Загалом 500 точок відбираються на

чотирьох границях області для забезпечення виконання граничних умов.

• Точки колокації для навчання (Nc): Загалом 2,000 точок випадковим чином

відбираються всередині області. Ці точки використовуються для забезпечен­

ня виконання нев'язок рівняння Нав'є­Стокса.
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• Коефіцієнт розбиття для тестування: Відкладений тестовий набір створю­

ється з використанням коефіцієнта розбиття 20%. Це означає, що початкова

кількість згенерованих точок становить 1.25× від розміру кінцевого навчаль­

ного набору, щоб гарантувати незалежність та належний розмір тестового

набору. Таким чином, тестовий набір містить приблизно 125 граничних точок

та 500 точок колокації.

Автоматичне розбиття області на прості та складні регіони контролюється одним

гіперпараметром:

• Процентиль складності (τp): Поріг для класифікації точки як "складної"

встановлюється на рівні 97­го процентиля обчислених балів складності.

Отже, 3% навчальних точок з найвищими величинами градієнтів (визначени­

ми попередньою мережею­оцінювачем) складають складну область, ΩC , де

обчислюються фізичні втрати. Решта 97% точок утворюють просту область,

ΩS.

Як стандартна монолітна PINN, так і гібридна PINN навчаються з використанням

ідентичної схеми оптимізації для забезпечення справедливого порівняння.

• Епохи: Процес навчання для кожної моделі триває загалом 1,000 епох.

• Оптимізатор: Для оновлення ваг нейронної мережі використовується алго­

ритм оптимізації Adam.

• Швидкість навчання (η): Протягом усього процесу навчання використовує­

ться фіксована швидкість навчання 0.001.

Композитна функція втрат для гібридної моделі включає член для забезпечен­

ня узгодженості між двома гілками мережі. Його вплив контролюється ваговим

коефіцієнтом.

• Вага втрат узгодженості (λcons): Втрати узгодженості, які заохочують вихід

простої моделі відповідати виходу складної моделі на простій області, зважу­

ються з коефіцієнтом 0.1. Це значення було обрано для регуляризації простої

моделі без пригнічення основних членів граничних умов та фізичних втрат.
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Ми навчили 2 версії гібридів: одну зі спеціальною, жорстко закодованою фун­

кцією Морса, як описано вище, та іншу з автоматичним обчисленням складності,

наданим конвеєром PH. Проста модель для випадкуМорса використовувала модель

на основі ядра RBF, тоді як PH спиралася на просту модель Фур'є. Обидві версії

досягли значного покращення фізичних втрат, знизивши їх з порядку 10−3 до 10−7.

Щодо MAE, виміряної як сума MAE на основі v та u, підхід Морса отримав дода­

ткові 6.10% точності, тоді як PH отримав 4.29%. Водночас, подібно до рівняння

теплопровідності, ми навчили модель із 1% шуму, яка змогла перевершити модель

PH на 8.63%, але все ж програла функції Морса на 6.02%, що свідчить про те, що

цей підхід був найкращим для даного завдання. За аналогією, це також свідчить

про те, що метод на основі функції Морса був більш надійним підходом, оскільки

доповнена шумом модель не змогла досягти його рівня точності.

Хоча даний метод не розглядається в даній роботі, але ми вбачаємо доцільність

граничного автоматичного визначення на основі методу стійких гомологій. В даній

варіації замість визначення конкретного жорстокого набору точок, які є частиною

складної компоненти простору, визначається зовнішня границя, а всі точки, що ле­

жать в межах цієї границі автоматично вважаються складними. Задля запобігання

занадто високого узагальнення можна використовувати параметр контролю відста­

ні, який визначає наскільки велику площину простих компонент може покрити

такий метод, пов'язуючи між собою дві складні компоненти. Таким чином ми також

можемо уникнути проблеми клаптиковості, про яку писали раніше. Очевидним

недоліком є огрублення оцінки, яка генерується таким підходом. Подальшу оцінку

такого підходу ми хотіли б залишити для майбутніх досліджень.

На Рисунку 5 показано результати гібридної моделі з простим компонентом на

основі RBF. SCE є статичною функцією Морса, де замість попереднього визначе­

ння ландшафту складності ми обчислюємо його на основі фізичних нев'язок, як

обговорювалося вище.

Модель демонструє кращу стійкість, обчислену як співвідношення втрат на

тестуванні до втрат на навчанні, перевершуючи стандартну PINN на 5.2%. Фізичні

втрати також на 86% менші для гібридної PINN, що не призвело до перенавчання,

враховуючи результати стійкості. Щодо втрат даних, гібридна модель показує на

14.9% гіршу відносну помилку для u­швидкості, водночас перевершуючи стандар­

тну PINN аж на 38.8% за показником відносної помилки v­швидкості.

Візуалізацію продуктивності для гібридної PINN на основі RBF з адаптивною
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Рис. 5: Результати передбачення векторного поля течії для методу функцій Морса

з простою RBF компонентою

функцією Морса можна побачити на Рисунку 5. Окрім технічних показників, які

є на користь гібридної моделі, ми також можемо спостерігати результат проду­

ктивності фізичних втрат. Дійсно, як згадувалося раніше, ми розглядаємо випадок

задачі Нав'є­Стокса з рухомою кришкою та середнім числом Рейнольдса, і стан­

дартна PINN не здатна добре зрозуміти фундаментальну фізику, оскільки графік

ліній течії зображує досить ламінарний потік без жодного вихору. У той же час

гібридний випадок, хоча й має явно погано визначені значення поблизу межі пере­

ходу від складної до простої області, досить добре вловлює загальну ідею, маючи

правильну структуру вихору та загальну динаміку задачі.

На Рисунку 6 ми представляємо результати для подібного пайплайну з викори­

станням обчислень на основі персистентних гомологій. Результати цього підходу

нагадують попередній випадок, оскільки гібридна модель має набагато менші фізи­

чні втрати: 6.5375×10−08 проти 1.4194×10−03, що, фактично, ймовірно призвело
до перенавчання, оскільки співвідношення втрат на тестуванні до втрат на навчанні

тепер на користь стандартної PINN: 0.86 проти 1.07. Швидкості v та u, знову ж

таки, демонструють різну динаміку: гібридна модель має на 31% гірші втрати

для u та на 43.1% кращі втрати для v. Швидкість навчання була на 8.8% кращою

для гібридного випадку. Ми також можемо спостерігати подібну продуктивність,
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Рис. 6: Результати передбачення векторного поля течії для методу стійких гомологій

з простою Фур'є компонентою

коли мова йде про фізичну основу, яку гібридна PINN вивчає краще порівняно зі

стандартною PINN.

4.2. Експерименти з HENDE

В даному підрозділі ми розглянемо альтернативний підхід до побудови фізично­

інформованих алгоритмів. Нами буде запропоновано розширення нейронних дифе­

ренціальних рівнянь відповідно до нашої методології та створення гетерогенних

ансамблів нейронних диференціальних рівнянь (англ., Heterogeneous Ensembles

of Neural Differential Equations, HENDE). Парадигма нейронних диференціальних

рівнянь (англ., Neural Differential Equations, NDEs) прагне об'єднати дві успішні,

але традиційно окремі галузі: машинне навчання та динамічні системи. В основі

цього фреймворку лежить введення диференціальних рівнянь, у визначення яких

вбудована нейронна мережа. Цей підхід суттєво відрізняється від класичних чи­

сельних методів та інших методів машинного навчання, пропонуючи новий спосіб

моделювання, параметризації та вивчення складної динаміки з неперервним часом.

Вкрай важливо спочатку розрізнити фреймворк NDE та споріднену концепцію —

фізично­інформовані нейронні мережі, PINN.
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• Фізично­інформовані нейронні мережі: PINN — це модель машинного

навчання, зазвичай нейронна мережа uθ(t, x), розроблена для апроксимації

розв'язку відомого, заздалегідь заданого диференціального рівняння. Мережа

навчається шляхом мінімізації функції втрат L, яка включає як точність
відповідності даним, так і штраф за порушення динаміки диференціального

рівняння ("нев'язка").

L = Ldata + λLDE

Тут диференціальне рівняння виступає обмеженням на просторі розв'язків.

Модель і є розв'язком uθ.

• Нейронні диференціальні рівняння: NDE— це не розв'язок; це саме дифе­

ренціальне рівняння. Нейронна мережа fθ використовується для параметри­

зації векторного поля (або інших компонентів, таких як дифузійний член)

диференціального рівняння. Модель навчається шляхом пошуку таких па­

раметрів θ, за яких розв'язок отриманого ДР відповідає спостережуваним

даним. Розв'язок z(t) отримується за допомогою чисельного розв'язувача

(наприклад, Рунге­Кутти), а не безпосередньо мережею.

Коротко кажучи: PINN використовують нейронні мережі для розв'язання відомо­

го диференцільного рвняння, тоді як NDE використовують нейронні мережі для

визначення невідомого рівняння. Термін "Нейронне диференціальне рівняння" є

широкою назвою для будь­якого диференціального рівняння, що включає нейронну

мережу. Ця концепція найбільш потужно реалізована в рамках універсальних дифе­

ренціальних рівнянь (англ., Universal Differential Equations, UDEs), які поєднують

відомі фізичні моделі з нейронними мережами.

Універсальне диференціальне рівняння — це динамічна система, часто, звичайне

диференціальне рівняння, яка поєднує відому структуровану модель f з нейронною

мережею gθ, призначеною для вивчення невідомих або немодельованих компонен­

тів векторного поля. Для стану y ∈ Rd та параметрів p, UDE задається як:

dy

dt
= f(y, t, p) + gθ(y, t, p)

де f представляє відому "фізику" або структуру моделі, а gθ —це нейронна мережа

(наприклад, MLP), параметризована θ.

Характеристика "універсальне" випливає з того факту, що достатньо експресивна
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нейронна мережа gθ може, в принципі, апроксимувати будь­яку розбіжність між

відомою моделлю f та істинною прихованою динамікою за наявності достатньої

кількості даних. Це робить UDE потужним інструментом для наукового машинного

навчання, де доступні часткові знання про предметну область.

Наріжним прикладом NDE є нейронне звичайне диференціальне рівняння (NODE),

запропоноване [136]. NODE можна розглядати як окремий випадок UDE, де відо­

мий компонент f дорівнює нулю.

Нейронне звичайне диференціальне рівняння визначає всю динаміку системи за

допомогою нейронної мережі. За заданого початкового стану z(t0) ∈ Rd, стан у

пізніший момент часу t1 обчислюється шляхом розв'язання задачі Коші (початкової

задачі):

dz(t)

dt
= fθ(z(t), t)

де fθ : Rd × R → Rd — це нейронна мережа з параметрами θ. Таким чином,

відповідь є результатом неперервного перетворення:

z(t1) = z(t0) +

∫ t1

t0

fθ(z(t), t) dt

Фреймворк NDE виходить далеко за межі звичайниї диференціальних рівнянь,

дозволяючи нейронним мережам параметризувати інші класи диференціальних

рівнянь. Хоча ми зосереджуємося на звичайному випадку, коротко зазначимо інші

ключові типи:

• Нейронні стохастичні диференціальні рівняння (англ., Neural SDEs): Ці

моделі вводять стохастичність. Нейронна мережа може параметризувати або

член знесення (англ., drift term) fθ, або дифузійний член gφ, або обидва:

dXt = fθ(Xt, t) dt+ gφ(Xt, t) dWt

деWt — вінерівський процес. Це дозволяє моделювати процеси з неперерв­

ним часом, яким властива випадковість.

• Нейронні керовані диференціальні рівняння (англ., Neural CDEs): Як

підкреслюють у [137], CDE особливо добре підходять для моделювання фун­

кцій від часових рядів. Neural CDE моделює відгук zt на вхідний керуючий
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сигнал Xt, де векторне поле параметризується нейронною мережею:

dzt = fθ(zt) dXt

Це формулювання є за своєю природою стійким до нерегулярної дискрети­

зації в керуючому сигналі Xt і забезпечує аналог рекурентних нейронних

мереж у неперервному часі.

Визначення, наведені раніше, встановлюють нейронні диференціальні рівняння як

формальний клас моделей. Тепер ми розглянемо концептуальні зв'язки, математи­

чні властивості та практичні виклики цього фреймворку. Найбільш інтуїтивною

аналогією для нейронного звичайного диференціального рівняння є його зв'язок зі

стандартною залишковоюмережею (ResNet). Така мережа складається з дискретної

послідовності шарів, де прихований стан zk на шарі k оновлюється так:

zk+1 = zk + fθ(zk, k)

Тут fθ — це "залишковий блок", параметризований θ.Це правило оновлення ма­

тематично ідентичне одному кроку прямого методу Ейлера для дискретизації

звичайного диференціального рівняння, якщо припустити розмір кроку ∆t = 1:

z(t+∆t) ≈ z(t) + ∆t · fθ(z(t), t)

Таким чином, NODE, що визначається як
dz(t)
dt = fθ(z(t), t), є граничним випадком

ResNet у неперервному часі. Замість дискретної цілочисельної "глибини" k, NODE

оперує неперервною "глибиною" t. Це розуміння має кілька наслідків:

• Ефективність параметрів: Та ж сама нейронна мережа fθ застосовується в

кожен момент часу t, тоді як ResNet зазвичай має окремі параметри fθk для

кожного блоку.

• Адаптивні обчислення: "Глибина" мережі не є фіксованою. Чисельний

розв'язувач може адаптивно обирати точки обчислення ("шари") для досягне­

ння бажаного допуску похибки, потенційно виконуючи більше обчислень в

областях, де динаміка є складною.

Критичним викликом для NDE є навчання. Наївне зворотне поширення через

кроки чисельного розв'язувача (тобто "зворотне поширення в часі") вимагало б
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зберігання всіх проміжних станів, що призвело б до високих витрат пам'яті, так

само як у дуже глибоких мережах ResNet. Канонічним рішенням, запропонованим

[136], є метод спряженої чутливості. Цей підхід переформульовує обчислення

градієнта як окреме звичайне диференціальне рівняння, яке можна розв'язувати у

зворотному часі.

Нехай NDE задається як dz
dt = fθ(z(t), t) і розв'язується від t0 до t1, а L — це

скалярна функція втрат, що залежить від кінцевого стану, L = L(z(t1)). Нам
потрібно обчислити градієнти dL

dθ та
dL

dz(t0)
. Спряжений метод вводить "спряжений

стан" a(t) = dL
dz(t) , який представляє чутливість втрат L до прихованого стану z у

момент часу t. Динаміка цього спряженого стану керується власним звичайним

диференціальним рівнянням:

da(t)

dt
= −a(t)T ∂fθ(z(t), t)

∂z

Це добуток вектора на матрицю Якобі. Це звичайне диференціальне рівняння

розв'язується назад у часі, починаючи з його "початкової умови" в момент t1:

a(t1) =
dL

dz(t1)

Одночасно градієнт щодо параметрів θ обчислюється шляхом оцінки іншого інте­

грала, також у зворотному часі:

dL

dθ
=

∫ t0

t1

a(t)T
∂fθ(z(t), t)

∂θ
, dt

Щоб обчислити всі необхідні градієнти, достатньо розв'язати одну розширену

систему звичайних диференціальних рівнянь у зворотному напрямку від t1 до t0:

d

dt

z(t)a(t)
∂L
∂θ

 =

fθ(z(t), t)−a(t)T ∂fθ∂z
−a(t)T ∂fθ∂θ


Ключова перевага полягає в тому, що витрати пам'яті становлять O(1) відносно

кількості кроків розв'язувача, оскільки не потрібно зберігати жодних проміжних

станів з прямого проходу.

Хоча NDE є елегантними, вони створюють значні практичні виклики.

1. Нестабільність розв'язувача та жорсткість: Ядром NDE є адаптивний
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чисельний розв'язувач (наприклад, Дорманда­Прінса 5). Під час навчання па­

раметри θ можуть еволюціонувати так, що векторне поле fθ стає "жорстким"

— це система, де динаміка змінюється на суттєво різних часових масштабах.

Це змушує адаптивний розв'язувач робити нескінченно малі кроки, через що

навчання сповільнюється до зупинки або зазнає невдачі.

2. Неправильне застосування до часових рядів (мотивація CDE): Фунда­

ментальним непорозумінням, на яке вказали [137], є застосування NODE до

функцій від часових рядів. NODE у формі dzdt = fθ(z, t) моделює динаміку як

функцію стану z і самого часу t.

Це погана модель для більшості реальних даних, які надходять як сигнал, що

несе інформацію Xt, часто через нерегулярні інтервали. Динаміка системи

має бути відгуком на сигнал Xt, а не функцією абсолютного часу t.

3. CDE як правильне формулювання: Як визначено раніше, Нейронне керо­

ване диференціальне рівняння dzt = fθ(zt) dXt є математично відповідним

аналогом у неперервному часі для рекурентних нейронних мереж.

У такій постановці:

• Вхідний дискретний часовий рядX = (x1, . . . , xn) спочатку інтерполю­

ється в неперервний шлях Xt. Це критичний крок, який робить модель

стійкою до нерегулярної дискретизації.

• Нейронна мережа fθ явно моделює, яким чином прихований стан zt має

змінюватися у відповідь на зміну вхідного сигналу Xt.

Це формулювання забезпечує принциповий і надійний метод для обробки не­

перервних, нерегулярно дискретизованих даних, що є поширеним сценарієм,

де наївні моделі NODE зазнають невдачі.

4.2.1. Модель ФітцХ'ю­Нагумо

Модель ФітцХ'ю­Нагумо є спрощеним двовимірним представленням чотириви­

мірної моделі Ходжкіна­Хакслі потенціалів дії нейронів. Вона відображає основні

якісні характеристики генерації та поширення імпульсів. Ця модель є прикладом

таких, що описують реакційно­дифузійні системи, що широко поширені в хімії та

ряді інших галузей. Одним із найбільш відомих прикладів таких системи є модель,
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що описує реакцію Белоусова—Жаботинського в хімії. Разом з цим, реакційно­

дифузійні моделі також використовуються в машинному навчанні для моделювання

різних процесів, наприклад у [138] автори пропонують використовувати такий

підхід для моделювання соціальних ризиків. Звісно ж, такі моделі також знайшли

широке застосування в екології під час моделювання різних процесів, що можуть

призводити для змін навколишнього середовища, класичними приклади можна

знайти у [139] та [140]. Таким чином, аналіз моделі ФітцХ'ю­Нагумо є цікавим

як з точки зору природніх наук, так і з огляду на подальшу застосовність у більш

абстрактних випадках. Система описується парою зв'язаних нелінійних звичайних

диференціальних рівнянь та є прикладом так званих систем активатора­інгібітора:

dV

dt
= V − V 3

3
−W + Iext

dW

dt
=

1

τ
(V + a− bW )

де:

• V (t)— мембранний потенціал, що представляє "швидку" змінну системи.

• W (t)— змінна відновлення, що представляє сукупний ефект динаміки гей­

тингу іонних каналів. Це "повільна" змінна.

• Iext — величина струму зовнішнього стимулу. Він діє як ключовий параметр

біфуркації.

• a, b— безрозмірні параметри, що керують поведінкою змінної відновлення

• τ — параметр розділення часових масштабів. Щоб модель демонструвала

нейроподібну спайкову активність, ми вимагаємо τ � 1, гарантуючи, що V

еволюціонує набагато швидше, ніжW .

Динаміку системи можна зрозуміти, аналізуючи її фазову площину, яка визна­

чається змінними стану (V,W ). Нуль­кліни — це криві на фазовій площині, де

швидкість зміни однієї зі змінних дорівнює нулю. Перетини цих кривих визначають

нерухомі точки (стани рівноваги) системи.
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• V­нуль­кліна: Прирівнювання dV
dt = 0 дає кубічну криву:

W = V − V 3

3
+ Iext

Ліворуч від цієї кривої dVdt > 0 (траєкторії рухаються вправо), а праворуч —
dV
dt < 0 (траєкторії рухаються вліво).

• W­нуль­кліна: Прирівнювання dW
dt = 0 дає пряму лінію:

W =
V + a

b

Нижче цієї лінії dWdt > 0 (траєкторії рухаються вгору), а вище неї — dW
dt < 0

(траєкторії рухаються вниз).

Умова τ � 1 накладає розділення часових масштабів, що є найбільш критичною

особливістю геометрії системи.

• Швидкий режим: Далеко від V­нуль­кліни |dVdt | � |
dW
dt |. Траєкторії ево­

люціонують майже горизонтально, стрімко наближаючись до стійкої гілки

кубічної V­нуль­кліни.

• Повільний режим: Як тільки траєкторія опиняється поблизу V­нуль­кліни,

член V − V 3

3 −W +Iext близький до нуля, тому
dV
dt ≈ 0. У динаміці починає до­

мінувати повільна еволюціяW , змушуючи траєкторію повільно дрейфувати

вздовж V­нуль­кліни.

• Релаксаційні коливання: Коли траєкторія, що повільно проходить верхню

або нижню гілку V­нуль­кліни, досягає "коліна" (локального екстремуму),

вона втрачає стійкість. Тоді в динаміці знову починає домінувати швидка

підсистема, змушуючи траєкторію швидко стрибати до іншої стійкої гілки.

За відповідних значень Iext цей цикл повільного дрейфу з наступним швид­

ким стрибком повторюється нескінченно, утворюючи стійкий граничний

цикл. Цей граничний цикл на фазовій площині відповідає повторюваному

спрацьовуванню (спайковій активності) нейрона.

Кількість та стійкість нерухомих точок залежать від Iext. Система може мати одну

або три нерухомі точки. Критичне значення Iext викликає біфуркацію Хопфа, ко­

ли стійка нерухома точка втрачає свою стійкість і породжує стійкий граничний
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цикл, описаний вище. Геометрична структура фазової площини ФітцХ'ю­Нагумо

робить її ідеальним тестовим випадком для гібридного алгоритму, який має на меті

розділити простір станів на регіони простої та складної динаміки.

• Регіони низької складності (Поліноміальна модель): Сегменти фазового

простору, де траєкторії повільно дрейфують уздовж лівої та правої гілок

V­нуль­кліни, складають "прості" регіони. Тут векторне поле є гладким, а

динаміка— квазілінійною. Локальна геометрія топологічно тривіальна (поді­

бна до відрізка лінії). Проста поліноміальна модель, fsimple, може ефективно

вивчити цю динаміку. Оцінка топологічної складності S(x), обчислена алго­

ритмом, у цій області буде низькою.

• Регіони високої складності (Модель нейронної мережі): Області, де дина­

міка є сильно нелінійною, правильно ідентифікуються як "складні". До них

належать:

1. Граничний цикл: Використання алгоритмом персистентних гомологій

спеціально розраховане на виявлення одновимірних топологічних ознак

(петель). Граничний цикл сам по собі є петлею, що призведе до високої

оцінки стійкості (persistence score) для будь­якого околу точок на ньому

або поблизу нього.

2. "Коліна" нуль­кліни: Регіони, де траєкторії роблять швидкі стрибки

між повільними многовидами, характеризуються різкою зміною вектор­

ного поля. Локальна геометрія тут є сильно викривленою.

3. Нестійка нерухома точка: Регіон навколо нестійкої нерухомої точки, з

якого траєкторії розкручуються назовні до граничного циклу, також є

динамічно складним.

У всіх цих регіонах оцінка топологічної складності S(x) буде високою,

активуючи складний MLP­компонент, fcomplex, який має необхідну експресив­

ну здатність для охоплення цих різких нелінійностей. Таким чином, алгоритм

автоматизує інтуїтивний процес використання простої моделі для повільних

дрейфів і потужної моделі для швидких стрибків та коливань.
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4.2.2. HENDE ФітцХ'ю­Нагумо

Наданий пайплайн реалізує гібридне нейронне звичайне диференціальне рівняння,

розроблене для вивчення динаміки системи. Інтерпретовна, низькопараметрична

поліноміальна модель використовується для простих регіонів, а багатошаровий

перцептрон, як і раніше, використовується для складних регіонів. Розбиття досяга­

ється за допомогою метрики, отриманої з топологічного аналізу даних, зокрема

персистентних гомологій, які кількісно оцінюють локальну геометричну складність

многовиду даних.

Гібридна модель, fhybrid, визначає векторне поле системи диференціальних рівнянь
dx
dt = f(x, t). Вона є зваженою комбінацією простої поліноміальної моделі, fsimple,

та складної нейронної моделі, fcomplex.

Проста модель, fsimple, припускає, що динаміку можна описати поліномом низького

ступеня від змінних стану. Для стану x ∈ RD модель визначається як:

fsimple(t, x) = C · P (x)

де P (x)—це вектор, що містить усі поліноміальні члени компонентів x до заданого

ступеня (наприклад, 1, x1, x2, x
2
1, x1x2, . . . ), а C — це матриця коефіцієнтів, що

навчається. Ця модель є інтерпретованою, але має обмежену експресивну здатність.

Складна модель, fcomplex, є стандартним багатошаровим перцептроном з нелінійни­

ми функціями активації (наприклад, Tanh).

fcomplex(t, x) = MLP(x)

Цей компонент діє як універсальний апроксиматор функцій, здатний вивчати дуже

заплутану динаміку, але функціонує як "чорна скринька" з низькою інтерпретова­

ністю.

Кінцева модель поєднує дві компоненти, використовуючи залежну від стану вагову

функцію w(x) ∈ [0, 1]:

fhybrid(t, x) = (1− w(x)) · fsimple(t, x) + w(x) · fcomplex(t, x)

Вага w(x) визначає внесок кожної моделі в заданій точці x простору станів. Коли

w(x)→ 0, динаміка керується простою поліноміальною моделлю. Коли w(x)→ 1,

керування перебирає на себе складна нейронна мережа.Ключовою інновацією є
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метод визначення ваги w(x), який базується на мірі локальної топологічної скла­

дності. Оцінка складності для будь­якої точки x у просторі станів обчислюється

наступним чином:

1. Ідентифікація околу: Для заданої точки x визначити її локальний окіл,

знайшовши k найближчих сусідів із навчального набору даних D. Нехай цей
окіл буде Nk(x).

2. Персистентні гомології: Застосувати персистентні гомології до хмари точок

Nk(x). Це робиться шляхом побудови фільтрації В'єторіса­Ріпса та обчисле­

ння персистентних діаграм для 0­ та 1­вимірних топологічних ознак (тобто

зв'язних компонентів та петель). Для цього обчислення використовується, як

і раніше, бібліотека ripser.

3. Обчислення оцінки складності: Оцінка складності, S(x), визначається як

сума часів життя всіх топологічних ознак. Час життя ознаки — це різниця

між часом її "смерті" та "народження" у фільтрації.

S(x) =
∑
d∈0,1

∑
(b,d)∈Dgmd(Nk(x))

(d− b)

Після обчислення оцінок складності для всіх навчальних точок встановлюється

глобальний поріг складності, τ , шляхом взяття високого перцентиля (наприклад,

80­го) розподілу оцінок. Цей поріг розділяє простір станів. Щоб забезпечити ди­

ференційовність, вагова функція w(x) є не жорстким перемикачем, а плавним

переходом, реалізованим за допомогою сигмоїдної функції:

w(x) = σ

(
S(x)− τ

δ

)
=

1

1 + exp
(
−S(x)−τ

δ

)
де δ— це малий параметр, який контролює ширину області переходу між простою

та складною моделями.

Алгоритм, який ми використали має 3 основні фази, як і до цього: оцінка складності

та тренування моделей.

Під час тренування для кожного батчу ми повністю обраховуємо оцінку складності

для того, аби покращити якість оновлення градієнта. Під час інференса і оцінки
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Algorithm 3 Тренування HENDE моделі

1: Input: Training data D = {(xi, ẋi)}Ni=1, neighborhood size k, complexity percentile
p.

2: Phase 1: Complexity Analysis

3: for each training point xi ∈ D do

4: Find its neighborhood Nk(xi) ⊂ D.
5: Compute the persistent homology of Nk(xi).
6: Calculate the complexity score S(xi) by summing feature lifetimes.

7: Set the complexity threshold τ = percentile({S(xi)}, p).

8: Phase 2: Model Training

9: Initialize parameters for fsimple and fcomplex.
10: for epoch = 1 to max_epochs do

11: for each batch (xb, ẋb) ⊂ D do

12: Compute weights w(xb) using scores S(xb) and threshold τ .

13: Predict derivatives ˆ̇xb = (1− w(xb))fsimple(xb) + w(xb)fcomplex(xb).

14: Compute loss L = MSE(ˆ̇xb, ẋb).
15: Update model parameters via backpropagation.

16: Phase 3: Inference Acceleration

17: Create a regular grid over the relevant state space domain.

18: Compute the complexity score S(xgrid) for each point on the grid.
19: Create a fast linear interpolator for the complexity scores on the grid.

20: During numerical integration of new trajectories, use the interpolator to approximate

S(x) instead of the expensive k­NN and TDA calculation.
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траєкторій, ми використовуємо попередньо­обраховану маску складності. Регу­

лярна решітка накладається на простір станів, оцінка складності обраховуються в

кожній точці решітки (аналогічно до рішітчатого підходу в різнецевих підходах

та диференціальних задачах). Це дозволяє швидко, хоча й приблизно, обрахувати

ваги складності під час використання алгоритму розв'язку ЗДР.

Експериментальний пайплайн оцінювався виключно на предмет робастності та

мав наступні гіперпараметри:

• Кількість: Ми генеруємо 15 різних траєкторій для вибірки простору станів.

• Часовий інтервал: Кожна траєкторія інтегрується протягом часового інтер­

валу t ∈ [0, 50].

• Щільність вибірки: Для кожної траєкторії відбирається 500 часових точок.

• Загальна кількість точок даних: Це дає загальний набір даних із 15×500 =

7500 точок.

• Рівень шуму: До змінних стану додається невелика кількість гауссового

шуму зі стандартним відхиленням σ = 0.01, щоб імітувати похибку вимірю­

вання та підвищити стійкість моделі.

Компоненти гібридної моделі та схема розбиття визначаються такими налаштуван­

нями:

• Аналіз топологічної складності:

– Розмір околу (k): Локальний окіл для обчислення персистентних гомо­

логій визначається k = 30 найближчими сусідами.

– Процентіль складності: Поріг, що розділяє прості та складні області,

встановлено на 80­му процентілі обчислених оцінок локальної складно­

сті. Це означає, що 20% найскладнішого простору станів (за вимірюва­

ннями TDA) обробляються переважно нейронною мережею.

• Проста модель: Інтерпретованим компонентом є поліном 3­го степеня.

• Складна модель: Компонент MLP складається з трьох прихованих шарів із

32, 64 та 32 нейронами відповідно, використовуючи функцію активації Tanh.
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Модель навчена мінімізувати середньоквадратичну помилку між її передбаченими

похідними та істинними похідними згенерованих даних.

• Оптимізатор: Ми використовуємо оптимізатор Adam.

• Швидкість навчання: Швидкість навчання встановлено на рівні 1× 10−3.

• Кількість епох: Модель навчається загалом 10 епох.

• Розмір пакету: Навчальні дані обробляються пакетами по 64 зразки.

Ми протестували ефективність моделей, також використовуючи додавання пев­

ної кількості шуму, і представляємо результати в Таблиці 21. Також легко візуально

підтвердити, що модель добре навчена, а значення функції втрат, про які ми звітує­

мо, справді мають фізичний сенс, як показано на Рисунку 8

Табл. 21: Порівняння класичної NDE та запропонованої HENDE моделей для

різних значень зашумленості даних

Model Noise Test Accuracy (MSE)

Simple 0.00 0.026213

Complex 0.00 0.001798

Hybrid 0.00 0.004899

Simple 0.02 0.024696

Complex 0.02 0.001682

Hybrid 0.02 0.011000

Simple 0.05 0.015123

Complex 0.05 0.003479

Hybrid 0.05 0.005398

Simple 0.10 0.022129

Complex 0.10 0.008818

Hybrid 0.10 0.010261

Simple 0.15 0.018177

Complex 0.15 0.010622

Hybrid 0.15 0.015022

Simple 0.20 0.030898

Complex 0.20 0.014932

Hybrid 0.20 0.020279

На Рис. 7 можна побачити,що дрифт для зашумлених даних є меншим для гібридної

моделі, у порівнянні зі стандартним NODE, і має в середньому 49.02%, тоді як

класичний підхід дрифтує на 62.98% між точками, відповідно до Таблиці 21
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Рис. 7: Динаміка зміни робастності моделей для різних значень зашумленості

даних

Рис. 8: Структура розв'язку рівняння ФітцХ'ю­Нагумо на основі методу стійких

гомологій та поліномільної простої моделі
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4.3. Висновки до розділу 4

У даному розділі нами було розглянуто використання запропонованої методоло­

гії для роботи із фізично­інформованими нейронними мережами та нейронними

диференціальними рівняннями. На відміну від попереднього розділу, передбаче­

ння моделей мали набагто більш складну геометричну структуру, яка мала бути

узгодженою не тільки у власних межах, але також із фізичним змістом задачі.

Ми почали аналіз із рівняння теплопровідності, що має добре відому поведінку

та є центральною компонентою для моделювання багатьох процесів реального

світу: від безпосередньо фізичних до фінансових. Аналогічно до попереднього

розділу, ми намагались дати відповідь на питання чи є гібридні моделі більш роба­

стними до шуму і чи мають вони змогу досягти схожих результатів за якісними

метриками, у порівнянні з класичними, не­гібридними, імплементаціями. У якості

функцій оцінки складності простору нами було обрано метод стійких гомологій

та функцій Морса, тоді як метод дотичних просторів не було включено у розгляд

через обчислювальну складність на етапі іплементації. Щодо архітектури, було

проаналізовано поведінку класичної фізично­інформованої нейронної мережі та

гібридного аналога, де простою компонентою виступили поліноміальна регресія.

Було з'ясовано, що метод стійких гомологій, у базовій імплементації, має систем­

ні проблеми, що полягають у так званій клаптиковості масок складності. Іншими

словами, даний підхід продукує велику кількість погано об'єднаних невеликих

піднмножин, які модель не може генералізувати. Для методу функції Морса було

виявлено, що, не дивлячись на унітарність маски складності, модель погано узго­

джує градієнти передбачень, що призводить до некоректної структури результатів

моделі. Для подолання даної проблеми, відповідно до запропонованого у Розділі 2

підходу, ми використали додаткову функцію втрат узгодженості, задача якої поляга­

ла у додатковій локальній консолідації межі, що розділяла передбачення простої та

складної компонент гібридної моделі. Як результат, було показано, що даний підхід

має на 79.2% кращий показник МАЕ у порівнянні зі стандартним PINN, та на

35.4% випереджає базову PINN модель, що була додатково навчена на зашумлених

даних, за аналогічним показником. Це, у свою чергу, підтверджує обидві гіпотези,

а саме: гібридна модель є більш робастною до шуму та, як результат, має вищий

показник точності за МАЕ.

На наступному кроці нами було розглянуто рівняння Нав'є­Стокса, а саме задачу

про течію в каверні з рухомою кришкою. Аналогічно до попереднього випадку, за­
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дача була регресивною, а не класифікаційною. Нами так само було проаналізовано

поведінку класиного PINN та запропонованої гібридної PINE моделі.

Для даної задачі ми знов використали метод стійких гомологій, який, на відміну

від попередньої задачі, виявився більш продуктивним. Конкретніше, утворена

множина клаптиків добре співпала із геометричною базою проблеми, тобто самі

зони складності були визначені саме там, де вони і мають бути, з точки зору фізи­

чного змісту задачі (на відміну від попереднього випадку, що може означати не

стільки проблематичність самого методу, скільки складність визначення гарних

гіперпараметрів для його імплементації). Як результат, хоча й погано структурова­

ні, клаптики виступили у якості зон регуляризації, що дозволило моделі показати

на 4.29% кращу середню точність за векторами u, v тоді як фізична функція втрат

впала з 10−3 до 10−7. Хоча значення функцій втрат напряму не корелюють з які­

сною поведінкою моделей на відповідних Рисунках можна побачити, що у даному

випадку модель дійсно набагато краще зрозуміла фізичну суть проблеми, оскільки

коректно відображає геометрію задачі, на відміну від класичної PINN. Разом з цим,

для аналогічної PINN, яка буа натренована на зашумлених даних, даний підхід

показав гіршу точність, що є передбачуваним, зважаючи на вищезгадану погану

структурованість масок складності простору. Простою компонентою було обрано

повністю інтерпретовну модель на основі перетворень Фур'є.

Що ж стосується методу на основі функції Морса, то тут простою компонетною

було обрано модель на основі RBF. На відміну від попередніх імплементацій,

замість автоматичного визначення підходящої функції, нами було обрано функцію

евристично, виходячи з даних,що були наявні для моделі (на основі нев'язок). Такий

підхід дозволив отримати не тільки більш точну, але й більш стійку до шуму модель.

У порівняння з класичним PINN, гібридна реалізація виявилась на 6.1% точнішою,

аналогічно перевершивши навчену на зашумлених даних модель на 6.02%. Як

і до цього, фізичні втрати є на 86% меншими для гібриду, що конвертується в

геометричне розуміння задачі моделлю та правильне відтворення нею простору

розв'язку. Як і для попереднього рівняння, для методу функції Морса нами було

використано допоміжну функцію втрат узгодженості.

В кінці ми проаналізували можливість об'єднання нашого підходу з нейронними

диференціальними рівннями на прикладі моделі ФітцХ'ю­Нагумо, що є основою

для моделювання активації нейронів. У якості простої компоненти гібриду висту­

пила поліноміальна модель. Для цієї задачі ми презентуємо лише роботу методу
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стійких гомологій, оскільки метод функцій Морса виявився менш обчислювально

стабільним, що призводило до того, що траєкторії фазового простору були роз­

біжними, що протирічить початковим умовам задачі, яка нами розглядалась. Ми

порівняли стійкість до різних значень шуму класичного NDE та запропонованої

HENDE моделі, а також простої поліноміальної моделі (аналогічно до попере­

днього розділу). Нами було з'ясовано, що гібридна модель є, в середньому, більш

стійкою до зашумлення у порівнянні з класичним NDE на 77% і, разом з цим, є

повністю здатною до вивчення геометрії розв'язку, як зображено на Рис. 8.
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ВИСНОВКИ

Дана робота присвячена питанню побудови геометрично консолідованих гете­

рогенних ансамблів та впливу такої консолідації на якісні властивості моделей,

зокрема, на їх робастність. У якості основного прикладу таких ансамблів нами

було запропоновано гібридний нейронний алгоритм, що складається, з простої,

повністю інтерпретовної моделі (напр., логістична чи поліномальний регресія) та

нейронної мережі. Геометрична консолідація передбачає отримання інформації

про певні геометричні властивості простору даних моделями, що було досягнуто

шляхом використання функцій оцінки складності простору. Більш конкретно, нами

було розглянуто такі функції на основі методу стійких гомологій, теорії Морса

та дотичних просторів. Як було зазначено у першому та другому розділах, та­

кий підхід до проблеми є новим та ще не був висвітлений у літературі; разом з

цим, існує певна кількість суміжних робіт, що використовують ідею геометри­

чного інформування моделі та використання складних унітарних чи ансамблевих

архітектур.

Гіпотеза в центрі цієї роботи може бути сформульована наступним чином: чи

можливо розбити вхідний простір на прості та складні компоненти таким чином,

аби навчити на них гетерогенний набір моделей так, аби результат виявився більш

робастним, у порівнянні з гомогенною альтернативою та класичними архітектура­

ми, і також, можливо, такими, що вже пройшли процес покращення робастності;

якщо так, то чи можна побудувати таке розбиття на основі геометричних / топо­

логічних компонент простору і які методи для цього обрати? Центр цієї гіпотези

базується на ідеї консолідації моделей ансамблю, яка полягає в тому, що слабкі

учні в межах ансамблю мають передавати інформацію один одному про свою

поведінку напряму (пряма повна консолідація), до мета­учня (непряма часткова

глобальна консолідація) чи до допоміжної функції втрат (непряма часткова локаль­

на консолідація). Проблема консолідації в класичному випадку полягає в тому,

що пряма повна консолідація є занадто дорогою на практиці, а непрямі методи

призводять до певних обмежень щодо того як і яка інформація потрапляє до слаб­

ких учнів. Останнє, в першу чергу, пов'язано з тим, що базовий ансамбль розділяє

дані, на яких навчаються моделі, у (повністю чи напів­) випадковий спосіб, що

лише ускладнює передачу корисної інформації між компонентами ансамблю. То­

му запропонованим розв'язком даної проблеми є використання геометричних /

топологчних властивостей простору для такого розбиття.
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У третьому розділі нами було проаналізовано можливість побудови таких гі­

бридних нейронних моделей для розв'язання задачі (n− та бінарної) класифікації.

Було показано, що даний підхід побудови моделей добре показує себе на різних

модальностях даних (текст, зображення, графи) як на складних (20 group news,

MedMNIST, Planetoid), так і на простих синтетичних наборах даних. Ми з'ясу­

вали, що для різних типів збурень даних (зашумлення, зміна кольору, дропаут

тощо) гібридні моделі, що поєднували логістичну регресію та нейронну мережу,

показали, в середньому, на 19.7% кращу робастність, виміряну як зсув у якісних по­

казниках (точність, влучність тощо) між чистими та зашумленими даними. Також

вже на даному етапі було показано, що вибір функції оцінки складності просто­

ру не є тривіальним і суттєво впливає на фінальний результат. Разом з цим було

підтверджено, що саме геометрична консолідація є джерелом покращення роба­

стності, оскільки як гомогенний ансамбль з нейронних мереж, так і гібридна копія

вихідного алгоритму без використання масок складності мали на 11.5% нижчу

робастність (тестування відбулось на тих самих даних, із ідентичними гіперпара­

метрами та кількістю епох, алгоритмами оптимізації тощо). У цьому розділі ми

також розглянули найпростіший з можливих випадків, який полягав у поєднанні

неглибокої нейронної мережі та логістичної регресії де замість прямої оцінки

складності простору ми використовували імпліцитну оцінку на основі поточкової

взаємної інформації. Така модель, logitPTIC, показала на 17.01% більшу влучність,

на 12.56% кращу F1­метрику та на 3.17% вищу точність у порівнянні з велики­

ми моделями, що налічували сотні мільйонів параметрів (LongFormer, BioGPT,

FlanT5­base) для задачі незбалансованої бінарної класифікації (тестова вибірка

мала співвідношення мажоритарного до міноритарного класу як 99.87% до 0.13%,

а навчальна вибірка мала лише 2.3% міноритарних екзмеплярів). Ці результати

дозволили отримати переможне місце у DILI­CAMDA змаганні, організованого

Управлінням з продовольства і медикаментів США та були опубліковані у Frontiers

in Genetics.

У четвертому розділі ми провели порівняння класичних фізично­інформованих

нейронних мереж та нейронних диференціальних рівнянь із гібридними відповід­

никами, PINE та HENDE, для рівнянь теплопровідності, Нав'є­Стокса (на прикладі

задачі про течію в каверні з рухомою кришкою) та ФітцХ'ю­Нагумо, відповід­

но. Під час роботи із фізично­інформованими задачами було з'ясовано, що метод

оцінки складності простору на основі стійких гомологій має базовий недолік що
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полягає у клаптиковості масок оцінки простору, а метод функцій Морса, хоча і

є більш когерентним стрктурно, продукує фізично­неузгоджені результати. Для

розв'язання останньої проблеми нами було запропоновано спеціалізовану функцію

втрат узгодженості, суть якої полягає в консолідації оцінок простої та складної мо­

делей на межі відповідних передбачень. Це дозволило "відкрити" потік інформації

між моделями та суттєво покращило результати. Так, для рівняння теплопровід­

ності, метод на основі функції Морса із функцією втрат узгодженості показав на

79.2% вищий показник МАЕ у порівнянні з стандартною фізично­інформованою

нейронною мережею та отримав на 35.4% кращий МАЕ для випадку, коли базова

модель була попередньо навчена на зашумлених даних, що підтверджує здатність

гібридних моделей покращувати як робастність, так і якісні метрики моделей

навіть для складних фізичних регресивних задач. У якості простої компоненти

гібрида нами було використано поліномаільний регресор.

Для задачі на основі рівнянь Нав'є­Стокса, нами було отримано гібридну модель,

що базується на евристичній функції Морса (сконструйованої на основі інформації

про нев'язки) та використовує RBF модель у якості простої компоненти. Для моделі

на основі стійких гомологій ми використали просту модель на основі перетворень

Фур'є; не дивлячись на клаптиковість передбачень, для цієї задачі, даний метод

виявився більш оптимальним та дозволив не декілька порядків знизити значення

фізичної функції втрат (з 10−3 до 10−7) та отримати на 4.29% більш точну модель.

Утім, через структурну некогерентність масок, підхід на основі стійких гомологій

виявився менш точним, у порівнянні з донавченою на зашумлених даних базовою

PINN моделлю. У той же час, модель із евристичною функцією Морса показала на

86% краще значення фізичної функції втрат, на 6.10% вищу точність у порівнянні

з базовою та на 6.02% у порівнянні з донавченою на зашумлених даних фізично­

інформованою нейронною мережею. Важливо, що в обох випадках покращення

фізичної функції втрат конвертувалось у принципово краще розуміння моделлю

геометрії проблеми та необхідної відповіді, оскільки обидві гібридні моделі, на

відміну від класичної, змогли точно передати геометрію простору розв'язку, маючи

ідентичну кількість даних та епох для навчання. Даний підхід вже використовується

в україно­швейцарському дослідницькому проєкті “Developing Scalable Digital

Twin Models for Land Cover Change Detection Using Machine Learning” (DT4LC),

методологія якого була опублікована у IEEE Journal of Selected Topics in Applied

Earth Observations and Remote Sensing і базується, знову ж таки, на побудові більш
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робастних цифрових двійників на основі фізично­інформованих нейронних мереж,

що додатково підкреслює питання щодо підвищення якості таких моделей.

Наприкінці, нами було проведено компаративний аналіз нейронного диференці­

ального рівняння для роботи з реакційно­дифузійною моделлю ФітцХ'ю­Нагумо,

та відповідного гібридного аналога. З'ясовано, що такий аналог є на 77% більш

стійким до різних значень зашумлення у порівнянні з базовим підходом та пов­

ністю розуміє геометрію простору розв'язку. У якості простої компоненти було

використано поліноміальний регресор, а функцією оцінки складності став метод на

основі стійких гомологій, оскільки функції Морса виявились менш обчислювально

стабільними та призводили до принципових порушень у передбаченні поведінки

системи. Результати представлені в четвертому розділі також було використано та

отримано в рамках дослідження питань побудови цифрових двійників для оцінки

змін навколишнього середовища: "Сервіси Copernicus нового покоління: інтеле­

ктуальний цифровий двійник для аналізу лісового покриву України", "Методи

машинного навчання з адаптивним злиттям мультимодальних даних для кросс­

регіонального перенесення моделей класифікації земного покриву" та "Моделі

простору станів для оцінки змін навколишнього середовища", завдяки можливості

побудови більш якісних та стійких цифрових двійників, що включають в себе

фізично­інформовані моделі.

Таким чином, можна говорити, що запропонований метод гемеотричної консолі­

дації гетерогенних ансамблів на прикладі гібридних нейронних алгоритмів показав

здатність до покращення як робастності, так і якісних метрик алгоритмів. Даний

підхід має високу гнучкість, що було підтверджено використанням різних функцій

оцінки складності простору (функції Морса, стійкі гомології, дотичні простори),

різних простих компонент гібриду (логістична, поліноміальна, RBF та Фур'є мо­

делі) та як експліцитного, так і імпліцитного обчислення складності (logitPTIC

модель). Крім того, було показано, що обчислення масок складності можна робити

як в автоматичному, так і в експертному режимі (як у прикладі з евристичною

функцією Морса). Утворені гібриди можуть бути використані як для класичних

задач накшталт класифікації, так і для розв'язання фізично­інформованих проблем,

що було вивчено на наборах даних різної модальності та різних фізичних задачах.

Серед недоліків методу можна виділити підвищення обчислювальних вимог

(у порівнянні з унітарною базовою моделлю) та необхідність апробації декіль­

кох функцій оцінки складності простору. Разом з цим, ми вбачаємо, що перший
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з наведених недоліків може контролюватись шляхом попереднього визначення

обчислювальної складності простої та нейронної компонент ансамблю. У такому

випадку, можна знайти конкретний відсоток даних, які мають бути вивчені про­

стою моделлю для того, аби сумарна вимога до обчислювальних ресурсів була

ідентичною до унітарною базової складної моделі або нижчою.

Окрім очевидного розширення експериментальної бази (як на рівні наборів

даних, так і на рівні архітектур та типів функцій оцінки складності), ми вбачаємо

наступні вектори розвитку даного дослідження: 1) генералізація методів оцінки

складності простору, пошук умовної, майже всюди оптимальної такої функції 2)

глибше дослідження консолідації як процесу передачі інформації, проведення

відповідних експериментів із обмеженням такого потоку, його зміною тощо та 3)

апроксимативні дослідження, що полягають у використанні таких ансамблів для

симуляції інших архітектур, тобто конструювання ансамблів моделей таким чином,

аби результат їх роботи повністю відповідав результату роботи певної унітарної мо­

делі, що має суттєво допомогти в покращенні інтерпретовності існуючих підходів

у машинному навчанні, якщо самі моделі­складові ансамблю − інтерпретовні.
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