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ABSTRACT 

Thesis: 70 pages, 31 figures, 1 table, 2 appendices, 25 sources. 

The object of research is unmanned aerial vehicles, collection and analysis of data 

obtained in real time by unmanned aerial vehicles for the purpose of automation and 

pattern recognition. 

The subject of the research is mathematical models of pattern recognition and 

principles of machine learning, which are built on the basis of sensor data from 

unmanned aerial vehicles in order to recognize representatives of predetermined types 

of objects (classes). 

The purpose of the work is to develop a neural network mathematical model for 

recognizing the main classes of aircraft in order to reduce the negative consequences of 

the use of such objects on critical infrastructure objects and systems in the war against 

Ukraine. A key feature of the program is the ability to automatically identify an aircraft 

from a photo without human intervention. This can be used in many areas of security 

and surveillance. 

The scientific novelty of the master's thesis is the built and trained neural network 

mathematical model of the main images of military aircraft. 

The practical application of the results of the master's thesis is the possibility of 

using the constructed neuroboundary mathematical model to make further decisions 

regarding the elimination of enemy aircraft in order to maximize the protection of 

critical infrastructure objects, energy objects of the country in general. 

Keywords: MACHINE LEARNING, DEEP LEARNING, NEURAL 
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ВСТУП 

Актуальність дослідження. В епоху, яка характеризується швидким 

технологічним прогресом і розвитком безпеки, розпізнавання об’єктів 

військового озброєння має першочергове значення в різних програмах оборони та 

безпеки. Точне та своєчасне розпізнавання військової техніки має вирішальне 

значення для прийняття обґрунтованих рішень і успіху місії: від ідентифікації 

ворожої техніки на полі бою до розрізнення свого та ворога на зображеннях із 

камер спостереження. Оскільки військові арсенали продовжують 

диверсифікувати та модернізувати, потреба в надійних методах і моделях для 

розпізнавання об’єктів стає дедалі важливішою. Традиційні підходи до 

розпізнавання об’єктів, які покладаються на перевірку вручну або прості 

алгоритми, засновані на правилах, часто є неадекватними для обробки складності 

та мінливості, притаманної об’єктам військового озброєння. Таким чином, існує 

нагальна необхідність розробити складні методи, які використовують досягнення 

в галузі штучного інтелекту, машинного навчання та комп’ютерного зору для 

підвищення точності та ефективності розпізнавання об’єктів у 

військових умовах. 

Об’єктом дослідження є безпілотні літальні апарати, збір й аналіз даних, що 

отримуються в режимі реального часу безпілотними літальними апаратами з 

метою автоматизації й розпізнавання образів. 

Предметом дослідження є математичні моделі розпізнавання образів та 

принципів машинного навчання, які будуються на основі сенсорних даних з 

безпілотних літальних апаратів з метою розпізнавання представників наперед 

визначених типів об’єктів (класів). 

Мета роботи – розроблення нейромережевої математичної моделі 

розпізнавання основних класів літальних апаратів з метою зменшення 

негативних наслідків застосування такого роду об’єктів по об’єктам і системам 

критичної інфраструктури у війні проти України. Ключовою особливістю 
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програми є можливість автоматичного визначення літального апарату по фото без 

втручання людей. Це можна використовувати в багатьох сферах безпеки 

та нагляду. 

Науковою новизною магістерської дисертації є побудована і навчена 

нейромережева математична модель основних образів військових літальних 

апаратів. 

Практичними застосуванням результатів магістерської дисертації є 

можливість застосування побудованої нейромежевої математичної моделі для 

прийняття подальших рішень щодо ліквідації ворожих літальних апаратів з 

метою максимального захисту об’єктів критичної інфраструктури, об’єктів 

енергетики країни загалом. 

Апробація результатів магістерської дисертації. Основні практичні 

результати виконання магістерскьої дисертації були показані у XXII 

Всеукраїнської науково-практичної конференцiї студентiв, аспiрантiв та молодих 

вчених (13−17 травня 2024 р., м. Київ, Україна): 

– Є.В. Кірсенко, В.В. Хайдуров. Методи i моделі розпізнавання образів, 

які отримані безпілотними літальними апаратами. Теоретичні і 

прикладні проблеми фізики, математики та інформатики: матеріали 

XXII Всеукраїнської науково-практичної конференції студентів, 

аспірантів та молодих вчених. 13−17 травня 2024 р., м. Київ, Україна. 

С. 332–325. 

Магістерська дисертація спрямована на вирішення цього завдання шляхом 

дослідження та оцінки найсучасніших методів і моделей для розпізнавання 

об’єктів військового озброєння. Узагальнюючи знання з області комп’ютерного 

зору, розпізнавання образів і оборонних технологій, це дослідження намагається 

зробити внесок у розробку інноваційних рішень, які надають професіоналам із 

захисту та безпеки розширені можливості для розпізнавання об’єктів у 

різноманітних операційних сценаріях.  
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РОЗДІЛ 1. 

ОГЛЯД СУЧАСНИХ ТЕХНОЛОГІЙ І ЗАВДАНЬ РОЗПІЗНАВАННЯ 

ОБРАЗІВ ПРИ РОБОТІ З БЕЗПІЛОТНИМИ ЛІТАЛЬНИМИ АПАРАТАМИ 

 

1.1 Актуальність завдання розпізнавання образів для літальних 

апаратів 

 

Розпізнавання образів відіграє дуже важливу роль в ефективному 

використанні дронів у різних сферах. [1][2][3] 

Виявлення та відстеження об’єктів. Дрони часто оснащені камерами та 

датчиками для захоплення зображень і даних із навколишнього середовища. 

Алгоритми розпізнавання образів можна використовувати для виявлення та 

відстеження конкретних об’єктів або цілей, таких як транспортні засоби, особи 

чи споруди (рис. 1.1). Ця можливість необхідна для таких завдань, як 

спостереження, пошук і порятунок, а також моніторинг критичної 

інфраструктури. 

 

Рисунок 1.1 – Приклад виявлення та відстежування об’єктів з використанням 

дронів 
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Автономна навігація. Безпілотники можуть працювати в динамічних і 

складних середовищах, вимагаючи здатності до автономної навігації. 

Розпізнавання образів дозволяє дронам ідентифікувати та інтерпретувати об’єкти 

в навколишньому середовищі, такі як орієнтири, перешкоди або особливості 

рельєфу, сприяючи безпечній та ефективній навігації (рис. 1.2). 

 

Рисунок 1.2 – Формування орієнтирів з метою ідентифікації й інтерпретації 

об’єктів в навколишньому середовищі 

 

Точне землеробство. У сільському господарстві дрони використовуються для 

таких завдань, як моніторинг і аналіз посівів (рис. 1.3). Алгоритми розпізнавання 

образів можуть допомогти ідентифікувати шаблони, пов’язані зі здоров’ям 

рослин, зараженням шкідниками чи іншими проблемами, дозволяючи своєчасне 

втручання для вирішення цих проблем. 
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Рисунок 1.3 – Адаптація дронів для сільських місцевостей 

 

Картографування та геодезія. Безпілотники широко використовуються для 

картографування та зйомки територій, доступ до яких може бути складним або 

небезпечним (рис. 1.4). Розпізнавання образів допомагає в ідентифікації та 

класифікації таких об’єктів, як дороги, будівлі, рослинність і водойми, сприяючи 

отриманню точних результатів картографування та зйомки. 

 

Рисунок 1.4 – Застосування дронів для завдань картографування та зйомки 

 

Реагування на надзвичайні ситуації та управління катастрофами. Під час 

надзвичайних ситуацій або стихійних лих дрони відіграють велику роль в оцінці 

збитків і координації зусиль реагування (рис. 1.5). Розпізнавання образів може 

допомогти у визначенні закономірностей, пов’язаних із впливом наслідків 
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стихійного лиха, визначення місцезнаходження тих, хто вижив, і оцінки масштабу 

збитку, сприяючи більш ефективному та цілеспрямованому реагуванню. 

 

Рисунок 1.5 – Використання дронів для розпізнавання й пошуку стихійних лих 

 

Екологічний моніторинг. Дрони використовуються для моніторингу 

навколишнього середовища, включаючи відстеження змін в екосистемах, 

поведінці дикої природи та кліматичних моделях. Розпізнавання образів 

допомагає аналізувати великі набори даних, зібраних дронами, визначаючи 

тенденції, аномалії чи критичні екологічні показники. 

 

 

Рисунок 1.6 – Застосування дронів в задачах екологічного моніторингу 
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Безпека та оборона. У сферах безпеки та оборони дрони використовуються 

для спостереження, розвідки та виявлення загроз (рис. 1.7). Алгоритми 

розпізнавання можуть допомогти в ідентифікації об’єктів, що вказують на 

потенційні загрози безпеці, підвищуючи ефективність систем безпеки на 

основі дронів. 

 

Рисунок 1.7 – Використання дронів для розвідки 

 

Доставка та логістика. Безпілотники досліджуються для доставки посилок і 

логістики в різних галузях промисловості (рис. 1.8). Розпізнавання образів 

підтримує точне визначення місць доставки, зон посадки та перешкод на шляху, 

забезпечуючи точні та безпечні доставки. 

 

Рисунок 1.8 – Використання дронів у різних галузях промисловості 
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Дана магістерська дисертація міститиме акцент на задачах розпізнавання й 

пошуку об’єктів повітряного військового озброєння. 

 

1.2 Системи виявлення необхідних об’єктів на зображеннях, що 

отримуються з камер або інших сенсорів 

 

1.2.1 Технологія YOLO 

 

YOLO (You only live once). YOLO – це система виявлення об’єктів у 

реальному часі, яка ділить зображення на сітку та передбачає обмежувальні 

прямокутники та ймовірності класу для кожної комірки сітки. Він відомий своєю 

швидкістю та точністю, що робить його придатним для додатків, де виявлення з 

низькою затримкою має вирішальне значення, наприклад, у БПЛА для 

відстеження та моніторингу в реальному часі [4]. 

YOLO було розроблено в кількох версіях, таких як YOLOv1, YOLOv2, 

YOLOv3, YOLOv4, YOLOv5, YOLOv6 і YOLOv7. Кожна версія створена на 

основі попередньої версії з покращеними функціями, такими як покращена 

точність, швидша обробка та краще поводження з невеликими об’єктами. 

YOLO широко використовується в різних додатках, таких як безпілотні 

автомобілі та системи спостереження. Він також широко використовується для 

завдань виявлення об’єктів у реальному часі, наприклад, у відеоаналітиці та 

відеоспостереження в реальному часі.[5] 

Процес YOLO можна розбити на кілька етапів: 

1. Вхідне зображення передається через CNN для вилучення функцій із 

зображення. 

2. Потім об’єкти пропускаються через серію повністю пов’язаних шарів, 

які передбачають імовірності класу та координати обмежувальної рамки. 
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3. Зображення поділено на сітку клітинок, і кожна клітинка відповідає за 

прогнозування набору обмежувальних прямокутників і ймовірностей класу. 

4. Вихід мережі – це набір обмежувальних рамок і ймовірностей класів для 

кожної комірки. 

5. Потім обмежувальні прямокутники фільтруються за допомогою 

алгоритму постобробки, який називається немаксимальним придушенням, щоб 

видалити рамки, що перекриваються, і вибрати рамку з найвищою ймовірністю. 

6. Остаточним результатом є набір передбачених обмежувальних рамок і 

міток класів для кожного об’єкта на зображенні. 

Однією з ключових переваг YOLO є те, що він обробляє все зображення за 

один прохід, що робить його швидшим і ефективнішим, ніж двоступеневі 

детектори об’єктів, такі як R-CNN та його варіанти. Архітектуру моделей YOLO 

наведено на рис. 1.9. 

 

Рисунок 1.9 – Приклад архітектури моделей YOLO  

 

Основна ідея YOLO полягає в тому, щоб розділити вхідне зображення на 

сітку клітинок і для кожної клітинки передбачити ймовірність присутності 

об’єкта та координати обмежувальної рамки об’єкта.  
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1.2.2 Технологія R-CNN 

 

R-CNN (згорткова нейронна мережа на основі регіонів). R-CNN – це 

двоступенева система виявлення об'єктів. Спочатку вона пропонує цікаві регіони 

на зображенні, а потім класифікує й уточнює ці регіони. Цей метод є 

високоточним, але може мати дещо вищу затримку порівняно з YOLO. Він часто 

використовується в програмах, де точність має пріоритет над продуктивністю в 

реальному часі, наприклад, детальне розпізнавання об’єктів під час повітряного 

спостереження. Архітектуру моделей R-CNN наведено на рис. 1.10 [6]. 

 

Рисунок 1.10 – Архітектура моделей R-CNN  

 

R-CNN починає з поділу вхідного зображення на кілька регіонів або 

субрегіонів. Ці регіони називають «регіональними пропозиціями» або 

«регіональними кандидатами». Крок пропозиції регіону відповідає за створення 

набору потенційних регіонів на зображенні, які ймовірно містять об’єкти. R-CNN 

сам не створює ці пропозиції; натомість він покладається на зовнішні методи, такі 

як Selective Search або EdgeBoxes для створення пропозицій регіону. 

Selective Search, наприклад, працює шляхом злиття або поділу сегментів 

зображення на основі різних ознак зображення, таких як колір, текстура та форма, 

для створення різноманітного набору пропозицій регіону. 

Нижче на рис. 1.11 показано, як працює вибірковий пошук, який показує 

вхідне зображення, потім зображення з багатьма сегментованими масками, потім 
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меншою кількістю масок, а потім маски, які містять основні компоненти 

зображення. 

 

Рисунок 1.11 – Вибірковий пошук, що показує зображення, потім зображення 

з багатьма сегментованими масками, потім меншою кількістю масок 

 

Після створення пропозицій щодо регіонів приблизно 2000 регіонів 

витягуються та анізотропно деформуються до узгодженого вхідного розміру, який 

очікує CNN (наприклад, 224x224 пікселів), а потім вони передаються через CNN 

для вилучення функцій. 

Перед деформацією розмір області розширюється до нового розміру, що 

призведе до 16 пікселів контексту в деформованому кадрі. Використовується 

CNN AlexNet, і він зазвичай тонко налаштований на великому наборі даних, як 

наприклад ImageNet, для загального представлення функцій. На рис. 1.12 

показано принцип роботи такого методу.[7][8] 

 

Рисунок 1.12 – Принцип роботи методу CNN AlexNet 
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Витягнуті вектори ознак із пропозицій регіону вводяться в окремий 

класифікатор машинного навчання для кожного цікавого класу об’єктів. R-CNN 

зазвичай використовує метод опорних векторів (SVM) для класифікації. Для 

кожного класу унікальний SVM навчається, щоб визначити, чи містить 

пропозиція регіону екземпляр цього класу.[9] 

Окрім класифікації об’єктів, R-CNN також виконує регресію обмежувальної 

рамки. Для кожного класу навчається окрема регресійна модель для уточнення 

розташування та розміру обмежувальної рамки навколо виявленого об’єкта. 

Регресія обмежувальної рамки допомагає підвищити точність локалізації об’єкта 

шляхом коригування спочатку запропонованої обмежувальної рамки, щоб вона 

краще відповідала фактичним межам об’єкта. 

Після класифікації та регресії обмежувальних рамок для кожної пропозиції 

регіону R-CNN застосовує немаксимальне придушення, щоб усунути 

повторювані або сильно перекриваючі обмежувальні рамки. NMS гарантує, що 

лише найбільш надійні обмежувальні прямокутники, які не перекриваються, 

зберігаються як остаточні виявлені об’єкти. Приклад роботи NMS наведено на 

рисунку 1.13.[10] 

 

Рисунок 1.13 – Приклад роботи NMS 
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Нижче наведено кілька ключових сильних сторін архітектури R-CNN. 

– Точне виявлення об’єктів. R-CNN забезпечує точне виявлення об’єктів за 

допомогою згорткових функцій. Він чудово підходить у сценаріях, де 

точна локалізація та розпізнавання об’єктів є вирішальними. 

– Стійкість до варіацій об’єктів. Моделі R-CNN можуть обробляти 

об’єкти з різними розмірами, орієнтаціями та масштабами, що робить їх 

придатними для сценаріїв реального світу з різноманітними об’єктами та 

складним фоном. 

– Гнучкість. R-CNN – універсальна структура, яку можна адаптувати до 

різних завдань виявлення об’єктів, включаючи сегментацію екземплярів і 

відстеження об’єктів. Змінюючи останні рівні мережі, можна 

налаштувати R-CNN відповідно до ваших конкретних потреб. 

Нижче наведено кілька недоліків архітектури R-CNN. 

– Обчислювальна складність. R-CNN потребує багато обчислень. Він 

включає вилучення пропозицій регіону, застосування CNN до кожної 

пропозиції, а потім виконання витягнутих функцій через класифікатор. 

Цей багатоетапний процес може бути повільним і вимагати великої 

кількості обчислювальних ресурсів. 

– Повільний висновок. Через послідовну обробку пропозицій регіону R-

CNN відносно повільний під час висновку. Програми реального часу 

можуть вважати цю затримку неприйнятною. 

– R-CNN не є наскрізною моделлю. На відміну від більш сучасних 

архітектур виявлення об’єктів, таких як Faster R-CNN, R-CNN не є 

наскрізною моделлю. Вона включає в себе окремі модулі для пропозиції 

регіону та класифікації, що може призвести до неоптимальної 

продуктивності порівняно з моделями, які оптимізують обидва завдання 

разом. 
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1.2.3 Технологія SSD 

SSD (Single Shot Multibox Detector) – це одноразовий алгоритм виявлення 

об’єктів, який дискретизує вихідний простір обмежувальних рамок на різні 

співвідношення сторін і комбінації масштабу. Це дозволяє виявляти об’єкти в 

кількох масштабах за один прохід. SSD забезпечує баланс між швидкістю та 

точністю, що робить його придатним для застосувань у БПЛА, де важливі обидва 

фактори.[11] 

Щоб краще зрозуміти SSD, почнемо з пояснення, звідки походить назва 

цієї архітектури та поглянемо на рис. 1.14: 

– Single Shot. Це означає, що завдання локалізації та класифікації об’єктів 

виконуються за один прохід мережі. 

– MultiBox. Це назва техніки для регресії обмежувальної рамки. 

– Detector. Мережа є детектором об’єктів, який також класифікує виявлені 

об’єкти. 

 

Рисунок 1.14 – Приклад архітектури на основі SSD 

 

Як бачимо на діаграмі вище, архітектура SSD побудована на архітектурі 

VGG-16. Причина, по якій VGG-16 використовувався як базова мережа, полягає 

в його високій продуктивності в задачах класифікації зображень і його 

популярності. Замість оригінальних повністю зв’язаних шарів VGG було додано 

набір допоміжних згорткових шарів (від conv6 і далі), що дозволило витягувати 
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об’єкти в кількох масштабах і поступово зменшувати розмір вхідних даних для 

кожного наступного шару. 

 

1.2.4 Каскадний класифікатор Хаара 

 

Haar Cascade – це метод виявлення об’єктів машинного навчання, який 

використовує низку простих прямокутних елементів для ідентифікації об’єктів. 

Він особливо ефективний для виявлення об’єктів із чіткими рисами, такими як 

обличчя чи певні форми. Хоча Haar Cascade не настільки просунутий, як методи 

на основі глибокого навчання, він може бути легким з точки зору обчислень, що 

робить його придатним для БПЛА з обмеженими ресурсами.[12] 

Зазвичай у кожного методу є основа, то, без чого цей метод не міг би існувати 

в принципі, а над цією основою будується вся інша частина. У методі Віоли-

Джонса цю основу становлять примітиви Хаара, які є розбивкою заданої 

прямокутної області на набори різнотипних прямокутних підобластей (рис. 1.15). 

 

Рисунок 1.15 – Приклад ознак Хаара, які використовуються в алгоритмі 

Віоли-Джонса 
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В оригінальній версії алгоритму Віоли-Джонса використовувалися лише 

примітиви без поворотів, а для обчислення значення ознаки сума яскравостей 

пікселів однієї підобласті віднімали від суми яскравостей іншої підобласті. У 

розвитку способу були запропоновані примітиви з нахилом на 45 градусів і 

несиметричних змін.  

1. Вилучення функцій Хаара. Алгоритм заснований на функціях, подібних 

до Хаара, які є простими прямокутними фільтрами, застосованими до 

зображення для виявлення певних шаблонів, таких як краї або зміни текстури. Ці 

особливості, схожі на Хаара, обчислюються в різних масштабах і положеннях на 

зображенні. 

2. Інтегральне зображення. Для ефективного обчислення характеристик, 

подібних до Хаара, використовується представлення інтегрального зображення. 

Інтегральне зображення дозволяє швидко обчислювати суми інтенсивностей 

пікселів у прямокутних областях зображення. 

3. Навчання Cascade Classifier. Cascade Haar Classifier навчається за 

допомогою алгоритму машинного навчання, такого як Adaboost. Під час 

навчання надається велика кількість позитивних зразків (що містять об’єкт 

інтересу, наприклад обличчя) і негативних зразків (що містять фон або інші 

об’єкти). Алгоритм ітеративно вибирає найбільш дискримінаційні ознаки, 

подібні до Хаара, і об’єднує їх у надійний класифікатор. 

4. Каскад класифікаторів. Отриманий класифікатор складається з кількох 

етапів або шарів, де кожен етап містить підмножину вибраних характеристик, 

подібних до Хаара. Етапи організовані в каскад, при цьому кожен етап поступово 

відфільтровує області зображення, які навряд чи містять об’єкт інтересу. Ця 

каскадна структура дозволяє швидко відхиляти необ’єктні області, скорочуючи 

час обчислення. 

5. Оцінка функцій. На кожному етапі каскаду подібні до Хаара особливості 

оцінюються на ділянках зображення. Якщо регіон відповідає критеріям оцінки 
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(наприклад, відповідь функцій перевищує певний поріг), він переходить до 

наступного етапу. В іншому випадку воно відхиляється, і алгоритм переходить 

до наступної області зображення. 

6. Коригування порогових значень. У міру того, як каскад просувається 

через свої етапи, порогові значення для оцінки функцій стають суворішими. Це 

забезпечує високий рівень виявлення, зберігаючи низький рівень 

хибнопозитивних результатів. 

7. Постобробка. Після застосування каскадного класифікатора до 

зображення можуть бути виконані кроки постобробки для уточнення областей 

виявлених об’єктів, як-от немаксимальне придушення для об’єднання виявлень, 

що перекриваються, або фільтрація на основі розміру і співвідношення сторін. 

Загалом Cascade Haar Classifier є ефективним і дієвим алгоритмом для 

виявлення об’єктів, який особливо добре підходить для додатків у реальному часі, 

таких як виявлення облич у зображеннях і відео. Його каскадна структура та 

використання функцій, подібних до Хаара, забезпечують швидке й точне 

виявлення з відносно низькими обчислювальними витратами. 

 

1.3 Сенсори, що використовуються в безпілотних літальних апаратах 

 

Сучасні безпілотні літальні апарати (БПЛА) використовують різноманітні 

складні датчики для збору даних і автономної навігації. Ці датчики відіграють 

вирішальну роль у забезпеченні БПЛА для виконання таких завдань, як 

спостереження, розвідка, картографування та моніторинг навколишнього 

середовища. Нижче наведено описи деяких сучасних датчиків, які зазвичай 

використовуються в БПЛА. 

1. GPS (глобальна система позиціонування). GPS є основою для навігації та 

позиціонування БПЛА. Він надає точну інформацію про 

місцезнаходження, дозволяючи БПЛА визначати свої координати та 
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відстежувати рух (рис. 1.16). GPS необхідний для планування місії, 

навігації за точками маршруту та підтримки точності розташування під 

час польоту. 

 

 

Рисунок 1.16 – Глобальна система позиціонування 

 

2. IMU (Інерціальний вимірювальний блок). IMU — це датчик, який поєднує 

в собі акселерометри та гіроскопи для вимірювання прискорення та 

кутової швидкості БПЛА (рис. 1.17). Інтегруючи ці вимірювання в часі, 

IMU надає інформацію про швидкість, орієнтацію та зміни положення 

БПЛА. IMU сприяють контролю стабільності та мають вирішальне 

значення для підтримки стабільності та точності польоту. 

 

Рисунок 1.17 – Інерціальний вимірювальний блок 
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3. Барометричний висотомір. Барометричні висотоміри вимірюють 

атмосферний тиск для оцінки висоти БПЛА (рис. 1.18). Цей датчик є 

цінним для підтримки точної інформації про висоту, особливо в 

ситуаціях, коли сигнали GPS можуть бути скомпрометовані, наприклад 

під час польоту в приміщенні або в міських каньйонах. Барометричні 

висотоміри допомагають точно контролювати висоту та планувати місію. 

 

Рисунок 1.18 – Барометричний висотомір 

 

4. LIDAR (виявлення світла та визначення дальності). Датчики LIDAR 

використовують лазерні промені для вимірювання відстані, створюючи 

детальну та точну 3D-карту оточення БПЛА (рис. 1.19). LIDAR має 

вирішальне значення для картографування місцевості, виявлення 

перешкод і навігації в складних умовах. Це покращує здатність БПЛА 

сприймати оточення та реагувати на нього в реальному часі. 

 

Рисунок 1.19 – LIDAR  
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5. Системи камер. Камери є вбудованими датчиками для БПЛА, які надають 

візуальну інформацію для таких завдань, як виявлення об’єктів, 

розпізнавання та спостереження (рис. 1.20). Використовуються різні типи 

камер, у тому числі RGB (видиме світло), теплові та багато спектральні 

камери, залежно від вимог місії. Алгоритми комп’ютерного зору часто 

обробляють дані з цих камер, щоб дозволити виявлення об’єктів, 

відстеження та аналіз сцени. 

 

Рисунок 1.20 – Приклад системи камер 

 

6. Радарні системи. Радарні датчики використовують радіохвилі для 

виявлення об’єктів і вимірювання їх відстані та швидкості (рис. 1.21). 

БПЛА, оснащені радарними системами, можуть працювати в 

несприятливих погодних умовах, таких як туман або дощ, коли оптичні 

датчики можуть бути обмежені. Радар важливий для далекого виявлення 

об’єктів і уникнення зіткнень. 
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Рисунок 1.21 – Приклад роботи радарних систем 

 

7. Мультиспектральні та гіперспектральні системи візуалізації. 

Мультиспектральні та гіперспектральні датчики фіксують зображення в 

кількох діапазонах електромагнітного спектру (рис. 1.22). Ці датчики є 

цінними для таких застосувань, як точне землеробство, моніторинг 

навколишнього середовища та аналіз рослинності. Вони дозволяють 

БПЛА збирати детальну інформацію за межами видимого людському оку. 

 

 

Рисунок 1.22 – Мультиспектральні та гіперспектральні системи візуалізації 

 

8. Датчики газу та навколишнього середовища. БПЛА, оснащені датчиками 

газу та навколишнього середовища, можуть контролювати якість повітря, 

виявляти забруднюючі речовини та оцінювати стан навколишнього 
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середовища (рис.1.23). Ці датчики особливо корисні в таких програмах, 

як дослідження навколишнього середовища, реагування на стихійні лиха 

та промисловий моніторинг. 

 

Рисунок 1.23 – Датчики газу та навколишнього середовища. 

 

9. Акустичні датчики. Акустичні датчики можна використовувати для 

таких завдань, як моніторинг дикої природи, пошук і порятунок, а також 

охорона периметра (рис. 1.24). Ці датчики виявляють звукові хвилі та 

можуть надавати інформацію про оточення БПЛА, включаючи наявність 

певних звуків або аномалій. 

 

Рисунок 1.24 – Датчики газу та навколишнього середовища. 

 

Інтеграція цих сучасних датчиків дозволяє БПЛА збирати різноманітні та 

малодоступні дані, що дозволяє їм працювати автономно та виконувати широкий 
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спектр застосувань у різних галузях промисловості. Прогрес сенсорних 

технологій продовжує розширювати можливості та універсальність безпілотних 

літальних апаратів. 

 

1.4 Методи відстеження об’єктів у відеопотоці для неперервного 

моніторингу та аналізу їхнього руху 

 

Відстеження об’єктів у відеопотоці є важливим аспектом безперервного 

моніторингу та аналізу, особливо в таких програмах, як спостереження, 

відеоаналітика та автономні системи, такі як безпілотні літальні апарати (БПЛА). 

Було розроблено різні методи для вирішення проблем відстеження об’єктів у часі 

в динамічних візуальних середовищах. 

 

1.4.1 Різниця кадрів 

 

Різниця кадрів включає віднімання послідовних кадрів у відео 

послідовності, щоб виділити області зі значними змінами. Об’єкти, що 

рухаються, створюють чіткі зони змін, що полегшує їх ідентифікацію. 

Незважаючи на те, що розрізнення кадрів просте, воно ефективне для виявлення 

рухомих об’єктів у реальному часі.  

1. Захоплення кадрів. Відео – це, по суті, послідовність кадрів, де кожен 

кадр є нерухомим зображенням, що представляє сцену в певний момент часу. 

2. Віднімання кадрів. Метод різниці кадрів передбачає віднімання 

послідовних кадрів один від одного. Віднімаючи значення пікселів відповідних 

пікселів у двох послідовних кадрах, можна виявити області, де відбулися значні 

зміни. 

3. Порогове значення. Після отримання різниці між двома кадрами до 

результуючого відмінного зображення застосовується крок порогового значення. 
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Це передбачає встановлення порогового значення, і будь-який піксель у 

різницевому зображенні, який перевищує це порогове значення, вважається 

частиною рухомого об’єкта. 

4. Виявлення крапки. Після встановлення порогу результуюче зображення 

зазвичай містить області або краплі, які представляють рухомі об’єкти на сцені. 

Алгоритми виявлення крапель можуть бути застосовані для ідентифікації та 

відстеження цих крапель у часі. 

 

1.4.2 Фільтрування Калмана 

 

Фільтри Калмана – це рекурсивні алгоритми, які оцінюють стан динамічної 

системи на основі шумових вимірювань. Під час відстеження об’єктів фільтри 

Калмана передбачають положення об’єкта в наступному кадрі на основі його 

попереднього стану та вимірювань. Цей метод ефективний для обробки 

зашумлених даних і прогнозування траєкторій об’єктів. Нижче наведено 

спрощене пояснення того, як працює фільтр Калмана.[13] 

1. Прогнозування стану. Алгоритм починається з початкової оцінки стану 

системи. Ця оцінка включає як змінні, які потрібно відстежувати, так і їхні 

швидкості. Враховуючи динаміку системи (зазвичай описувану лінійними 

рівняннями), фільтр Калмана прогнозує стан системи на наступному кроці. 

2. Оновлення вимірювань. На кожному кроці часу фільтр Калмана отримує 

вимірювання стану системи. Однак ці вимірювання часто є шумними або 

неповними. Фільтр Калмана порівнює прогнозований стан із фактичним 

вимірюванням і оновлює свою оцінку на основі вимірювання та його 

невизначеності. 

3. Обчислення підсилення Калмана. Підсилення Калмана є ключовим 

компонентом алгоритму. Він визначає, яку вагу слід надати прогнозованому 

стану, а скільки – виміряному стану під час оновлення оцінки. Підсилення 
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Калмана розраховується на основі невизначеностей, пов’язаних із 

прогнозованим станом і вимірюванням. 

4. Оновлення стану. Використовуючи коефіцієнт підсилення Калмана, 

фільтр поєднує прогнозований стан і виміряний стан для отримання оновленої 

оцінки стану системи. Ця оновлена оцінка, як правило, точніша, ніж 

прогнозований або виміряний стан, оскільки вона враховує як джерела 

інформації, так і їх невизначеність. 

5. Оновлення коваріації. Поряд з оновленням оцінки стану фільтр Калмана 

також оновлює матрицю коваріації, яка представляє невизначеність в оцінці. 

Коваріаційна матриця враховує як невизначеність початкової оцінки, так і 

невизначеність, внесену вимірюваннями. 

6. Повторення. Процес прогнозування стану, оновлення вимірювань і 

оновлення коваріації повторюється для кожного тимчасового кроку, постійно 

уточнюючи оцінку стану системи на основі нових вимірювань. 

Перевага фільтра Калмана полягає в його здатності поєднувати шумові 

вимірювання з моделлю динамічної системи для отримання оптимальної оцінки 

стану системи, навіть за наявності невизначеності. 

 

1.4.3 Оптичний потік 

 

Методи оптичного потоку оцінюють вектор руху пікселів між послідовними 

кадрами. Потім ця інформація використовується для відстеження руху об’єкта. 

Оптичний потік ефективний для виявлення як глобальних, так і локальних 

моделей руху у відео потоці.[14] Ось як оптичний потік можна використовувати 

для відстеження об’єктів: 

1. Виявлення особливостей. Першим кроком є виявлення особливостей або 

ключових точок на зображенні, які можна відстежувати від одного кадру до 
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іншого. Цими ключовими точками можуть бути кути, краї або інші відмінні 

точки на зображенні. 

2. Оцінка руху. потім алгоритми оптичного потоку оцінюють рух цих 

ключових точок між послідовними кадрами, аналізуючи просторові градієнти 

інтенсивності або кольору. Основне припущення полягає в тому, що найближчі 

пікселі на зображенні мають подібний рух між кадрами. 

3. Обчислення оптичного потоку. Для обчислення оптичного потоку 

можна використовувати різні методи. Одним із поширених підходів є метод 

Лукаса-Канаде, який припускає, що рух пікселів між кадрами добре 

апроксимується моделлю лінійного руху в межах локальної околиці навколо 

кожного пікселя. 

4. Візуалізація потоку. Обчислені вектори оптичного потоку 

представляють рух кожного пікселя або функції між кадрами. Ці вектори потоку 

можна візуалізувати як стрілки, що вказують напрямок і величину руху. 

5. Відстеження об’єктів. Коли вектори оптичного потоку обчислено, їх 

можна використовувати для відстеження об’єктів у сцені. Пов’язуючи ключові 

точки з певними об’єктами та відстежуючи їх рух у часі, можна оцінити 

траєкторію та швидкість рухомих об’єктів у відео. 

6. Покращення відстеження. Відстеження на основі оптичного потоку 

може страждати від таких проблем, як оклюзії, шумні вимірювання або різкі 

зміни руху. Щоб вирішити ці проблеми, можна використовувати додаткові 

методи, такі як фільтри Калмана, щоб уточнити відстеження об’єктів і підвищити 

його надійність. 

Оптичний потік забезпечує спосіб оцінки руху об’єктів у відеопослідовності 

без потреби в явній сегментації чи розпізнаванні об’єктів. Він широко 

використовується в таких програмах, як відеоспостереження, розпізнавання дій і 

автономна навігація. Однак він може мати проблеми зі складними сценами, 

оклюзіями або великими розбіжностями руху між кадрами. 
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1.4.4 Аналіз гістограм 

 

Методи на основі гістограм відстежують розподіл кольору або інтенсивності 

об’єкта у відеопотоці. Гістограми з часом оновлюються, щоб адаптуватися до змін 

умов освітлення та зовнішнього вигляду об’єкта. Такі методи особливо корисні 

під час відстеження об’єктів із чіткими колірними характеристиками.[15] 

1. Ініціалізація. Процес починається з вибору об’єкта для відстеження в 

початковому кадрі відео. Навколо об’єкта малюється обмежувальна рамка або 

область інтересу (ROI), і обчислюється гістограма інтенсивності пікселів (або 

кольорів) у цій області. Ця гістограма служить опорною гістограмою для об’єкта. 

2. Відображення гістограми. Гістограма представляє розподіл 

інтенсивності пікселів (або кольорів) в області інтересу об’єкта. Залежно від 

програми для обчислення гістограми можуть використовуватися різні колірні 

простори, наприклад RGB, HSV або YUV. 

3. Відстеження. У кожному наступному кадрі відео алгоритм намагається 

знайти об’єкт, шукаючи області з гістограмою, схожою на еталонну гістограму. 

Зазвичай це робиться за допомогою вимірювання подібності, такого як 

коефіцієнт Бхаттачарія, коефіцієнт кореляції або перетин гістограми. 

4. Пошук. Пошук об’єкта можна виконувати різними способами. Одним із 

поширених підходів є пошук у ковзному вікні, де регіони-кандидати оцінюються 

шляхом обчислення їхніх гістограм і порівняння їх із еталонною гістограмою. 

Інший підхід полягає у використанні методів оптимізації, як-от середнього зсуву, 

який ітеративно оновлює положення об’єкта на основі подібності між 

гістограмами. 

5. Оновлення. Для адаптації до змін зовнішнього вигляду через такі 

фактори, як зміни освітленості або оклюзії, еталонну гістограму може 

знадобитися періодично оновлювати. Це можна зробити, включивши 
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інформацію з поточного кадру в еталонну гістограму, або шляхом додавання 

нових бінів гістограми, або оновлення існуючих бінів. 

Методи відстеження об’єктів на основі гістограм є простими та ефективними 

з точки зору обчислень, що робить їх придатними для додатків реального часу. 

Однак їх продуктивність може погіршитися в сценаріях зі значними змінами 

зовнішнього вигляду. 

 

1.4.5 Онлайн-відстеження в реальному часі: SORT та DeepSORT 

 

SORT – це підхід, у якому для відстеження об’єктів використовуються 

фільтри Калмана та угорські алгоритми. SORT складається з чотирьох ключових 

компонентів, які включають виявлення, оцінку, асоціацію даних, а також 

створення та видалення ідентифікаторів треків.[16][17] 

Обмеження алгоритму SORT 

– Алгоритм SORT повертає доріжки з великою кількістю перемикачів 

ідентичності. 

– Алгоритм SORT дає збій у разі оклюзії через використання матриці 

асоціацій. 

DeepSORT, алгоритм відстеження кількох об’єктів, підвищує ефективність і 

точність. Розширюючи алгоритм SORT, DeepSORT унікально ідентифікує та 

відстежує об’єкти за допомогою розширеної метрики асоціації, яка об’єднує 

дескриптори руху та зовнішнього вигляду. Ця інтеграція зводить до мінімуму 

перемикання ідентифікаторів, сприяючи більш ефективному та надійному 

відстеженню. Враховуючи не лише швидкість і рух, але й зовнішній вигляд 

об’єкта, DeepSORT виділяється як комплексний алгоритм відстеження в області 

комп’ютерного зору. Архітектура такої моделі наведено на рис 1.25. 
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Рисунок 1.25 – Архітектура моделі у DeepSORT 

 

Вибір методу відстеження залежить від конкретних вимог програми, 

включаючи характеристики об’єктів, що відстежуються, обчислювальні ресурси 

та обмеження обробки в реальному часі. Часто комбінація цих методів 

використовується для досягнення надійного та точного відстеження об’єктів у 

різноманітних середовищах потокового відео. Удосконалення комп’ютерного 

зору та машинного навчання продовжують покращувати можливості відстеження 

об’єктів. 

 

1.5 Завдання створення карт навколишньої місцевості за допомогою 

даних, зібраних з різних сенсорів літальних апаратів. 

 

Створення карт навколишньої території з використанням даних, зібраних з 

різних датчиків літака, є складним і багатопрофільним завданням, яке передбачає 

інтеграцію інформації з різних джерел для створення точних і детальних карт. 

Цей процес особливо важливий для безпілотних літальних апаратів (БПЛА), які 

використовують такі програми, як геодезія, картографування та моніторинг 

навколишнього середовища.  

Створення карт на основі даних датчиків БПЛА є динамічною та розвиненою 

сферою з постійним прогресом сенсорних технологій, алгоритмів обробки даних 
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і методів картографування. Інтеграція різних датчиків дозволяє створювати 

детальні та точні карти, які сприяють прийняттю обґрунтованих рішень у 

широкому діапазоні застосувань. Основні етапи виконання цього завдання 

наведено нижче. 

Збір даних датчиків. БПЛА оснащені різноманітними датчиками, 

включаючи камери, LIDAR, GPS та IMU. Ці датчики збирають дані про 

навколишнє середовище під час польоту БПЛА. Камери фіксують візуальну 

інформацію, LIDAR надає детальні дані про висоту, GPS пропонує точні 

координати місця, а IMU записує орієнтацію та прискорення БПЛА. 

Синхронізація та злиття даних. Дані, зібрані з різних датчиків, потрібно 

синхронізувати та об’єднати, щоб створити всебічне та точне уявлення про 

середовище. Позначки часу та географічна прив’язка мають вирішальне значення 

для вирівнювання потоків даних, гарантуючи, що інформація від різних датчиків 

відповідає тому самому просторовому та часовому контексту. 

Фотограмметрія. Фотограмметрія – це процес вилучення тривимірної 

інформації з двовимірних зображень. Аналізуючи зображення, що 

перекриваються, зроблені камерами БПЛА, програмне забезпечення може 

тріангулювати точки для створення щільної хмари точок, що представляє рельєф. 

Ця хмара точок є основним компонентом для створення детальних і точних карт. 

Обробка хмари точок LIDAR. Датчики LIDAR надають дані про висоту з 

високою роздільною здатністю, що дозволяє створювати детальні моделі рельєфу. 

Хмари точок, створені з даних LIDAR, можна обробити, щоб виділити такі 

елементи, як рослинність, будівлі та поверхні землі. Ця інформація сприяє 

точності остаточної карти. 

Геореференція та наземні контрольні точки. Геореференція передбачає 

вирівнювання карти за реальними координатами. Наземні контрольні точки 

(GCP), які є відомими та точно обстеженими точками на землі, використовуються 

для зв’язування даних, зібраних БПЛА, з геодезичною системою координат. Цей 
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крок має вирішальне значення для забезпечення точності та сумісності карти з 

іншими наборами географічних даних. 

Створення цифрової моделі рельєфу (DEM). використовуючи дані про 

висоту, зібрані з LIDAR та інших джерел, можна створити цифрову модель 

рельєфу (DEM). ЦМР представляють висоту рельєфу і є важливими для таких 

застосувань, як планування землекористування та проектування інфраструктури. 

Генерація ортофото. Ортофото – це геометрично виправлені 

аерофотознімки, які мають єдиний масштаб, що дозволяє проводити точні 

вимірювання. Вони створюються шляхом об’єднання зображень, отриманих 

БПЛА, з даними про висоту, що призводить до карти, де кожен піксель відповідає 

певній місцевості. Ортофотокартини широко використовуються в картографії 

та ГІС. 

Складання та візуалізація карти. Після обробки та інтеграції різних джерел 

даних можна скласти остаточну карту. Програмне забезпечення Географічної 

інформаційної системи (ГІС) часто використовується для організації, аналізу та 

візуалізації просторових даних. Карта може містити шари, що представляють 

різні об’єкти, такі як дороги, будівлі, рослинність і контури висот. 

Оцінка якості. Важливо оцінити якість і точність створеної карти. Це 

передбачає порівняння карти, створеної БПЛА, з наземними правдивими даними 

або існуючими картами, щоб виявити розбіжності та переконатися, що карта 

відповідає необхідним стандартам для передбачуваного застосування. 

Доставка та оновлення карт. Після перевірки згенеровані карти можуть 

бути доставлені для використання в таких програмах, як міське планування, 

сільське господарство, реагування на стихійні лиха тощо. Періодичні оновлення 

можуть знадобитися для відображення змін у навколишньому середовищі, а нові 

дані, зібрані під час наступних польотів БПЛА, можна інтегрувати, щоб 

підтримувати актуальність карт. 
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1.6 Постановка завдань на магістерську дисертацію 

 

Завданням магістерської роботи є розроблення нейромережевої 

математичної моделі розпізнавання основних класів літальних апаратів з метою 

зменшення негативних наслідків застосування такого роду об’єктів по об’єктам і 

системам критичної інфраструктури.  

Для досягнення мети роботи необхідно вирішити такі основні завдання: 

1) проаналізувати основні прикладні завдання, для вирішення яких 

застосовуються безпілотні літальні апарати з метою розвідувальних цілей 

місцевості; 

2) визначити основні принципи зйомки, яка відбувається безпілотними 

літальними апаратами в режимі реального часу, а також коротко 

проаналізувати апаратне забезпечення, що використовується в ході такого 

роду зйомок. Проаналізувати сучасні системи виявлення й розпізнавання 

об’єктів у режимі реального часу, що можуть бути застосовані для 

розвідувальних цілей з використанням безпілотних літальних апаратів; 

3) здійснити підбір даних для їхнього аналізу та можливості побудови точної 

нейромережевої моделі розпізнавання основних образів військових 

літальних апаратів, які застосовуються у війні проти України; 

4) провести попереднє перетворення реальних даних для навчання з метою 

підвищення точності нейромережевої моделі розпізнавання основних 

образів військових літальних апаратів, зразки яких отримуються зі 

зйомок безпілотними літальними апаратами; 

5) проаналізувати сучасне математичне й програмне забезпечення для 

побудови й реалізації математичних моделей, методів й алгоритмів 

машинного навчання й розпізнавання образів для вирішення задачі 

розпізнавання основних образів військових літальних апаратів, які 

застосовуються у війні проти України; 
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6) виконати побудову нейромережевої моделі розпізнавання основних 

образів військових літальних апаратів, здійснити навчання моделі, 

провести її валідацію, перевірити на можливість перенавчання, а також 

запропонувати деякі підходи щодо підвищення точності побудованої 

нейромережевої математичної моделі розпізнавання образів. 

 

1.7 Висновки до першого розділу 

 

Огляд сучасних технологій і завдань у розпізнаванні образів для управління 

безпілотними літальними апаратами (БПЛА) підкреслює швидкий прогрес і 

зростаючу важливість цієї галузі. Такі ключові технології, як глибоке навчання, 

комп’ютерне бачення та злиття датчиків, значно розширили можливості БПЛА, 

забезпечивши точнішу й автономну навігацію, виявлення об’єктів і процеси 

прийняття рішень. 

Глибоке навчання, зокрема згорткові нейронні мережі (CNN), зробили 

революцію в розпізнаванні зображень і образів, забезпечивши надійну структуру 

для БПЛА для інтерпретації та реагування на середовище в режимі реального 

часу. Інтеграція методів комп’ютерного зору дозволяє БПЛА ефективно 

розпізнавати та класифікувати об’єкти, відстежувати рухи та уникати перешкоди, 

тим самим підвищуючи безпеку та ефективність експлуатації. Цей 

мультимодальний підхід підвищує надійність і точність систем розпізнавання 

образів, забезпечуючи точніший контроль і навігацію. 

Незважаючи на ці успіхи, залишається кілька проблем. Такі проблеми, як 

обмеження обробки в реальному часі, мінливість навколишнього середовища та 

потреба в обширних навчальних даних, продовжують створювати значні 

перешкоди. Крім того, забезпечення стійкості та надійності систем розпізнавання 

образів у різноманітних і непередбачуваних сценаріях є важливою областю 

поточних досліджень.  
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РОЗДІЛ 2. 

МАТЕМАТИЧНІ МОДЕЛІ РОЗПІЗНАВАННЯ ОБРАЗІВ, ЯКІ ОТРИМАНІ 

БЕЗПІЛОТНИМИ ЛІТАЛЬНИМИ АПАРАТАМИ 

 

2.1 Застосування методів машинного навчання для класифікації даних 

 

Впровадження методів машинного навчання має значні перспективи для 

вдосконалення класифікації та обробки даних, зібраних цими безпілотних 

літальних апаратів. Методи машинного навчання пропонують складні 

інструменти для аналізу та інтерпретації різноманітних наборів даних, отриманих 

під час місій БПЛА, що забезпечує точніші та ефективніші процеси прийняття 

рішень. 

Методи машинного навчання можна застосовувати до різних аспектів 

класифікації та обробки даних БПЛА. Алгоритми навчання з учителем, такі як 

метод опорних векторів (SVM) і випадкові ліси, можна використовувати для 

класифікації аерофотознімків і даних датчиків за попередньо визначеними 

категоріями, такими як типи ґрунтового покриву, інфраструктурні активи або 

особливості навколишнього середовища. Навчаючи ці алгоритми на позначених 

наборах даних, оператори БПЛА можуть автоматизувати ідентифікацію та 

класифікацію об’єктів і явищ з високою точністю. 

Методи навчання без учителя, такі як алгоритми кластеризації, такі як k-

середніх та ієрархічна кластеризація, є цінними для дослідницького аналізу та 

розпізнавання образів у даних БПЛА. Ці методи дозволяють ідентифікувати 

внутрішні структури та зв’язки в наборах даних без необхідності прикладів із 

мітками. У контексті зображень БПЛА можна використовувати алгоритми 

навчання без учителя для групування подібних регіонів або об’єктів на основі 

їхніх спектральних, просторових або часових характеристик, полегшуючи 

сегментацію даних і виявлення аномалій. 
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Крім того, підходи до навчання з підкріпленням пропонують потенціал для 

оптимізації збору та обробки даних БПЛА за допомогою адаптивного прийняття 

рішень. Формулюючи завдання класифікації та обробки даних як послідовні 

процеси прийняття рішень, алгоритми навчання з підкріпленням можуть 

навчитися автономно керувати БПЛА, вибирати оптимальні конфігурації 

зондування та визначати пріоритети збору даних на основі цілей місії та умов 

навколишнього середовища. Ця адаптивна здатність дозволяє БПЛА ефективно 

збирати й обробляти дані в динамічних і невизначених середовищах, підвищуючи 

їх загальну ефективність і корисність. 

Таким чином, інтеграція методів машинного навчання в математичні моделі 

безпілотних літальних апаратів пропонує потужну основу для вдосконалення 

класифікації та обробки даних з повітря. 

 

2.2 Геометричні методи та їх роль у розпізнаванні образів при роботі 

літальних апаратів 

 

Ефективна та надійна робота літальних апаратів значною мірою залежить від 

точного розпізнавання та інтерпретації моделей у навколишньому середовищі. 

Геометричні методи є ефективним інструментом у розпізнаванні образів, 

пропонуючи надійну структуру для аналізу. 

В основі геометричних методів лежать математичні принципи та алгоритми, 

які дозволяють витягувати геометричні характеристики з даних датчиків, 

зображень і цифрових карт. Представляючи об’єкти та сцени в геометричному 

просторі, ці методи полегшують кількісну оцінку просторових атрибутів, таких 

як розмір, орієнтація та близькість, що дозволяє ідентифікувати та класифікувати 

образи з високою точністю. 

Одним із основних застосувань геометричних методів в експлуатації літаків 

є навігаційні системи, де вони відіграють вирішальну роль у локалізації літака, 
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плануванні маршруту та прогнозуванні траєкторії. Використовуючи такі 

геометричні концепції, як тріангуляція, трилатерація та геометричні 

перетворення, навігаційні системи можуть точно визначати положення та 

орієнтацію літака відносно відомих орієнтирів або опорних точок, забезпечуючи 

безпечні та ефективні польотні операції як у контрольованому, так і в 

неконтрольованому повітряному просторі. 

Крім того, геометричні методи відіграють вирішальну роль у системах 

запобігання зіткненням, які необхідні для зменшення ризику зіткнень у повітрі та 

землі під час польотів літаків. Моделюючи геометричні обмеження та просторові 

межі повітряного простору, системи запобігання зіткненням можуть передбачати 

потенційні конфлікти між літаками та видавати своєчасні попередження або 

коригувальні дії для запобігання зіткненням, забезпечуючи тим самим безпеку 

користувачів повітряного простору та мінімізуючи ризик аварій. 

 

2.3 Застосування штучних нейронних мереж у розпізнаванні образів 

 

2.3.1 Роль та ефективність глибокого навчання та згорткових 

нейронних мереж при керуванні безпілотними засобами 

 

Глибоке навчання та згорткові нейронні мережі зробили революцію в 

керуванні безпілотними транспортними засобами, наділивши їх розширеними 

можливостями сприйняття, прийняття рішень і навігації. 

 

Безпілотні транспортні апарати, включаючи дрони, стали свідками зміни 

парадигми механізмів керування з появою глибокого навчання та згорткових 

нейронних мереж (CNN). Ці передові технології зробили революцію в тому, як 

безпілотні транспортні засоби сприймають навколишнє середовище, приймають 

рішення та переміщуються в складних середовищах.[18] 
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Методи глибокого навчання, зокрема CNN, відіграють ключову роль у тому, 

щоб безпілотні транспортні засоби могли сприймати та розуміти навколишнє 

середовище. Завдяки аналізу даних датчиків, таких як зображення, сканування 

LiDAR і радіолокаційні сигнали, CNN можуть ефективно виявляти об’єкти, 

визначати перешкоди та розпізнавати шаблони в оточенні. Це дозволяє 

безпілотним транспортним засобам приймати обґрунтовані рішення в режимі 

реального часу, забезпечуючи безпечну та ефективну навігацію. 

CNN чудово справляються із завданнями виявлення та розпізнавання 

об’єктів, дозволяючи безпілотним транспортним засобам точно ідентифікувати 

різні об’єкти та сутності поблизу. Чи то виявлення пішоходів на тротуарі, 

розпізнавання дорожніх знаків на шосе чи визначення перешкод на траєкторії 

польоту дрона, системи на основі глибокого навчання дозволяють безпілотним 

транспортним засобам керувати точністю та ситуаційною обізнаністю.[19] 

Також слід зазанчити про сегментацію зображень – це завдання, коли кожен 

піксель зображення класифікується в конкретну категорію. Такое завдання має 

вирішальне значення для розуміння просторового розташування середовища. 

CNN можуть ефективно виконувати семантичну сегментацію, дозволяючи 

безпілотним транспортним засобам розрізняти різні типи поверхонь, місцевості 

та об’єктів. Ця можливість особливо цінна для автономних автомобілів, які 

керують складними міськими середовищами, і безпілотників, які літають у 

динамічних ландшафтах. 

Однією з ключових переваг глибокого навчання є його здатність 

адаптуватися та вдосконалюватися з часом завдяки постійному навчанню на 

основі даних. Безпілотні транспортні засоби, оснащені системами на базі CNN, 

можуть використовувати досвід реального світу для вдосконалення своїх 

стратегій керування, адаптації до мінливих умов навколишнього середовища та 

підвищення продуктивності з часом. Ця можливість адаптивного навчання є 
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важливою для забезпечення надійності та надійності систем керування 

безпілотними автомобілями. 

 

2.3.2 Застосування нейромереж для класифікації та детекції об’єктів 

 

Нейронні мережі, зокрема згорткові нейронні мережі (CNN), широко 

використовуються для класифікації та виявлення об’єктів у різних областях і 

галузях. Загалом, нейронні мережі стали незамінними інструментами для 

класифікації та виявлення об’єктів у різних сферах, революціонізуючи індустрії 

та сприяючи інноваціям у різноманітних програмах.[20] 

Нижче наведено кілька областей застосування нейронних мережу задачах 

класифікації та виявлення об’єктів. 

Автономні транспортні засоби. В автомобільній промисловості нейронні 

мережі є невід’ємною частиною розробки автономних транспортних засобів. 

CNN використовуються для виявлення та класифікації об’єктів, таких як 

пішоходи, транспортні засоби, дорожні знаки та дорожня розмітка, на основі 

даних датчиків, зокрема камер, LiDAR і радарів. Ці мережі дозволяють 

безпілотним автомобілям точно сприймати оточення та приймати рішення в 

реальному часі для безпечної навігації. 

Спостереження та безпека. Нейронні мережі відіграють вирішальну роль у 

системах спостереження для виявлення та класифікації об’єктів. CNN 

використовуються для виявлення зловмисників, моніторингу поведінки натовпу, 

розпізнавання підозрілих дій та ідентифікації об’єктів інтересу у відеопотоках 

або зображеннях. Ці системи посилюють заходи безпеки в громадських місцях, 

аеропортах, банках та інших чутливих зонах. 

Промислова автоматизація. У виробничих і промислових умовах нейронні 

мережі використовуються для класифікації об’єктів і виявлення в процесах 

контролю якості. CNN розгортаються для перевірки продуктів на наявність 
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дефектів, виявлення несправних компонентів і забезпечення дотримання 

стандартів якості. Ці системи допомагають оптимізувати виробничі процеси, 

зменшити кількість помилок і підтримувати узгодженість продукції. 

Медична візуалізація. Нейронні мережі все частіше використовуються в 

медичній візуалізації для виявлення об’єктів і класифікації анатомічних структур, 

уражень і аномалій. CNN аналізують медичні зображення, такі як рентгенівські 

знімки, МРТ і комп’ютерна томографія, щоб допомогти радіологам у діагностиці 

захворювань, виявленні пухлин і моніторингу здоров’я пацієнтів. Ці системи 

підвищують точність діагностики та покращують результати лікування пацієнтів. 

Роздрібна торгівля та електронна комерція. У роздрібній торгівлі та 

електронній комерції нейронні мережі використовуються для класифікації та 

виявлення об’єктів для покращення досвіду покупок та оптимізації управління 

запасами. CNN аналізують зображення продуктів, щоб класифікувати товари, 

виділяти такі атрибути, як колір і стиль, і рекомендувати відповідні продукти 

клієнтам. Ці системи забезпечують персоналізовані рекомендації, візуальний 

пошук і ефективну категоризацію продуктів. 

Сільське господарство. Нейронні мережі використовуються в точному 

землеробстві для виявлення об’єктів і класифікації культур, бур’янів, шкідників і 

хвороб. CNN аналізують аерофотознімки, супутникові дані та відео з дронів, щоб 

відстежувати здоров’я врожаю, визначати території, які потребують втручання, та 

оптимізувати сільськогосподарську практику. Ці системи допомагають фермерам 

підвищити врожайність, зменшити використання ресурсів і покращити 

управління врожаєм. 

Екологічний моніторинг. У науці про навколишнє середовище та 

природоохоронних зусиллях нейронні мережі використовуються для виявлення 

об’єктів і класифікації дикої природи, рослинності та особливостей 

навколишнього середовища. CNN аналізують супутникові зображення, дані 

фотокамери та акустичні записи, щоб відстежувати біорізноманіття, стежити за 
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змінами середовища існування та виявляти незаконну діяльність, наприклад 

браконьєрство. Ці системи підтримують ініціативи щодо збереження дикої 

природи, відновлення середовища проживання та захисту навколишнього 

середовища.[21] 

 

2.3.3 Огляд сучасних архітектур нейронних мереж у контексті 

безпілотних літальних апаратів 

 

Тут можна більше зосередитись основами обробки зображень за допомогою 

нейронних мереж. Основну роль в обробці зобраень відіграють згорткові 

нейронні мережі. 

Архітектура згорткової нейронної мережі (CNN) відрізняється від 

традиційної повнозв’язаної моделі персептрона своїм підходом до обробки 

даних. У персептроні кожен нейрон з’єднується з усіма нейронами на 

попередньому рівні, при цьому кожне з’єднання має свій унікальний параметр 

мережі. Навпаки, в CNN операція згортання використовує матрицю малих ваг, які 

перетинають зображення, генеруючи сигнал активації для нейрона наступного 

шару при кожному зсуві. У цьому процесі використовується спільна вагова 

матриця, яку часто називають ядром згортки, для різних нейронів вихідного 

рівня. Це ядро втілює в собі певні особливості, такі як наявність похилих ліній, 

які, будучи згорнутими з вхідним шаром, ідентифікують і відображають випадки 

цих функцій. Примітно, що CNN використовують кілька таких ядер згортки, які 

динамічно налаштовуються під час навчання мережі. Кожен прохід згортки 

генерує свою карту функцій, що робить мережу багатоканальною. 

Згодом операція підвибірки зменшує розмірність згенерованих карт ознак. У 

цій схемі фокус зосереджений на розпізнаванні наявності бажаних функцій, а не 

на точному визначенні їхнього розташування. Таким чином, із групи сусідніх 

нейронів на карті ознак зазвичай вибирається максимальне значення, яке 
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представляється як один нейрон на згорнутій карті ознак менших розмірів. Ця 

операція прискорює наступні обчислення, одночасно сприяючи інваріантності до 

змін у масштабі вхідного зображення. 

Типова архітектура CNN містить численні приховані рівні. Після 

початкового шару, що представляє вхідне зображення, сигнал проходить через 

послідовність шарів, де операції згортки та об’єднання чергуються. Коли сигнал 

просувається через кожен наступний шар, розмір карти функцій зменшується, а 

кількість каналів збільшується. Зрештою, після проходження кількох шарів, карта 

функцій може перетворитися на векторну або скалярну. На виході згорткових 

шарів зазвичай додається звичайна повністю зв’язана мережа персептронів, яка 

отримує остаточні карти функцій як вхідні дані. 

Типова архітектура згорткової нейронної мережі зображена на рис. 2.1. 

 

 

Рисунок 2.1 – Архітектура згорткової нейронної мережі 

 

2.4 Огляд алгоритмів обробки сигналів, які застосовуються при 

управлінні безпілотними літальними засобами 

 

Алгоритми обробки сигналів відіграють вирішальну роль у керуванні БПЛА, 

дозволяючи їм сприймати навколишнє середовище, планувати оптимальні шляхи, 

здійснювати автономну навігацію та ефективно спілкуватися. Ці алгоритми 
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утворюють основу систем керування БПЛА, забезпечуючи безпечну, ефективну 

та інтелектуальну роботу в широкому діапазоні програм, включаючи 

аерофотозйомку, спостереження, моніторинг, картографування та доставку. 

 

2.4.1 Обробка зображення 

 

Алгоритми обробки зображень є важливими для БПЛА, оснащених 

камерами або іншими датчиками зображення. Ці алгоритми аналізують візуальні 

дані, отримані датчиками БПЛА, щоб виявляти об’єкти, ідентифікувати 

орієнтири та орієнтуватися в навколишньому середовищі. Такі методи, як 

виявлення країв, розпізнавання об’єктів і виділення ознак, зазвичай 

використовуються для таких завдань, як уникнення перешкод, відстеження цілей 

і картографування місцевості. 

 

2.4.2 Sensor Fusion 

 

Алгоритми об’єднання датчиків об’єднують дані з багатьох датчиків на 

борту БПЛА, таких як GPS, інерційні вимірювальні пристрої (IMU), висотоміри 

та камери, щоб отримати повне розуміння положення, орієнтації та оточення 

БПЛА. Алгоритми локалізації та картографування дозволяють БПЛА визначати 

своє положення та створювати карти свого оточення в режимі реального часу. Такі 

методи, як одночасна локалізація та картографування (SLAM), зазвичай 

використовуються для автономної навігації та дослідження [22]. 

 

2.4.3 Планування шляху та генерація траєкторії 

 

Алгоритми планування шляху та формування траєкторії дозволяють БПЛА 

планувати оптимальні шляхи та траєкторії для досягнення пункту призначення, 
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уникаючи перешкод і дотримуючись обмежень місії. Ці алгоритми враховують 

такі фактори, як висота рельєфу, умови вітру, обмеження повітряного простору та 

динамічні перешкоди для створення шляхів без зіткнень. 

 

2.4.4 Системи управління 

 

Алгоритми систем управління керують динамікою та стабільністю польоту 

БПЛА, забезпечуючи плавне та точне керування його рухом. PID-контролери 

зазвичай використовуються для стабілізації орієнтації, висоти та швидкості 

БПЛА. Для обробки нелінійностей, невизначеностей і збурень у динаміці БПЛА 

використовуються більш просунуті методи керування, такі як прогнозне 

керування моделлю (MPC) і адаптивне керування. 

 

2.4.5 Зв'язок і обробка даних 

 

Алгоритми зв’язку та обробки даних керують обміном даними між БПЛА та 

наземними станціями управління або іншими БПЛА в мережі. Ці алгоритми 

вирішують такі завдання, як стиснення даних, шифрування, виправлення 

помилок і мережева маршрутизація для забезпечення надійного та безпечного 

зв’язку. Такі методи, як бездротові сітчасті мережі та когнітивне радіо, 

використовуються для оптимізації пропускної здатності зв’язку та використання 

спектру в мережах БПЛА. 

 

2.5 Висновки до другого розділу 

 

У цьому розділі ми досліджували математичні моделі, що лежать в основі 

розпізнавання зображень, отриманих БПЛА, зосереджуючись на чотирьох 

ключових областях. По-перше, ми обговорили застосування методів машинного 
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навчання для класифікації даних, підкресливши, як алгоритми можуть ефективно 

обробляти та класифікувати величезні набори даних, зібрані БПЛА. По-друге, ми 

розглянули геометричні методи та їх вирішальну роль у розпізнаванні образів, 

виділяючи методи, які інтерпретують просторові відносини в зображеннях. По-

третє, ми заглибились у застосування штучних нейронних мереж, зокрема 

моделей глибокого навчання, які значно підвищили точність завдань 

розпізнавання зображень. Нарешті, ми розглянули алгоритми обробки сигналів, 

необхідні для управління та функціональності БПЛА, що забезпечує 

високоякісний збір даних і надійну автономну роботу.  

Разом ці компоненти утворюють надійну основу для розширених 

можливостей розпізнавання зображень у БПЛА, що сприяє їх застосуванню в 

різних сферах. 
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РОЗДІЛ 3. 

ПОБУДОВА Й РЕАЛІЗАЦІЯ МОДЕЛІ 

 

3.1 Опис математичної моделі 

 

У завданні класифікації основних категорій літаків наш початковий підхід 

передбачав використання встановлених архітектур згорткової нейронної мережі 

(CNN). Такі популярні моделі, як VGG і AlexNet, використовувалися через їх 

широке використання та доведену ефективність у задачах класифікації 

зображень. Однак, незважаючи на передовий дизайн і глибокі шари, ці моделі 

представляли кілька проблем, які перешкоджали їх загальній продуктивності. 

Зокрема, складність цих моделей призвела до неоптимальних результатів щодо 

точності, часу навчання, часу висновку та розміру навчених моделей. 

Основні проблеми, які виникли під час початкової архітектури CNN, 

включали. 

– Точність. Висока складність таких моделей, як VGG і AlexNet, не 

призвела до високої точності для нашого конкретного завдання 

класифікації. 

– Час навчання. Навчання цих глибоких моделей вимагало значних 

обчислювальних ресурсів і часу, що було непрактично для ітеративної 

розробки та тестування. 

– Час класифікації. Час, витрачений на класифікацію одного зображення, 

був значним, що робило застосування в реальному часі неможливим. 

– Розмір моделі. Обсяг пам’яті навчених моделей був великим, що є 

значною проблемою, особливо на пристроях з обмеженими ресурсами. 
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Щоб вирішити ці проблеми, вирішено спростити архітектуру моделі. 

Стратегія зосереджена на пошуку моделі із такими характеристиками полягає у 

такому: 

1) Регуляризація. Такі методи, як Dropout, регулярізація L2 і пакетна 

нормалізація, використовувалися для запобігання перенавчання та 

покращення моделі. 

2) Лінійність. Спрощення моделі, щоб підкреслити лінійні зв’язки між 

шарами, допомогло зменшити обчислювальну складність. 

3) Проста архітектура. Було обрано архітектуру моделі, яка балансує між 

простотою та продуктивністю, зменшуючи кількість рівнів і параметрів 

без шкоди для здатності ефективного навчання. 

Тому вигляд архітектури обраної згорткової нейронної мережі надано на 

рис. 3.1. 

 

Рисунок 3.1 – Загальна структура архітектури створеної й навченої 

нейронної мережі 
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Ця модель дуже добре показує себе на більшості прикладних задач для 

класифікації об’єктів. 

У якості гіперпараметрів для моделі використаємо наступний набір: 

Оптимізатор – Adam, функція втрат – категоріальна крос ентропія, кількість 

епох – 10, розмір бакету – 32. 

Вибравши простішу архітектуру моделі, було використано GridSearch, 

систематичний підхід до оптимізації, щоб визначити найефективнішу 

конфігурацію.  

Щоб забезпечити повну оцінку ефективності моделі, була проведена оцінка 

її на основі таких показників: 

1) Точність навчальної вибірки. Вимірює здатність моделі правильно 

класифікувати картинку у навчальному наборі даних. 

2) Точність тестової вибірки. Оцінює здатність моделі до узагальнення, 

оцінюючи її продуктивність на окремому тестовому наборі даних. 

3) Час для класифікації одного зображення. Час висновку, який має 

вирішальне значення для додатків, які вимагають класифікації в реальному часі. 

4) Розмір моделі. Обсяг пам’яті навченої моделі, важливий для 

розгортання, особливо на периферійних пристроях. 

Пошук у сітці передбачає оцінку попередньо визначеного набору 

гіперпараметрів для визначення комбінації, яка забезпечує найкращу 

продуктивність. 

 

3.2 Структура програмного забезпечення 

 

Онлайн-платформа Kaggle.com слугувала ключовим ресурсом для доступу 

як до структури проекту, так і до основних наборів даних, невід’ємних для цього 

дослідження. 



55 

У реалізації запропонованих завдань центральну роль відіграв набір відомих 

бібліотек в Python. Зокрема, бібліотеки Keras і TensorFlow слугували наріжним 

каменем для створення та реалізації моделей. Використовуючи можливості цих 

бібліотек, було розроблено та навчено складну архітектуру нейронної мережі, 

адаптовану до конкретних вимог завдання класифікації зображень. 

Також були використані додаткові бібліотеки, включаючи NumPy, PIL 

(бібліотека зображень Python) і Matplotlib. NumPy, відомий своїми ефективними 

можливостями обробки масивів, забезпечив основу для попередньої обробки 

даних зображення та виконання математичних операцій, необхідних для навчання 

моделі. PIL, з іншого боку, забезпечив плавну маніпуляцію зображеннями, 

полегшуючи такі завдання, як зміна розміру, обрізка та нормалізація. 

 

3.3 Аналіз даних перед побудовою моделі 

 

На початковому етапі нашого дослідження наш набір даних містить 

різноманітний масив зображень, зроблених у форматі RGB, ретельно розділених 

на п’ять різних класів: винищувачі, пасажирські літаки, ракети, дрони та 

гелікоптери. Ця категоризація розділяє набір даних на значущі підмножини, 

полегшуючи завдання цільового аналізу та класифікації. Приклади надано на 

наступних рисунках (рис. 3.2). 

Помітна проблема, яка виникає в цьому наборі даних, стосується розмірів 

зображень. Усі зображення мають свій конкретний розмір. Щоб вирішити цю 

проблему та забезпечити однаковість на наступних етапах обробки, 

використовується процедура стандартизації, згідно з якою розмір усіх зображень 

змінюється до попередньо визначеного та узгодженого розміру. Змінивши 

розміри зображень у наборі даних, потрібно створити більш надійний формат 

зображень для надійного аналізу та моделюванню. 
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Рисунок 3.2 – Приклади даних 

 

Крім того, щоб підвищити ефективність і можливості узагальнення нашої 

моделі, виконується процес нормалізації після зміни розміру для пом’якшення 

похибок, що виникають через варіації освітлення та контрасту [23]. Вирівнюючи 

інтенсивність пікселів за загальною шкалою, потрібно підвищити здатність 

моделі розпізнавати візерунки та особливості, необхідні для точної 

класифікації.[24] 

Розширення набору даних додатковими зразками має першочергове значення 

для підвищення надійності моделі та стійкості до варіацій, які зустрічаються в 

реальних сценаріях. З цією метою використовується метод ImageDataGenerator як 

стратегічний підхід до збільшення даних. Цей метод полегшує створення зразків 

доповнених зображень за допомогою різноманітних перетворень таких як 

обертання, масштабування, зсув і перевертання. Вносячи такі збурення в набір 

даних, потрібно збільшити його різноманітність, тим самим збагачуючи 

навчальні дані моделі та підвищуючи її здатність ефективно розпізнавати 

різноманітні вхідні дані [25]. 
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3.4 Обчислювальні експерименти й верифікації створеної моделі 

 

Було перевірено велику кількість моделей, тому як результат показано 

найбільш кращі моделі судячи по результатам обраних метрик. Результати 

показано на табл. 3.1. 

Таблиця 3.1 – Практичні результати задачі класифікації 

 

Виходячи з результатів наших експериментів і розрахунків, було очевидно, 

що модель 6 продемонструвала найбільш кращі результати. Її архітектури 

наведена на рис. 3.3. 

 

Рисунок 3.3 – Архітектура моделі 6, яка продемонструвала найкращі результати 

 

Також слід показати як ведуть себе графіки функції втрат і точності моделі в 

період навчання. Ці графіки наведено на рис. 3.4. 

Номер 
Кількість 

параметрів, вага 
Час класифікації, мс 

Точність на 

тренуванні, % 

Точність на 

тестуванні, % 

1 365,605 (1.39 MB) 19 84.33 76.92 

2 365,733 (1.40 MB) 19.1 90.71 77.27 

3 711,813 (2.72 MB) 21.2 88.97 75.82 

4 365,605 (1.39 MB) 20.3 85.05 78.29 

5 711,813 (2.72 MB) 21.1 88.94 79.71 

6 711,813 (2.72 MB) 20.5 89.05 80.25 
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Рисунок 3.4 – Поведінка графіків функції втрат і точності моделі 

 

Матриця плутанини надає детальну розбивку результатів класифікації 

моделі, висвітлюючи кількість істинно позитивних, істинно негативних, хибно 

позитивних і хибно негативних прогнозів для кожного класу. Цю матрицю 

наведено на рис. 3.5. 

 

Рисунок 3.5 – Матриця плутанини, що надає детальну розбивку результатів 

класифікації моделі 

 

Оцінювання по класах: 

– клас 0 (винищувачі): 𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = 0.77 
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– клас 1 (пасажирські літаки): 𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = 0.8 

– клас 2 (гелікоптери): 𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = 0.81 

– клас 3 (ракати): 𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = 0.81 

– клас 4 (дрони): 𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = 0.83 

Цей аналіз має вирішальне значення для виявлення конкретних областей, де 

модель перевершує або має низькі показники. 

 

3.5 Висновки до третього розділу 

 

У цьому розділі було вирішено практичне дослідження використання 

згорткових нейронних мереж (CNN) для розпізнавання основних класів літаків. 

Було ретельно підготували повний набір даних, що включає зображення різних 

класів літальних апаратів. Цей набір даних було ретельно структуровано на 

підмножини для навчання та тестування, щоб полегшити ефективне навчання та 

оцінку моделі. Початкові експерименти включали використання архітектур CNN 

різної складності. Незважаючи на складність деяких архітектур, слід зазначити, 

що вони недостатньо вирішують наше завдання класифікації. Отже, було 

використано більш простіші архітектурі нейронних мереж. Також було ретельно 

оцінено різні архітектури нейронних мереж, точно налаштовуючи 

гіперпараметри та оптимізуючи продуктивність моделі. У підсумку визначено 

оптимальну модель класифікації основних класів літальних апаратів. Архітектура 

цієї моделі детально описана вище. 

Оцінивши класифікаційні характеристики обраної нами моделі, видно 

хороші результати для більшості класів літаків. Загальна точність моделі на 

тестових даних становить 80.25%. Однак помітно, що клас винищувачів показав 

найменшу точність розпізнавання, а саме 77%. Це надзвичайно важливе 

спостереження, враховуючи значну роль винищувальної авіації в сучасній світі.  
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ВИСНОВКИ 

 

Дослідження, проведене в цій магістерській роботі, допомогло отримати 

цінну інформацію про методи та моделі розпізнавання об’єктів військового 

озброєння. Завдяки комплексному дослідженню, що охоплює комп’ютерне 

бачення, машинне навчання та оборонні технології, це дослідження мало на меті 

вирішити критичну потребу в точному та ефективному розпізнаванні об’єктів 

військового озброєння. 

Завдяки ретельному огляду існуючих методологій розпізнавання об’єктів у 

військових застосуваннях підкреслено важливість використання передових 

методів, таких як глибоке навчання та згорткові нейронні мережі (CNN), щоб 

подолати проблеми, пов’язані з розпізнаванням об’єктів у складних і динамічних 

середовищах. 

Як результат було сформовано і навчено немалу кількість моделей 

розпізнавання образів у військових потребах, провели базову оптимізації такого 

набору з метою отримання найкращого результату. На даний момент цей 

результат становить 80.25% на тестових даних. Результуюча модель може бути 

інтегрована в сучасні системи нагляду за територіями повітряного простору з 

метою своєчасного і правильного реагування на можливі небезпеки. 

Для вдосконалення результатів обраної теми можна більш якісніше 

формувати дані для навчання та тестування, досліджувати нові методи 

розпізнавання образів та вдосконалювати старі. 
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ДОДАТОК А. 

ПІДКЛЮЧЕННЯ БІБЛІОТЕК, ГЕНЕРУВАННЯ 

І ЗАВАНТАЖЕННЯ ДАНИХ 

Імпорт бібліотек: 

import os 

import random 

import itertools 

import numpy as np 

import pandas as pd 

import matplotlib.pyplot as plt 

import seaborn as sns 

import matplotlib.image as mpimg 

import tensorflow as tf 

 

from tqdm import tqdm 

 

from tensorflow.keras.preprocessing.image import ImageDataGenerator 

from tensorflow.keras.layers import Dense 

from tensorflow.keras.layers import Conv2D 

from tensorflow.keras.layers import Flatten 

from tensorflow.keras.layers import Input 

from tensorflow.keras.layers import MaxPool2D 

from tensorflow.keras.layers import BatchNormalization 

from tensorflow.keras.layers import Dropout 

from tensorflow.keras import Model 

from pathlib import Path 

 

num_classes = 5 

 

Інформація про датасет: 

def get_info(path) -> None: 

    for category in os.listdir(path): 

        print(f"Class {' '.join(category.split('-')).capitalize()} 

having {len(os.listdir(os.path.join(path, category)))} images.") 

         

get_info(path="/kaggle/input/plane-ver5/data/planes") 

 

Приклади даних: 

def plot_random_images(path) -> None: 

    categories = [path+"/"+cat for cat in os.listdir(path)][:num_cl

asses] 

    categories_list = os.listdir(path)[:num_classes] 

    count = 0 

    for category in categories: 
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        cat_images = list(map(lambda image: category+"/"+ image,ran

dom.choices(os.listdir(category), k=5))) 

        fig, axis = plt.subplots(1, 5, figsize=(20, 5)) 

        fig.suptitle(f"{' '.join(categories_list[count].split('-'))

.upper()}") 

 

        for image in range(5): 

            img = mpimg.imread(cat_images[image]) 

            axis[image].imshow(img) 

            axis[image].axis("off") 

        count+=1 

plot_random_images(path="/kaggle/input/plane-ver5/data/planes") 

def plot_random_images(path) -> None: 

    categories = [path+"/"+cat for cat in os.listdir(path)][:num_cl

asses] 

    categories_list = os.listdir(path)[:num_classes] 

    count = 0 

    for category in categories: 

        cat_images = list(map(lambda image: category+"/"+ image,ran

dom.choices(os.listdir(category), k=5))) 

        fig, axis = plt.subplots(1, 5, figsize=(20, 5)) 

        fig.suptitle(f"{' '.join(categories_list[count].split('-'))

.upper()}") 

 

        for image in range(5): 

            img = mpimg.imread(cat_images[image]) 

            axis[image].imshow(img) 

            axis[image].axis("off") 

        count+=1 

plot_random_images(path="/kaggle/input/plane-ver5/data/planes") 

def plot_random_images(path) -> None: 

    categories = [path+"/"+cat for cat in os.listdir(path)][:num_cl

asses] 

    categories_list = os.listdir(path)[:num_classes] 

    count = 0 

    for category in categories: 

        cat_images = list(map(lambda image: category+"/"+ image,ran

dom.choices(os.listdir(category), k=5))) 

        fig, axis = plt.subplots(1, 5, figsize=(20, 5)) 

        fig.suptitle(f"{' '.join(categories_list[count].split('-'))

.upper()}") 

 

        for image in range(5): 

            img = mpimg.imread(cat_images[image]) 

            axis[image].imshow(img) 

            axis[image].axis("off") 

        count+=1 

plot_random_images(path="/kaggle/input/plane-ver5/data/planes") 



66 

def plot_random_images(path) -> None: 

    categories = [path+"/"+cat for cat in os.listdir(path)][:num_cl

asses] 

    categories_list = os.listdir(path)[:num_classes] 

    count = 0 

    for category in categories: 

        cat_images = list(map(lambda image: category+"/"+ image,ran

dom.choices(os.listdir(category), k=5))) 

        fig, axis = plt.subplots(1, 5, figsize=(20, 5)) 

        fig.suptitle(f"{' '.join(categories_list[count].split('-'))

.upper()}") 

 

        for image in range(5): 

            img = mpimg.imread(cat_images[image]) 

            axis[image].imshow(img) 

            axis[image].axis("off") 

        count+=1 

plot_random_images(path="/kaggle/input/plane-ver5/data/planes") 

def plot_random_images(path) -> None: 

    categories = [path+"/"+cat for cat in os.listdir(path)][:num_cl

asses] 

    categories_list = os.listdir(path)[:num_classes] 

    count = 0 

    for category in categories: 

        cat_images = list(map(lambda image: category+"/"+ image,ran

dom.choices(os.listdir(category), k=5))) 

        fig, axis = plt.subplots(1, 5, figsize=(20, 5)) 

        fig.suptitle(f"{' '.join(categories_list[count].split('-'))

.upper()}") 

 

        for image in range(5): 

            img = mpimg.imread(cat_images[image]) 

            axis[image].imshow(img) 

            axis[image].axis("off") 

        count+=1 

plot_random_images(path="/kaggle/input/plane-ver5/data/planes") 

def plot_random_images(path) -> None: 

    categories = [path+"/"+cat for cat in os.listdir(path)][:num_cl

asses] 

    categories_list = os.listdir(path)[:num_classes] 

    count = 0 

    for category in categories: 

        cat_images = list(map(lambda image: category+"/"+ image,ran

dom.choices(os.listdir(category), k=5))) 

        fig, axis = plt.subplots(1, 5, figsize=(20, 5)) 

        fig.suptitle(f"{' '.join(categories_list[count].split('-'))

.upper()}") 
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        for image in range(5): 

            img = mpimg.imread(cat_images[image]) 

            axis[image].imshow(img) 

            axis[image].axis("off") 

        count+=1 

plot_random_images(path="/kaggle/input/plane-ver5/data/planes") 

Генерування нових даних: 

image_datagen = ImageDataGenerator( 

    rescale = 1./255, 

    validation_split=0.2, 

    vertical_flip = True 

) 

 

train_datagen = image_datagen.flow_from_directory( 

    directory="/kaggle/input/plane-ver5/data/planes", 

    batch_size=32, 

    target_size=(224, 224), 

    subset="training",  

) 

 

validation_datagen = image_datagen.flow_from_directory( 

    directory="/kaggle/input/plane-ver5/data/planes", 

    batch_size=32, 

    target_size=(224, 224), 

    subset="validation" 

) 

 

Гістограма розподілу зображень по класам: 

def hist(path) -> None: 

    categories = [path+"/"+cat for cat in os.listdir(path)] 

    categories_list = os.listdir(path) 

    count = [] 

    for category in categories: 

        count.append(len(os.listdir(category))) 

    plt.figure(figsize=(15,6)) 

    plt.bar(categories_list, count), plt.show() 

 

hist(path="/kaggle/input/plane-ver5/data/planes") 
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ДОДАТОК Б. 

ПОБУДОВА І НАВЧАННЯ МОДЕЛІ 

 

model = tf.keras.Sequential([ 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu', inp

ut_shape = (224, 224, 3)),  

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Dropout(0.2), 

     

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu'), 

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Dropout(0.2), 

     

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu'), 

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Dropout(0.1), 

             

        tf.keras.layers.Flatten(), 

        tf.keras.layers.Dense(32, activation=tf.nn.relu), 

        tf.keras.layers.Dense(num_classes, activation=('softmax')) 

        ]) 

 

model = tf.keras.Sequential([ 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu', inp

ut_shape = (224, 224, 3)),  

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Dropout(0.8), 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu'), 

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Dropout(0.6), 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu'), 

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Dropout(0.7), 

        tf.keras.layers.Flatten(), 

        tf.keras.layers.Dense(16, activation=tf.nn.relu), 

        tf.keras.layers.Dense(num_classes, activation=('softmax')) 

        ]) 

 

model = tf.keras.Sequential([ 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu', inp

ut_shape = (224, 224, 3)),  

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu'), 

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Dropout(0.4), 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu'), 



69 

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Dropout(0.4), 

        tf.keras.layers.Flatten(), 

        tf.keras.layers.Dense(16, activation=tf.nn.relu), 

        tf.keras.layers.Dense(num_classes, activation=('softmax')) 

        ]) 

model = tf.keras.Sequential([ 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'tanh', inp

ut_shape = (224, 224, 3)),  

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu'), 

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'tanh'), 

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.BatchNormalization(), 

        tf.keras.layers.Flatten(), 

        tf.keras.layers.Dense(16, activation=tf.nn.relu), 

        tf.keras.layers.Dense(num_classes, activation=('softmax')) 

        ]) 

 

from keras.regularizers import L2 

input = Input(shape=(224, 224, 3)) 

x = Conv2D(filters=32, kernel_size=5, strides=2, padding="same", ac

tivation="relu")(input) 

x = BatchNormalization()(x); x = MaxPool2D(pool_size=(3, 3))(x) 

x = Conv2D(filters=32, kernel_size=3, strides=1, padding="same", ac

tivation="relu")(x) 

x = Conv2D(filters=32, kernel_size=3, strides=1, padding="same", ac

tivation="relu")(x) 

x = MaxPool2D(pool_size=(2, 2))(x); x = Flatten()(x) 

x = Dense(units=16, activation="relu")(x) 

output = Dense(units=num_classes, activation="softmax")(x) 

model = Model(input, output) 

from keras import regularizers 

model = tf.keras.Sequential([ 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu', inp

ut_shape=(224, 224, 3), kernel_regularizer=regularizers.l2(0.01)),  

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu', ker

nel_regularizer=regularizers.l2(0.01)), 

        tf.keras.layers.MaxPooling2D(2,2), 

        tf.keras.layers.Dropout(0.2), 

        tf.keras.layers.Conv2D(32, (3, 3), activation = 'relu', ker

nel_regularizer=regularizers.l2(0.01)), 

       tf.keras.layers.MaxPooling2D(2,2), 

       tf.keras.layers.Flatten(), 

       tf.keras.layers.Dense(32, activation=tf.nn.relu, kernel_regu

larizer=regularizers.l2(0.01)), 

       tf.keras.layers.Dense(num_classes, activation=('softmax'))]) 
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model.summary() 

model.compile(optimizer= 'Adam', loss="categorical_crossentropy", m

etrics=["accuracy"]) 

 

Навчання моделі: 

history = model.fit(train_datagen, epochs=10, validation_data = val

idation_datagen) 

 

Графіки функції втрат та точності: 

def plot_loss_curves(history) -> None: 

    loss = history.history["loss"] 

    val_loss = history.history["val_loss"] 

    accuracy = history.history['accuracy'] 

    val_accuracy = history.history['val_accuracy']  

    epochs = range(len(history.history["loss"])) 

    plt.plot(epochs, loss, label='training_loss') 

    plt.plot(epochs, val_loss, label='val_loss') 

    plt.title('Loss'), plt.xlabel('Epochs'),  plt.legend(), 

    plt.figure() 

    plt.plot(epochs, accuracy, label='training_accuracy') 

    plt.plot(epochs, val_accuracy, label='val_accuracy') 

    plt.title('Accuracy'), plt.xlabel('Epochs'), plt.legend() 

    plt.show() 

plot_loss_curves(history) 

 

Перевірка моделі: 

pred_test = model.predict(validation_datagen, verbose = 1) 

test_labels = np.argmax(pred_test, axis = 1) 

pred_train = model.predict(train_datagen, verbose = 1) 

train_labels = np.argmax(pred_train, axis = 1) 

 

Матриця плутанини: 

plt.figure(figsize=(10,6)) 

CM = confusion_matrix(validation_datagen.classes, test_labels) 

ax = plt.axes(); sn.heatmap(CM, annot=True, annot_kws={"size": 15}, 

ax = ax); ax.set_title('Confusion matrix') 

i, k = ax.get_ylim()  

ax.set_ylim(i+0.5, k-0.5) 

plt.figure(figsize=(10,6)), plt.show() 

 


