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Вступ. Класифікація зірок за їх спостережуваними параметрами є однією з головних задач астрономії. Вона дозволяє науковцям вивчати історію формування та еволюції галактик, встановлювати закономірності розподілу матерії у космосі, та передбачення подальшого розвитку всесвіту. На сьогоднішній день, завдяки сучасним астрономічним обсерваторіям та космічним місіям, людство може спостерігати мільярди зірок. Оцінюється, що відома Всесвітня кількість зірок орієнтовно становить 2∗1022 зірок, тобто мільярди мільярдів [1].
Матеріали та методи. В рамках дослідження виділимо такі класи зірок [2]: 
· Коричневі Карлики – є проміжними об'єктами між планетами і зірками, оскільки вони відрізняються від планет тим, що здатні підтримувати термоядерні реакції у своїх надрах, проте не досягають потужності, необхідної для виявлення світності, тому поступово стискаються і стають менш яскравими. 
· Червоні Карлики, виділяються своїми особливостями порівняно з іншими зірками. Вони мають діаметр і масу, які не перевищують третину сонячних параметрів. Температура поверхні червоного карлика становить близько 3,500 °К, що можна порівняти з розжевреною спіраллю розжареної лампи. Тому, незважаючи на їх назву, червоні карлики випромінюють світло жовтуватого відтінку, а не червоне. 
· Білі Карлики – є зорями низької світності, маси яких порівнюються з масою Сонця, а їх ефективні температури є високими. Сучасні уявлення підтверджують, що білі карлики є кінцевим результатом еволюції зірок з масами від сонячної маси до 10 сонячних мас. Вони утворюються після вичерпання джерел термоядерної енергії у надрах зорі та відкидання зовнішньої оболонки. 
· Зорі Головної Послідовності – найбільш варіативний за параметрами клас зірок. До даного класу належить Сонце та 90% усіх зірок Молочного шляху. 
· Надгіганти – рідкісні і короткоживучі зірки, але їх висока світність означає, що багато з них можна бачити неозброєним оком, у тому числі деякі з найяскравіших зірок на небі. 
· Гіпергіганти – це зорі величезної маси й розмірів, гіпергіганти визначаються як найпотужніші, найважчі, найяскравіші й одночасно найрідкісніші і коротковічні надгіганти.
Для проведення даного дослідження використано датасет «Star dataset to predict star types». Даний набір даних складається з однієї таблиці на 240 записів. Таблиця датасету має структуру наведену в таблиці 1. Для спрощення подальшого доступу до певних колонок перейменуємо їх.
Таблиця 1
Структура датасету
	Назва стовпця
	Нова назва
	Вміст
	Тип даних

	Temperature (K)
	temperature
	Температура зірки в Кельвінах
	Int64

	Luminosity (L/Lo)
	luminosity
	Відносна світність зірки
	Float64

	Radius (R/Ro)
	radius
	Відносний радіус зірки
	Float64

	Absolute magnitude (Mv)
	a_m
	Абсолютна зоряна величина
	Float64

	Star type
	star_type
	Тип зірки
	Int64

	Star color
	star_color
	Колір зірки
	Object

	Spectral Class
	spectral_class
	Спектральний клас
	Object



Перевіримо числові дані на наявність кореляції та візуалізуємо це за допомогою інструментів бібліотеки «seaborn», рис 1.
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Рис. 1. Діаграма кореляції даних
Можемо помітити, що значення абсолютної зоряної величини «а_m» доволі сильно корелюють з іншими даними. Беручи до уваги той факт, що кількість даних у нас доволі невелика, та не дозволяє покрити увесь спектр комбінацій параметрів: вилучимо ці дані з подальшого дослідження. Таким чином ми зменшили вплив кореляції між даними на модель, та зменшили можливу кількість комбінацій параметрів, що має позитивно вплинути на точність майбутніх моделей. В датасеті маємо однакову кількість зірок кожного класу, що дозволить використати широкий набір методів побудови моделей. 
Для можливості подальшої роботи з даними приведемо колонки «star_color» та «spectral_class» до типу даних «category», що підходить для обробки моделями машинного навчання. Також розділимо дані на дві вибірки: тестову та тренувальну. Тренувальні дані складатимуть 80% від всіх даних, тестові відповідно 20%.
Для проведення дослідження вибрано три методи класифікації: K-Nearest Neighbours(KNN); Random Forest(RF) та Support Vector Machine(SVM) [3].
Основною перевагою методу KNN є його простота реалізації та інтерпретації. Він не вимагає складної попередньої обробки даних або припущень про розподіл даниха також є нечутливим до змін у навчальних даних. Нові дані можуть бути додані без необхідності повторного навчання моделі, адже це «лінивий» метод і фаза навчання в ньому відсутня. Крім того, KNN може працювати добре навіть з невеликими обсягами даних, що доволі актуально для обраного датасету.
Однією з ключових переваг методу Random Forest є його висока точність прогнозування. Він може працювати зі складними даними, що містять багато ознак і шуму, і вирішувати завдання класифікації та регресії з високою точністю. Ще одною перевагою є його здатність враховувати важливість ознак, що допомагає відібрати найбільш впливові ознаки при прийнятті рішень.
SVM в першу чергу алгоритм для бінарної класифікації, проте має модифікації для багатокласових даних. Цікавість перевірити здатність таких алгоритмів справлятись із задачами багатокласової класифікації стала головною причиною його вибору. Однією з переваг SVM є його здатність працювати добре навіть з наборами даних, які мають складну структуру та шум. Це досягається за допомогою використання ядерної функції, яка дозволяє виконувати нелінійне відображення даних до вищої розмірності, де вони можуть бути лінійно розділені. SVM має вбудований механізм регуляризації, що допомагає уникнути перенавчання. Це означає, що SVM може показувати хороші результати навіть на наборах даних з обмеженою кількістю зразків, що актуально для нашого набору.
Результати та обговорення. Перед початком аналізу необхідно правильно налаштувати модель – підібрати параметри, при яких ефективність буде найбільшою. У випадку KNN моделі необхідно підібрати 1 параметр – кількість сусідів, або «n_neighbours» для цього використаємо можливості модуля «GridSearchCV» що дозволяє перебирати всі можливі комбінації параметрів та обирати найоптимальніші, результат роботи наведено на рис. 2.
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Рис. 2. Залежність точності від кількості сусідів для KNN
Наступним кроком будуємо відповідну модель та перевіряємо її точність на тренувальному та тестовому наборах даних. Дана модель має точність приблизно рівну 66% для нових даних, та 100% для використаних у навчанні даних. Оскільки вхідний набір даних має достатньо невелику кількість записів, що замало для повноцінної перевірки, то для цієї та всіх наступних моделей будемо додатково використовувати bootstrap-validation [3] для отримання точніших результатів перевірки. Даний метод використовує випадкові вибірки із тренувальних даних аби перевірити середню точність моделі для різних вхідних даних. За результатами даної перевірки модель має середню точність в 65% та довірчий інтервал точності з ймовірністю 95% в межах від 56% до 73%. Далі переглянемо матрицю невідповідностей, наведено на рис. 3.
За даною діаграмою можемо помітити, що модель має найкращу точність при розпізнаванні зірок Головної послідовності, що насправді є одним із найважчих для розпізнання класів, адже має найбільшу варіативність параметрів, але має доволі низьку точність при розпізнаванні карликів та гігантів.
Аналіз отриманих результатів для методу Random Forest. Спершу підберемо параметри, які забезпечать найбільшу ефективність моделі, у випадку RF це кількість дерев у лісі «n_estimators»; максимальна глибина дерев «max_depth» та мінімальна кількість зразків необхідних для розгалудження «min_samples_split». Використали можливості модуля «GridSearchCV» і отримали оптимальні параметри: «n_estimators»=100, «max_depth» = 3 та «min_samples_split» = 4. Будуємо модель з даними параметрами та перевіряємо її точність для тренувлаьних та тестових даних, результат наведено на рис. 4. Побудована модель показує достатньо високу середню точність у 93% з довірчим інтервалом від 85% до 100% при рівні надійності 95%.
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Рис. 3. Матриця невідповідностей для моделі KNN
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Рис. 4. Матриця невідповідностей для моделі RF
Побудована модель чудово розпізнає карликів та гігантів, достатньо гарно виділяє зірки головної послідовності, хоча й припускається певних помилок при визначенні даного класу.
Аналіз отриманих результатів для методу Support Vector Machine. Для налаштування цієї моделі необхідно підібрати 3 параметри: параметр регуляризації «C», тип ядра «kernel» та параметр ядра rbf «gamma». Найкращі результати модель матиме при регуляризації «C» =1; ядрі «kernel»= «linear» та параметр ядра «gamma» = «scale».
Будуємо відповідну модель та перевіряємо її точність для тренувальних та тестових даних. Дана модель показує надзвичайно високу точність у 98% для нових даних, але в той же час доволі низьку точність у 89.5% для тренувальних даних. Застосуємо bootstrap-перевірку аби отримати середнє значення точністі для тренувальних даних. Модель показала стабільно високу точність у 92% при даній перевірці, інтервал довіри лежить в межах від 82% до 98% при рівні довіри у 95%. Також  переглянемо матрицю невідповідностей для даної моделі аби визначити які класи моделі важче розрізняти, рис. 5.
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Рис. 5. Матриця невідповідностей для моделі SVM
Дана модель показує гарні результати у розпізнанні всіх типів зірок, проте припускається помилки при розрізненні червоних та коричневих карликів.
Порівнявши отримані результати бачимо, що метод KNN в середньому має набагато меншу точність як для нових даних, так і для даних, використаних для тренування. Попри свою головну перевагу, а саме високу швидкість навчання та адаптованість для нових даних, модель може добре розпізнавати лише зірки головної послідовності та сильно плутається в розрізненні карликів та гігантів. Враховуючи отримані результати – дана модель не підходить для ефективного вирішення поставленої задачі та не буде брати участь в подальшому дослідженні. 
Проаналізуємо отримані результати для RF та SVM: RF має значно більшу точність для тренувальних даних, проте SVM краще впорався із новими даними. Середня точність обох методів приблизно однакова: 92% та 93% для SVM та RF відповідно. Переглянемо матриці невідповідностей для цих методів (рис. 4 та рис. 5). Можемо помітити що обидві моделі припустились однакової помилки – сприйняли один клас за інший. Проте RF не змогла правильно відрізнити зірку головної послідовності від надгіганта, дану помилку можна було очікувати – адже зірки головної послідовності мають найбільшу варіативність параметрів та можуть бути доволі схожі на зорі інших типів. Модель SVM же не змогла відрізнити коричневого карлика від червоного, хоча насправді ці два класи відрізняються доволі відчутно.
Наступним кроком порівняємо ROC криві для наших моделей. ROC графік відображає залежність між True Positive Rate та False Positive Rate для різних порогових значень і дозволяє оцінити здатність моделі правильно класифікувати позитивні та негативні приклади. З рис. 6 видно надзвичайну схожість графіків для даних моделей, та площу, що відрізняється лише в 0,01.
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Рис. 6. Порівняння ROC кривих для моделей RF та SVM 
Висновки. З огляду на отримані результати: значення середніх точностей, діаграми невідповідностей та площі ROC кривих, а також такі фактори як швидкодія та обчислювальна складність методів при побудові моделі, приймаємо: модель RF є найбільш ефективною для вирішення поставленої задачі класифікації.
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