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РЕФЕРАТ 

Структура та обсяг роботи. 

Дипломна робота викладена на 51 сторінках, містить 11 рисунків та 11 джерел. 

Мета роботи — Розробити систему прогнозування параметрів 

навколишнього середовища на прикладі стану повітря на основі методів 

машинного навчання. 

Для досягнення мети виконано: 

•  проаналізовано методи прогнозування даних; 

• реалізовано LSTM, Data Forest, LightGBM нейронні мережі; 

• проведено порівняльний аналіз моделей та оцінку їх роботи; 

• створено API для роботи з натренованими моделями; 

• проведено тренування моделей в Google Colab. 

Практичне значення роботи полягає у створенні функціональної 

системи прогнозування якості повітря для впровадження у систему 

моніторингу екологічного стану міст України. 

Апробація результатів. 

Система прогнозування якості повітря була протестована на реальних 

метеорологічних даних з різних міст України. Проведено порівняльний аналіз 

з існуючими системами моніторингу повітря за такими критеріями як 

швидкість отримання даних, зручність користування та інформативність 

інтерфейсу. 

Ключові слова: 

система прогнозування, якість повітря, AQI, метеорологічні дані, 

забруднювачі, рекомендації, машинне навчання, прогнозування, моніторинг 

довкілля, адаптивний інтерфейс, екологічний стан, забруднення повітря. 
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ABSTRACT  

Structure and scope of the work. 

The thesis is presented on 51 pages, contains 11 figures and 11 sources. 

The purpose of the work is to develop a system for predicting environmental 

parameters using the example of air quality based on machine learning methods. 

To achieve this goal, the following tasks were completed: 

• data forecasting methods were analyzed;; 

• LSTM, Data Forest, LightGBM neural networks were implemented; 

• a comparative analysis of models and an assessment of their performance were 

performed; 

• an API was created for working with trained models; 

• models were trained in Google Colab 

The practical significance of the work lies in creating a functional air quality 

forecasting system for implementation in the environmental monitoring system of 

Ukrainian cities.. 

Research validation. 

The air quality forecasting system was tested on real meteorological data from 

different cities of Ukraine. A comparative analysis was conducted with existing air 

monitoring systems according to such criteria as data acquisition speed, ease of use 

and informativeness of the interface. 

Keywords: 

forecasting system, air quality, AQI, meteorological data, pollutants, 

recommendations, machine learning, forecasting, environmental monitoring, 

adaptive interface, environmental status, air pollution. 
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ПЕРЕЛІК УМОВНИХ ПОЗНАЧЕНЬ, СКОРОЧЕНЬ 

І  ТЕРМІНІВ 

LSTM (Long Short-Term Memory) – тип рекурентної нейронної мережі, що 

здатна запам'ятовувати довгострокові залежності в послідовностях даних. Широко 

використовується для аналізу часових рядів, обробки природної мови та 

прогнозування. 

ARIMA (AutoRegressive Integrated Moving Average) – статистична модель 

для аналізу та прогнозування часових рядів. Поєднує авторегресивну модель, 

інтегрування та модель ковзного середнього для передбачення майбутніх значень 

на основі історичних даних. 

REST (Representational State Transfer) – архітектурний стиль для 

проектування веб-сервісів. Використовує стандартні HTTP-методи (GET, POST, 

PUT, DELETE) для взаємодії між клієнтом і сервером через API. 

MSE (Mean Squared Error) – середньоквадратична похибка, метрика для 

оцінки якості моделей машинного навчання. Обчислюється як середнє 

арифметичне квадратів різниць між прогнозованими та фактичними значеннями. 

API (Application Programming Interface) – інтерфейс прикладного 

програмування. Набір правил та протоколів, що дозволяють різним програмам або 

сервісам обмінюватися даними та функціональністю. 

RNN (Recurrent Neural Network) – рекурентна нейронна мережа, тип 

штучної нейронної мережі, призначений для обробки послідовних даних. Має 

здатність "пам'ятати" попередню інформацію завдяки зворотним зв'язкам. 

GRU (Gated Recurrent Unit) – тип рекурентної нейронної мережі, спрощена 

версія LSTM. Використовує механізм воріт для контролю потоку інформації, що 

дозволяє ефективно обробляти послідовності даних. 
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ВСТУП 

У сучасному світі зростає потреба в точному прогнозуванні параметрів стану 

навколишнього середовища для ефективного управління екологічними ризиками 

та прийняття своєчасних рішень. Розроблений веб-додаток представляє собою 

комплексне рішення для збору, аналізу та прогнозування ключових параметрів 

навколишнього середовища з використанням сучасних методів машинного 

навчання та веб-технологій. 

Екологічне прогнозування є критично важливим інструментом для 

запобігання екологічним катастрофам, оптимізації використання природних 

ресурсів, планування екологічних заходів та прийняття управлінських рішень. 

Розроблена система дозволяє не тільки прогнозувати параметри стану 

навколишнього середовища, але й надає інструменти для аналізу та візуалізації 

даних, що робить її незамінним інструментом для екологів, метеорологів та 

керівників різного рівня. 

Сучасний стан навколишнього середовища характеризується складними 

взаємозв'язками між різними параметрами та факторами впливу. Традиційні 

методи прогнозування часто виявляються недостатньо ефективними для аналізу 

таких складних систем. Тому виникла необхідність у розробці нової системи, яка б 

використовувала сучасні методи машинного навчання, зокрема глибоке навчання, 

для більш точного прогнозування параметрів навколишнього середовища. 

Розроблена система базується на використанні LSTM (Long Short-Term Memory) 

нейронних мереж, які особливо ефективні для аналізу часових рядів та виявлення 

складних залежностей у даних. Цей підхід дозволяє враховувати як 

короткострокові, так і довгострокові залежності в даних про стан навколишнього 

середовища, що значно підвищує точність прогнозування. Система включає 

комплексний підхід до збору та обробки даних, що забезпечує високу якість 

вхідних даних для моделей прогнозування. Автоматизований збір даних з різних 

джерел, їх попередня обробка та валідація дозволяють отримувати надійні дані для 
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аналізу та прогнозування. 

Система також забезпечує зберігання історичних даних, що дозволяє 

аналізувати довгострокові тренди та зміни в параметрах навколишнього 

середовища. Веб-інтерфейс системи розроблений з урахуванням потреб різних 

користувачів, від екологів до керівників. Інтуїтивно зрозумілий інтерфейс дозволяє 

легко отримувати доступ до результатів прогнозування, аналізувати дані та 

приймати обґрунтовані рішення. Система включає різні типи візуалізації даних, що 

дозволяє ефективно представляти складні взаємозв'язки між різними параметрами 

навколишнього середовища. 
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1 АНАЛІЗ ТЕМАТИКИ ТА ПОСТАНОВКА ЗАДАЧІ 

1.1 Методи прогнозування 

При розробці системи прогнозування параметрів стану навколишнього 

середовища було проаналізовано різні методи прогнозування, кожен з яких має свої 

переваги та обмеження. Основний акцент було зроблено на методи, які ефективно 

працюють з часовими рядами та можуть враховувати складні взаємозв'язки між 

різними параметрами навколишнього середовища. 

ARIMA – це класичний статистичний метод для аналізу та прогнозування 

часових рядів. Назва моделі відображає три ключові компоненти, що формують її 

структуру. Компонент авторегресії (AR) відображає те, як поточне значення 

залежить від своїх попередніх значень. Інтегрування (I) стосується процесу 

приведення нестаціонарних даних до стаціонарного стану через різницеве 

перетворення. Компонент ковзного середнього (MA) враховує вплив попередніх 

випадкових шоків або помилок прогнозування на поточне значення [1]. 

ARIMA відзначається відносно простою інтерпретацією параметрів моделі, 

що полегшує розуміння прогнозів для аналітиків. Вона особливо ефективна для 

стаціонарних часових рядів або тих, які можна привести до стаціонарності. Модель 

демонструє високу ефективність при роботі з лінійними залежностями та добре 

адаптується до сезонних патернів через свою модифікацію SARIMA [2]. 

Однак ARIMA має певні обмеження. Вона потребує стаціонарності даних або 

їх попередньої трансформації, що може ускладнювати підготовчий етап. Модель не 

здатна ефективно відтворювати нелінійні зв'язки, які часто присутні в реальних 

даних. Її ефективність для довгострокових прогнозів обмежена, а наявність викидів 

у даних може суттєво впливати на якість прогнозів. 

LSTM належить до класу рекурентних нейронних мереж (RNN), спеціально 

розроблених для подолання проблеми зникаючого градієнта, яка обмежує здатність 

стандартних RNN запам'ятовувати довгострокові залежності. Ця нейромережева 
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архітектура була запропонована Хохрайтером і Шмідхубером у 1997 році і стала 

революційним рішенням для прогнозування часових рядів та обробки послідовних 

даних [3]. 

Ключовою особливістю LSTM є спеціальна структура пам'яті, яка 

називається коміркою. Кожна комірка LSTM містить три основні елементи 

контролю – вхідний затвор, забуваючий затвор та вихідний затвор. Вхідний затвор 

визначає, яка нова інформація буде зберігатися в клітинному стані. Забуваючий 

затвор вирішує, яку інформацію слід відкинути з клітинного стану. Вихідний 

затвор контролює, яка частина клітинного стану буде виведена. 

Така архітектура дозволяє LSTM мережам ефективно запам'ятовувати та 

використовувати інформацію протягом тривалих періодів часу, вибірково 

фільтруючи релевантну інформацію та відкидаючи непотрібну. Це робить LSTM 

особливо потужними для роботи з довгими послідовностями, де важливі 

залежності можуть бути розділені багатьма кроками. 

LSTM вирізняється здатністю моделювати складні нелінійні залежності в 

даних, що робить її більш гнучкою порівняно з класичними статистичними 

методами. Вона може ефективно працювати з різними типами часових рядів без 

попередньої трансформації даних до стаціонарності. Завдяки своїй архітектурі, 

LSTM здатна виявляти як короткострокові, так і довгострокові патерни в даних. 

LSTM мережі демонструють високу точність прогнозування для багатьох 

типів даних, особливо для послідовностей з довгостроковими залежностями. Вони 

можуть працювати з багатовимірними вхідними даними, що дозволяє враховувати 

численні фактори впливу для покращення прогнозів. 

Водночас, LSTM потребує значного обсягу даних для навчання та має вищу 

обчислювальну складність порівняно з класичними методами. Налаштування 

гіперпараметрів LSTM може бути складним процесом, а інтерпретація 

внутрішнього функціонування моделі менш прозора. 

Random Forest (випадковий ліс) представляє собою ансамблевий метод 

машинного навчання, розроблений Лео Брейманом у 2001 році. Цей алгоритм 
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побудований на принципі створення множини дерев рішень під час навчання та 

агрегування їхніх результатів для отримання більш точного та стабільного 

прогнозу [4]. 

В основі Random Forest лежить принцип беггінгу (bootstrap aggregating), який 

передбачає створення різних підвибірок з навчальних даних з повторенням. Для 

кожної такої підвибірки будується окреме дерево рішень. Кожне дерево навчається 

незалежно від інших, використовуючи випадковий набір ознак на кожному кроці 

розгалуження. Це забезпечує різноманітність дерев у ансамблі. 

Під час прогнозування, вхідні дані пропускаються через кожне дерево в 

ансамблі. Для задач регресії, таких як прогнозування часових рядів, фінальний 

результат формується як середнє значення прогнозів усіх окремих дерев. Для задач 

класифікації застосовується голосування більшості. 

Важливою особливістю Random Forest є оцінка важливості змінних (feature 

importance), яка визначається на основі того, наскільки кожна змінна покращує 

точність прогнозу. Це дозволяє виявляти найбільш впливові фактори у моделі, що 

сприяє кращому розумінню досліджуваного явища. 

Random Forest відзначається високою точністю прогнозування для широкого 

спектру даних та стійкістю до перенавчання завдяки ансамблевому підходу. Він 

здатний ефективно працювати з великою кількістю вхідних змінних та 

автоматично виявляти нелінійні залежності між ними. Алгоритм не потребує 

суворих припущень щодо розподілу даних та добре справляється з викидами та 

пропущеними значеннями. 

На відміну від нейронних мереж, Random Forest має вищу інтерпретованість, 

особливо через механізм оцінки важливості змінних. Метод демонструє стабільну 

роботу з мінімальним налаштуванням гіперпараметрів, що спрощує його практичне 

використання. 

Серед обмежень Random Forest варто відзначити, що він може не настільки 

ефективно виявляти складні залежності у послідовних даних, як спеціалізовані 

методи для часових рядів. Для дуже великих наборів даних метод може 
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потребувати значних обчислювальних ресурсів. Крім того, він менш ефективний 

для екстраполяції за межі діапазону навчальних даних, що може обмежувати його 

використання для довгострокового прогнозування. 

LightGBM (Light Gradient Boosting Machine) – це передовий алгоритм 

градієнтного бустингу, розроблений Microsoft Research у 2017 році. Цей алгоритм 

представляє собою ефективну реалізацію градієнтного бустингу дерев рішень, 

оптимізовану для високої продуктивності та низького споживання пам'яті [5]. 

Основний принцип роботи LightGBM, як і інших алгоритмів градієнтного 

бустингу, полягає в послідовному побудуванні слабких моделей (зазвичай 

неглибоких дерев рішень), кожна з яких намагається компенсувати помилки 

попередніх моделей. На відміну від класичних реалізацій, LightGBM використовує 

два інноваційні підходи для оптимізації процесу навчання: 

− gradient-based One-Side Sampling (GOSS) – техніка, яка зберігає 

спостереження з великими градієнтами (ті, для яких модель має найбільші 

помилки) і випадково відбирає спостереження з малими градієнтами. Це зменшує 

обсяг даних без істотного впливу на точність навчання; 

− exclusive feature bundling (EFB) – підхід, який об'єднує взаємовиключні 

ознаки (ті, що рідко приймають ненульові значення одночасно) в "пакети", що 

дозволяє суттєво зменшити розмірність задачі. 

LightGBM також використовує стратегію побудови дерев на основі листя 

(leaf-wise), на відміну від рівневого підходу (level-wise), який застосовується в 

багатьох інших алгоритмах. Це дозволяє досягти більшого зниження функції втрат 

на кожному кроці. 

LightGBM вирізняється надзвичайно високою швидкістю навчання та 

низьким споживанням пам'яті, що робить його придатним для обробки великих 

наборів даних. Алгоритм демонструє високу точність прогнозування для широкого 

спектру задач та має вбудовану підтримку категоріальних змінних без необхідності 

попереднього кодування. 

LightGBM ефективно справляється з розрідженими даними та автоматично 
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виявляє нелінійні взаємодії між змінними. Він забезпечує природну оцінку 

важливості змінних, що допомагає зрозуміти фактори, які впливають на прогноз. 

Алгоритм підтримує різні типи паралелізації, включаючи паралелізацію на рівні 

даних та ознак, що сприяє ще більшому прискоренню навчання. 

Однак, LightGBM може бути схильним до перенавчання, особливо на малих 

наборах даних, і потребує ретельного налаштування гіперпараметрів. Інтерпретація 

комплексних моделей може бути складнішою порівняно з простішими 

алгоритмами, незважаючи на наявність оцінок важливості змінних. 

Гібридні методи прогнозування представляють собою комбінацію двох або 

більше різних алгоритмів або підходів з метою використання сильних сторін 

кожного та компенсації їхніх слабких місць. Ця концепція базується на 

спостереженні, що різні моделі часто вловлюють різні аспекти та закономірності в 

даних, а їх об'єднання може призвести до більш точних та надійних прогнозів [6]. 

Існує кілька основних підходів до побудови гібридних моделей 

прогнозування: 

− послідовне поєднання передбачає використання результатів однієї моделі 

як вхідних даних для іншої. Наприклад, ARIMA може використовуватися для 

моделювання лінійних компонентів часового ряду, а нейронні мережі – для 

моделювання залишків, які містять нелінійні патерни; 

− паралельне поєднання полягає у одночасному застосуванні кількох 

моделей до одних і тих самих даних та комбінуванні їхніх прогнозів. Найпростішим 

методом комбінування є усереднення, але також можуть використовуватися 

зважене усереднення, голосування або більш складні методи, такі як стекінг; 

− ієрархічне поєднання включає розкладання задачі прогнозування на 

підзадачі, кожна з яких вирішується найбільш підходящим методом. Наприклад, 

окремі моделі можуть застосовуватися для різних часових горизонтів або різних 

компонентів часового ряду (тренд, сезонність, циклічність). 

ARIMA-LSTM є популярною гібридною моделлю, яка поєднує статистичну 

модель ARIMA для лінійних компонентів з нейронною мережею LSTM для 
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моделювання нелінійних залежностей. Така комбінація дозволяє ефективно 

розділити часовий ряд на більш прості компоненти, що сприяє підвищенню 

точності прогнозування. 

Ensemble of Trees + Deep Learning поєднує алгоритми на основі дерев рішень 

(Random Forest, LightGBM) з глибокими нейронними мережами. Дерева ефективно 

виявляють нелінійні залежності та обробляють категоріальні змінні, тоді як 

нейронні мережі ефективні для виявлення складних патернів та обробки 

неструктурованих даних. 

Wavelet Transform + ML Models включає перетворення вейвлетів для 

декомпозиції часового ряду на компоненти різної частоти, після чого різні 

алгоритми машинного навчання застосовуються до кожного компонента. Такий 

підхід особливо ефективний для часових рядів зі складною сезонністю та шумом. 

Statistical + Probabilistic Models поєднують статистичні методи, такі як 

ARIMA або експоненціальне згладжування, з імовірнісними моделями, такими як 

Байєсівські мережі або Марковські процеси. Це дозволяє не лише отримувати 

точкові прогнози, але й оцінювати невизначеність прогнозу. 

1.2 Мета 

Основною метою розробки є створення інтегрованої системи прогнозування 

параметрів стану навколишнього середовища, яка забезпечує комплексний підхід 

до моніторингу та аналізу екологічних показників. Система призначена для 

вирішення актуальних проблем, пов'язаних з прогнозуванням стану 

навколишнього середовища, та надання інструментів для прийняття обґрунтованих 

рішень в сфері екологічного менеджменту. 

Наукова мета проекту полягає у розробці та впровадженні нових методів 

прогнозування параметрів навколишнього середовища на основі глибокого 

навчання. Особливу увагу приділено розвитку LSTM (Long Short-Term Memory) 

нейронних мереж, які здатні ефективно захоплювати складні часові залежності в 
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екологічних даних. Дослідження спрямоване на покращення точності 

прогнозування та розробку нових підходів до аналізу взаємозв'язків між різними 

параметрами навколишнього середовища.Розробка нових методів прогнозування 

включає дослідження різних архітектур нейронних мереж, оптимізацію їх 

параметрів та розробку нових алгоритмів обробки даних. Особливу увагу 

приділено розробці методів, які здатні ефективно працювати з нестабільними та 

шумними даними, характерними для систем моніторингу навколишнього 

середовища. Дослідження також включає розробку нових підходів до оцінки 

точності прогнозування та аналізу помилок. 

Практична мета системи включає створення інструменту, який дозволяє 

ефективно прогнозувати різні параметри навколишнього середовища. Система 

забезпечує прогнозування температури повітря та її змін в часі, вологості повітря 

та атмосферних опадів, концентрації забруднювачів у повітрі, якості води в річках 

та водоймах, рівня радіаційного фону та інших екологічних показників. Особливу 

увагу приділено прогнозуванню параметрів, які мають найбільший вплив на 

здоров'я людей та стан екосистем.Система забезпечує автоматизований збір даних 

з різних джерел, їх обробку та аналіз, що дозволяє отримувати точні прогнози на 

різні часові горизонти. Особливу увагу приділено розробці інтуїтивно зрозумілого 

інтерфейсу, який дозволяє користувачам легко отримувати доступ до результатів 

прогнозування та аналізувати дані. Система також забезпечує можливість експорту 

даних та результатів прогнозування для подальшого аналізу. 

Технічна мета проекту включає розробку надійної та масштабованої 

архітектури системи. Система повинна забезпечувати високу продуктивність при 

обробці великих обсягів даних, надійне зберігання та обробку інформації, 

безпечний доступ до даних та результатів прогнозування. Особливу увагу 

приділено розробці механізмів масштабування системи для обробки додаткових 

параметрів та інтеграції з існуючими системами моніторингу.Архітектура системи 

побудована на основі мікросервісного підходу, що дозволяє забезпечити високу 

масштабованість та надійність. Система включає компоненти для збору даних, їх 
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обробки, навчання моделей прогнозування та надання результатів користувачам. 

Особливу увагу приділено розробці механізмів забезпечення безпеки даних та 

захисту конфіденційної інформації. 

1.3 Архітектура нейронної мережі 

Архітектура LSTM (Long Short-Term Memory) моделі, використаної в системі 

прогнозування параметрів стану навколишнього середовища, була спеціально 

розроблена для ефективної роботи з часовими рядами екологічних даних. Модель 

побудована з урахуванням специфіки даних про стан навколишнього середовища, 

які характеризуються складними взаємозв'язками, сезонністю та наявністю шуму. 

LSTM модель реалізована як багатошарова архітектура, що дозволяє 

ефективно захоплювати різні типи залежностей у даних. Перший шар LSTM 

містить 128 нейронів та призначений для первинної обробки вхідних даних. Цей 

шар здатний захоплювати короткострокові залежності та базові патерни у даних. 

Використання великої кількості нейронів у першому шарі дозволяє моделі 

ефективно обробляти складні взаємозв'язки між різними параметрами 

навколишнього середовища. Другий шар LSTM містить 64 нейрони та відповідає 

за виявлення середньострокових залежностей. Цей шар дозволяє моделі 

розпізнавати більш складні патерни та взаємозв'язки між різними параметрами 

навколишнього середовища. Зменшення кількості нейронів у другому шарі 

допомагає моделі сфокусуватися на найбільш важливих залежностях та зменшити 

ризик перенавчання. Третій шар LSTM з 32 нейронами забезпечує виявлення 

довгострокових залежностей та сезонних патернів. Цей шар особливо важливий 

для прогнозування параметрів навколишнього середовища, які мають виражену 

сезонність та довгострокові тренди. Використання меншої кількості нейронів у 

третьому шарі дозволяє моделі ефективно виявляти глобальні патерни у даних. 

Для запобігання перенавчання та покращення узагальнюючих властивостей 

моделі використовуються різні механізми регуляризації. Між шарами LSTM 
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реалізований Dropout з коефіцієнтом 0.2, що допомагає запобігти перенавчанню 

моделі. Dropout випадковим чином відключає частину нейронів під час навчання, 

що змушує модель використовувати різні шляхи для прогнозування та зменшує 

залежність від окремих нейронів.Також використовується BatchNormalization для 

стабілізації навчання та покращення загальної продуктивності моделі. 

BatchNormalization нормалізує виходи кожного шару, що допомагає прискорити 

навчання та зменшити проблему зникаючих градієнтів. Це особливо важливо для 

глибоких нейронних мереж, які використовуються в системі. 

Навчання LSTM моделі організовано з використанням адаптивного 

оптимізатора Adam з початковим коефіцієнтом навчання 0.001. Adam оптимізатор 

автоматично налаштовує коефіцієнт навчання для кожного параметра моделі, що 

дозволяє ефективно навчати модель навіть при наявності шуму в даних. 

Використовується функція втрат Mean Squared Error (MSE), яка ефективна для 

задач регресії та прогнозування часових рядів.Процес навчання включає кілька 

етапів. Спочатку проводиться попередня обробка даних з нормалізацією та 

масштабуванням. Потім дані розділяються на навчальну, валідаційну та тестову 

вибірки. Для навчання використовується ковзне вікно, яке дозволяє моделі 

захоплювати часові залежності різної довжини. Під час навчання модель 

періодично валідується на валідаційній вибірці, а найкраща модель зберігається 

для подальшого використання. 

LSTM модель спеціально адаптована для роботи з екологічними даними, які 

мають специфічні характеристики. Для обробки сезонності та циклічності змін 

параметрів використовується вікно спостереження розміром 24 години, що 

дозволяє захоплювати добові цикли. Для обробки шуму та викидів у даних 

використовується механізм виявлення та обробки аномалій. Модель також 

враховує взаємозв'язок між різними параметрами навколишнього середовища.  
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2 АНАЛІЗ ІСНУЮЧИХ АНАЛОГІВ 

2.1 Огляд сучасного стану систем моніторингу якості повітря 

У сучасному світі проблема забруднення атмосферного повітря набула 

глобального характеру, що спонукало до розвитку численних технологічних 

рішень для моніторингу та прогнозування якості повітря. Існуючі системи 

різняться за своїми технічними характеристиками, джерелами даних, методами 

обробки інформації та цільовою аудиторією. Аналіз наявних рішень дозволяє 

виявити їхні переваги та недоліки, що є важливим для розробки власної системи 

прогнозування якості повітря. 

Сучасні системи моніторингу якості повітря можна класифікувати за 

декількома критеріями. За географічним охопленням вони поділяються на 

глобальні, національні, регіональні та локальні системи. Глобальні системи, такі як 

IQAir (рисунок 2.1) та BreezoMeter, забезпечують покриття більшості країн світу, 

використовуючи різноманітні джерела даних. Національні системи, як правило, 

керуються урядовими організаціями та забезпечують детальний моніторинг 

території конкретної країни. Регіональні та локальні системи фокусуються на 

окремих містах або промислових районах, забезпечуючи високу точність для 

обмеженої території. 

 

Рисунок 2.1 - IQAir 

За типом джерел даних системи використовують офіційні урядові станції 
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моніторингу, приватні мережі сенсорів, супутникові дані або комбінацію різних 

джерел. Кожен підхід має свої особливості щодо точності, охоплення території та 

частоти оновлення даних. Офіційні станції забезпечують високу точність 

вимірювань, але їх кількість обмежена і вони не завжди розташовані в найбільш 

репрезентативних місцях. Приватні сенсорні мережі дозволяють значно розширити 

географічне покриття, але можуть поступатися в точності через використання 

менш дорогих сенсорів. 

2.2 Детальний аналіз провідних платформ 

Сучасні системи моніторингу якості повітря використовують різноманітні 

технічні рішення для збору, обробки та презентації даних. Більшість платформ 

базується на мікросервісній архітектурі, що дозволяє забезпечити масштабованість 

та відмовостійкість системи. Типова архітектура включає сервіси збору даних, 

сервіси обробки та аналізу, сервіси зберігання та сервіси презентації. 

Сервіси збору даних забезпечують інтеграцію з різноманітними джерелами 

інформації через REST API, MQTT брокери або прямі підключення до баз даних. 

Важливим аспектом є забезпечення надійності збору даних в умовах можливих 

збоїв мережі або недоступності джерел. Більшість систем використовують черги 

повідомлень та механізми повторних спроб для забезпечення цілісності даних. 

Сервіси обробки та аналізу відповідають за очищення даних, виявлення 

аномалій, інтерполяцію пропущених значень та застосування алгоритмів 

машинного навчання. Провідні платформи використовують Apache Kafka для 

потокової обробки даних, Apache Spark для пакетної обробки великих обсягів 

історичних даних та спеціалізовані ML фреймворки, такі як TensorFlow або 

PyTorch, для реалізації прогностичних моделей. 

Системи зберігання даних зазвичай поєднують реляційні бази даних для 

структурованих метаданих, часові бази даних для зберігання вимірювань та NoSQL 

рішення для неструктурованих даних. Популярними рішеннями є InfluxDB для 
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часових рядів, PostgreSQL з розширенням PostGIS для геопросторових даних та 

MongoDB для гнучкого зберігання різнотипної інформації. 

2.3 Методи машинного навчання в системах прогнозування 

Аналіз існуючих систем показує широке використання різноманітних 

методів машинного навчання для прогнозування якості повітря. Класичні 

статистичні методи, такі як авторегресійні моделі та експоненційне згладжування, 

поступово витісняються більш складними алгоритмами, здатними враховувати 

нелінійні залежності та складні взаємодії між різними факторами. 

Методи ансамблевого навчання, зокрема Random Forest (рисунок 2.2) та 

Gradient Boosting, широко використовуються завдяки своїй здатності обробляти 

різнотипні дані та забезпечувати стабільні результати. Ці алгоритми особливо 

ефективні для задач з великою кількістю предикторів, включаючи метеорологічні 

дані, інформацію про дорожній рух, промислові емісії та історичні дані про 

забруднення. 

 

Рисунок 2.2 – Модель Random Forest 
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Нейронні мережі, особливо рекурентні архітектури, такі як LSTM та GRU, 

показують відмінні результати для прогнозування часових рядів якості повітря. Ці 

моделі здатні виявляти довгострокові залежності в даних та враховувати сезонні 

коливання. Згорткові нейронні мережі використовуються для аналізу просторових 

патернів в даних, особливо при роботі з супутниковими зображеннями. 

Сучасні системи все частіше використовують гібридні підходи, які 

поєднують переваги різних типів моделей. Наприклад, фізичні моделі атмосфери 

можуть забезпечувати базовий прогноз, який потім коректується за допомогою 

статистичних моделей на основі локальних спостережень. Такий підхід дозволяє 

використовувати переваги як фізично обґрунтованих моделей, так і адаптивності 

методів машинного навчання. 

2.4 Аналіз джерел даних та їх інтеграції 

Ефективність систем прогнозування якості повітря значною мірою залежить 

від якості та різноманітності використовуваних джерел даних. Аналіз існуючих 

платформ показує тенденцію до інтеграції максимально широкого спектру 

інформації, включаючи традиційні станції моніторингу, супутникові дані, 

краудсорсингові мережі та додаткові джерела контекстної інформації. 

Офіційні урядові станції моніторингу залишаються золотим стандартом для 

точності вимірювань, але їх обмежена кількість та нерівномірне географічне 

розподілення створюють виклики для забезпечення повного покриття території. 

Провідні платформи вирішують цю проблему шляхом інтеграції даних з 

краудсорсингових мереж, таких як PurpleAir (рисунок 2.3) або Sensor.Community, 

які використовують недорогі сенсори, встановлені громадськістю. 
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Рисунок 2.3 – Платформа PurpleAir 

Супутникові дані відкривають нові можливості для глобального моніторингу 

якості повітря, особливо в регіонах з обмеженою наземною інфраструктурою. Місії 

Sentinel-5P, MODIS та інші забезпечують регулярні спостереження концентрації 

основних забруднювачів з космосу. Однак інтеграція супутникових даних вимагає 

складних алгоритмів для перетворення вимірювань стовпової концентрації в 

приземні значення, що є критично важливими для оцінювання впливу на здоров'я 

людини. 

Метеорологічні дані відіграють ключову роль в системах прогнозування, 

оскільки погодні умови безпосередньо впливають на розсіювання та 

трансформацію забруднювачів в атмосфері. Успішні платформи інтегрують 

детальні метеорологічні прогнози, включаючи інформацію про швидкість та 

напрямок вітру, температуру, вологість, атмосферну стабільність та опади. 

2.5 Виявлені недоліки існуючих рішень 

Незважаючи на значні досягнення в галузі моніторингу якості повітря, аналіз 

існуючих систем виявляє ряд суттєвих недоліків, які обмежують їх ефективність та 

доступність. Одним з основних недоліків є висока вартість доступу до якісних 
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даних та прогнозів. Більшість комерційних платформ пропонують лише базову 

функціональність в безкоштовних планах, вимагаючи значних інвестицій для 

отримання детальних даних та API доступу. 

Географічна нерівномірність покриття є іншою серйозною проблемою. 

Розвинені країни, особливо в Північній Америці та Європі, мають значно кращий 

моніторинг порівняно з країнами, що розвиваються, де проблеми забруднення 

повітря часто є більш гострими. Це створює глобальну нерівність в доступі до 

інформації про якість повітря. 

Технічна складність інтеграції даних з різних джерел створює бар'єри для 

розробки нових рішень. Різні стандарти даних, протоколи передачі, методи 

калібрування та частота оновження ускладнюють створення уніфікованих систем. 

Багато платформ не забезпечують достатньої прозорості щодо методології обробки 

даних та алгоритмів прогнозування. 

Обмежена персоналізація та контекстуалізація інформації також є 

проблемою існуючих систем. Більшість платформ надають загальну інформацію 

про якість повітря без врахування індивідуальних потреб користувачів, таких як 

чутливість до певних забруднювачів, режим дня або специфічні медичні умови. 

2.6 Можливості для вдосконалення 

Аналіз існуючих аналогів виявляє значні можливості для розробки 

покращених рішень в галузі моніторингу та прогнозування якості повітря. 

Використання відкритих джерел даних, таких як OpenAQ API, в поєднанні з 

сучасними методами машинного навчання може забезпечити створення ефективної 

та доступної системи без значних інвестицій в інфраструктуру збору даних. 

Розвиток технологій граничних обчислень відкриває можливості для 

створення більш ефективних систем обробки даних, які можуть функціонувати з 

мінімальною затримкою та меншою залежністю від централізованих серверів. Це 

особливо важливо для систем реального часу, які мають швидко реагувати на зміни 
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в якості повітря. 

Інтеграція з соціальними мережами та краудсорсинговими платформами 

може значно розширити можливості збору інформації про вплив забруднення 

повітря на повсякденне життя людей. Використання даних від користувачів про 

симптоми, активність та якість життя може допомогти створити більш 

персоналізовані системи моніторингу. 

Застосування федеративного навчання та інших методів збереження 

приватності може дозволити створення більш ефективних моделей без 

компрометації чутливих даних користувачів. Це особливо важливо для систем, які 

інтегрують медичну інформацію або персональні дані про місцезнаходження. 
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3 ЗАСОБИ ТА ІНСТРУМЕНТИ 

3.1 Python 

Python є основою серверної частини системи. Цю мову програмування 

обрано завдяки її простоті, гнучкості та потужній екосистемі бібліотек для аналізу 

даних та машинного навчання. Python забезпечує швидкий цикл розробки та 

прототипування, що дозволяє ефективно впроваджувати складні алгоритми 

прогнозування. 

Python має низку переваг, які роблять його оптимальним вибором для даної 

системи: 

− потужна екосистема для аналізу даних (NumPy, Pandas, SciPy, 

Statsmodels), що дозволяє ефективно обробляти, аналізувати та трансформувати 

часові ряди. Ці бібліотеки надають інструменти для статистичного аналізу, 

попередньої обробки даних, виявлення аномалій та візуалізації; 

− розвинута інфраструктура для машинного навчання та глибокого 

навчання, що включає не лише PyTorch, але й інші фреймворки та бібліотеки, які 

можуть бути інтегровані за необхідності; 

− широкі можливості для інтеграції з різними джерелами даних, базами 

даних та зовнішніми системами, що забезпечує гнучкість у розгортанні та взаємодії 

з іншими компонентами IT-інфраструктури; 

− висока продуктивність для обчислювальних задач завдяки оптимізованим 

бібліотекам, які працюють на основі низькорівневих мов програмування (C/C++), 

але надають зручний інтерфейс Python. 

3.2 Flask 

Flask використовується як веб-фреймворк для створення API. Цей 

мікрофреймворк забезпечує необхідну функціональність для розробки веб-
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додатків без накладання зайвих обмежень на архітектуру. Flask характеризується 

простотою, модульністю та високою розширюваністю [7]. 

У контексті системи прогнозування, Flask виконує такі функції: 

Обробка HTTP-запитів від клієнтської частини та формування відповідей у 

форматі JSON. Flask надає зручні механізми для валідації вхідних даних, обробки 

помилок та структурування відповідей. 

Організація маршрутизації запитів до відповідних обробників, що забезпечує 

логічну структуру API та спрощує подальше розширення функціональності. 

Інтеграція з бібліотеками для аутентифікації та авторизації, що забезпечує 

безпечний доступ до API та захист чутливих даних. 

Взаємодія з базою даних PostgreSQL через ORM (Object-Relational Mapping) 

бібліотеку SQLAlchemy, що абстрагує низькорівневі операції з базою даних та 

підвищує безпеку та надійність коду. 

Забезпечення асинхронної обробки запитів для тривалих операцій, таких як 

навчання моделей або виконання складних обчислень, що дозволяє уникнути 

блокування основного потоку та забезпечує високу відмовостійкість системи. 

3.3 PostgreSQL 

PostgreSQL є реляційною системою управління базами даних, обраною для 

зберігання та управління даними в системі. Ця СУБД відзначається надійністю, 

продуктивністю, відповідністю стандартам SQL та підтримкою складних типів 

даних [8]. 

У системі прогнозування PostgreSQL виконує такі функції: 

− зберігання історичних даних часових рядів у структурованому форматі, 

що забезпечує швидкий доступ та ефективний аналіз. PostgreSQL надає 

спеціалізовані типи даних для роботи з часовими даними та підтримує часові зони, 

що важливо для аналізу глобальних даних; 

− зберігання метаданих моделей прогнозування, включаючи параметри 
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навчання, метрики ефективності та інформацію про версії; 

− забезпечення цілісності даних через механізми транзакцій, обмежень та 

тригерів, що гарантує несуперечливість та коректність даних у системі; 

− підтримка аналітичних запитів через розширені можливості SQL, такі як 

віконні функції, спеціалізовані агрегатні функції та рекурсивні запити, що дозволяє 

виконувати складний аналіз безпосередньо в базі даних; 

− інтеграція з системами моніторингу та резервного копіювання для 

забезпечення високої доступності та надійності зберігання даних. 

3.4 PyTorch 

PyTorch є основним фреймворком для реалізації алгоритмів глибокого 

навчання в системі, зокрема для імплементації моделей LSTM та інших 

нейромережевих архітектур. PyTorch вирізняється динамічним обчислювальним 

графом, інтуїтивним API та тісною інтеграцією з екосистемою Python [9]. 

У контексті системи прогнозування, PyTorch забезпечує: 

Гнучку розробку та налаштування нейромережевих моделей завдяки 

динамічному підходу до побудови обчислювального графа, що спрощує процес 

відлагодження та експериментування з різними архітектурами. 

Ефективне навчання моделей на GPU з автоматичним обчисленням 

градієнтів, що суттєво прискорює процес навчання складних моделей на великих 

обсягах даних. 

Широкий набір готових компонентів для побудови різноманітних архітектур 

нейронних мереж, включаючи спеціалізовані модулі для обробки послідовних 

даних, таких як RNN, LSTM та GRU. 

Інтеграцію з іншими бібліотеками екосистеми PyTorch, такими як torchvision 

для комп'ютерного зору та torchaudio для обробки аудіо, що розширює можливості 

системи для роботи з різними типами даних. 

Підтримку розподілених обчислень та навчання на кількох GPU, що 
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забезпечує масштабованість системи для роботи з великими моделями та наборами 

даних. 

Крім PyTorch, для реалізації класичних алгоритмів машинного навчання 

(наприклад, Random Forest та LightGBM) використовуються відповідні бібліотеки 

scikit-learn та lightgbm, які інтегруються з основним кодом системи через 

стандартизовані інтерфейси. 

3.5 React 

React є бібліотекою JavaScript для розробки користувацьких інтерфейсів, яка 

використовується для створення динамічної та інтерактивної клієнтської частини 

системи. React базується на концепції компонентного підходу, що дозволяє 

створювати повторно використовувані елементи інтерфейсу та ефективно 

управляти станом додатку [10]. 

У контексті системи прогнозування, React забезпечує: 

− створення інтуїтивно зрозумілого та відзивчивого інтерфейсу 

користувача, що дозволяє ефективно взаємодіяти з системою прогнозування, 

налаштовувати параметри моделей та аналізувати результати; 

− ефективну відображення та візуалізацію часових рядів та результатів 

прогнозування через інтеграцію з бібліотеками візуалізації, такими як Recharts, 

D3.js або Plotly, що надає користувачам наочне представлення даних та прогнозів; 

− реактивне оновлення інтерфейсу у відповідь на зміни даних або стану, що 

забезпечує миттєвий зворотний зв'язок та покращує досвід користувача; 

− модульну архітектуру, що спрощує розширення функціональності та 

підтримку коду, дозволяючи додавати нові компоненти та функції без суттєвої 

зміни існуючого коду; 

− оптимізовану продуктивність завдяки механізму віртуального DOM, що 

мінімізує кількість операцій з реальним DOM та забезпечує плавність роботи 

інтерфейсу навіть з великими обсягами даних. 
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3.6 TypeScript 

TypeScript є надбудовою над JavaScript, що додає статичну типізацію та інші 

можливості, які підвищують якість та надійність коду. Використання TypeScript у 

клієнтській частині системи забезпечує ряд переваг [11]: 

− модульність та масштабованість коду завдяки концепціям ООП та 

функціонального програмування, що дозволяє структурувати складні клієнтські 

додатки в зрозумілий та підтримуваний спосіб. 

− cтатична типізація дозволяє виявляти помилки на етапі компіляції, а не 

виконання, що суттєво підвищує надійність коду та зменшує кількість потенційних 

помилок у продакшн-середовищі; 

− покращена підтримка IDE, включаючи автодоповнення, підказки типів та 

рефакторинг коду, що прискорює розробку та полегшує орієнтацію в коді для 

нових розробників; 

− типізовані інтерфейси для взаємодії з серверним API, що забезпечує 

узгодженість даних між клієнтом та сервером та спрощує інтеграцію змін в API; 

− підтримка сучасних можливостей JavaScript (ES6+) з можливістю 

компіляції для різних цільових середовищ, що забезпечує широку сумісність з 

браузерами. 

3.7 Google Colab 

Google Colab (Colaboratory) являє собою хмарне середовище для виконання 

Python-коду, яке надається компанією Google як безкоштовна платформа для 

наукових досліджень, машинного навчання та аналізу даних. Ця платформа 

забезпечує доступ до потужних обчислювальних ресурсів без необхідності 

встановлення та налаштування складного програмного забезпечення на локальних 

машинах, що робить її особливо цінною для розробки та тестування алгоритмів 

машинного навчання. 
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Основною перевагою Google Colab є надання безкоштовного доступу до 

графічних процесорів (GPU) та тензорних процесорів (TPU), які значно 

прискорюють процеси навчання моделей машинного навчання та обробки великих 

обсягів даних. Платформа автоматично налаштовує середовище виконання з 

попередньо встановленими бібліотеками для машинного навчання, включаючи 

TensorFlow, PyTorch, Keras, scikit-learn, pandas, numpy та багато інших популярних 

інструментів для аналізу даних та розробки моделей штучного інтелекту. 

Середовище виконання Google Colab включає підтримку різних мов 

програмування, хоча основний фокус зроблено на Python. Платформа також 

підтримує R, Swift та інші мови через відповідні kernel'и, що розширює можливості 

використання для різних типів аналітичних задач. Попередньо налаштоване 

середовище включає останні версії популярних бібліотек та frameworks, що 

дозволяє одразу приступити до розробки без витрат часу на налаштування 

залежностей. 

Обчислювальні ресурси Google Colab включають доступ до сучасних GPU 

(зокрема, NVIDIA Tesla T4, P4, K80) та TPU (Tensor Processing Units), які 

спеціально оптимізовані для операцій машинного навчання. Безкоштовна версія 

платформи надає обмежений час використання цих ресурсів, але цього зазвичай 

достатньо для більшості навчальних та дослідницьких проектів. Для інтенсивних 

обчислювальних задач доступна платна версія Colab Pro з розширеними ресурсами 

та довшим часом виконання. 
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4. ОПИС ПРОГРАМНОЇ РЕАЛІЗАЦІЇ 

4.1 Архітектура системи 

Архітектура представленої системи демонструє багаторівневу структуру 

(рисунок 4.1), яка побудована за принципами сучасної розподіленої архітектури з 

чітким розділенням обов'язків між компонентами. Система складається з трьох 

основних рівнів: рівня представлення (Frontend), рівня бізнес-логіки (Backend) та 

рівня даних (Database), що забезпечує модульність, масштабованість та 

підтримуваність всього програмного комплексу. 

 

Рисунок 4.1 – Архітектура системи 

Рівень представлення системи реалізований через веб-інтерфейс, який 

забезпечує взаємодію користувачів із системою через стандартні HTTP-запити. 

Цей компонент відповідає за відображення даних користувачеві, обробку 

користувацького вводу та формування запитів до серверної частини системи. API 

Client виступає в ролі посередника між веб-інтерфейсом та серверною частиною, 

інкапсулюючи логіку взаємодії з REST API та забезпечуючи асинхронну обробку 

запитів і відповідей. 

Серверна частина системи представлена багатокомпонентною архітектурою, 

де центральне місце займає блок збору даних (Data Collection), який інтегрується з 

зовнішнім API OpenWeather для отримання актуальних метеорологічних даних. 
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Цей компонент забезпечує регулярне отримання інформації про якість повітря та 

погодні умови, які є критично важливими для функціонування системи 

прогнозування. Data Loader відповідає за попередню обробку отриманих даних, їх 

валідацію, нормалізацію та підготовку до зберігання в базі даних, що гарантує 

цілісність та якість інформації в системі. 

Ядро бізнес-логіки системи структуровано навколо блоку Core Services, який 

включає Main Service та Authentication. Main Service реалізує основну 

функціональність системи, включаючи алгоритми обробки даних про якість 

повітря, генерацію прогнозів та управління життєвим циклом даних. Компонент 

Authentication забезпечує безпеку системи через реалізацію механізмів 

автентифікації та авторизації користувачів, управління сесіями та контроль 

доступу до різних функціональних можливостей системи. 

Інтелектуальна складова системи представлена модулем Models, який 

містить ML Models та Model Evaluation. ML Models включає навчені моделі 

машинного навчання, призначені для аналізу історичних даних про якість повітря 

та генерації точних прогнозів на основі різноманітних факторів, включаючи 

метеорологічні умови, сезонні коливання та інші релевантні параметри. Model 

Evaluation забезпечує постійний моніторинг якості прогнозів, оцінку точності 

моделей та їх періодичне перенавчання для підтримання високої точності 

прогнозування. 

Рівень даних системи реалізований на основі PostgreSQL Database, яка 

служить центральним сховищем всієї інформації системи. База даних 

структурована навколо трьох основних таблиць: AirQualityMeasurements для 

зберігання історичних вимірювань якості повітря з детальною інформацією про 

концентрацію різних забруднювачів, часові мітки та географічні координати; 

AirQualityForecasts для зберігання згенерованих прогнозів з інформацією про 

прогнозовані значення якості повітря на різні періоди часу; та Users для управління 

інформацією про користувачів системи, включаючи їх профілі, налаштування та 

історію взаємодії з системою. 
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Взаємодія між компонентами системи організована через чітко визначені 

інтерфейси та протоколи обміну даними. Data Loader забезпечує передачу 

оброблених даних до PostgreSQL Database через стандартизовані процедури 

запису, що гарантує збереження цілісності даних. Core Services взаємодіють з 

базою даних через операції читання та запису, забезпečуючи доступ до історичних 

даних для аналізу та зберігання нових результатів обчислень. Models отримують 

дані для навчання та генерації прогнозів через інтерфейс Predictions, а результати 

їх роботи у вигляді метрик якості та прогнозних значень повертаються назад до 

системи через відповідні канали зв'язку. 

Така архітектурна організація забезпечує гнучкість системи, дозволяючи 

незалежно розвивати та модифікувати окремі компоненти без впливу на 

функціонування інших частин системи, що є критично важливим для подальшого 

розширення функціональності та адаптації до нових вимог 

користувачів.RetryClaude can make mistakes. Please double-check responses. Sonnet 4 

4.2 Серверна частина 

У центрі серверної архітектури знаходиться Flask-додаток, який координує 

роботу всіх компонентів системи та забезпечує взаємодію з клієнтською частиною 

через REST API. Додаток побудований за принципом модульності з використанням 

Flask Blueprint для розділення API на логічні групи, що спрощує підтримку та 

розширення функціональності. 

Основою для роботи системи є модуль збору даних, реалізований у файлі 

data_collector.py. Цей модуль відповідає за отримання актуальних даних про якість 

повітря з зовнішніх API для кожного міста, яке відстежується системою. Колектор 

даних працює відповідно до розкладу, який налаштовується в системі, 

забезпечуючи регулярне оновлення бази даних новими вимірюваннями. Для 

кожного міста збираються такі показники як концентрація PM2.5, PM10, озону, 

діоксиду азоту, діоксиду сірки, монооксиду вуглецю, а також загальний індекс 
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якості повітря (AQI). 

Зібрані дані зберігаються в реляційній базі даних PostgreSQL, структура якої 

визначена в модулі database/models.py. Основними сутностями в базі даних є 

вимірювання якості повітря, прогнози, налаштування моделей та сповіщення 

користувачів. Взаємодія з базою даних відбувається через ORM SQLAlchemy, який 

забезпечує безпечну та ефективну роботу з даними, абстрагуючись від специфіки 

конкретної СУБД. 

Ключовим компонентом системи є модуль прогнозування, який реалізований 

у серії файлів train_*.py. В рамках проєкту були розроблені та порівняні різні 

підходи до прогнозування часових рядів, включаючи нейронні мережі (LSTM), 

статистичні моделі (ARIMA), градієнтний бустинг (LightGBM) та випадковий ліс 

(Random Forest). Кожен з цих підходів має свої переваги та обмеження, тому 

система підтримує паралельне використання декількох моделей з можливістю їх 

порівняння за різними метриками якості. 

Особливу увагу при розробці було приділено моделі LSTM (Long Short-Term 

Memory), яка демонструє найкращі результати для прогнозування часових рядів з 

довготривалими залежностями. Розроблена архітектура LSTM-мережі включає 

механізми уваги (attention mechanisms), які дозволяють моделі фокусуватися на 

найбільш релевантних часових інтервалах при формуванні прогнозу. Це значно 

підвищує точність прогнозування, особливо для довгострокових прогнозів. 

Процес навчання моделей організований таким чином, щоб забезпечити 

максимальну точність прогнозів. Історичні дані розділяються на навчальну та 

валідаційну вибірки, після чого проводиться оптимізація гіперпараметрів моделей 

для досягнення найкращих результатів. Навчені моделі зберігаються на диску, що 

дозволяє використовувати їх для генерації прогнозів без необхідності повторного 

навчання. 

Оцінка якості моделей проводиться за допомогою різних метрик, таких як 

середня абсолютна помилка (MAE), середньоквадратична помилка (MSE), корінь 

із середньоквадратичної помилки (RMSE) та коефіцієнт детермінації (R²). 
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Результати оцінки зберігаються в базі даних та використовуються для 

відображення у клієнтському додатку, що дозволяє користувачам розуміти 

точність отриманих прогнозів. 

API-шар, реалізований у модулях api/model_api.py, api/auth_api.py та 

api/notifications_api.py, забезпечує взаємодію між клієнтською та серверною 

частинами додатку. API побудоване за принципами REST, що забезпечує простоту 

інтеграції та розширення. Кожен ендпоінт API документований за допомогою 

анотацій, що полегшує розуміння його призначення та використання. 

Для забезпечення безпеки додатку реалізована система автентифікації на 

основі JWT-токенів, яка дозволяє користувачам реєструватися, входити в систему 

та отримувати доступ до захищених ресурсів. Всі паролі зберігаються в базі даних 

у хешованому вигляді, що забезпечує безпеку навіть у випадку компрометації бази 

даних. 

4.3 Клієнтська частина 

Клієнтська частина додатку розроблена з використанням сучасного підходу 

до створення веб-додатків на основі бібліотеки React. Структура клієнтського 

додатку організована відповідно до принципів компонентно-орієнтованої 

архітектури, де кожен компонент відповідає за певний аспект відображення та 

взаємодії з користувачем. 

Основним компонентом додатку є App.tsx, який визначає загальну структуру 

додатку та здійснює маршрутизацію між різними сторінками. Маршрутизація 

реалізована за допомогою бібліотеки React Router, яка забезпечує навігацію між 

сторінками без перезавантаження всього додатку, що значно покращує досвід 

користувача. 

Для керування глобальним станом додатку використовується підхід на основі 

React Context API, який дозволяє передавати дані між компонентами без 

необхідності передачі їх через проміжні компоненти. Зокрема, контекст 
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автентифікації (AuthContext) відповідає за зберігання та оновлення інформації про 

користувача та його статус автентифікації. 

Інтерфейс користувача розроблений з використанням компонентів Material 

UI, які забезпечують сучасний та адаптивний дизайн відповідно до принципів 

Material Design. Додаток підтримує адаптивний дизайн, який забезпечує зручне 

використання як на настільних комп'ютерах, так і на мобільних пристроях. 

Головна сторінка додатку надає користувачам загальний огляд поточної 

якості повітря у вибраних містах з візуалізацією ключових показників. Сторінка 

прогнозів дозволяє переглядати детальні прогнози для кожного міста та параметру 

з використанням інтерактивних графіків, реалізованих за допомогою бібліотеки 

Recharts. 

Взаємодія з серверною частиною відбувається через сервіс API, реалізований 

у файлі src/services/api.ts. Цей сервіс інкапсулює логіку виконання HTTP-запитів до 

серверного API, обробку відповідей та помилок, а також забезпечує додавання 

JWT-токена до авторизованих запитів. 

Особливістю клієнтської частини є акцент на візуалізації даних, яка 

допомагає користувачам швидко оцінювати поточну ситуацію та тенденції зміни 

якості повітря. Для цього використовуються різні типи графіків, колірне кодування 

показників відповідно до їхньої важливості та інтерактивні елементи, які 

дозволяють користувачу отримувати детальну інформацію при взаємодії з 

графіками. 

 

4.4 Алгоритм прогнозування 

Система прогнозування екологічних параметрів базується на двонапрямленій 

LSTM-мережі (Long Short-Term Memory), яка є спеціалізованим типом рекурентної 

нейронної мережі. Ця архітектура особливо ефективна для роботи з часовими 

рядами, оскільки здатна зберігати та використовувати довгострокові залежності в 
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даних.Основний алгоритм роботи LSTM-мережі в нашій системі включає кілька 

ключових компонентів. Перший компонент - це вхідний шар, який приймає 

послідовність значень екологічних параметрів за попередній період. Кожен 

вхідний вектор містить значення таких параметрів як концентрація CO, NO2, O3, 

SO2, PM2.5 та PM10. Ці дані проходять через шар нормалізації, де вони 

масштабуються до діапазону [0,1] для покращення стабільності навчання. 

Двоспрямований LSTM-шар є серцевиною частиною архітектури. Він складається 

з двох LSTM-підшарів, які обробляють вхідну послідовність у прямому та 

зворотному напрямках. Це дозволяє мережі враховувати як минулі, так і майбутні 

залежності в даних. Кожен LSTM-шар містить кілька LSTM-комірок, які здатні 

зберігати інформацію протягом тривалого часу завдяки спеціальному механізму 

воріт. Діаграма алгоритму роботи LSTM моделі зображена на рисунку 4.2. 

 

Рисунок 4.2 – Алгоритм роботи LSTM моделі 
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Важливим компонентом архітектури є механізм уваги (attention mechanism). 

Цей механізм дозволяє мережі фокусуватися на найбільш релевантних частинах 

вхідної послідовності при генерації прогнозу. Алгоритм уваги включає обчислення 

вагових коефіцієнтів для кожного часового кроку, які визначають важливість 

відповідних значень для прогнозування. Після LSTM-шару дані проходять через 

кілька повністю з'єднаних шарів з залишковими з'єднаннями. Ці шари дозволяють 

мережі вивчати складні нелінійні залежності між вхідними даними та 

прогнозованими значеннями. Залишкові з'єднання допомагають уникнути 

проблеми зникаючого градієнта та покращують навчання глибоких мереж. 

Процес навчання мережі включає кілька ключових етапів. Спочатку дані 

розділяються на навчальну, валідаційну та тестову вибірки. Навчальна вибірка 

використовується для оновлення ваг мережі, валідаційна - для моніторингу процесу 

навчання та запобігання перенавчанню, а тестова - для оцінки кінцевої 

продуктивності моделі. Алгоритм навчання використовує оптимізатор AdamW з 

регуляризацією ваг, що допомагає уникнути перенавчання. Для регуляризації 

також використовується техніка dropout, яка випадковим чином деактивує частину 

нейронів під час навчання. Це допомагає зробити модель більш стійкою до шуму в 

даних. Процес прогнозування включає наступні кроки: 

− попередня обробка вхідних даних, включаючи нормалізацію та 

формування послідовності; 

− подача послідовності через LSTM-мережу; 

− застосування механізму уваги для виділення важливих паттернів; 

− генерація прогнозу через повністю з'єднані шари; 

− зворотна трансформація прогнозованих значень до оригінальної шкали. 

Для забезпечення високої якості прогнозування система включає кілька 

механізмів оптимізації. Раннє зупинення (early stopping) дозволяє автоматично 

завершувати навчання, коли модель перестає покращуватися на валідаційній 

вибірці. Зменшення швидкості навчання (learning rate decay) допомагає досягти 

більш точних результатів на пізніх етапах навчання.Валідація моделі включає 
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обчислення різних метрик, таких як середньоквадратична помилка (RMSE), 

середня абсолютна помилка (MAE) та коефіцієнт детермінації (R²). Ці метрики 

дозволяють оцінити якість прогнозування для різних екологічних параметрів та 

різних горизонтів прогнозування. Система також включає механізми для обробки 

випадків, коли якість прогнозування падає. Це може включати автоматичне 

перенавчання моделі на нових даних, адаптацію параметрів моделі або 

перемикання на альтернативні методи прогнозування. Загалом, алгоритм 

прогнозування на основі LSTM забезпечує високу точність та надійність прогнозів 

екологічних параметрів, враховуючи складні залежності та шаблони в даних. 

4.5 Робота з базою даних 

У процесі розробки системи прогнозування якості повітря було реалізовано 

ефективну взаємодію з базою даних, яка є ключовим компонентом для зберігання 

та обробки метеорологічних даних. Для реалізації взаємодії з базою даних було 

обрано PostgreSQL - надійну та продуктивну систему управління реляційними 

базами даних, яка забезпечує високу швидкість обробки запитів та надійне 

зберігання даних. 

Архітектура бази даних була спроектована з урахуванням специфіки 

метеорологічних даних та вимог системи прогнозування. Основна таблиця 

weather_data містить інформацію про погодні умови, включаючи такі параметри як 

температура повітря, вологість, швидкість вітру, атмосферний тиск та інші 

метеорологічні показники. Кожен запис у таблиці містить часову мітку, що 

дозволяє відстежувати зміни погодних умов у часі. 

База даних системи організована за принципами реляційної моделі даних з 

використанням SQLAlchemy ORM (Object-Relational Mapping), що забезпечує 

ефективне управління даними про якість повітря, прогнозування та оцінку моделей 

машинного навчання. Структура бази даних спроектована з урахуванням 

специфіки задач моніторингу екологічного стану атмосфери та включає чотири 
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основні таблиці, кожна з яких виконує специфічні функції в загальній архітектурі 

системи. 

Центральною таблицею системи є AirQualityMeasurement (рис. 4.3), яка 

служить основним сховищем історичних даних про якість повітря та 

метеорологічні умови. Ця таблиця структурована навколо первинного ключа id 

типу Integer, який забезпечує унікальну ідентифікацію кожного запису 

вимірювання. Поле city типу String з максимальною довжиною 100 символів 

зберігає інформацію про географічне розташування вимірювання, що є критично 

важливим для географічної прив'язки даних. Поле timestamp типу DateTime 

забезпечує точну часову прив'язку кожного вимірювання, що дозволяє аналізувати 

динаміку змін якості повітря в часі. 

 

Рисунок 4.3 – Модель AirQualityMeasurement 

Основний масив екологічних показників представлений полями Float для 

зберігання концентрацій різних забруднювачів: aqi для індексу якості повітря, 

pm25 та pm10 для частинок різного розміру, o3 для озону, no2 для діоксиду азоту, 

so2 для діоксиду сірки та co для монооксиду вуглецю. Додатково таблиця включає 

метеорологічні параметри: temperature для температури повітря, humidity для 

відносної вологості, wind_speed для швидкості вітру та wind_direction типу String 

для напрямку вітру, що дозволяє враховувати вплив погодних умов на якість 

повітря. 

Таблиця AirQualityForecast (рисунок 4.4) має аналогічну структуру до 

таблиці вимірювань, але призначена для зберігання прогнозних значень якості 
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повітря. Ключовою відмінністю є наявність двох часових міток: forecast_timestamp 

для позначення часу, на який здійснюється прогноз, та created_timestamp для 

фіксації моменту створення прогнозу. Така структура дозволяє не лише зберігати 

прогнозні дані, але й відстежувати історію прогнозування, що є важливим для 

оцінки точності моделей та аналізу їх ефективності в різні періоди часу. 

 

Рисунок 4.4 – Модель AirQualityForecast 

Управління конфігурацією моделей машинного навчання здійснюється через 

таблицю ModelConfiguration (рисунок 4.5), яка містить мінімальний набір полів для 

збереження поточних налаштувань системи. Поле active_model типу String зберігає 

назву активної моделі з значенням за замовчуванням 'lstm', що вказує на 

використання мереж довгої короткострокової пам'яті як основного алгоритму 

прогнозування. Поля created_at та updated_at типу DateTime автоматично 

відстежують час створення та останньої модифікації конфігурації, використовуючи 

функції datetime.utcnow та onupdate для автоматичного оновлення часових міток. 

 

Рисунок 4.5 – Модель ModelConfiguration 
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Найскладнішою за структурою є таблиця ModelEvaluation (рисунок 4.6), яка 

призначена для зберігання результатів оцінки якості моделей машинного навчання. 

Поля city та model_type дозволяють зберігати інформацію про географічну 

прив'язку та тип моделі відповідно, що забезпечує можливість порівняння 

ефективності різних алгоритмів для різних міст. Числові метрики якості 

представлені полями rmse для середньоквадратичної похибки, mae для середньої 

абсолютної похибки та r2 для коефіцієнта детермінації, що є стандартними 

показниками для оцінки регресійних моделей. 

 

Рисунок 4.6 – Модель ModelEvaluation 

Для забезпечення ефективної роботи з базою даних було реалізовано 

спеціальний модуль DatabaseManager, який відповідає за всі операції з базою даних. 

Цей модуль забезпечує підключення до бази даних, виконання SQL-запитів, 

обробку результатів та закриття з'єднань. Використання пулу з'єднань дозволяє 

оптимізувати використання ресурсів та забезпечити стабільну роботу системи при 

високому навантаженні. 

Особливу увагу було приділено безпеці даних. Реалізовано систему 

автентифікації та авторизації для доступу до бази даних, використовуючи захищені 

методи зберігання облікових даних. Всі SQL-запити піддаються перевірці на SQL-

ін'єкції, а дані проходять валідацію перед записом у базу даних. 

Для оптимізації продуктивності бази даних було створено відповідні індекси 

для полів, які часто використовуються в пошукових запитах. Це дозволяє значно 
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прискорити виконання запитів, особливо при роботі з великими об'ємами даних. 

Також реалізовано механізм кешування часто запитуваних даних, що зменшує 

навантаження на базу даних та підвищує швидкість відгуку системи. 

Регулярне резервне копіювання бази даних забезпечує надійне зберігання 

інформації та можливість відновлення даних у разі виникнення непередбачених 

ситуацій. Система автоматично створює резервні копії в задані проміжки часу та 

зберігає їх у захищеному місці. 

Для моніторингу стану бази даних та виявлення потенційних проблем 

реалізовано систему логування, яка записує інформацію про всі операції з базою 

даних, включаючи час виконання запитів, помилки та попередження. Це дозволяє 

оперативно реагувати на виникнення проблем та оптимізувати роботу системи. 

Взаємодія з базою даних реалізована з використанням сучасних практик 

програмування, включаючи використання ORM (Object-Relational Mapping) для 

спрощення роботи з даними та зменшення кількості SQL-коду. Це забезпечує 

кращу підтримку коду та спрощує внесення змін у структуру бази даних. 

Система також підтримує транзакційність операцій, що гарантує цілісність 

даних при виконанні складних операцій, які потребують зміни кількох таблиць 

одночасно. У разі виникнення помилки під час виконання транзакції, всі зміни 

автоматично відкочуються, що забезпечує консистентність даних. 

Для забезпечення масштабованості системи база даних була спроектована з 

урахуванням можливості горизонтального масштабування. Це дозволяє додавати 

нові сервери бази даних при збільшенні навантаження, забезпечуючи стабільну 

роботу системи навіть при значному зростанні об'єму даних. 

Реалізована система роботи з базою даних забезпечує надійне зберігання та 

ефективну обробку метеорологічних даних, що є критично важливим для 

функціонування системи прогнозування якості повітря. Висока продуктивність, 

надійність та безпека бази даних дозволяють забезпечити якісне обслуговування 

користувачів системи та точність прогнозування. 
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5. РОБОТА КОРИСТУВАЧА З ПРОГРАМНОЮ 

СИСТЕМОЮ 

5.1 Головна сторінка 

На головній сторінці користувач бачить інформаційні картки для кожного з 

відстежуваних міст України – Києва, Львова, Харкова, Одеси та Дніпра. Кожна 

картка містить актуальну інформацію про ключові показники якості повітря, 

включаючи загальний індекс якості повітря, концентрацію дрібнодисперсних 

частинок PM2.5 та PM10, рівень озону, а також дані про температуру та вологість 

повітря. 

Головна сторінка інтерфейсу системи прогнозування якості повітря 

(рисунок 4.1) функціонує як центральний пункт взаємодії користувача з системою 

моніторингу екологічного стану атмосфери. Сторінка організована у вигляді 

інтуїтивно зрозумілого веб-інтерфейсу, який дозволяє користувачам отримувати 

актуальну інформацію про якість повітря та прогнози для різних міст України. 

 

Рисунок 4.1 – Головна сторінка 
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Основна структура сторінки складається з двох головних функціональних 

блоків, які послідовно забезпечують процес отримання та відображення інформації 

про якість повітря. Перший блок являє собою панель управління, де користувач 

може обрати потрібне місто та ініціювати процес отримання прогнозу. Другий блок 

призначений для детального відображення результатів аналізу якості повітря та 

прогнозних даних. 

Панель управління включає випадаючий список для вибору міста та кнопку 

активації прогнозування. Список міст автоматично завантажується при відкритті 

сторінки, забезпечуючи користувачеві актуальний перелік населених пунктів, для 

яких доступне прогнозування якості повітря. Інтерфейс адаптується до процесу 

завантаження, відображаючи індикатори прогресу та блокуючи недоступні для 

взаємодії елементи під час виконання запитів до серверної частини. 

Після вибору міста та натискання кнопки прогнозування система ініціює процес 

збору та аналізу даних про якість повітря. Сторінка взаємодіє з серверною 

частиною системи для отримання поточних вимірювань та прогнозних 

розрахунків, які формуються на основі алгоритмів машинного навчання. Під час 

обробки запиту користувачеві відображаються візуальні індикатори завантаження, 

що інформують про активний стан системи. 

Блок відображення результатів активується після успішного отримання 

даних та структурований у кілька тематичних секцій. Перша секція показує 

загальну інформацію про поточний стан якості повітря, включаючи розрахований 

індекс якості повітря та дату проведення аналізу. Ця інформація подається у 

зрозумілому форматі з чіткими числовими показниками та часовими мітками. 

Секція рекомендацій формує персоналізовані поради для користувачів на 

основі поточного рівня забруднення повітря. Рекомендації охоплюють різні 

аспекти повсякденної діяльності, включаючи поради щодо фізичної активності на 

відкритому повітрі, використання засобів захисту органів дихання, провітрювання 

приміщень та застосування систем очищення повітря. Система автоматично 

адаптує рекомендації відповідно до рівня якості повітря, забезпечуючи релевантні 
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поради для кожної категорії забруднення. 

Детальна інформація про рівні окремих забруднювачів представлена у 

вигляді структурованої сітки показників, що включає концентрації основних 

атмосферних полютантів. Кожен забруднювач відображається в окремій картці з 

назвою речовини та її поточною концентрацією, що дозволяє користувачам оцінити 

внесок різних джерел забруднення в загальний стан атмосфери. 

Прогнозна секція надає інформацію про очікувані зміни якості повітря на 

найближчі три дні. Для кожного дня відображається прогнозований індекс якості 

повітря та відповідна категорія стану атмосфери. Така структура дозволяє 

користувачам планувати свою діяльність з урахуванням очікуваних змін 

екологічної ситуації. 

Інтерфейс сторінки адаптується до різних розмірів екранів та типів пристроїв, 

забезпечуючи оптимальну взаємодію як на настільних комп'ютерах, так і на 

мобільних пристроях. Елементи інтерфейсу автоматично перебудовуються 

відповідно до доступного простору екрану, зберігаючи функціональність та 

зручність використання. 

Система обробки помилок інтегрована в інтерфейс для інформування 

користувачів про можливі проблеми під час роботи з системою. Повідомлення про 

помилки відображаються у зрозумілому форматі з поясненням ситуації та 

рекомендаціями щодо подальших дій. Це включає повідомлення про проблеми з 

мережевим з'єднанням, недоступність серверних сервісів або відсутність даних для 

конкретного населеного пункту. 

Взаємодія з сторінкою організована таким чином, щоб мінімізувати кількість 

дій, необхідних для отримання потрібної інформації. Користувач може швидко 

обрати місто, отримати прогноз та ознайомитися з детальними рекомендаціями за 

кілька простих кроків. Інтерфейс забезпечує миттєвий зворотний зв'язок на всі дії 

користувача через візуальні індикатори та повідомлення про стан системи. 
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5.2 Сторінка прогнозу 

Особливу цінність для користувачів становить розділ "Прогноз" (рисунок 

4.1), який надає детальну інформацію про поточні показники якості повітря та їхні 

прогнози на майбутнє. У цьому розділі користувач має можливість обрати 

конкретне місто зі списку доступних та конкретний параметр якості повітря для 

аналізу. Система пропонує широкий вибір параметрів, включаючи концентрацію 

дрібнодисперсних частинок різних розмірів (PM2.5 та PM10), рівень озону, 

діоксиду азоту, діоксиду сірки, монооксиду вуглецю та загальний індекс якості 

повітря. 

 

Рисунок 4.2 – Динаміка зміни параметру стану повітря 

Прогнозна частина сторінки представлена через динамічний графічний 

компонент, який відображає зміну обраного параметра якості повітря протягом 

прогнозного періоду. Графік автоматично адаптується до обраного показника, 

відображаючи відповідну криву зміни концентрації у часі. Візуалізація включає 

координатну сітку для полегшення читання значень, підписи осей з відповідними 

одиницями вимірювання та інтерактивні підказки, які з'являються при наведенні 
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курсора на конкретні точки графіка. 

Важливою особливістю прогнозного графіка є наявність референтної лінії, 

яка позначає допустимий рівень концентрації для кожного типу забруднюючої 

речовини згідно з міжнародними стандартами якості повітря. Ця лінія забарвлена у 

червоний колір та супроводжується відповідним підписом, що дозволяє 

користувачу миттєво оцінити, чи перевищують прогнозовані значення безпечні 

норми. Таке рішення має важливе практичне значення для прийняття рішень щодо 

планування активностей на відкритому повітрі. 
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ВИСНОВКИ 

У результаті виконання даної роботи було розроблено комплексну систему 

прогнозування часових рядів, що поєднує сучасні методи машинного навчання та 

статистичного аналізу з ефективною програмною реалізацією. Проведене 

дослідження та розробка дозволили досягти наступних результатів. 

Здійснено ґрунтовний аналіз існуючих методів прогнозування часових рядів, 

включаючи класичні статистичні підходи, такі як ARIMA, та сучасні методи 

машинного навчання – LSTM, Random Forest, LightGBM. Розглянуто також 

гібридні підходи, що поєднують переваги різних методів. Порівняльний аналіз 

показав, що гібридні моделі часто демонструють вищу точність прогнозування для 

складних часових рядів порівняно з окремими алгоритмами. 

Створено комплексні засоби для оцінки та порівняння ефективності різних 

моделей. Реалізовано розрахунок стандартних метрик оцінки якості 

прогнозування, таких як RMSE, MAE та MAPE, що дозволяє об'єктивно 

порівнювати різні підходи. Система також надає засоби для візуалізації результатів 

прогнозування та аналізу відхилень, що полегшує інтерпретацію результатів. 

Результати роботи можуть бути використані як основа для розробки 

спеціалізованих систем прогнозування в різних галузях, включаючи фінансове 

прогнозування, управління запасами, енергетику, охорону здоров'я та інші сфери, 

де прогнозування часових рядів є критичним для прийняття рішень. Подальший 

розвиток системи може включати інтеграцію з іншими джерелами даних, 

розширення набору підтримуваних алгоритмів та вдосконалення інтерфейсу 

користувача для забезпечення більш зручного та інформативного представлення 

результатів прогнозування. 



СПИСОК ВИКОРИСТАНИХ ДЖЕРЕЛ 

1. Hyndman R. J., Athanasopoulos G. Forecasting: principles and practice. 3rd 

edition. OTexts, 2021. 472 p. 

2. Box G. E. P., Jenkins G. M., Reinsel G. C., Ljung G. M. Time Series Analysis: 

Forecasting and Control. 5th edition. Wiley, 2015. 712 p. 

3. Hochreiter S., Schmidhuber J. Long Short-Term Memory. Neural Computation. 

1997. Vol. 9, No. 8. P. 1735-1780. 

4. Breiman L. Random Forests. Machine Learning. 2001. Vol. 45, No. 1. P. 5-32. 

5. Ke G., Meng Q., Finley T., Wang T., Chen W., Ma W., Ye Q., Liu T.-Y. LightGBM: A 

Highly Efficient Gradient Boosting Decision Tree. Advances in Neural Information 

Processing Systems 30 (NIPS 2017). 2017. P. 3146-3154. 

6. Zhang G. P. Time series forecasting using a hybrid ARIMA and neural network 

model. Neurocomputing. 2003. Vol. 50. P. 159-175. 

7. Documentations for the Flask Web Framework. URL: 

https://flask.palletsprojects.com/ 

8. PyTorch Documentation. URL: https://pytorch.org/docs/ 

9. React Documentation. URL: https://reactjs.org/docs/ 

10. TypeScript Documentation. URL: https://www.typescriptlang.org/docs/ 

11. PostgreSQL Documentation. URL: https://www.postgresql.org/docs/ 

  



52 

 

ДОДАТОК А Лістинг розробленої системи 

import torch 

import torch.nn as nn 

import numpy as np 

from database.db_manager import get_db_session, AirQualityMeasurement 

from config import SEQUENCE_LENGTH, PREDICTION_HORIZON 

import pandas as pd 

from sklearn.preprocessing import MinMaxScaler 

from torch.utils.data import Dataset, DataLoader 

import logging 

import os 

import joblib 

 

# Налаштування логування 

logging.basicConfig(level=logging.INFO) 

logger = logging.getLogger(__name__) 

 

class AirQualityDataset(Dataset): 

    def __init__(self, sequences, targets): 

        self.sequences = sequences 

        self.targets = targets 

 

    def __len__(self): 

        return len(self.sequences) 

 

    def __getitem__(self, idx): 

        return torch.FloatTensor(self.sequences[idx]), torch.FloatTensor(self.targets[idx]) 

 

class LSTMModel(nn.Module): 
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    def __init__(self, input_size, hidden_size, num_layers, output_size, 

prediction_horizon): 

        super(LSTMModel, self).__init__() 

        self.hidden_size = hidden_size 

        self.num_layers = num_layers 

        self.prediction_horizon = prediction_horizon 

         

        self.lstm = nn.LSTM(input_size, hidden_size, num_layers, batch_first=True) 

        self.fc = nn.Linear(hidden_size, output_size * prediction_horizon) 

         

    def forward(self, x): 

        # Initialize hidden state with zeros 

        h0 = torch.zeros(self.num_layers, x.size(0), self.hidden_size).to(x.device) 

        c0 = torch.zeros(self.num_layers, x.size(0), self.hidden_size).to(x.device) 

         

        # Forward propagate LSTM 

        out, _ = self.lstm(x, (h0, c0)) 

         

        # Decode the hidden state of the last time step 

        out = self.fc(out[:, -1, :]) 

        # Reshape to [batch_size, prediction_horizon, output_size] 

        out = out.view(out.size(0), self.prediction_horizon, -1) 

        return out 

 

def prepare_data(city): 

    """Prepare data for LSTM training""" 

    session = get_db_session() 

     

    try: 
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        # Get data for the city 

        query = session.query( 

            AirQualityMeasurement.timestamp, 

            AirQualityMeasurement.co, 

            AirQualityMeasurement.no2, 

            AirQualityMeasurement.o3, 

            AirQualityMeasurement.so2, 

            AirQualityMeasurement.pm25, 

            AirQualityMeasurement.pm10 

        ).filter( 

            AirQualityMeasurement.city == city 

        ).order_by( 

            AirQualityMeasurement.timestamp 

        ) 

         

        df = pd.read_sql(query.statement, session.bind) 

         

        # Set timestamp as index 

        df.set_index('timestamp', inplace=True) 

         

        # Handle missing values for numeric columns only 

        air_quality_columns = ['co', 'no2', 'o3', 'so2', 'pm25', 'pm10'] 

        df[air_quality_columns] = df[air_quality_columns].interpolate(method='time') 

         

        # Normalize the data 

        scaler = MinMaxScaler() 

        scaled_data = scaler.fit_transform(df[air_quality_columns]) 

         

        # Create sequences 
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        X, y = [], [] 

        for i in range(len(scaled_data) - SEQUENCE_LENGTH - 

PREDICTION_HORIZON + 1): 

            X.append(scaled_data[i:(i + SEQUENCE_LENGTH)]) 

            # Create target sequence for the next PREDICTION_HORIZON hours 

            y.append(scaled_data[i + SEQUENCE_LENGTH:i + SEQUENCE_LENGTH + 

PREDICTION_HORIZON]) 

         

        return np.array(X), np.array(y), scaler, df[air_quality_columns] 

     

    finally: 

        session.close() 

 

def train_model(city, num_epochs=100, batch_size=32, learning_rate=0.001): 

    """Train LSTM model for a specific city""" 

    # Prepare data 

    X, y, scaler, original_data = prepare_data(city) 

     

    # Split into train and test sets 

    train_size = int(len(X) * 0.8) 

    X_train, X_test = X[:train_size], X[train_size:] 

    y_train, y_test = y[:train_size], y[train_size:] 

     

    # Create datasets and dataloaders 

    train_dataset = AirQualityDataset(X_train, y_train) 

    test_dataset = AirQualityDataset(X_test, y_test) 

     

    train_loader = DataLoader(train_dataset, batch_size=batch_size, shuffle=True) 

    test_loader = DataLoader(test_dataset, batch_size=batch_size, shuffle=False) 
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    # Initialize model 

    input_size = 6  # co, no2, o3, so2, pm25, pm10 

    hidden_size = 256 

    num_layers = 2 

    output_size = 6  # Predicting all air quality parameters 

     

    model = LSTMModel(input_size, hidden_size, num_layers, output_size, 

PREDICTION_HORIZON) 

    criterion = nn.MSELoss() 

    optimizer = torch.optim.Adam(model.parameters(), lr=learning_rate) 

     

    # Training loop 

    for epoch in range(num_epochs): 

        model.train() 

        total_loss = 0 

         

        for batch_X, batch_y in train_loader: 

            optimizer.zero_grad() 

            outputs = model(batch_X) 

            loss = criterion(outputs, batch_y) 

            loss.backward() 

            optimizer.step() 

            total_loss += loss.item() 

         

        # Validation 

        model.eval() 

        val_loss = 0 

        with torch.no_grad(): 
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            for batch_X, batch_y in test_loader: 

                outputs = model(batch_X) 

                val_loss += criterion(outputs, batch_y).item() 

         

        if (epoch + 1) % 10 == 0: 

            logger.info(f'Epoch [{epoch+1}/{num_epochs}], Loss: 

{total_loss/len(train_loader):.4f}, Val Loss: {val_loss/len(test_loader):.4f}') 

     

    return model, scaler, original_data 

 

def predict(model, scaler, data): 

    """Make predictions for all parameters""" 

    model.eval() 

    with torch.no_grad(): 

        # Prepare input sequence 

        input_data = data.values[-SEQUENCE_LENGTH:] 

        input_data = scaler.transform(input_data) 

        input_tensor = torch.FloatTensor(input_data).unsqueeze(0) 

         

        # Make prediction 

        output = model(input_tensor) 

        predictions = output.squeeze().numpy() 

         

        # Inverse transform predictions 

        predictions = scaler.inverse_transform(predictions) 

        return predictions 

 

def save_model(model, scaler, city): 

    """Save trained model and scaler""" 
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    os.makedirs('models', exist_ok=True) 

    torch.save(model.state_dict(), f'models/{city}_lstm_model.pth') 

    joblib.dump(scaler, f'models/{city}_lstm_scaler.pkl') 

 

def predict_future(model, scaler, initial_sequence, steps=PREDICTION_HORIZON): 

    """Make predictions for future time steps""" 

    model.eval() 

    predictions = [] 

    current_sequence = initial_sequence.copy() 

     

    with torch.no_grad(): 

        # Get initial prediction 

        input_tensor = torch.FloatTensor(current_sequence).unsqueeze(0) 

        output = model(input_tensor) 

        predictions = output.squeeze().numpy() 

     

    # Inverse transform predictions 

    predictions = scaler.inverse_transform(predictions) 

    return predictions 

 

def train_lstm_models(city_data, city): 

    """Train LSTM models for a specific city""" 

    logger.info(f"Training LSTM models for {city}") 

     

    # Get the number of records available for training 

    num_records = len(city_data) 

    logger.info(f"Number of records available for LSTM training: {num_records}") 

     

    try: 
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        # Train the model 

        trained_model, scaler, original_data = train_model(city) 

         

        # Get predictions for all parameters 

        predictions = predict(trained_model, scaler, original_data) 

         

        # Calculate and log RMSE for each parameter 

        param_indices = {'co': 0, 'no2': 1, 'o3': 2, 'so2': 3, 'pm25': 4, 'pm10': 5} 

        for param, index in param_indices.items(): 

            # Get actual values 

            actual_values = original_data[param].values[-len(predictions):] 

             

            # Calculate RMSE 

            rmse = np.sqrt(np.mean((predictions[:, index] - actual_values) ** 2)) 

            logger.info(f"RMSE for {param} in {city}: {rmse:.4f}") 

         

        # Save the model 

        save_model(trained_model, scaler, city) 

        logger.info(f"LSTM model for {city} trained and saved successfully") 

         

    except Exception as e: 

        logger.error(f"Error training LSTM model for {city}: {str(e)}") 

        raise 

 

if __name__ == "__main__": 

    os.makedirs('models', exist_ok=True) 

     

    for city in ['Kyiv', 'Lviv', 'Kharkiv', 'Odesa', 'Dnipro']: 

        logger.info(f"Training model for {city}") 
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        model, scaler, original_data = train_model(city) 

        save_model(model, scaler, city) 

        logger.info(f"Model for {city} saved") 
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ДОДАТОК Б Презентація 
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